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Thèse

pour obtenir le grade de

Docteur de l’Université de Lille 1
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Abstract Hospital data exhibit numerous specificities that make the traditional data mining
tools hard to apply. In this thesis, we mainly focus on the heterogeneity associated with hospital
data and on their temporal aspect. This work is done within the frame of the ANR ClinMine
research project and a CIFRE partnership with the Alicante company. In this thesis, we propose
two new knowledge discovery methods suited for hospital data, each able to perform a variety of
tasks : classification, prediction, discovering patients profiles, etc.

In the first part, we introduce MOSC (Multi-Objective Sequence Classification), an algorithm
for supervised classification on heterogeneous, numeric and temporal data. In addition to binary
and symbolic terms, this method uses numeric terms and sequences of temporal events to form
sets of classification rules. MOSC is the first classification algorithm able to handle these types
of data simultaneously. Its application to real hospital data shows the correctness and relevance
of the classification rules learned.

In the second part, we introduce HBC (Heterogeneous BiClustering), a biclustering (two-way
unsupervised classification) algorithm for heterogeneous data, a problem that has never been
studied so far. This algorithm is extended to support temporal data of various types : temporal
events and unevenly-sampled time series. HBC is used for a case study on a set of hospital data,
whose goal is to identify groups of patients sharing a similar profile. The results make sense from
a medical viewpoint ; they indicate that relevant, and sometimes new knowledge is extracted
from the data. These results also lead to the definition of further, more precise case studies.
The integration of HBC within a software is also engaged, with the implementation of a parallel
version and a visualization tool for biclustering results.

Keywords Datamining, combinatorial optimization, classification, biclustering, heterogeneous
data, temporal data, machine learning.

Résumé Les données médicales hospitalières présentent de nombreuses spécificités qui rendent
difficilement applicables les méthodes de fouille de données traditionnelles. Dans cette thèse, nous
nous intéressons particulièrement à l’hétérogénéité de ces données ainsi qu’à leur aspect temporel.
Dans le cadre du projet ANR ClinMine et d’une convention CIFRE avec la société Alicante,
nous proposons deux nouvelles méthodes d’extraction de connaissances adaptées à ces types
de données, permettant chacune de répondre à des problématiques différentes : classification,
prédiction, découverte de profils patients, etc.

Dans la première partie, nous développons l’algorithme MOSC (Multi-Objective Sequence
Classification) pour la classification supervisée sur données hétérogènes, numériques et tempo-
relles. Cette méthode accepte, en plus des termes binaires ou symboliques, des termes numériques
et des séquences d’événements temporels pour former des ensembles de règles de classification.
MOSC est le premier algorithme de classification supportant simultanément ces types de don-
nées. L’application à des données hospitalières réelles permet de montrer la cohérence médicale
des informations utilisées pour former les règles de classification.

Dans la seconde partie, nous proposons une méthode de classification double non-supervisée
(ou biclustering) pour données hétérogènes, un problème qui n’a à notre connaissance jamais
été exploré. Cette méthode, HBC (Heterogeneous BiClustering), est étendue pour supporter les
données temporelles de différents types : événements temporels et séries temporelles irrégulières.
HBC est utilisée pour un cas d’étude sur un ensemble de données hospitalières, dont l’objectif
est d’identifier des groupes de patients ayant des profils similaires. Les résultats obtenus sont
cohérents d’un point de vue médical ; ils permettent d’extraire des informations vraisemblables
et parfois nouvelles, et amènent à la définition de cas d’étude plus précis. L’intégration dans
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une solution logicielle est également engagée, avec une version parallèle de HBC et un outil de
visualisation des résultats.

Mots-clés Fouille de données, optimisation combinatoire, classification, biclustering, données
hétérogènes, données temporelles, apprentissage automatique.
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et pour les nombreuses discussions enrichissantes que nous avons pu avoir. Leurs conseils m’ont
permis de mieux comprendre et aborder le monde de la recherche scientifique, et je leur en suis
grandement reconnaissant.
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manière de les aborder.

J’adresse mes remerciements sincères aux membres du jury de thèse : Pascale Kuntz-Cosperec
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3.2.3 Processus de comparaison des méthodes de discrétisation . . . . . . . . . 59
3.2.4 Expérimentations . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 60

3.3 Seconde approche : gestion des attributs numériques dans la recherche locale . . 67
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5.1 Définition du problème . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 121

5.1.1 Recherche de profils patient . . . . . . . . . . . . . . . . . . . . . . . . . . 121
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7 Implémentation - parallélisation et visualisation 173
7.1 Parallélisation . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 173

7.1.1 Motivations . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 173
7.1.2 Première approche : MPI . . . . . . . . . . . . . . . . . . . . . . . . . . . 174
7.1.3 Seconde approche : OpenMP . . . . . . . . . . . . . . . . . . . . . . . . . 177
7.1.4 Expérimentations . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 177
7.1.5 Conclusion sur la parallélisation . . . . . . . . . . . . . . . . . . . . . . . 179



10 TABLE DES MATIÈRES
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11



12 Table des figures

5.6 Exemple de formation d’un bicluster par HBC : ajout de la colonne num1 (et sup-
pression de la ligne I6), puis ajout de la colonne symb1 (sans suppression de ligne).
A ce point, la construction du bicluster s’arrête car il est impossible d’ajouter une
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6.4 Données réelles - qualité et taille des biclusters trouvés sur le jeu MRB . . . . . . . . 156
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5.2 Paramètres utilisés pour l’insertion des biclusters dans les données synthétiques :
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ment des biclusters injectés . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 154
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Introduction

Cette thèse s’intéresse aux problématiques d’extraction de connaissances à partir des don-
nées médicales hospitalières. Celles-ci présentent plusieurs spécificités qui rendent inapplicables
la plupart des méthodes d’analyse des données. En particulier, ces données sont fortement hé-
térogènes, c’est-à-dire qu’elles contiennent des informations de différents types (quantitatives et
qualitatives), et temporelles, c’est-à-dire que les informations (par exemple un acte médical ou
un diagnostic) sont souvent marquées dans le temps. L’objectif de cette thèse est de conçevoir
et de développer des outils de fouille de données permettant de gérer les données hospitalières.
Ces outils doivent être le plus génériques possibles, afin d’être à même de répondre aux diffé-
rents cas d’étude et interrogations pouvant se poser sur ces données. Les travaux de cette thèse
se concentrent sur deux grandes classes de méthodes : classification supervisée et classification
double non-supervisée (ou biclustering). Ces deux classes sont complémentaires et permettent
de répondre à une grande variété de problèmes différents. Dans ces travaux, la conception des
méthodes emprunte en priorité aux techniques d’optimisation, et notamment d’optimisation com-
binatoire, sans toutefois s’y limiter. Cette thèse s’inscrit dans le cadre d’un projet de recherche
plus large incluant plusieurs partenaires hospitaliers. Par conséquent, les méthodes développées
sont évaluées en permanence sur des ensembles de données réelles mises à disposition par ces
partenaires, qui permettent de valider leur efficacité et d’apporter en même temps des réponses
à des problématiques médicales.

Cette thèse fait l’objet d’un dispositif CIFRE (Conventions Industrielles de Formation par
la REcherche) et est co-encadrée par la société Alicante et l’équipe DOLPHIN du laboratoire
CRIStAL, UMR CNRS, Université Lille 1. Alicante est une PME spécialisée dans les progiciels
pour les hôpitaux, qui intervient notamment dans les domaines de l’identito-vigilance, du déci-
sionnel hospitalier, de la bibliométrie ou de la recherche clinique. La société a déjà participé à
des projets de recherche, tels que AKENATON (ANR TECSAN 2007-2011) et FAROS (RNTL
2005-2008). L’équipe DOLPHIN (Discrete multiobjective Optimization for Large-scale Problems
with Hybrid dIstributed techNiques) dispose d’une expertise dans les domaines de l’optimisation
et de la fouille de données. Ces deux structures ont déjà participé conjointement à l’encadrement
de la thèse de Julie Jacques, de 2010 à 2013, dont les travaux servent de base à une partie de la
présente thèse [89]. Celle-ci s’inscrit également dans le cadre du projet ClinMine (ANR TECSAN
2014-2017), dont l’objectif est “l’optimisation de la prise en charge des patients à l’hôpital”.

Compte tenu de la complexité relative du contexte afférent aux travaux de cette thèse, le
Chapitre 1 est dédié à la présentation de ce contexte. Dans le présent chapitre, nous donnons
cependant les motivations et objectifs de ce travail, et détaillons l’organisation générale du do-
cument.
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18 INTRODUCTION

Motivations et objectifs

Les établissements hospitaliers génèrent en permanence une quantité importante d’informa-
tions de différentes natures, liées tant à leur activité de soins qu’à leur fonctionnement interne.
L’informatisation de l’intégralité de ces données a été initiée il y a environ 20 ans au niveau
national, et se poursuit encore à l’heure actuelle avec des programmes tels que Hôpital 2007,
Hôpital 2012 et Hôpital Numérique. Cette informatisation s’accompagne d’une uniformisation
d’une partie importante des données. Ces deux phénomènes rendent possible l’exploitation des
données par des outils informatiques. Par ailleurs, la notion de parcours patient est de plus en
plus utilisée pour structurer l’activité des établissements de soins. La loi HPST (Hôpital, Patient,
Santé, Territoire) votée en France en 2009 impose la création progressive de parcours coordonnés
de soins au sein d’un territoire de santé. Ces parcours visent à agréger le suivi médical d’un
patient dans différents types d’établissements médicaux : hospitaliers, sanitaires et sociaux, mé-
decine de ville. Une meilleure connaissance de ces parcours permettrait de se focaliser sur ceux
associés à certaines pathologies (telles que les AVC), par exemple pour prédire l’évolution future
des patients (réhospitalisations, complications, etc.) en fonction de leur profil actuel.

Au-delà de l’organisation des bases de données et de l’utilisation de statistiques descriptives
pour mieux connâıtre les données, il devient possible d’appliquer des outils d’analyse de données
plus avancés. Les méthodes statistiques telles que les modèles de régression ou l’analyse des
corrélations sont très populaires pour l’exploitation des données médicales. Dans cette thèse, nous
nous intéressons aux méthodes d’apprentissage automatique, qui permettent d’extraire d’autres
types de modèles à partir des données. L’analyse des données présente un intérêt notable pour
les hôpitaux, qui peuvent ainsi mieux connâıtre leur clientèle, améliorer le parcours de soins des
patients et potentiellement identifier de nouvelles hypothèses médicales à valider. Les questions
que se posent des praticiens, responsables de l’information médicale ou de la recherche clinique,
sont nombreuses et variées. Pour cette raison, des méthodes d’analyse de données génériques sont
plus adaptées que des méthodes ad hoc pour chaque cas d’étude.

Dans ces travaux nous cherchons à développer des méthodes d’analyse de données permettant
de répondre à deux grands types de problématiques. Le premier concerne la prédiction ou la
classification supervisée, c’est-à-dire déterminer, à partir d’un ensemble d’informations connues
pour un patient (par exemple), la valeur d’une information inconnue pour ce même patient. Un
exemple d’application pour la prédiction est : compte tenu du dossier patient à l’heure actuelle,
quelle est la probabilité que ce patient fasse une rechute avant cinq ans ? Le second type de
problématiques concerne la recherche de groupes homogènes parmi les patients, c’est-à-dire de
patients partageant un profil similaire. Il s’agit d’une tâche plus exploratoire, dite non-supervisée,
dont les résultats doivent être évalués directement par des experts médicaux afin d’en valider la
cohérence. Pour ces deux types de tâches, nous proposons deux méthodes différentes de fouille
de données qui guident le plan de ce document, décrit dans la suite de ce chapitre.

Plan et contributions

Cette thèse est organisée selon le plan suivant.

Dans le Chapitre 2, nous présentons plus en détail le contexte afférent aux travaux de la
thèse. Ce chapitre contient une description des données hospitalières avec leurs spécificités, leur
cycle de vie et les différentes problématiques liées à leur exploitation pour analyse. Le projet de
recherche plus général qui sert de cadre à cette thèse est également présenté dans ses objectifs et
cas d’étude concrets. Une revue des outils existants pour la fouille de données permet de mieux
situer les contributions apportées. Enfin, l’introduction des domaines de la fouille de données et
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de l’optimisation permet de définir formellement le cadre scientifique du projet.

Les contributions apportées par cette thèse sont organisées en deux parties correspondant
aux deux problématiques majeures identifiées. La première partie, composée des Chapitres 3, 4
et 5, s’intéresse à la classification supervisée pour données hospitalières.

Dans le Chapitre 3, nous exposons le fonctionnement de l’algorithme MOCA-I (Multi-
Objective Classification Algorithm for Imbalanced data) pour la classification supervisée adaptée
aux particularités des données hospitalières. Une attention particulière est apportée à la modé-
lisation sous forme d’un problème d’optimisation multi-objectif et la représentation de solutions
sous forme de règles de classification. La conception de MOCA-I provient de la thèse de Julie
Jacques et est donc antérieure à la thèse présentée ici, mais cet algorithme sert de base aux
deux chapitres suivants et mérite donc une description détaillée. Nous étendons cependant ici la
discussion menée dans les travaux sur MOCA-I, à propos du choix d’une solution unique parmi
l’archive finale des solutions possibles.

Dans le Chapitre 4, nous présentons l’algorithme MOCA-IQ, une extension de MOCA-I
que nous proposons afin de gérer en plus les données quantitatives. Deux approches différentes,
par discrétisation en pré-traitement et par gestion dans la recherche locale, sont proposées et
comparées. L’approche la plus performante est retenue et validée par comparaison avec d’autres
algorithmes de classification de la littérature. Deux améliorations de l’algorithme, indépendantes
du type de données considéré, sont également proposées et évaluées. La seconde, qui définit un
nouveau mécanisme pour l’archivage des solutions, permet d’améliorer la qualité des résultats et
est donc intégrée dans l’algorithme.

Dans le Chapitre 5, nous proposons l’algorithme MOSC (Multi-Objective Sequence Classi-
fication) pour la classification sur données temporelles. Le modèle choisi définit un nouveau type
de données permettant d’encapsuler les données temporelles au sein de séquences. De nouveaux
opérateurs de voisinage adaptés à ce type de données, ainsi qu’un algorithme de comparaison de
séquences, sont proposés. Des expérimentations permettent de valider l’efficacité de l’approche
par rapport à d’autres algorithmes de classification. MOSC est appliqué à plusieurs cas d’études
sur données hospitalières réelles ; les résultats montrent l’intérêt de considérer l’aspect temporel
des données.

La seconde partie, composée des Chapitres 6, 7, 8 et 9, s’intéresse au problème de la classifi-
cation double non-supervisée, ou biclustering.

Dans le Chapitre 6, nous nous intéressons au biclustering sur données hétérogènes. Nous
justifions l’intérêt de cette méthode pour la recherche de profils patient dans les données hospi-
talières. Une revue de l’état de l’art expose l’absence de méthodes existantes pour cette tâche.
Nous proposons une première modélisation du biclustering, sous forme d’un problème d’optimi-
sation bi-objectif, et une méta-heuristique de résolution. Nous montrons les limitations de cette
approche et en proposons une seconde, mieux adaptée au problème et aux spécificités des don-
nées, basée sur une heuristique constructive et une simplification des données en pré-traitement.
L’algorithme proposé, HBC (Heterogeneous BiClustering), est comparé favorablement à d’autres
méthodes de biclustering sur des ensembles de données homogènes.

Dans le Chapitre 7, nous étendons le champ d’application de HBC aux données temporelles
de deux types : événements temporels et séries temporelles irrégulières. Pour le premier type, nous
proposons une modélisation et une adaptation de l’algorithme, et montrons expérimentalement



20 INTRODUCTION

l’efficacité de l’approche par rapport à un algorithme de référence. Pour le second type, nous
présentons d’abord les particularités des séries temporelles considérées (longueur et irrégularité).
Nous définissons ensuite un mode de simplification de ces données pour permettre une utilisation
dans HBC. Cette simplification implique la conception d’une nouvelle mesure de distance entre
deux séries temporelles et le choix d’une méthode de clustering adaptée. Des expérimentations
montrent la validité de la méthode proposée, ainsi que l’efficacité de la mesure de distance pro-
posée par rapport à une mesure existante.

Dans le Chapitre 8, nous nous intéressons aux problématiques de l’intégration de HBC au
sein d’applications fonctionnelles. Ces problématiques sont importantes pour une thèse menée
dans un cadre industriel et inscrite dans un projet de recherche multi-partenaires. Dans un pre-
mier temps, nous explorons différents modèles pour la parallélisation de HBC, permettant un
déploiement plus efficace sur des systèmes de calcul réels et une meilleure scalabilité. Dans un
second temps, nous présentons les bases d’un outil de visualisation pour le biclustering sur don-
nées hétérogènes, et son intégration dans une application.

Dans le Chapitre 9, nous définissons un cas d’étude permettant de valider HBC. Ce cas
d’étude concerne une problématique médicale réelle en lien avec les objectifs du projet de re-
cherche ClinMine, et implique l’utilisation des différents aspects de HBC (en particulier données
hétérogènes et temporelles). Pour pouvoir traiter l’intégralité de ces données, nous proposons
une extension de HBC à un nouveau type de données, les séries symboliques irrégulières, assez
proches des séries temporelles irrégulières. L’objectif de ce cas d’étude est de comparer les par-
cours de soins des patients ayant un profil similaire. Les résultats de cette étude sont cohérents
d’un point de vue médical, reflètent des phénomènes connus pour la prise en charge des patients,
et font apparâıtre de nouvelles connaissances à travers des cas particuliers intéressants. L’analyse
de ces résultats permet la définition de nouveaux cas d’étude plus précis.

Dans le Chapitre 10, nous résumons les contributions principales de cette thèse et présentons
différentes perspectives d’amélioration et nouveaux axes de recherche qui découlent des travaux
réalisés.



Chapitre 1

Contexte

Les travaux réalisés au cours de cette thèse concernent la conception et la réalisation d’outils
de fouille de données permettant de traiter les données issues des systèmes d’information des
hôpitaux. Dans ce chapitre, nous présentons tout d’abord une description des données hospita-
lières, avec leurs spécificités et les difficultés que celles-ci engendrent. Nous présentons ensuite le
projet de recherche ClinMine, soutenu par l’Agence Nationale de la Recherche (ANR), qui sert
de cadre aux travaux de cette thèse. Nous dressons ensuite un état des lieux des outils existants
pour la fouille de données afin de positionner notre travail dans le contexte actuel. Enfin, nous
exposons le contexte scientifique de ce travail, en présentant les bases des domaines de recherche
concernés : la fouille de données et l’optimisation.

1.1 Données hospitalières

Dans cette première section, nous présentons tout d’abord la richesse et l’hétérogénéité des
données hospitalières. Nous détaillons ensuite les données dites PMSI, particulièrement intéres-
santes car communes à tous les hôpitaux. Nous présentons ensuite le circuit des données au sein
des systèmes d’information hospitaliers, puis les nouveaux défis pour l’analyse de ces données. En-
fin, nous exposons les spécificités de ces données, qui justifient la conception et le développement
de nouvelles méthodes d’analyse.

1.1.1 Différentes sources pour les données

Les centres hospitaliers français disposent d’un nombre croissant de données numériques. Cet
état de fait est le résultat, entre autres, de programmes de numérisation des données médicales.
Au niveau national, le Programme de Médicalisation des Systèmes d’Information (PMSI) vise à
ce que chaque hôpital dispose d’une partie de données traduisant son activité (notamment les
actes et diagnostics), sous un format commun. En plus de ces données uniformisées, les centres
hospitaliers disposent souvent d’un ensemble de systèmes et de logiciels visant à collecter les
données provenant d’autres sources, telles que :

— les résultats d’analyses biologiques (prélèvements sanguins, biopsies, etc.) réalisées par les
laboratoires d’analyse liés à l’hôpital.

— les radiographies et autres résultats d’imagerie médicale.

— les prescriptions médicamenteuses, et notamment les chimiothérapies.

— les courriers et notes de transmission rédigées lors d’un séjour.

— les dossiers médicaux des patients et les informations personnelles.

21
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— les outils plus administratifs, tels que la gestion des lits, des rendez-vous et consultations,
du personnel (emplois du temps, répartition des moyens humains) ; la gestion logistique et
financière.

Les hôpitaux génèrent et utilisent donc au quotidien une quantité importante de données très
variées. L’organisation exacte du système d’information varie d’un hôpital à l’autre, mais inclut
le plus souvent une variété de logiciels spécialisés, chacun dédié à une activité particulière. Dans
ces conditions, unifier l’ensemble de ces données au sein d’une base unique est un défi de taille
pour les établissements. Pour cette raison, nous nous concentrons dans cette présentation en
priorité sur les données PMSI, qui sont communes à tous les hôpitaux.

1.1.2 Données PMSI

Le Programme de Médicalisation des Systèmes d’Information a été instauré en 1994, avec une
extension aux établissements privés en 1997. Le socle principal des données dites PMSI concerne
les séjours hospitaliers MCO (Médecine-Chirurgie-Obstétrique). Celles-ci représentent une ma-
jorité des activités hospitalières, mais laissent par exemple de côté les activités de psychiatrie,
qui disposent d’un système dédié, et les consultations réalisées à l’hôpital. Ces données sont par
exemple utilisées dans le cadre de la Tarification A l’Activité (T2A) : les hôpitaux sont subven-
tionnés en fonction des actes médicaux réalisés et des diagnostics effectués, ce qui nécessite ce
système commun de classification des activités. Nous présentons ici les différents éléments qui
font partie du système PMSI.

Une Unité Médicale (UM) est un service hospitalier spécialisé dans un type de pathologies,
correspondant de près aux différentes spécialités médicales. La définition des différentes UM est
spécifique à chaque hôpital. “Médecine Physique et Rééducation”, “Pathologies Digestives” et
“ORL Pédiatrique” sont des exemples d’unités médicales. Au cours d’un séjour à l’hôpital, un
patient passe par au moins une unité médicale. Le parcours patient peut alors être défini comme
la séquence d’unités médicales par lesquelles passe un patient. Par exemple, un parcours peut
être formé de la séquence d’UM suivante :

Urgences−Neurochirurgie− Réanimation

Chaque unité médicale fournit, à la sortie du patient, un Résumé d’Unité Médicale (RUM),
qui contient les informations suivantes :

— date de naissance, sexe et code postal du patient,

— dates d’entrée et de sortie de l’UM,

— diagnostics principal et associés,

— actes réalisés,

— autres informations médicales (notamment score IGS2 de gravité [111]).

A la sortie du patient de l’hôpital, l’ensemble des RUM sont utilisés pour générer le Résumé de
Sortie Standardisé (RSS), qui contient obligatoirement un diagnostic principal, et éventuelle-
ment un diagnostic relié et/ou des diagnostics associés.

Dans les RUM (et RSS), les diagnostics sont codés d’après la CIM-10 (Classification Inter-
nationale des Maladies et recours aux services de santé n.10) [2]. Cette classification comporte
vingt-deux chapitres, chaque chapitre regroupant un ensemble cohérent de pathologies, chacune
décrite par un code à trois caractères (une lettre et deux chiffres). Par exemple, le chapitre
IV regroupe les codes allant de E00 à E90, correspondant aux “Maladies endocriniennes, nutri-
tionnelles et métaboliques”. On y retrouve, entre autres, la Thyröıdite (E06), le Diabète sucré
insulino-dépendant (E10) ou la Carence en vitamine D (E55). De plus chaque code peut se voir
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adjoindre un caractère supplémentaire afin de préciser la pathologie décrite. Par exemple, E10.2
correspond au diabète avec complications rénales, E10.3 au diabète avec complications oculaires,
etc. Dans sa version courante, la CIM-10 contient au total 14 400 codes différents.

Les RUM renseignent également les actes effectués lors du passage d’un patient dans l’UM.
Les actes sont codés d’après la CCAM (Classification Commune des Actes Médicaux) [1]. Il
s’agit d’une classification hiérarchique comprenant 7623 codes (dans sa version de 2005), où
chaque code est constitué de quatre lettres et de trois chiffres :

— la première lettre désigne l’appareil anatomique concerné.

— la deuxième lettre précise l’organe ou la fonction métabolique.

— la troisième lettre désigne l’acte effectué.

— la quatrième lettre précise la voie d’accès ou la technique utilisée.

— les chiffres permettent de distinguer les actes pour lesquels les quatre lettres sont identiques.
Par exemple, le code BACA002 désigne une “Suture d’une plaie cutanée d’une paupière,
sans atteinte du bord libre”, et BACA008 une “Suture de plaie du sourcil”.

La CCAM renseigne, pour chaque acte, le tarif remboursé par la Sécurité Sociale à l’hôpital ayant
réalisé cet acte. Cette classification forme donc la base de la Tarification A l’Activité (T2A) déjà
mentionnée plus haut.

La Figure 1.1 illustre le concept de parcours patient et présente les différents documents
générés lors d’un séjour (RUM et RSS).

Unité 
Médicale 1

Unité 
Médicale 2

Unité 
Médicale 3

Séquence d’UM = parcours patient

RUM 1
- Diagnostics (CIM-10)
- Actes (CCAM)
- Infos patient
- Données 

complémentaires

RUM 2
- Diagnostics (CIM-10)
- Actes (CCAM)
- Infos patient
- Données 

complémentaires

RUM 3
- Diagnostics (CIM-10)
- Actes (CCAM)
- Infos patient
- Données 

complémentaires

RSS
- Diagnostic principal
- Diagnostics associés

Figure 1.1 – Parcours d’un patient dans trois unités médicales successives, génération des RUM
et du RSS

Le mode de saisie des codes PMSI du RUM varie d’un établissement à l’autre. Ces codes sont
le plus souvent saisis par les praticiens de l’unité médicale concernée, ou par les membres du
Département d’Information Médicale (DIM). Ce système n’est pas parfait et peut être sujet à
des erreurs, volontaires ou non. Il est tout d’abord possible que la personne qui saisit les codes se
trompe et renseigne, par exemple, un acte différent de celui qui a été réalisé. Il peut également
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arriver que l’erreur soit intentionnelle. Ce genre de situations est en partie causé par l’une des
finalités du PMSI, qui est la tarification à l’activité en fonction des codes enregistrés. Dans
ce contexte, il est tentant d’omettre les codes n’offrant aucun intérêt pour le remboursement
des actes afin de gagner du temps, ou au contraire de modifier le groupage en sur-codant afin
d’optimiser le remboursement. Les données PMSI ne sont donc pas totalement fiables, mais
constituent une base conséquente de données générées par les hôpitaux, car obligatoirement
renseignés pour chaque patient. Dans la section suivante, nous examinons le parcours des données
(PMSI et autres) au sein des systèmes d’information hospitaliers.

1.1.3 Circuit des données hospitalières

L’uniformisation, l’agrégation et le stockage des données numériques représentent un défi de
taille pour les hôpitaux, qui doivent souvent repenser tout ou partie de leur système d’information.
L’ensemble du parcours des données générées par l’activité hospitalière est appelée circuit des
données hospitalières. Ce circuit des données est un processus complexe et toujours en cours
d’élaboration ou de perfectionnement au sein de chaque centre. La Figure 1.2 montre un exemple
de circuit complet, de la récupération des données à leur utilisation finale, d’après la vision du
Département d’Information Médicale (DIM) du GHICL, l’un des partenaires du projet ClinMine
(voir section suivante) :

DonnéesDonnées

DonnéesDonnées

Stockage Qualification Agrégation Enrichissement

Représentation Exploitation Extraction

Figure 1.2 – Circuit des données hospitalières

Cette figure décrit les différentes étapes suivantes :

— stockage : la première étape consiste assez naturellement à mettre en place un système de
bases de données permettant de stocker les données générées par l’activité de l’hôpital.

— qualification : le stockage brut des données réalisé dans la première étape peut amener à
enregistrer des données erronées ou mal formatées. La qualification vise à garantir la qualité
des données, par exemple en assurant l’uniformité des formats et unités utilisés. Une autre
préoccupation majeure à ce sujet concerne l’identitovigilance, c’est-à-dire l’exactitude des
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informations disponibles pour l’identité des patients : suppression ou regroupement de
doublons, correction de données aberrantes, etc.

— agrégation : comme nous l’avons vu dans la Section 1.1.1, les données hospitalières pro-
viennent de nombreuses sources. L’étape d’agrégation permet de lier entre elles ces don-
nées. Il peut s’agir, par exemple, de croiser les résultats d’analyses biologiques avec la base
d’identités patients, afin de lier un patient aux résultats des analyses qu’il a subies.

— enrichissement : une fois la qualité et l’homogénéité des données garanties, il est possible
de procéder à une phase d’enrichissement. Celle-ci vise à extraire des données disponibles
des informations qui ne sont pas accessibles directement. Il peut s’agir, par exemple, d’appli-
quer des techniques de traitement du langage naturel aux courriers rédigés lors des séjours
afin d’en extraire des informations complémentaires.

— extraction : stocker les données, et assurer leur qualité et leur accessibilité, est un travail
motivé entre autres par la perspective de pouvoir utiliser ces données à des fins d’analyse. Il
est donc nécessaire de pouvoir extraire les données des bases qui les hébergent, par exemple
via des requêtes SQL.

— exploitation : l’étape d’exploitation concerne donc les différentes analyses qu’il est possible
de mener sur les données disponibles. Celles-ci englobent les applications de fouille de
données qui forment le cœur de cette thèse. Cette étape est exposée plus en détails dans la
Section 1.1.4.

— représentation : l’exploitation des données produit un ensemble de modèles, qu’il est
important de pouvoir représenter de manière à faciliter leur compréhension, en particulier
par les utilisateurs finaux (personnel médical).

1.1.4 Exploitation des données

Les trois premières étapes de ce circuit, du stockage à l’agrégation, sont principalement du
ressort des services informatiques internes aux centres hospitaliers. Les étapes suivantes, à partir
de l’enrichissement et de l’extraction, sont celles qui nous intéressent davantage dans le cadre de
cette étude. L’accessibilité à une quantité toujours croissante de données provoque de nouveaux
besoins en analyse. Cela signifie également qu’il est nécessaire de revoir les outils d’analyse des
données employés jusqu’à présent, lesquels ne sont pas toujours aptes à traiter cet afflux récent
et massif de données. En effet, cette évolution dans les données disponibles se traduit par deux
aspects majeurs :

— le volume des données est sans doute l’aspect le plus notable et le plus évident. Un hôpital
peut accueillir plusieurs dizaines de milliers de patients par an, et la quantité d’information
disponible pour chaque patient est conséquente.

— l’hétérogénéité des données est un aspect souvent négligé, mais potentiellement plus com-
plexe et problématique que la simple augmentation du volume. Les données nouvellement
agrégées provenant de sources différentes, elles sont par conséquent de différents types :
informations personnelles, antécédents médicaux, prescriptions médicamenteuses, évolu-
tion des états d’une maladie, parcours au sein des unités médicales, etc. Ces informations
diverses sont naturelles pour les praticiens médicaux, et correspondent aux différentes fa-
cettes complémentaires d’un même profil patient. Leur diversité représente néanmoins une
nouveauté à laquelle les méthodes d’analyse doivent s’adapter.

Le fonctionnement traditionnel des études menées sur les données médicales implique la col-
lecte, pour un ensemble de patients, de leurs données pour un ensemble d’informations. L’analyse
de ces données est menée par des outils statistiques et permet la validation, ou non, d’une hy-
pothèse de départ formulée au début de l’étude. Cette hypothèse guide la sélection des données.
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Par exemple, si l’hypothèse suppose que “les patients ayant les symptômes S1 et S2 développent
la pathologie P”, les données sélectionnées doivent inclure a minima les informations concernant
S1, S2 et P pour l’ensemble des patients étudiés. Une fois ces données rassemblées, des techniques
statistiques telles que la régression ou l’analyse factorielle sont employées afin de vérifier l’hy-
pothèse formulée. Ces techniques donnent de très bons résultats sur des données bien préparées
et de taille assez réduite, avec typiquement quelques centaines de patients et quelques dizaines
d’attributs. Elles montrent cependant leurs limites lorsque les données sont plus volumineuses
ou mal formatées. Les deux aspects de l’évolution mentionnée ci-dessus (volume et hétérogé-
néité) permettent d’élargir cette approche traditionnelle, et rendent possibles d’autres types de
questionnement sur les données :

— l’augmentation du nombre de patients autorise des recherches plus exploratoires parmi les
données. Plutôt que de chercher à valider une hypothèse, il devient possible de rechercher,
dans l’ensemble des données, des corrélations entre certaines informations ou des groupes de
patients présentant des attributs communs. Ces corrélations peuvent permettre de formuler
de nouvelles hypothèses.

— de manière corollaire, il est possible d’utiliser un même jeu de données pour différents
cas d’étude, si celui-ci contient l’ensemble des patients et des informations disponibles. Ce
processus de réutilisation des données (ou data reuse) permet de simplifier la phase de
préparation et de sélection des données, qui n’a plus besoin d’être faite à chaque nouveau
cas d’étude.

— l’augmentation du nombre de patients implique aussi le plus souvent une fiabilité accrue
des modèles explicatifs ou prédictifs construits à partir de l’analyse des données.

— l’intégration de données provenant de sources plus diverses permet également d’améliorer
la qualité des modèles. En considérant l’ensemble des informations disponibles pour chaque
patient, on s’autorise à examiner toutes les raisons possibles pour expliquer un événement
médical, par exemple. Ainsi, il est possible de trouver ou confirmer des liens entre des
informations en apparence sans rapport entre elles, telles que des comorbidités ou facteurs
aggravants.

Cette évolution conjointe des données et des techniques disponibles permet donc l’émergence
d’une nouvelle approche, basée sur la fouille de données. La Figure 1.3 représente ces deux ap-
proches de manière plus concise. Il est important de souligner que celles-ci sont complémentaires,
leurs buts respectifs étant différents.

L’approche par fouille de données est plus flexible et permet de s’adapter à des problématiques
plus variées. En effet, il arrive qu’il soit difficile d’établir une hypothèse a priori, surtout si les
données sont massives et/ou moins bien connues. L’objectif le plus important pour les hôpitaux
est d’optimiser la prise en charge de chaque patient. Cet objectif assez générique se traduit
en pratique par différentes catégories de problèmes auxquelles des outils d’analyse de données
doivent pouvoir répondre :

— profilage de patients : des groupes de patients aux profils similaires sont créés ; la classifica-
tion d’un nouveau patient dans un des groupes existants peut permettre de mieux orienter
sa prise en charge.

— prédiction : en fonction des informations disponibles et de cas précédents, un outil de
prédiction permet d’estimer le risque qu’a un patient de développer une complication dans
le futur, par exemple.

— complétion de données : comme nous le verrons par la suite, les données hospitalières
sont souvent très creuses, c’est-à-dire que peu d’informations sont disponibles pour chaque
patient (pour différentes raisons). Un outil de classification peut permettre d’inférer les
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Données

Données

Données 
d’étude

Hypothèse

Analyse Modèles

Vérification de 
l’hypothèse
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Extraction de 
connaissances

Modèles

Hypothèse 1

…

Hypothèse 2

Hypothèse k

Étude clinique classique

Fouille de données

Figure 1.3 – Deux approches pour l’analyse de données : validation d’hypothèse et approche
plus exploratoire

données manquantes si celles-ci sont importantes, par exemple pour l’inclusion dans un
essai clinique.

— explication : certains outils de classification/prédiction génèrent des modèles facilement
interprétables par un humain, tels que les arbres de décision ou règles de classification.
Dans ce cas, ces modèles peuvent permettre d’expliquer un événement en identifiant les
éléments qui y mènent le plus souvent.

1.1.5 Spécificités des données hospitalières

Les données hospitalières présentent plusieurs spécificités qu’il est important de détailler
ici. En effet, celles-ci constituent autant de problèmes qu’il est nécessaire de considérer afin de
proposer des outils d’analyse de données adaptés à ce contexte. Par conséquent, ces spécificités
constituent la principale motivation pour les méthodes proposées dans ce travail.

— volume des données. Cette caractéristique n’est pas uniquement propre aux données médi-
cales, mais elle n’en pose pas moins certains problèmes. Comme mentionné précédemment,
un hôpital peut rapidement se retrouver avec plusieurs dizaines de milliers de patients dans
ses archives. De plus, un patient peut être défini par un nombre très élevé d’attributs. Par
exemple, le système PMSI associe à chaque acte et diagnostic un code unique. Au total, il
existe plus de dix mille codes PMSI, donc autant d’attributs pouvant servir à caractériser
un patient.

— données creuses. Corollaire de l’aspect précédent : un patient peut être caractérisé par
plusieurs milliers d’informations différentes, mais son parcours hospitalier n’implique d’un
nombre réduit d’informations. La plupart des séjours sont décrits par quelques dizaines de
codes tout au plus, parmi les milliers de codes PMSI possibles. La matrice de données,
où une ligne représente un patient et une colonne un attribut (code ou autre), est par
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conséquent extrêmement creuse, avec un immense majorité de données manquantes. Ainsi,
il n’est pas rare de retrouver moins de 1% de données effectivement renseignées dans un jeu
de données. De plus, il serait abusif de considérer que l’absence d’une donnée implique que
l’événement est absent. Par exemple, l’absence d’information pour l’attribut hypertension
signifie uniquement que l’attribut (ici, la tension) n’a pas été mesuré. Par conséquent, il
serait inexact de considérer par défaut toutes les données manquantes comme négatives.

— données déséquilibrées. Cet aspect est surtout notable pour les problèmes de classification.
On parle de déséquilibre lorsque la proportion de cas positifs et négatifs pour l’attribut
à prédire est notablement différente de 50%. Or, la plupart des événements médicalement
intéressants à prédire ont une occurrence très faible. Une maladie ou affection donnée se
produit presque toujours chez moins de 10% des patients, et le plus souvent moins d’1%.
Par exemple, une maladie fréquente telle que le diabète a un taux d’occurrence de 4.7% de
la population française en 2013.

— données incertaines. Dans un contexte médical, l’absence d’une information est ambigue et
peut avoir deux significations différentes. Dans la plupart des cas, si aucune information
n’est présente pour une maladie chez un patient, cela signifie que cette maladie est absente.
Cependant, cela peut également signifier que la maladie est présente mais qu’elle n’a pas
encore été détectée. De même pour les prescriptions ou actes médicaux, leur absence peut
correspondre au cas où ils ont été réalisés, mais l’information n’a pas été enregistrée dans
le système. Cette incertitude sur le codage induit entre autres une absence de réelle néga-
tion dans les données. Cela pose un problème considérable pour de nombreuses méthodes
de classification/prédiction, qui apprenent souvent à partir d’ensembles de cas positifs et
négatifs avérés.

— temporalité. La plupart des données hospitalières ont une importante composante tempo-
relle : les actes, diagnostics et prescriptions sont effectués à un moment précis (date et
heure), les affections peuvent évoluer au cours du temps (type, niveau de sévérité, etc.),
des mesures biologiques sont souvent effectuées plusieurs fois au cours d’un séjour, entre
autres. De plus, comme nous l’avons vu dans la Section 1.1.2, le parcours patient est consti-
tué d’une séquence d’unités médicales, et est donc intrinsèquement temporel. Cet aspect
temporel apporte un complément d’information aux données, et son exploitation optimale
représente l’un des défis les plus notables associés aux données hospitalières.

— hétérogénéité. Les données provenant de différentes sources, il est naturel qu’elles prennent
différents types : numériques, binaires, symboliques, etc. Exploiter correctement plusieurs
types de données est un problème de taille et une limite de nombreux outils de fouille de
données actuellement.

Dans la section suivante, nous détaillons le projet de recherche qui sert de cadre aux travaux
réalisés dans cette thèse, ainsi que différents cas d’étude concrets sur les données médicales dont
nous venons d’exposer les particularités.

1.2 Projet ANR ClinMine

Le cadre général de cette thèse est directement lié au projet ANR ClinMine. Cette section
présente donc le projet dans son ensemble, les différents partenaires impliqués et les cas d’étude
qu’il englobe.
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1.2.1 Présentation générale du projet

ClinMine est le projet ANR-13-TECS-0009 du programme TecSan (Technologies de la Santé)
de l’année 2013, financé par l’Agence Nationale de la Recherche. L’objectif de ce projet est
d’optimiser la prise en charge des patients à l’hôpital. Une meilleure prise en charge d’un patient
est souvent synonyme d’une prise en charge plus adaptée à ce patient. Au-delà de l’amélioration
pour le patient, une meilleure prise en charge présente de nombreux bénéfices pour l’hôpital :
traitement plus rapide et moins coûteux, occupation des lits réduite, prévention de complications,
etc. Ce projet est porté par un ensemble de partenaires issus de différents domaines :

— l’équipe de recherche DOLPHIN, du laboratoire CRIStAL - Université Lille 1. Cette équipe
est spécialisée en modélisation et en résolution de problèmes d’optimisation combinatoire,
avec un intérêt particulier pour une approche par optimisation des problèmes de fouille de
données.

— l’équipe de recherche MODAL, du centre INRIA Lille-Nord Europe. Celle-ci travaille sur la
conception de modèles génératifs probabilistes pour l’analyse de données et l’apprentissage
statistique de données potentiellement hétérogènes.

— l’équipe d’accueil EA2694 “Santé Publique : épidémiologie et qualité des soins”, de l’Uni-
versité Lille 2 et rattachée à la Faculté de Médecine. Il s’agit d’une équipe pluridisciplinaire
dans les domaines des biostatistiques, de l’informatique médicale, de l’économie de la santé
et de l’évaluation ergonomique.

— l’équipe d’accueil EA1046 “Maladie d’Alzheimer et pathologies vasculaires”. Cette équipe
regroupe des cliniciens neurologues et pharmacologues, ainsi que des spécialistes en imagerie
médicale. Leur objectif est de mener des recherches sur les accidents vasculaires cérébraux
et les maladies neurodégénératives, et sur leurs interactions dans la survenue de troubles
cognitifs et de démences.

— la société Alicante, spécialisée dans la conception, la réalisation, l’intégration et la mainte-
nance évolutive de systèmes d’information hospitaliers, avec un intérêt particulier pour les
systèmes experts et l’analyse de données.

— le GHICL - Groupement des Hôpitaux de l’Institut Catholique de Lille. Le GHICL est un
institut privé à but non-lucratif, qui rassemble plusieurs hôpitaux dans la région lilloise et
qui assume une triple vocation de soins, d’enseignement et de recherche.

Le projet regroupe donc des partenaires de natures différentes et de compétences complé-
mentaires. La Figure 1.4 représente l’organisation de la coopération entre partenaires autour des
grands thèmes du projet.

L’EA2694 et le GHICL sont principalement en charge de la collecte et l’agrégation des
données. Les équipes DOLPHIN et MODAL (respectivement de CRIStAL et de INRIA) se
concentrent sur la conception et le développement de méthodes adaptées pour l’analyse de ces
données. Les cas d’étude permettant de valider ces méthodes sont mis en place par le GHICL et
l’EA 1046. Alicante intervient de manière transversale dans l’ensemble des étapes, et en particu-
lier pour l’intégration des méthodes développées au sein d’outils fonctionnels.

Les travaux réalisés au cours de cette thèse s’inscrivent en premier lieu dans la partie Da-
tamining du schéma présenté ci-dessus. L’objectif est de concevoir, d’implémenter et de valider
des méthodes de fouilles de données adaptées au contexte hospitalier. Inscrire ces travaux dans
le cadre plus large du projet ClinMine permet, entre autres, de disposer de données réelles et de
cas d’étude concrets. Ceux-ci aident à la compréhension des enjeux et difficultés du problème.
Ainsi, les travaux de cette thèse se situent principalement dans la partie Exploitation des don-
nées présentée sur la Figure 1.2, mais touchent occasionellement à d’autres étapes du circuit des
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Figure 1.4 – Organisation du projet ClinMine - tâches et partenaires

données, comme nous le verrons par la suite. Afin d’illustrer les objectifs du projet de manière
plus concrète, nous présentons ici deux des cas d’étude qui en font partie.

1.2.2 Cas d’étude 1 - optimisation des trajets patients

L’un des cas d’étude concerne l’optimisation des trajets patients. Par trajet patient, on
entend, dans le cadre de ce projet, la séquence des différents services (appelés Unités Médicales,
ou UM) par lesquelles passe chaque patient lors d’un séjour à l’hôpital. Optimiser ces trajets
signifie chercher à orienter chaque patient vers le trajet le plus adapté à son profil. Ce problème
est générique et englobe une grande variété de problèmes plus précis. Nous nous intéressons ici
à trois de ces problèmes : la prise en charge en ambulatoire, la recherche de séquences d’Unités
Médicales et la prédiction de codes PMSI. A noter que seul le premier problème fait partie des
objectifs initiaux de ClinMine. Cependant, nous présentons également les deux autres car ils sont
apparus au cours du travail et qu’ils présentent un intérêt notable pour plusieurs partenaires du
projet (notamment Alicante et le GHICL).

1.2.2.1 Prise en charge en ambulatoire

Dans ce cas d’étude, nous nous concentrons sur les interventions chirurgicales. L’hospitali-
sation d’un patient pour une intervention peut se faire sur une journée, ou impliquer une ou
plusieurs nuits passées à l’hôpital (avant ou après l’intervention). Dans le premier cas, on parle
d’une hospitalisation de jour (HdJ) ou ambulatoire, dans le second cas d’une hospitalisation com-
plète (HC). Une prise en charge en HdJ présente plusieurs avantages, tant pour le patient que
pour l’hôpital :

— une diminution du temps passé en milieu hospitalier permet de réduire les risques d’in-
fections nosocomiales, c’est-à-dire contractées dans un établissement de soins. La chirurgie
ambulatoire tend également à promouvoir des méthodes d’opération moins invasives, qui
réduisent également ces risques.
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— des enquêtes montrent que les patients pris en charge en HdJ présentent un taux de satisfac-
tion plus important. L’HdJ est également considérée par les personnels soignants comme
préférable pour certaines populations plus fragiles telles que les enfants et les personnes
âgées.

— un hôpital dispose d’une quantité limitée de chambres et de lits. Par conséquent, il est
naturel de chercher à minimiser l’occupation des lits afin de pouvoir accueillir davantage de
patients sur une même période de temps. Cette recherche d’efficacité ne saurait néanmoins
compromettre la qualité des soins apportés, qui demeure la priorité.

— un point davantage ouvert à la discussion concerne les économies réalisées lors d’une HdJ
par rapport à une HC. Il est attendu qu’une HdJ soit moins coûteuse car mobilisant moins
de ressources, mais cet aspect est difficile à mesurer et n’a donc pas été établi formellement
à ce jour.

Compte tenu de ces avantages, il existe une tendance générale des hôpitaux en France à chercher
à accrôıtre le taux de prise en charge en HdJ. Cette tendance est soutenue par les organismes
gouvernementaux, qui établissent des objectifs chiffrés pour ce taux de prise en charge. Ainsi, en
2015, la Direction Générale de l’Offre de Soins (DGOS) et le Secrétariat Général des Ministères
Chargés des Affaires Sociales ont publié une directive fixant à 66.2% l’objectif de prise en charge
en HdJ à l’horizon 2020. Toutes les opérations ne peuvent être réalisées en HdJ, mais les progrès
des techniques chirurgicales et de récupération post-opératoire étendent progressivement son
champ d’action à des opérations plus lourdes (pose de prothèse complète, par exemple). Le taux
de prise en charge en HdJ au niveau national était de 32.3% en 2007 et de 37.7% en 2010,
mais demeure inférieur à celui d’autres pays européens. Au GHICL, le taux d’HdJ en 2010 était
de 37.4%, et l’objectif est d’atteindre 44%. Afin d’augmenter le taux d’HdJ, l’une des pistes
explorées consiste à rechercher les séjours qui auraient dû se dérouler en HdJ, mais pour lesquels
le patient est resté une nuit ou plus à l’hôpital. En particulier, il est intéressant de chercher
les causes possibles de ces situations. Plusieurs hypothèses existent pour expliquer cela, et il est
attendu qu’une approche plus factuelle d’analyse de données permette de confirmer ou non ces
hypothèses, ainsi que de présenter éventuellement d’autres explications possibles.

1.2.2.2 Recherche de séquences d’Unités Médicales

Un autre problème dans l’optimisation des trajets patients concerne la recherche de séquences
d’UM communes à des ensembles de patients. Plus précisément, nous nous intéressons à des
groupes de patients ayant un profil similaire, c’est-à-dire présentant des similarités pour un sous-
ensemble de leurs informations (par exemple, un ensemble de codes PMSI communs). Nous cher-
chons à déterminer dans quelle mesure les patients ayant un profil similaire suivent un parcours
de soins (trajet patient) identique. Cela permet de répondre à deux problématiques :

— tout d’abord, il est important pour un hôpital que les parcours de soins soient similaires pour
des patients ayant des profils semblables. En effet, un hôpital se doit de garantir l’égalité
dans l’accès aux soins, afin que chaque patient puisse bénéficier du meilleur traitement
possible.

— de manière plus concrète, rechercher les dissimilarités dans les parcours de soins pour des
patients similaires permet à un hôpital d’identifier de possibles erreurs de fonctionnement
interne. Celles-ci peuvent se situer au niveau de la prise en charge (un patient orienté par
erreur dans un service non-adapté) ou de la saisie (l’enregistrement d’une UM s’est faite
de manière erronnée).

Pour ce cas d’étude, la collaboration et le dialogue avec les praticiens hospitaliers est indispen-
sable afin de déterminer si les groupes de patients similaires sont cohérents, et d’expliquer les
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dissimilarités retrouvées au niveau des parcours de soins. La Figure 1.5 résume les différentes
étapes souhaitées du processus : recherche de groupes de patients, comparaison des parcours au
sein de ces groupes, présentation et explication des dissimilarités observées.

Données
Extraction de 
connaissances

Groupe de 
patients 

similaires

Différences de 
parcours

Expertise 
médicale

Explications et 
nouvelles 

connaissances

Figure 1.5 – Processus proposé pour le cas d’étude Recherche de séquences d’Unités Médicales

1.2.2.3 Prédiction de codes PMSI

Nous cherchons ici à automatiser en partie le travail de codage d’un séjour, en proposant
une liste de codes pouvant décrire le séjour à partir des autres informations disponibles. Comme
mentionné dans la description du PMSI, les codes pour chaque séjour doivent être saisis par les
praticiens, et cette opération est coûteuse en temps et facilement sujette à des inexactitudes.
Ainsi, proposer des codes probables pour un séjour permettrait d’accélérer le codage et de facili-
ter son uniformisation. Pour cela, nous nous intéressons particulièrement aux courriers de sortie.
Ceux-ci sont rédigés à la fin de l’hospitalisation d’un patient et permettent sa sortie. Ils sont dic-
tés ou rédigés par le praticien, qui y résume le motif d’hospitalisation, le processus de soins et les
recommandations pour un éventuel suivi (prescriptions notamment). Ces courriers contiennent
donc du texte libre, non-structuré, qui est par conséquence difficile à exploiter de manière au-
tomatique mais recèle souvent des informations précieuses sur les séjours. Afin de valoriser ces
courriers, nous appliquons une phase d’enrichissement (voir Figure 1.2). Nous appliquons un
outil de traitement automatique du langage naturel, qui permet d’extraire les différents termes
présents dans un courrier et de compter leur nombre d’occurrences.

Afin de faciliter l’étude au vu de l’accessibilité des données, nous nous plaçons dans une si-
tuation a posteriori, c’est-à-dire lorsque l’intégralité des données pour un séjour sont connues
(informations patient, codes PMSI et termes extraits des courriers). De cette manière, nous pro-
posons de valider tout d’abord l’approche en générant, à partir d’un corpus de données établi,
un ensemble de règles proposant des codes PMSI lorsque certains termes sont présents dans le
courrier. Cela permet d’évaluer la pertinence de cette approche de deux manières complémen-
taires :
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— étant donné que nous sommes dans le cas a posteriori et que toutes les données sont
disponibles, nous pouvons comparer les codes PMSI prédits par les règles (donc à partir
des termes des courriers), avec ceux renseignés effectivement dans les données.

— nous cherchons à générer des règles d’association, de la forme“SI {termes courrier} ALORS
{codes PMSI}”. L’objectif est que ces règles soient compréhensibles par un humain afin de
favoriser leur validation, si possible par des experts médicaux.

1.2.3 Cas d’étude 2 - inclusion dans les essais cliniques

Un second cas d’étude inclus dans ClinMine concerne l’optimisation de l’inclusion dans
les essais cliniques. Un essai clinique est une procédure consistant à étudier un ensemble
de patients volontaires, afin d’acquérir de nouvelles connaissances ou de valider une nouveau
traitement, médicament ou méthode de diagnostic. Cette procédure est très encadrée d’un point
de vue légal, afin de garantir la sécurité des participants et la validité des résultats. L’essai
clinique succède à une phase d’essais non-cliniques, et inclut plusieurs étapes : essais sur personnes
saines, validation par rapport à la méthode standard, détermination des doses optimales, etc.
L’inclusion d’un patient dans un essai clinique se fait sur la base du volontariat, mais doit
respecter rigoureusement deux ensembles de contraintes :

— les critères d’inclusion sont des conditions que le patient doit remplir afin de pouvoir
être inclus dans l’essai. Par exemple, si l’essai concerne un traitement pour le diabète, un
critère d’inclusion évident est que les patients doivent souffrir de diabète. Chaque patient
doit remplir tous les critères d’inclusion afin de pouvoir participer à l’étude.

— les critères d’exclusion sont des conditions qui disqualifient automatiquement un patient
pour la participation à l’étude. Ces critères sont le plus souvent des cas amenant des risques
pour le patient, ou risquant de fausser les conclusions de l’étude. Par exemple, une allergie
à l’un des composants d’un traitement forme un critère d’exclusion évident. Un patient ne
doit remplir aucun des critères d’exclusion pour pouvoir participer à l’étude.

La Figure 1.6 présente un exemple de critères d’inclusion et d’exclusion pour un essai clinique
portant sur un traitement pour la maladie d’Alzheimer.

Critères d’inclusion Critères d’exclusion

Âge compris entre 50 et 85 ans Présence d’une autre pathologie importante ou systémique 
(antécédents d’AVC, épilepsie, cancer, etc.)

Diagnostic clinique de la maladie d’Alzheimer Présence de pacemaker ou de prothèse métallique

Stade débutant de la maladie, ou troubles cognitifs légers Variation des doses de traitements médicamenteux durant ou 
peu avant (<3 mois) l’étude

Être accompagné d’un proche prêt à s’impliquer dans l’étude

Figure 1.6 – Critères d’inclusion et d’exclusion pour un essai clinique sur la maladie d’Alzheimer

Améliorer l’inclusion de patients dans les essais cliniques est important pour les hôpitaux, et
ce pour plusieurs raisons :

— Tout d’abord, lles essais cliniques amènent le plus souvent à des publications médicales qui
bénéficient aux établissements d’accueil où ces essais sont menés (en termes de subventions
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et de notoriété). Comme nous l’avons vu, les hôpitaux ont souvent une vocation à la fois
de soins et de recherche, et les essais cliniques forment un lien fort entre ces deux aspects.

— De plus, s’il s’avère impossible de recruter suffisamment de patients pour un essai, celui-ci
doit être abandonné. Or, l’abandon d’un essai clinique faute de recrutements est coûteux
(en temps et en argent) pour un hôpital.

— Enfin, pour les patients volontaires, participer à un essai clinique implique une prise en
charge plus approfondie et souvent de meilleure qualité., ce qui se traduit par une plus
grande satisfaction des patients.

Augmenter l’inclusion dans les essais cliniques est donc une priorité pour les services de re-
cherche clinique, et bénéficie à la fois à l’hôpital et aux patients concernés. Le problème est que
les informations sur les critères d’inclusion et d’exclusion ne sont pas toujours renseignées pour
tous les patients. Comme nous l’avons signalé plus haut, toutes les informations concernant un
patient ne sont pas toujours disponibles dans le système informatique d’un hôpital. Une infor-
mation manquante peut signifier l’absence du fait que celle-ci concerne (le cas le plus fréquent),
mais également un état non-diagnostiqué, ou connu mais non-renseigné dans le système. Cela
implique parfois un manque d’information pour un critère d’inclusion ou d’exclusion, qui em-
pêche de considérer des patients qu’il serait possible d’inclure dans un essai. Afin de lever cette
incertitude, il est possible d’appliquer des méthodes de classification supervisée. Dans ce cas, la
méthode consiste à déterminer la présence ou non du critère manquant à partir des autres infor-
mations disponibles pour le patient. De cette manière, il est possible de proposer un ensemble
de patients susceptibles de remplir les conditions nécessaires à l’inclusion dans un essai. Pour
ceux-ci, on ne dispose pas de toutes les informations sur les critères (inclusion et exclusion), mais
un outil de classification indique qu’ils ont de bonnes chances de remplir ces critères, compte
tenu de leur profil. Ces patients potentiels sont ensuite soumis pour examen au responsable du
recrutement de l’essai, qui doit déterminer si ceux-ci remplissent les conditions nécessaires. Cela
permet de filtrer effectivement un large groupe de patients pour ne proposer que ceux qui ont le
plus fort potentiel d’inclusion. L’outil Opcyclin, développé par Alicante et installé notamment au
GHICL, permet de mener ce processus de proposition de patients potentiels. L’un des objectifs
des travaux de cette thèse est d’améliorer le moteur de classification au cœur d’Opcyclin afin que
celui-ci gère des données plus variées.

1.2.4 Contrainte sur l’interprétabilité des résultats

Une contrainte additionnelle, posée par la société Alicante, est que les méthodes de fouille
de données doivent produire des résultats facilement interprétables par un humain. Cela permet
tout d’abord une utilisation plus rapide des résultats, dans le contexte d’un outil déployé dans un
hôpital. Cela permet également une validation plus aisée par les experts médicaux des modèles
construits par les outils d’analyse de données. Un retour direct sur les résultats produits permet de
corriger ou d’adapter les méthodes en conséquence. Disposer de résultats dans un langage proche
de celui utilisé par les experts médicaux permet de comparer aisément ces résultats avec leurs
connaissances actuelles. Par exemple, un classifieur basé sur les SVM (Support Vector Machines)
[38] est de type black-box, c’est-à-dire qu’un tel système apprend en interne un ensemble de
paramètres, qu’il est difficile de traduire de manière intelligible. A l’inverse, un arbre de décision
[137] utilise directement les différents attributs présents dans les données, et imite le processus
de décision d’un humain. Le second serait donc mieux adapté que le premier pour nos besoins. Il
serait également préférable que les méthodes développées ne nécessitent pas de configuration trop
complexe ni de nombreux paramètres à fixer pour chaque nouveau cas d’étude. Pour cette raison,
nous privilégions les méthodes robustes, capables de donner rapidement de bons résultats sur un
large ensemble de jeux de données différents. Enfin, il est également souhaitable de mener une
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réflexion sur la représentation des résultats, qui est la dernière étape de la Figure 1.2. Disposer
d’une représentation visuelle des résultats permet de concevoir des outils d’analyse de données
plus proches des utilisateurs finaux. Dans la section suivante, nous dressons un état des lieux des
outils de fouille de données existants afin de mieux nous positionner dans ce contexte.

1.3 Etat de l’art - outils de fouille de données

Compte tenu de l’importance croissante du domaine, il existe de nombreux outils et logiciels
de fouille de données, en libre accès ou propriétaires. Parmi les plus connus, nous pouvons citer
KNIME [18], qui inclut un ensemble de méthodes de préparation et d’analyse de données, et
de présentation des résultats. Ce logiciel est largement utilisé, notamment pour des applications
biologiques ; il permet de gérer des volumes importants de données et autorise l’utilisateur à
implémenter ses propres composants. Cette modularité est partagée par la plupart des plate-
formes de fouille de données reconnues, notamment Weka [72], Orange [50], MLPACK [41], Scikit-
learn [131], KEEL [6] ou le langage R et ses nombreux packages de fouille de données. Ces
plateformes proposent une variété de méthodes et laissent l’utilisateur choisir les composants du
cycle de traitement des données, en offrant la possibilité d’en définir de nouveaux. D’autres plate-
formes sont plus spécialisées, se restreignant à un type de méthodes ou se concentrant sur un
type de données. Par exemple, GATE [40] est destiné au traitement du langage naturel, OpenNN
[118] se concentre sur les réseaux de neurones et Torch [35] sur les méthodes de deep learning.

Il convient de rappeler ici que l’objectif des travaux de cette thèse n’est pas de concevoir
une plateforme de fouille de données complète et générique comme celles citées ici. Nous nous
intéressons donc aux logiciels existants dans le but de voir s’il est possible d’en utiliser et/ou d’en
étendre un aux problèmes qui nous occupent. A cet égard, la principale difficulté provient des
données étudiées. Comme mentionné précédemment, les données médicales contiennent des types
de données rarement pris en compte dans les logiciels existants (données temporelles notamment).
Leur hétérogénéité (plusieurs types différents) et le caractère creux de la matrice de données
amènent d’autres difficultés dans la représentation et le stockage. Les plate-formes existantes
proposent bien des moyens de définir des algorithmes adaptés à ces données, mais il est difficile
de modifier le mode de représentation des données, au risque de dérégler l’ensemble du logiciel
(notamment la visualisation des résultats). Par conséquent, nous estimons qu’il est préférable
dans ces conditions de nous concentrer sur la conception et le développement de méthodes ad hoc
pour les données hospitalières. Par ailleurs, la société Alicante dispose d’une certaine expérience
en matière de fouille de données et d’outils développés en interne. Notamment, le logiciel Opcyclin,
mentionné précédemment, qui utilise le moteur de classification MOCA-I [90].

1.4 Contexte scientifique

Dans cette section, nous présentons un aperçu des diffférents domaines de recherche en lien
avec la problématique de cette thèse. Cette présentation vise à permettre de mieux comprendre
les objectifs des travaux présentés, et à former une introduction facilitant la compréhension des
méthodes développées.

1.4.1 Fouille de données

La fouille de données, ou data mining, est une étape du processus plus global de découverte
de connaissances dans les bases de données (ou KDD pour Knowledge Discovery in Databases).
La Figure 1.7 montre les différentes étapes de ce processus de KDD :



36 CHAPITRE 1. CONTEXTE

— une étape de sélection est tout d’abord menée afin de former l’ensemble des données à
étudier. Cette phase est d’autant plus importante que le système de bases de données est
complexe. Dans le cas des données hospitalières par exemple, nous sélectionnons les données
concernant les activités médicales et laissons de côté les données administratives.

— les données subissent ensuite un prétraitement afin d’en corriger les imperfections et de
former un ensemble de données cohérent et exploitable par la suite. Cette étape peut être
séparée en deux phases : une pour le prétraitement des données (complétion des données
manquantes, correction des valeurs aberrantes, discrétisation, etc.) et une pour la transfor-
mation en un fichier exploitable.

— une fois cette préparation des données effectuée, la fouille de données peut être appliquée.
Lors de cette étape, un ensemble de modèles sont générés à partir des données préparées.

— les modèles créés peuvent ensuite être interprétés et évalués. L’objectif ici est de traduire
les modèles obtenus dans le langage propre au métier, et de mesurer leur pertinence. La
traduction est plus ou moins complexe en fonction de l’interprétabilité des résultats. L’éva-
luation peut être menée selon des critères internes (qualité intrinsèque du modèle) et/ou
externes (validation par un expert métier).

Données

Données 
cibles

Données 
préparées

Modèles

Connaissance

Sélection

Prétraitement

Fouille de 
données

Interprétation 
Evaluation

Figure 1.7 – Processus de découverte de connaissances dans les bases de données (KDD)

Le processus de KDD est également souvent représenté selon les termes du modèle CRISP-DM
(CRoss-Industry Standard Process for Data Mining), qui inclut six phases principales :

— connaissance du métier

— connaissance des données

— préparation des données

— modélisation des données

— évaluation des modèles

— déploiement
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CRISP-DM présente de nombreuses similitudes avec le processus précédent (voir Figure 1.7), et
inclut également les phases de préparation des données, de génération des modèles et d’évaluation
des résultats. Le point le plus intéressant est que CRISP-DM insiste sur la connaissance du métier,
qui est indispensable à toutes les étapes du processus.

Nous nous intéressons ici à la phase qui consiste à générer un ensemble de modèles à partir
des données. Deux types de modèles existent : descriptifs et prédictifs.

1.4.1.1 Modèles descriptifs

Les modèles descriptifs visent à organiser, simplifier et aider à comprendre l’information
présente dans un ensemble de données. Comme leur nom l’indique, ils cherchent à décrire les
données sous une forme plus compréhensible, en détectant par exemple des groupes homogènes ou
des tendances générales. On retrouve dans cette catégorie de nombreuses méthodes statistiques,
et notamment d’analyse factorielle. Celles-ci visent à identifier des variables cachées qui décrivent
un sous-ensemble d’instances. On retrouve par exemple parmi celles-ci l’analyse en composantes
principales et l’analyse des correspondances multiples.

Cette catégorie de modèles regroupe aussi les méthodes issues du domaine de l’apprentissage
automatique (ou machine learning). Une des familles les plus connues concerne la classification
non-supervisée. Cette classification consiste à répartir les instantes en plusieurs classes, de sorte
que les instances présentes dans une même classe soient similaires entre elles et différentes de
celles des autres classes. Par non supervisée, on entend que les classes ne sont pas connues à
l’avance et sont découvertes au cours du processus de classification. Ces méthodes permettent
de dégager des groupes homogènes de données à partir d’un ensemble qui ne l’est pas au départ,
et peuvent donc servir comme première étape avant l’application d’autres méthodes de fouille
de données. On retrouve donc dans cette catégorie les méthodes de classification non-supervisée
(ou clustering), mais également de recherche de règles d’association et de biclustering (qui est
essentiellement une classification double).

1.4.1.2 Modèles prédictifs

Les modèles prédictifs visent à expliquer ou prévoir la valeur d’une classe à prédire à partir des
autres variables existantes. Dans le contexte médical, un exemple consiste à prédire la présence ou
non d’une maladie à partir d’un ensemble d’informations disponibles au sujet d’un patient. Ces
méthodes impliquent souvent une phase d’apprentissage, où les modèles prédictifs sont inférés à
partir d’un ensemble d’instances pour lesquelles la valeur de la classe à prédire est connue. Une
fois ces modèles appris, il est alors possible de les appliquer afin de prédire la valeur de la classe
pour de nouvelles instances dont la classe est inconnue. Si la valeur à prédire est qualitative, on
parle de discrimination ; si la valeur est quantitative, on parle de régression.

On retrouve parmi ce type de modèles un grand nombre de méthodes d’apprentissage auto-
matique, telles que les arbres de décision, les règles de classification, les réseaux de neurones ou
le raisonnement par cas. Il existe également des méthodes statistiques, telles que les modèles de
régression, les modèles linéaires ou additifs généralisés, les réseaux bayésiens.

1.4.2 Optimisation

Les méthodes proposées dans cette thèse considèrent la fouille de données comme un pro-
blème d’optimisation, en accord avec les axes de recherche explorés par l’équipe DOLPHIN.
Nous présentons ici une introduction au domaine de l’optimisation, notamment dans ses aspects
combinatoire et multi-objectif.
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1.4.2.1 Optimisation et combinatoire

Formellement, un problème d’optimisation en mathématiques s’exprime de la manière sui-
vante. Etant donnée une fonction f : A→ R définie sur un ensemble A à valeurs dans l’ensemble
R des nombres réels, trouver un élément xmin de A tel que f(xmin) ≤ f(x)∀x ∈ A. On dit que
l’on cherche à minimiser la fonction f . La définition est quasiment identique si on cherche à
maximiser une fonction ; par convention, la minimisation est employée dans les définitions. La
fonction f est souvent appelée objectif ou fonction objectif. L’ensemble A est appelé ensemble
admissible (ou réalisable), les points x ∈ A points admissibles du problème et le point xmin

solution optimale (ou globale) du problème d’optimisation.
Pour un problème d’optimisation standard, A est donc un sous-ensemble de l’espace euclidien

Rn. On parle d’optimisation combinatoire lorsque A est un sous-ensemble de l’espace Nn.
Le terme d’optimisation combinatoire peut se comprendre si on considère que, dans ce cas, la
solution du problème est une configuration pour l’ensemble des n attributs, où chaque attribut
peut prendre un ensemble fini de valeurs possibles. Cette configuration peut être vue comme
une combinaison de paramétrages pour chacun des attributs, comme une combinaison de chiffres
forme un code secret par exemple. De manière plus formelle, étant donnés :

— un ensemble discret N ,

— une fonction objectif f : 2N → R,

— et un ensemble R de sous-ensembles de N dont les éléments sont appelés solutions réali-
sables,

un problème d’optimisation combinatoire consiste à trouver la solution réalisable S qui maximise
la fonction objectif f , c’est-à-dire :

maxS⊆N{f(S) : S ∈ R}. (1.1)

A la différence d’un problème d’optimisation général, l’ensemble des solutions possibles d’un
problème d’optimisation combinatoire est discret et fini. Par conséquent, il est possible de trouver
à coup sûr la solution optimale en essayant (c’est-à-dire en évaluant la fonction objectif) chaque
solution. Cependant, cela n’est pas réalisable en pratique pour la plupart des problèmes intéres-
sants ou réels. En effet, le nombre de solutions possibles augmente de manière exponentielle avec
la taille du problème. Un exemple classique pour illustrer ce comportement est le problème dit
du voyageur de commerce (ou TSP pour Traveling Salesman Problem), qui consiste à trouver le
plus court chemin permettant de visiter un ensemble de n villes. Le nombre de solutions pos-
sibles pour ce problème est de (n − 1)!. Pour une instance comprenant 25 villes, donc de taille
apparamment restreinte, le nombre de solutions vaut donc 25! ≈ 6.2× 1023. Le temps nécessaire
pour évaluer l’ensemble des solutions atteint rapidement des proportions démesurées (plusieurs
millions d’années) et est donc irréalisable en pratique.

1.4.2.2 Optimisation multi-objectif

De nombreux problèmes d’optimisation n’ont pas une seule fonction objectif, mais plusieurs
qui doivent être optimisées simultanément. Dans le cas du TSP par exemple, un problème multi-
objectif peut consister à la fois à minimiser la distance totale parcourue (comme dans la formu-
lation originale) et à minimiser également le temps total du trajet. Formellement, un problème
d’optimisation multi-objectif peut être défini comme

min(f1(x), f2(x), . . . , fk(x)) tel que x ∈ X (1.2)

où k ≥ 2 est le nombre d’objectifs, l’ensemble des fi telles que i ∈ [1, k] sont les fonctions objec-
tif, et X est l’ensemble des solutions réalisables. Dans la plupart des problèmes d’optimisation
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non-triviaux, il n’existe pas de solution optimale sur tous les objectifs, c’est-à-dire de solution
qui minimise l’ensemble des k fonctions objectif. Pour cette raison, les méthodes d’optimisation
pour les problèmes multi-objectifs visent à trouver un ensemble de solutions de compromis, qui
minimisent un sous-ensemble m < k de fonctions objectif. Afin d’expliquer plus formellement
cette notion, nous introduisons la notion de dominance, ou dominance Pareto. Une solution x1
domine une solution x2 sur les fonctions objectifs à minimiser f1, . . ., fk si :

∀i ∈ 1..k, fi(x1) ≤ fi(x2) (1.3)

et

∃j : fj(x1) < fj(x2). (1.4)

En d’autres termes, x1 domine x2, noté x1 � x2, si x1 est au moins aussi bonne que x2 sur
l’ensemble des k objectifs, et strictement meilleure sur au moins un des objectifs. Nous définissons
un ensemble de solutions de compromis x1, x2, . . . , xc comme un ensemble de solutions entre
lesquelles il n’existe aucune relation de dominance, ou ∀i, j ∈ [1, c] : xi 6� xj , et tel que pour
toute solution xd extérieure à cet ensemble, il existe au moins une solution xn de l’ensemble telle
que xn � xd. Cet ensemble est appelé solutions non-dominées, ou front Pareto. La Figure 1.8
présente une illustration de ces définitions pour un problème d’optimisation bi-objectif (k = 2).

f1

f2

x1

x2

x3
f2(x2)

f2(x3)

f2(x1)

f1(x1) f1(x3)f1(x2)

Front Pareto

Solution dominée

Solution non-dominée

Figure 1.8 – Représentation d’un ensemble de solutions pour un problème d’optimisation bi-
objectif

Sur cette figure, on observe que les deux critères de définition du front Pareto sont respectés.
Par exemple, les solutions x1 et x2 (qui font partie du front Pareto) ne sont pas dominées entre
elles car f1(x1) < f1(x2) et f2(x1) > f2(x2). De plus, x2 domine x3, qui ne fait pas partie du
front. Ces deux conditions demeurent vraies pour l’ensemble des autres solutions représentées
sur cette figure.



40 CHAPITRE 1. CONTEXTE

1.5 Conclusions

Dans ce chapitre, nous avons présenté les données hospitalières, et notamment leurs spécifi-
cités : volume, hétérogénité, données manquantes ou incertaines, aspect temporel, déséquilibre.
Nous avons placé les travaux de cette thèse dans le cadre du projet ANR ClinMine, qui vise
à concevoir de nouveaux outils de fouille de données adaptés à ces spécificités. L’intérêt de ces
travaux est motivé par plusieurs cas d’étude ayant un réel intérêt pour les établissements hospi-
taliers : optimisation du parcours de soins, inclusion dans les essais cliniques. Nous avons vu que
les outils existants ne permettent pas de traiter ces données tout en répondant aux contraintes
d’interprétabilité imposées pour les résultats. Pour cette raison, nous choisissons de développer
de nouveaux outils de fouille de données inspirés de l’expérience de la société Alicante dans le
domaine, de l’expertise de l’équipe DOLPHIN pour la résolution par méthodes d’optimisation et
de l’apport de l’ensemble des partenaires du projet, notamment pour l’aspect médical.

L’objectif des travaux de cette thèse est donc de concevoir un ensemble d’outils permettant de
traiter les données hospitalières dans toute leur diversité, et capables de répondre aux différentes
problématiques pouvant se poser sur ces données, et en priorité telles que définies dans les cas
d’étude. Afin de parvenir à cet objectif, nous proposons deux outils distincts qui sont autant de
contributions majeures de ce travail :

— dans un premier temps, nous nous intéressons au problème de la classification supervisée,
qui englobe différentes applications : classification, prédiction, explication. Pour cela, nous
proposons plusieurs extensions et améliorations à un système de classification existant,
MOCA-I. Cet outil a été initialement conçu pour composer avec certains particularités des
données médicales, notamment taille, déséquilibre et hétérogénéité basique. Nous apportons
plusieurs améliorations à cette approche afin de gérer efficacement les données temporelles
et numériques. La nouvelle approche, appelée MOSC, est validée sur plusieurs cas d’étude
réels.

— dans un second temps, nous proposons une méthode pour l’exploration non-supervisée des
données hospitalières. Celle-ci vise, par exemple, à trouver parmi ces données des groupes
de patients présentant des caractéristiques similaires. Cela répond d’une manière différente
à la problématique plus générale de classification de parcours patient. L’avantage de cette
technique est sa nature exploratoire, qui permet potentiellement de découvrir des groupes
intéressants et inattendus. Nous développons pour cela une méthode de biclustering capable
de supporter les données hétérogènes et temporelles. Cette méthode fait également l’objet
d’une validation sur un cas d’étude complet incluant des données hospitalières provenant
de plusieurs sources.
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Chapitre 2

MOCA-I

Nous présentons dans ce chapitre les grandes lignes de l’algorithme MOCA-I (Multi-Objective
Classification Algorithm for Imbalanced Data). Celui-ci a été développé dans des travaux anté-
rieurs à cette thèse, afin de répondre au problème de la classification sur données massives et
déséquilibrées [89, 90]. Il est donc nécessaire d’exposer le fonctionnement de cet algorithme, afin
de comprendre les contributions que nous y avons apporté, qui seront détaillées par la suite.
Dans une première section, nous présentons la modélisation adoptée par MOCA-I pour le pro-
blème de la classification sur données volumineuses et déséquilibrées. Dans une deuxième section,
nous détaillons l’algorithme d’optimisation, basé sur une recherche locale multi-objectif. Enfin,
nous discutons des mécanismes de choix d’une solution unique parmi l’ensemble des solutions de
compromis contenues dans l’archive en fin d’exécution de MOCA-I.

2.1 Modélisation

Dans cette section, nous détaillons le problème de la classification afin de compléter l’aperçu
qui en a été donné dans la partie Contexte (voir Section 1.4.1.1). Nous présentons ensuite le
modèle employé par MOCA-I pour les règles de classification dans un contexte multi-objectif.

2.1.1 Généralités sur la classification

Le problème de classification en apprentissage automatique consiste à déterminer à quel
ensemble appartient une observation, étant donné un ensemble d’observations utilisées pour
construire le modèle. Par exemple, une application possible de cette tâche consiste à déter-
miner si un patient est atteint par une maladie compte tenu d’un ensemble d’informations dont
on dispose sur lui (âge, poids, symptômes, mesures, etc.). Dans cet exemple, on cherche donc
à prédire la classe “maladie”, de type binaire (c’est-à-dire que sa valeur est “oui” ou “non”) à
partir des attributs correspondant aux informations disponibles pour ce patient. Ces attributs
sont de différents types ; on distingue particulièrement les attributs quantitatifs des attributs
qualitatifs. Les premiers (par exemple l’âge) prennent comme valeur un nombre, tandis que les
seconds possèdent une liste de valeurs possibles restreinte et fixée. Les attributs binaires sont un
type d’attributs qualitatifs, où cette liste est composée de deux valeurs possibles.

Une méthode de classification construit un modèle permettant d’attribuer à des observations,
dont la classe est inconnue, la classe qui leur convient le mieux. Ce modèle est construit à partir
d’un ensemble d’observations dont la classe est connue : il s’agit donc d’un problème d’appren-
tissage supervisé. Le processus se déroule en deux phases : apprentissage et évaluation. Dans la
phase d’apprentissage, l’algorithme construit le modèle de classification à partir de cas connus.

43
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Dans la phase d’évaluation, le modèle est appliqué à des cas dont la classe à prédire est inconnue.
De nombreux types de méthodes de classification ont été développés ; ces méthodes peuvent être
très différentes, mais leur point commun est d’utiliser le vecteur d’attributs d’une observation
pour en déduire sa classe. Parmi ces méthodes, on distingue entre autres les classifieurs linéaires,
les réseaux de neurones ou les arbres de décision. Celles-ci représentent le modèle sous diverses
formes : arbres, règles, fonction, ensemble de paramètres. Dans la suite de ce travail, nous nous
intéressons aux classifieurs sous forme de règles [122].

2.1.2 Classification à base de règles

Une règle de classification est de la forme SI condition ALORS prédiction. La partie gauche
de la règle (condition) est composée d’un ensemble de termes, où chaque terme correspond à un
test réalisé sur les attributs de l’observation dont on cherche à prédire la classe. Par exemple, la
condition âge > 60 ET hypertension = oui est constituée de deux termes ; si ces deux termes
sont vérifiés dans une observation, alors la règle est activée et donne la prédiction contenue en
partie droite de cette règle.

Plus formellement, on définit un terme comme étant formé de trois éléments :

— un attribut sur lequel le test est effectué

— un opérateur, par exemple <, > ou =

— une valeur, quantitative ou qualitative

Cette représentation sous forme de règles présente au moins deux avantages majeurs pour le
problème qui nous occupe. Tout d’abord, les règles de classification sont directement compré-
hensibles par l’utilisateur, étant donné que celles-ci sont exprimées en utilisant directement les
attributs. Cela permet également de valider plus rapidement les résultats obtenus, un spécialiste
métier pouvant rapidement déterminer si les règles générées ont un sens ou non. A l’inverse, les
résultats produits par des méthodes telles que les classifieurs linéaires ou les réseaux de neurones,
qui ajustent un ensemble de paramètres, sont moins facilement compréhensibles.

Un autre atout de cette représentation est son adéquation au problème posé par le déséqui-
libre présent dans les données à classifier. En effet, nous avons vu dans la Section 1.1.5 que
les cas que nous cherchons à prédire sont souvent très rares dans les données (moins de 10%).
Afin de répondre à ce problème, on se place dans un contexte de classification partielle, dans
lequel on ne cherche à prédire que partiellement une classe. Cela signifie que les prédictions ne
porteront que sur une partie des valeurs possibles. Par exemple, si la prédiction est un attribut
binaire Alzheimer, alors un modèle de classification partielle ne génèrera que des règles de la
forme SI condition ALORS Alzheimer = oui. De cette manière, l’algorithme de classification se
concentre sur les cas “intéressants” (positifs), et ce même si ceux-ci sont faiblement représentés
dans les données. Un autre avantage de l’approche partielle est son incapacité à générer des règles
contradictoires. Deux règles sont contradictoires sur une observation si elles prédisent chacune
une classe différente pour cette observation. Il est impossible que cette situation se produise si
toutes les règles prédisent la même valeur.

2.1.3 Aspect multi-objectif du problème

Afin de choisir le modèle de classification le plus performant, nous avons donc besoin de définir
une mesure de la qualité d’une règle de classification. Ce problème est loin d’être trivial, et de
nombreuses mesures ont été développées dans ce but ; un résumé de celles-ci est présenté dans une
étude précédente [89]. Traditionnellement, les algorithmes de classification basés sur des règles
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Figure 2.1 – Matrice de confusion

évaluent les solutions générées selon deux critères : exactitude et support. L’exactitude correspond
à la proportion d’observations correctement classifiées par une règle, tandis que le support mesure
la proportion des observations qui vérifient cette règle. Parmi les méthodes fonctionnant ainsi,
on peut citer notamment l’algorithme Apriori [5]. Cependant, ces deux mesures, exactitude et
support, présentent certains problèmes lorsque les données sont fortement déséquilibrées. En
effet, si un événement intéressant ne se produit que dans 1 cas sur 1000, alors une règle prédisant
que cet événement ne se produit jamais aura une exactitude de 99.9%. Une telle règle manque
cependant tous les cas positifs, qui sont les plus intéressants. L’association de ces deux mesures
ne parâıt donc pas appropriée à notre problème.

Compte tenu de ces observations, il a été déterminé que les deux mesures les plus intéressantes
dans ce cas sont la confiance et la sensibilité [89]. Celles-ci sont basées sur la matrice de confusion
associée à la règle, et sont exprimées selon les formules présentées ci-dessous. On rappelle au-
paravant qu’une matrice de confusion, présentée dans la Table 2.1, regroupe les valeurs suivantes :

— Vrais positifs (ou TP : True Positives) : le nombre d’observations vérifiant à la fois la
condition et la prédiction. Ce sont les cas positifs correctement prédits comme tels par la
règle.

— Faux positifs (ou FP : False Positives) : le nombre d’observations vérifiant la condition mais
pas la prédiction. Ce sont les cas qui ont été incorrectement classifiés comme positifs.

— Faux négatifs (ou FN : False Negatives) : le nombre d’observations vérifiant la prédiction
mais pas la condition. Ce sont les cas positifs qui n’ont pas été identifiés par la règle.

— Vrais Négatifs (ou TN : True Negatives) : le nombre d’observations ne vérifiant ni la condi-
tion ni la prédiction. Ce sont les cas négatifs correctement prédits comme tels par la règle.

confiance =
TP

TP + FP
(2.1)

sensibilité =
TP

TP + FN
(2.2)

Différentes mesures permettant d’évaluer la qualité d’un classifieur sont construites à partir
de la confiance, de la sensibilité, ainsi que des éléments de la matrice de confusion. En particulier,
la f-mesure, aussi appelée F1 score ou F-score, est obtenue en calculant la moyenne harmonique
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de la confiance et de la sensibilité (présentées dans la Section 2.1.3), c’est-à-dire :

f-mesure = 2× confiance× sensibilité

confiance + sensibilité
(2.3)

Une autre mesure, appelée MCC, peut être quant à elle obtenue directement à partir de la
matrice de confusion (également présentée en Section 2.1.3) :

MCC =
TP × TN − FP × FN√

(TP + FP )(TP + FN)(TN + FP )(TN + FN)
(2.4)

Cette seconde mesure correspond à un coefficient de corrélation entre observation et prédic-
tion. Elle est fortement corrélée avec la f-mesure, mais peut se révéler plus sensible que cette
dernière, notamment du fait qu’elle admette des valeurs entre -1 et 1, et non 0 et 1.

MOCA-I est un algorithme d’optimisation multi-objectif qui cherche à optimiser ces deux
objectifs pour les règles générées. Ainsi, le but est d’obtenir des règles prédisant correctement les
cas positifs comme tels (bonne confiance) et identifiant la plus grande proportion possible de ces
cas (bonne sensibilité). En d’autres termes, il s’agit d’identifier correctement tous les cas positifs.

Cet aspect multi-objectif peut se justifier par le fait que les deux objectifs sont différents,
souvent antagonistes, mais aussi importants l’un que l’autre. Dans une telle situation, deux
approches sont possibles. La première consiste à agréger les différents objectifs en une unique
fonction, par le biais d’une pondération de chacun des objectifs. La fonction objectif nouvellement
obtenue serait donc de la forme f(x) = w1×confiance(x)+w2×sensibilité(x), où x est une solution
à évaluer, et w1 et w2 sont les pondérations respectives des deux objectifs. Cette approche présente
l’avantage de simplifier le problème en le ramenant à un problème d’optimisation mono-objectif,
pour lequel de nombreuses méthodes existent. Cependant, l’efficacité d’une telle méthode dépend
fortement d’un choix judicieux pour les pondérations, lequel est bien souvent assez arbitraire.
Une autre approche est de considérer les divers objectifs séparément et de chercher à générer un
ensemble de solutions de compromis, parmi lesquelles il faudra choisir la plus appropriée (ce choix
pouvant être laissé à l’utilisateur ou mené de manière automatique en fin d’apprentissage). Ainsi,
une solution de cet ensemble pourra avoir une confiance élevée mais une faible sensibilité, tandis
qu’une autre présentera les caractéristiques inverses et qu’une troisième sera plus équilibrée.
Cette approche est basée sur la dominance. On cherche à conserver un ensemble de solutions
non-dominées entre elles (au sens de dominance Pareto), cet ensemble contient donc les solutions
de meilleur compromis.

Il convient également de mentionner ici que le passage à un contexte multi-objectif peut,
dans certains cas, améliorer les résultats d’une méthode d’optimisation. Ce passage peut se faire
naturellement, ou en ajoutant à l’objectif initial un objectif additionnel, dit auxiliaire [100].
L’étude originale sur ce sujet concernait le problème du voyageur de commerce, mais d’autres
travaux ont ensuite montré que ces résultats pouvaient être étendus à d’autres problèmes [86, 165].
Les études réalisées sur MOCA-I ont d’ailleurs confirmé l’intérêt d’une telle démarche dans le
cas qui nous intéresse [90].

2.1.4 Représentation d’une solution

Avant de détailler l’algorithme d’optimisation utilisé, il est nécessaire de définir précisément
la nature des solutions que celui-ci va rechercher. En effet, deux modélisations différentes sont
possibles pour les règles de classification. La première, appelée Michigan, considère qu’une so-
lution consiste en une règle unique. La seconde, Pittsburgh, considère qu’une solution est un
ensemble de règles. C’est cette dernière approche qui a été employée dans l’algorithme MOCA-I.
L’un des avantages de cette modélisation est de pouvoir générer des solutions plus riches, qui
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incluent plusieurs “causes” possibles pour une même prédiction. De plus, l’un des inconvénients
habituellement associés à cette représentation, à savoir la génération de solutions contenant des
règles contradictoires, est évité par l’emploi de la classification partielle décrite précédemment.
De cette manière, on évite de devoir déterminer des systèmes de vote (majorité, pondération,
etc.) pour déterminer la classe d’une observation.

Etant donné que toutes les règles ont la même prédiction, on considère qu’il suffit qu’une
observation vérifie une seule règle d’une solution pour que cette observation soit classifiée comme
ayant la prédiction en question. En d’autres termes, on peut voir une solution comme une règle
de classification unique exprimée sous forme normale disjonctive, où chaque clause serait la partie
gauche d’une des règles de la solution. Nous présentons ci-dessous un exemple de règle utilisant
la représentation choisie (Pittsburgh) :

(âge > 55) OU (tension > normale ET diabète = vrai)⇒ risque = vrai (2.5)

Cette solution est un ensemble disjonctif de deux règles, et chaque règle est une conjontion
de termes. Il est à noter que, dans un contexte de classification partielle, préciser la prédiction
(risque = vrai) est superflu, puisque toutes les règles portent sur la même prédiction. Maintenant
que nous avons vu comment représenter les solutions, nous présentons dans la partie suivante
l’algorithme d’optimisation de ces solutions par recherche locale.

2.2 Voisinage et algorithme d’optimisation

2.2.1 Voisinage

Le voisinage d’une solution correspond à l’ensemble des solutions “proches” de celle-ci, c’est-
à-dire les solutions qu’il est possible d’obtenir en modifiant “légèrement” la solution initiale. Il
est donc nécessaire de définir les opérateurs de voisinage, les opérations permettant d’obtenir ces
solutions voisines. L’algorithme MOCA-I utilise les opérateurs suivants :

— add rule : ajoute une règle à la solution (ensemble de règles). Cette nouvelle règle comporte
un unique terme formé à partir d’un attribut choisi au hasard.

— remove rule : supprime une règle de la solution, s’il reste au moins une règle dans celle-ci
après suppression.

— add term : ajoute un terme (formé au hasard) à une des règles de la solution.

— remove term : supprime un terme d’une règle, s’il reste au moins un terme dans la règle
après suppression.

— replace term : remplace un terme d’une règle par un autre terme utilisant le même attri-
but, mais une valeur et/ou un opérateur différent.

Pour illustrer l’effet de ces différents opérateurs, nous les appliquons à la solution suivante :

(âge > 55) OU (genre = M ET antécédents = vrai) (2.6)

add rule⇒ (âge > 55) OU (genre = M ET antécédents = vrai) OU (tension > normale)

remove rule⇒ (âge > 55)

add term⇒ (âge > 55 ET antibiotiques = vrai) OU (genre = M ET antécédents = vrai)

remove term⇒ (âge > 55) OU (antécédents = vrai)

replace term⇒ (âge > 55) OU (genre = F ET antécédents = vrai)
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A noter que ces cinq solutions voisines ne forment pas le voisinage exhaustif de la solution initiale.
Certains de ces opérateurs peuvent s’appliquer sur d’autres parties de la solution ; par exemple,
replace term peut également s’appliquer sur les deux autres termes existants. Ces solutions ne
sont que des exemples de voisins qu’il est possible d’obtenir via les différents opérateurs utilisés.

2.2.2 Algorithme d’optimisation

L’algorithme utilisé pour l’optimisation des solutions est DMLS (Dominance-based Multi-
objective Local Search) [116]. Celui-ci est une adaptation du mécanisme classique de recherche
locale, par exemple le Hill Climbing, pour supporter plusieurs objectifs. DMLS a été montré
aussi efficace que le meilleur algorithme d’optimisation multi-objectif connu dans la littérature,
NSGA-II [47]. DMLS requiert moins de configuration de paramètres que NSGA-II, ce qui est un
atout majeur dans le contexte qui nous intéresse. L’algorithme génère un ensemble de solutions de
compromis réparties sur le Front Pareto. Le fonctionnement de DMLS est décrit dans l’Algorithme
1. L’algorithme maintient une archive contenant l’ensemble actuel de solutions de compromis.
Cette archive est initialisée avec un ensemble de 100 solutions non-dominées ; le nombre a été
choisi après expérimentations, présentées dans le travail original sur MOCA-I [89]. Idéalement, les
solutions initiales doivent être formées de manière aléatoire, c’est-à-dire à partir d’attributs pris
au hasard. Cependant, pour des jeux de données tels que ceux qui nous intéressent, avec plusieurs
milliers d’attributs, cela n’est pas une bonne idée. En effet, une règle ainsi formée au hasard a
très peu de chances d’être vraie ne serait-ce que pour une observation dans le jeu de données.
De telles règles sont inutiles, et il ne parâıt pas raisonnable d’appeler ce processus de formation
de règles aléatoires jusqu’à ce qu’on obtienne par chance suffisamment de règles non-nulles. Par
conséquent, l’algorithme utilise à la place une méthode de génération de solutions initiales à
partir d’observations présentes dans les données. Cette méthode est décrite dans l’Algorithme 2.
Les ensembles de règles (solutions) générés comportent au moins deux règles, et chacune de ces
règles est valide pour au moins une observation dans les données. Une fois ces solutions générées,
l’ensemble de solutions non-dominées est conservé et forme l’archive initiale. Ces solutions sont
marquées comme “non-visitées”; l’algorithme d’optimisation s’arrête lorsqu’il n’y a plus aucune
solution “non-visitée” dans l’archive. Tant qu’il en reste au moins une, DMLS en choisit une (ou
davantage) au hasard. Pour chacune des solutions choisies, l’ensemble des solutions voisines est
généré et évalué. Chaque voisin non-dominé est ajouté à l’archive. Lorsque tout le voisinage d’une
solution est exploré, celle-ci est marqué comme “visitée”. A la fin de l’exploration, les solutions
dominées sont supprimées de l’archive. L’algorithme se répète en utilisant la nouvelle archive,
jusqu’à ce que la condition d’arrêt soit satisfaite. Différentes stratégies sont possibles quand au
choix des solutions dans l’archive et à l’exploration du voisinage. La configuration la plus efficace
est de choisir une solution unique dans l’archive, et de générer son voisinage de manière exhaustive
[89].

2.3 Choix d’une solution unique

L’algorithme MOCA-I renvoie, en fin d’optimisation, une archive de solutions non-dominées
pour les deux objectifs consistant à maximiser la confiance et la sensibilité des solutions (en-
sembles de règles). Dès lors, le problème de la sélection d’une solution unique se pose ; on sou-
haite obtenir un classifieur unique en fin de processus afin de pouvoir l’appliquer aux données
à traiter. Cependant, déterminer la “meilleure” solution non-dominée implique naturellement de
savoir ce qui rend une solution meilleure qu’une autre, et donc de disposer, en termes plus for-
mels, d’une relation d’ordre total entre deux solutions. Dans cette partie, nous proposons diverses
réponses possibles à cette question. Dans un premier temps, nous cherchons à déterminer des
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Algorithme 1 : Fonctionnement de l’algorithme DMLS - recherche locale multi-objectif

archive← solutionsInitiales(100);
while archive.getNbNonV isitees() > 0 do

solutionV isitee← selection(archive);
resultats← [];
voisins← solutionV isitee.genereV oisins();
for Vn ∈ voisins do

resultats.add(Vn);
end
solutionV isitee.visitee⇐ true;
for r ∈ results do

for rarch ∈ archive do
if r > rarch then

archive.supprime(rarch);
end
if rarch > r then

r.dominee← true;
end

end
if !r.dominee then

archive.add(r);
end

end

end

Algorithme 2 : MOCA-I - génération des solutions initiales à partir d’observations posi-
tives

sélectionner une observation aléatoire Obs qui vérifie la prédiction;
créer une règle vide r;
for attributA ∈ Obs do

r.ajouterTerme(A, “ = ”, Obs.valeur(A));
end
taille← random(2, 9);
while r.taille() < taille do

r.supprimeTermeRandom();
end

for i ∈ max(
r.size()

3
, 1) do

r.ajouteTerme(getTermeAleatoire());
end

for i ∈ max(
r.size()

3
, 1) do

r.supprimeTermeRandom();
end

critères supplémentaires (au-delà de la confiance et sensibilité) permettant de juger de la qualité
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respective des solutions et de choisir la meilleure dans l’archive. Dans un second temps, nous
explorons plusieurs méthodes de recombinaison des ensembles de règles visant à construire une
nouvelle solution “optimale”. Nous concluons cette section par une discussion de l’efficacité de
ces mécanismes de sélection. Cette section vient compléter l’étude sur ce sujet réalisée dans le
cadre des travaux menés sur l’algorithme MOCA-I original [89].

2.3.1 Choix dans l’archive

Une première méthode assez basique consiste à choisir la solution de l’archive ayant la
meilleure valeur pour une mesure unique. Comme discuté précédemment, cela revient à trans-
former temporairement un problème multi-objectif en mono-objectif. La mesure utilisée peut
être l’un des objectifs du problème d’optimisation, telle que la confiance. En effet, il ne parâıt
pas absurde de vouloir un ensemble de règles de confiance maximale pour un problème où le
nombre de faux positifs (c’est-à-dire de cas négatifs ayant été prédits comme positifs) doit être
minimal. Néanmoins, les solutions présentant une confiance très élevée concernent en général
très peu d’individus, et les règles obtenues peuvent être par conséquent difficiles à généraliser car
trop spécifiques, et décrivant trop littéralement un petit nombre d’individus. Ces solutions sont,
de plus, souvent les plus sensibles au sur-apprentissage ; leurs performances peuvent se dégrader
fortement lors de leur évaluation sur de nouvelles données.

Il est également possible d’utiliser des mesures uniques plus complexes. Par défaut, MOCA-I
sélectionne la solution de l’archive présentant la meilleure f-mesure (sur l’ensemble d’apprentis-
sage). Bien que toujours simple, cette méthode a été montrée plus performante que plusieurs
autres dans l’étude précédente [89]. En fonction des besoins de l’utilisateur, d’autres mesures
peuvent être employées : MCC, surprise, conviction, support, etc.

Une autre stratégie, davantage axée sur la réduction du sur-apprentissage, est de réserver
une partie de l’ensemble d’apprentissage (souvent appelée ensemble de validation) à l’évaluation
des solutions de l’archive. Dans cette méthode, chaque solution est évaluée sur l’ensemble de
validation à la fin du processus d’optimisation [142]. La solution de meilleure qualité (par exemple,
f-mesure) sur cet ensemble est choisie comme solution unique.

Une approche différente consiste à sélectionner un ensemble de solutions de l’archive, en
laissant le choix à l’utilisateur de celle qui convient le mieux à ses besoins. Le but ici est de
sélectionner un échantillon le plus représentatif possible de l’ensemble des solutions trouvées, mais
également assez réduit pour être appréhendable par un utilisateur humain. Une méthode efficace
est de rechercher la solution ayant la meilleure valeur pour l’un des deux objectifs du problème,
avec une valeur minimale pour le second objectif. En faisant varier cette valeur minimale, on
obtient un échantillon réparti sur l’ensemble du front Pareto. On peut, par exemple, rechercher
les solutions de meilleure confiance en fixant une sensibilité minimale à 0.2, 0.4, 0.6 et 0.8.
La Figure 2.2 illustre ce mécanisme : les solutions en rouge sont celles retenues et forment un
échantillon représentatif de l’archive des solutions.

Une telle approche n’est cependant applicable que si les résultats de l’algorithme sont pré-
sentés directement à un expert métier, ce qui n’est pas toujours le cas. En effet, les résultats
peuvent être directement utilisés par d’autres systèmes automatiques, auquel cas cette méthode
n’est pas adaptée.

2.3.2 Construction d’une nouvelle solution

Etant donné qu’on dispose d’une archive complète de solutions (i.e. d’ensembles de règles), on
cherche maintenant à exploiter davantage qu’une unique solution pour déterminer le classifieur
optimal. Nous cherchons donc ici à combiner différentes solutions de l’archive afin d’obtenir une
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Figure 2.2 – Sélection des solutions de l’archive de meilleure confiance et de sensibilité supérieure
à 0.2, 0.4, 0.6 et 0.8 ; représentées en rouge

nouvelle solution, que nous espérons meilleure que celles présentes dans l’archive. L’ensemble
des méthodes développées à cet effet sont décrites en détail dans l’étude précédente [89]. Nous
en présentons ici une vue d’ensemble avant d’exposer une approche légèrement différente sur la
construction de ces solutions. Quelques observations découlant d’expérimentations qualitatives
réalisées à ce sujet viennent illustrer ces méthodes en fin de partie.

Le principe commun aux méthodes de construction développées est le suivi de ces trois étapes
principales, qui rejoignent dans l’idée le processus utilisé dans l’algorithme CBA (Classification
Based on Association rules) [119] :

— Tri des solutions de l’archive, selon un critère à définir.

— Création d’une nouvelle solution, initialement vide. Dans cette solution sont insérées un
sous-ensemble des solutions de l’archive (ordonnée grâce à la phase précédente). Il est pos-
sible d’insérer l’ensemble de l’archive sans restriction, ou de n’ajouter que celles satisfaisant
certains seuils de performances sur l’une ou l’autre mesure (e.g. confiancemin = 0.4).

— “Coupe” de la nouvelle solution. Celle-ci est en général très grande après l’insertion de
plusieurs solutions de l’archive. A cette étape, on cherche à définir le point à partir duquel
on estime que le restant de la nouvelle solution n’est plus intéressant. Cela est dû au fait
que les règles de la nouvelle solution sont naturellement ordonnées selon le même critère
que celui utilisé dans la première étape. Par conséquent, les règles situés au début de la
solution sont les plus intéressantes ; il convient juste de déterminer à quel moment s’arrête
ce “début”.

La première étape se fait le plus souvent en triant les solutions par confiance décroissante. En
effet, l’un des comportements souhaités de la combinaison de solutions est de rassembler plusieurs
classifieurs de forte confiance mais de faible sensibilité afin d’augmenter cette dernière. Il est
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également possible de considérer le ratio (sensitivité/(1−sensibilité)), qui correspond à la mesure
utilisée pour obtenir la courbe ROC d’une solution et qui représente l’évolution du compromis
entre les deux objectifs de l’optimisation. La courbe ROC est une mesure de performance d’un
classifieur binaire, originalement utilisée en médecine [74].

La deuxième étape est sans doute la plus simple. Les seuils sont inclus afin de réduire la taille
de la nouvelle solution. Cependant, ceux-ci sont facultatifs, étant donné que les solutions moins
intéressantes sont écartées au cours de la phase suivante.

La dernière étape, visant à déterminer le point de coupe, peut se faire de différentes manières :

— Parcourir les règles de la solution (en partant du haut). A chaque nouvelle règle, calculer
la mesure de qualité pour la solution constituée de l’ensemble des règles parcourues jusqu’à
présent. Couper lorsqu’une nouvelle règle dégrade la qualité du classifieur. En d’autres
termes, cela revient à ajouter des règles tant que cela améliore la qualité. Comme mesure
de qualité, on utilise le plus souvent la f-mesure, même si d’autres sont possibles.

— Utiliser comme mesure de qualité la proximité au point idéal de la courbe ROC, et couper
lorsque le fait d’ajouter une nouvelle solution éloigne de ce point. A noter que cette méthode
de coupe est fortement liée à un tri des solutions en fonction du ratio (sensitivité/(1−sensibilité)),
pour des raisons assez évidentes.

— Utiliser directement le ratio (sensitivité/(1−sensibilité)). Lorsque ce ratio devient inférieur
à 1, cela signifie que l’ajout d’une règle apporte davantage de Faux Positifs que de Vrais
Positifs, ce qui marque le point de coupe recommandé.

Afin d’affiner le processus, nous ajoutons la possibilité d’utiliser ces méthodes, en considérant
indépendamment les règles plutôt que les solutions de l’archive. Ainsi, la qualité de chaque règle
est calculée plutôt que celles des solutions ; cela revient à construire autant de classifieurs que
de règles différentes dans les solutions de l’archive et d’utiliser les méthodes de construction sur
ce nouvel ensemble de classifieurs plutôt que sur l’archive originale. Le but est de permettre
la sauvegarde d’éventuelles règles “intéressantes” (de forte confiance), qui feraient partie d’une
solution moins intéressante dans son ensemble, par exemple car composée d’autres règles moins
précises (faible confiance, forte sensibilité). De telles règles pourraient être laissées de côté en
considérant les colutions entières, alors qu’elles présentent un intérêt potentiel à la construction
d’un classifieur de qualité. On pourrait arguer que procéder ainsi revient à invalider en partie
l’approche fondamentale de l’algorithme MOCA-I, qui manipule et optimise des ensembles de
règles, dans la mesure où on sépare totalement les règles du contexte plus général du classifieur
dont elles font partie. Ce n’est bien entendu pas l’objectif de ce développement ; nous souhaitons
principalement étudier les différences entre une approche aux niveaux“solutions”et“règles”, dans
le cadre de la construction d’une solution à partir de l’archive.

2.3.3 Observations

L’étude réalisée dans la thèse de J. Jacques sur les méthodes de sélection dans l’archive et de
construction de nouvelles solutions soulignait le manque d’intérêt de ce type de méthodes plus
complexes par rapport à des options plus simples, telles que prendre la solution de meilleure f-
mesure [89]. En effet, les solutions obtenues par recombinaison de différents éléments de l’archive
s’avèrent similaires aux solutions de l’archive, tant du point de vue de la structure que de la qualité
(confiance, sensibilité, f-mesure). Certaines variantes du processus de combinaison aboutissent
à des solutions comportant un nombre important de règles (plusieurs dizaines), mais même
celles-ci ne présentent pas d’intérêt réel. En effet, bien que structurellement différentes, elles
se situent au même niveau que d’autres solutions de l’archive, à divers endroits sur le front
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Pareto. Compte tenu de cela, il peut être tentant de considérer l’utilité de ces méthodes dans
les cas où la solution unique renvoyée doit satisfaire certaines contraintes (par exemple, une
forte sensitivité). Cependant, il est difficile de prévoir quelle méthode permettra de générer quel
“type” de solution, tant le résultat de ces processus de recombinaison dépend du problème en
général, de la composition de l’archive et de paramètres associés (seuils d’insertion, etc.). Pour
ces raisons, dans le cas où la méthode basique de sélection de la solution de meilleure f-mesure
ne convient pas, nous recommandons d’employer l’une des alternatives simples présentées plus
haut, consistant à fixer un seuil pour la confiance et/ou la sensibilité, en fonction des besoins.

Cependant, les tests menés ont permis de faire une constatation intéressante et potentielle-
ment utile pour l’outil d’extraction d’information. Lorsque l’algorithme s’exécute jusqu’à conver-
gence ou avec une limite de temps assez large (au moins une heure), les méthodes de recombi-
naison de solutions ne semblent présenter aucun intérêt. Cependant, lorsqu’on laisse moins de
temps à l’algorithme, les solutions contenues dans l’archive finales sont logiquement de moins
bonne qualité. Or, dans ce cas-là, on observe expérimentalement que le processus de recombinai-
son permet d’obtenir une solution de qualité notablement meilleure que les solutions de l’archive.
L’explication à ce phénomène est à la fois simple et instinctive : les solutions n’ont pas le temps
de converger vers des ensembles de règles “optimaux”; certaines règles de bonne qualité sont
formées, mais isolées au sein de solutions n’ayant pas encore convergé dans leur ensemble. Dans
cette situation, combiner les règles de meilleure qualité individuelle permet d’obtenir une solu-
tion de meilleure qualité globale. A noter que cette solution est très proche de celles auxquelles
aboutit l’algorithme à l’approche de la convergence ; le processus de recombinaison permet sim-
plement d’en obtenir au moins une, ce bien plus rapidement qu’en laissant converger l’algorithme.
Ainsi, allouer une demi-heure pour l’optimisation, puis recombiner les solutions en extrayant les
meilleures règles, permet d’obtenir une solution de qualité équivalente à celles obtenues en quatre
heures d’optimisation. Une telle méthode parâıt quelque peu complexe à mettre en place, mais
nous pensons néanmoins que cette observation, couplée aux techniques de combinaison de solu-
tions développées, peut s’avérer utile dans le cas hypothétique où attendre la (quasi-)convergence
de l’algorithme se révèlerait trop long. La construction d’une nouvelle solution recombinée à par-
tir de l’archive est également assez coûteuse en termes de temps (plusieurs minutes, dans le cas
de données réelles), et ne saurait par conséquent être employée comme opérateur standard de
voisinage (comme dans un algorithme génétique), comme marqueur de convergence du processus
d’optimisation ou pour générer de nouvelles solutions de départ après un restart de l’algorithme.
Ce coût est dû à l’évaluation individuelle de chaque règle composant chaque solution de l’archive.

Il est cependant difficile de mesurer à partir de quel moment de l’exécution de MOCA-I il
devient plus intéressant de recombiner les solutions plutôt que de continuer l’optimisation par re-
cherche locale. Pour cette raison, nous choisissons de conserver le mécanisme original de sélection,
où la règle de meilleure f-mesure sur l’ensemble d’apprentissage est retenue dans l’archive finale.
Le processus de recombinaison demeure une piste intéressante si des contraintes étaient placées
sur le temps d’exécution, pour des cas d’étude où il serait nécessaire d’obtenir des solutions
rapidement.

2.4 Conclusion

Dans ce chapitre, nous avons présenté le problème de la classification ainsi que l’algorithme
MOCA-I, qui génère un ensemble de règles de classification partielle dans un contexte multi-
objectif. Nous avons également discuté des mécanismes de choix de la solution parmi l’archive
produite en fin d’exécution de l’algorithme. Une limitation de MOCA-I est qu’il ne supporte que
les attributs qualitatifs. Ceux-ci peuvent être de différents types (binaire, symbolique ordonné ou
non-ordonné) ; par conséquent, MOCA-I gère dans une certaine mesure l’hétérogénéité dans les
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données. Cependant, les types d’attributs supportés ne sont que qualitatifs, ce qui ne correspond
pas à la diversité réelle des données. Dans le chapitre suivant, nous développons une première
extension à MOCA-I afin de prendre en compte les données quantitatives.



Chapitre 3

MOCA-IQ - Classification sur données
numériques

Dans le chapitre précédent, les grandes lignes de l’algorithme MOCA-I pour la génération de
règles de classification ont été présentées. Dans ce chapitre, une première extension est détaillée,
appelée MOCA-IQ, visant à supporter les données quantitatives en plus des autres types déjà
supportés. Les données quantitatives forment une part importante des données hospitalières,
provenant de diverses sources (résultats d’analyse, constantes vitales, informations personnelles
telles que l’âge, etc.).

Ce chapitre est associé aux publications suivantes :

— M. Vandromme, J. Jacques, J. Taillard, L. Jourdan, C. Dhaenens : Impact de la discréti-
sation des données numériques sur l’efficacité d’un algorithme de classification par méta-
heuristique, Conférence ROADEF, 2015.

— M. Vandromme, J. Jacques, J. Taillard, L. Jourdan, C. Dhaenens : Handling numerical
data to evolve classification rules using a Multi-Objective Local Search, Metaheuristics
International Conference, MIC 2015.

3.1 Problème posé par les attributs numériques

Nous définissons tout d’abord les différents types que peuvent prendre les attributs dans
les données, résumés dans la Figure 3.1. Nous ne nous concentrons dans ce chapitre que sur
les attributs non-temporels ; les attributs temporels seront traités dans le chapitre suivant. Ces
attributs non-temporels sont répartis en deux grandes classes :

— un attribut qualitatif inclut un ensemble fini de valeurs possibles. Par exemple, l’attribut
groupe sanguin peut prendre les valeurs {A,B,AB,O}.

— un attribut quantitatif inclut un intervalle de valeurs possibles. Par exemple, l’attribut
âge peut prendre n’importe quelle valeur dans l’intervalle [0, 130]. Dans sa forme la moins
restrictive, un attribut quantitatif peut prendre n’importe quelle valeur sur l’ensemble des
réels R.

Les attributs qualitatifs peuvent être séparés plus précisément en trois sous-types :

— un attribut symbolique ordonné (ou ordinal) inclut une liste ordonnée de valeurs pos-
sibles. Par exemple, l’attribut sévérité peut prendre les valeurs {basse, moyenne, haute}.
Le point important ici est que les valeurs sont comparables entre elles ; par exemple, haute
est supérieure à moyenne.

55
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— un attribut symbolique non-ordonné (ou catégoriel) correspond au cas plus général, où
les valeurs possibles sont incomparables entre elles. L’attribut groupe sanguin présenté plus
haut illustre ce type de données.

— un attribut binaire est un cas particulier d’attribut symbolique non-ordonné, avec unique-
ment deux valeurs possibles 0 et 1. Ce type d’attribut peut être géré de la même façon que
le précédent, mais nous choisissons de séparer les deux cas dans l’ensemble de ce travail. En
effet, les données binaires ont été particulièrement étudiées dans les problèmes de fouille de
données, et disposent de certaines méthodes permettant de les exploiter au mieux, comme
nous le verrons plus tard.

Les attributs quantitatifs peuvent également être séparés en deux sous-types distincts :

— un attribut entier est défini sur un intervalle Ie ∈ N.

— un attribut réel est défini sur un intervalle Ir ∈ R.

A noter que, si l’intervalle Ie est fini, un attribut entier peut être considéré comme un attribut
symbolique ordonné. Cependant, nous séparons les deux afin de considérer le cas général des
attributs entiers, avec un nombre infini de valeurs possibles quand Ie = N.

Attributs

Qualitatifs Quantitatifs

BinairesOrdinaux Catégoriels Entiers Réels

Figure 3.1 – Taxonomie des différents types d’attributs non-temporels

Une des limitations de l’algorithme MOCA-I original est son incapacité à gérer directement
les attributs quantitatifs (ou numériques), tels que l’âge. Cette limitation est récurrente dans
le domaine des méta-heuristiques, étant donné que ces méthodes cherchent le plus souvent à
répondre à des problèmes d’optimisation combinatoire. Plus précisément, ces méthodes visent à
explorer rapidement l’espace des solutions possibles afin de trouver une (ou plusieurs) bonne(s)
solution(s). Cet espace des solutions est certes trop large pour pouvoir être exploré par des
méthodes exhaustives, mais il est cependant fini : il existe un nombre fini de solutions possibles
au problème. C’est le cas lorsque chaque attribut du problème ne peut prendre lui-même qu’un
nombre fini de valeurs.

Cette dernière hypothèse ne tient plus dès lors qu’au moins un des attributs peut prendre
une infinité de valeurs différentes ; l’espace des solutions possibles devient alors infini. Dans le
cas des attributs prenant des valeurs entières telles que l’âge, il serait envisageable de définir une
liste bornée des valeurs possibles ; par exemple, tous les nombres entiers dans l’intervalle [0, 130].
Cependant, cette approche n’est possible que si cet intervalle n’est pas trop grand, au risque
d’accrôıtre la taille de l’espace de recherche de manière déraisonnable. De plus, il est impossible
de procéder ainsi pour les attributs prenant des valeurs réelles. Par exemple, dans le contexte
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qui nous intéresse ici, un résultat de mesure biologique tel que le taux de glycémie peut prendre
une infinité de valeurs possibles.

Ce problème peut être traité de deux manières différentes, présentées sur la Figure 3.2. La pre-
mière est de transformer les données numériques en amont par discrétisation, afin de restreindre
les valeurs possibles à un ensemble fini. On se ramène ainsi à un problème d’optimisation com-
binatoire sur un espace de recherche fini, auquel on peut appliquer MOCA-I dans sa version
originale. La seconde approche consiste à modifier MOCA-I de sorte que celui-ci soit capable
d’explorer les espaces de recherche infinis obtenus en considérant les attributs numériques sans
transformation. De nombreuses méthodes d’optimisation continue ont été développées pour ce
type de problème [63]. Nous nous inspirons de ces méthodes pour développer des mécanismes de
voisinage adaptés aux données numériques dans le cadre de cette seconde approche.

Données Données 
transformées

MOCA-I Règles
discrétisation

MOCA-I 
modifié

Règles

Discrétisation

Modification de 
l’algorithme

Données

Figure 3.2 – Deux approches pour la gestion des attributs quantitatifs : discrétisation ou mo-
dification de l’algorithme

Dans ce chapitre, nous nous posons la question de l’efficacité de ces deux approches. Ainsi,
chaque approche est explorée, puis les deux sont comparées afin de déterminer la plus adaptée.

3.2 Première approche : discrétisation des données numériques

Dans cette approche, nous cherchons à nous ramener à des cas gérés par MOCA-I, en trans-
formant les attributs quantitatifs en attributs qualitatifs par discrétisation. Nous étudions donc
différentes méthodes de discrétisation afin de choisir la plus efficace.

3.2.1 Généralités sur la discrétisation

La discrétisation consiste à transformer un espace continu C en un espace discret D, en
définissant une partition complète et sans chevauchement de l’espace C. En d’autres termes, cela
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revient à transformer C = [d0, dm] en un ensemble D de k intervalles discrets, avec :

D = {[d0, d1], (d1, d2], . . . , (dm−2, dm−1], (dm−1, dm]}, avec di < di+1 pour i = 0, 1, . . . ,m− 1.
(3.1)

Une méthode de discrétisation produit donc un ensemble de points de séparation (ou cut points)
P = {d1, d2, dm−2, dm−1} définissant la partition de l’espace continu C. Définir une “bonne”
partition d’un espace continu est un problème complexe, notamment du fait que la qualité d’une
partition n’admet pas de mesure universellement reconnue. Afin de répondre à ce problème, de
nombreuses méthodes de discrétisation, ainsi que plusieurs mesures de la qualité d’une partition,
ont été proposées. Certaines de ces méthodes sont présentées dans la sous-partie suivante ; le
lecteur pourra se référer à [66] pour une vision plus complète de la discrétisation en général et
une taxonomie détaillée des différentes méthodes existantes.

Dans la version originale de MOCA-I, les données numériques sont discrétisées par equal-
width binning. Cette méthode simple consiste à diviser l’espace continu en un nombre fixé k
d’intervalles de même largeur. Par exemple, le k-binning d’un espace continu C = [0, 100] avec
k = 5 produira l’ensemble de cut points P = {20, 40, 60, 80}, lequel définit l’espace discret
D = {[0, 20], (20, 40], (40, 60], (60, 80], (80, 100]}.

Discrétiser les données en amont présente certains avantages. En plus de la simplicité, cette
solution permet de réduire la taille de l’espace de recherche, ce qui peut être bénéfique à l’algo-
rithme d’optimisation. Une étude a montré que, dans certains cas, discrétiser les données pouvait
améliorer les performances d’une méta-heuristique, même si celle-ci est capable de gérer les don-
nées numériques [29].

3.2.2 Différenciation des méthodes de discrétisation

L’étude mentionnée précédemment référence plus de 80 méthodes de discrétisation différentes
[66]. Ce nombre rend pratiquement impossible toute comparaison exhaustive, étant donné que
ces techniques ne disposent que rarement d’une implémentation standard et prête à l’emploi.
Il est néanmoins possible de différencier les algorithmes de discrétisation en fonction d’un cer-
tain nombre de propriétés. L’étude de référence [66] propose une taxonomie des techniques de
discrétisation à partir des propriétés discriminantes suivantes :

— Statique ou dynamique : une méthode statique est appliquée lors d’une phase de pré-
traitement des données, tandis qu’une méthode dynamique se déroule en même temps
que l’algorithme d’apprentissage. Une très grande majorité des méthodes existantes sont
statiques, ce qui explique que nous ayons introduit le concept de discrétisation en lui-
même comme un pré-traitement des données. Dans la comparaison des méthodes qui fait
l’objet de la sous-partie suivante, les méthodes dynamiques sont, par nécessité, détachées
de l’algorithme d’apprentissage ; une variante statique de ces méthodes est par conséquent
employée pour les besoins de l’étude.

— Univariable ou multivariable : les méthodes univariables considèrent les attributs numé-
riques à discrétiser un par un. A l’inverse, les méthodes multivariables traitent l’ensemble
des attributs numériques comme un seul problème et cherchent à tirer parti des corré-
lations pouvant exister entre différents attributs. Les secondes sont par conséquent plus
riches, mais aussi plus complexes. La plupart des techniques actuelles appartiennent à la
première catégorie.

— Supervisé ou non-supervisé : une discrétisation supervisée tient compte des labels attribués
aux instances pour construire les intervalles. Par exemple, dans le cas d’un problème de
classification, une méthode supervisée peut utiliser la classe de chaque instance. A l’inverse,
les méthodes non-supervisées, telles que le binning présenté plus haut, n’utilisent pas cette
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information. Pour cette raison, ces dernières sont souvent moins efficaces, mais présentent
l’avantage d’être plus simples à mettre en place.

— Séparation ou fusion d’intervalles : l’ensemble d’intervalles produit par la discrétisation
peut être créé de deux manières différentes. Une première option est de partir d’un unique
intervalle et de le séparer progressivement en plusieurs ; une seconde option est de définir au
départ autant d’intervalles qu’il y a de valeurs différentes, puis de fusionner ces intervalles
de départ entre eux.

— Globale ou locale : une méthode globale peut utiliser l’intégralité des données disponibles
pour l’attribut à discrétiser, tandis qu’une méthode locale n’en exploite qu’une partie. La
plupart des approches sont globales, les méthodes locales procèdent le plus souvent par
séparation récursive des intervalles.

— Directe ou incrémentale : les techniques incrémentales définissent un unique nouvel inter-
valle à chaque itération, tandis que les techniques directes en créent plusieurs (voire même
tous les intervalles) au cours d’une itération. Par conséquent, les premières utilisent à chaque
étape les résultats produits jusque là, c’est-à-dire les intervalles définis à cet instant.

— Mesure d’évaluation : une méthode de discrétisation produit, durant son exécution, un
certain nombre de solutions possibles, et sélectionne de manière incrémentale la solution
(c’est-à-dire un ensemble d’intervalles) la mieux adaptée. Chaque méthode doit donc in-
clure une mesure permettant de comparer les solutions entre elles. De nombreuses mesures
de comparaison ont été proposées dans la littérature. Ces mesures peuvent être classées en
fonction de leur type : information (mesure d’entropie, le plus souvent), statistique (corré-
lations entre attributs, etc.), ensembles approximatifs, wrapper (utilisation de l’erreur d’un
classifieur appliqué à la solution à évaluer), ou absence de mesure dans le cas de certaines
méthodes non-supervisées.

D’autres critères existent pour différencier les méthodes de discrétisation, mais ceux-ci sont
moins critiques, ou fortement liés à ceux présentés ci-dessus. Cependant, il convient de mentionner
que l’aspect non-paramétrique d’une méthode revêt une importance particulière dans le cadre
applicatif qui nous occupe. En effet, il nous apparâıt toujours plus intéressant de réduire le plus
possible le nombre de paramètres requis par l’algorithme d’optimisation dans son ensemble.

3.2.3 Processus de comparaison des méthodes de discrétisation

Diverses mesures ont été proposées pour évaluer l’efficacité des différentes méthodes de discré-
tisation. Cette évaluation peut se faire suivant deux axes différents. Le premier consiste à mesurer
et comparer l’efficacité intrinsèque de chaque méthode suivant plusieurs critères : nombre d’inter-
valles produits, taux d’incohérence, temps d’exécution requis, etc. Le second consiste à comparer
l’efficacité d’un même algorithme d’apprentissage utilisant un même jeu de données, discrétisé
suivant différentes méthodes. De cette manière, on mesure indirectement la qualité d’une discré-
tisation en observant son effet sur la qualité de l’apprentissage.

Plusieurs études ont été menées afin de déterminer de manière empirique les méthodes les
plus efficaces [55, 66]. Ces études explorent les deux axes de comparaison : à la fois mesure directe
et indirecte de la qualité des différentes méthodes de discrétisation. La seconde partie est traitée
le plus souvent en utilisant plusieurs classifieurs standard, reconnus pour leur efficacité, tels que
C4.5, k-Nearest-Neighbors ou Naive Bayes. Comme expliqué précédemment, il est pratiquement
impossible de comparer exhaustivement l’intégralité des méthodes existantes. Pour cette raison,
nous avons choisi un sous-ensemble, contenant des méthodes le plus représentatives possible de
la diversité (voir critères de différenciation présentés plus haut).
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La mesure indirecte de l’efficacité d’une discrétisation est celle qui nous intéresse le plus dans
le cadre de ce travail. En effet, qu’une discrétisation soit meilleure qu’une autre ne nous intéresse
que dans la mesure où cela permet à l’algorithme d’optimisation d’obtenir de meilleurs résul-
tats. Par conséquent, les mesures de qualité intrinsèque des différentes méthodes sont de moindre
importance dans ce contexte. L’objet des expérimentations qui suivent est de déterminer quelle
méthode de discrétisation permet à MOCA-I d’obtenir les meilleurs résultats. En ce sens, ce tra-
vail diffère des études empiriques mentionnées plus haut, étant donné que nous nous concentrons
sur un algorithme d’apprentissage en particulier, sans chercher à déterminer quelle discrétisation
est plus performante en général sur un ensemble d’algorithmes standard. Sur le principe, on peut
rapprocher cela d’une phase préparatoire de tuning des paramètres de MOCA-I, en considérant
chaque méthode de discrétisation comme une valeur possible d’un paramètre à fixer.

Un ensemble représentatif des différentes méthodes est donc choisi à des fins de comparaison.
La Table 3.1 présente les propriétés des méthodes retenues :

Méthode Statique Multivar. Supervisée Séparation Globale Directe Mesure
10-bin Oui Non Non Oui Oui Oui Bin.
1R Oui Non Oui Oui Oui Oui Bin.
CAIM Oui Non Oui Oui Oui Non Stat.
ChiMerge Oui Non Oui Non Oui Non Stat.
Chi2 Oui Non Oui Non Oui Non Stat.
ExtChi2 Oui Non Oui Non Oui Non Stat.
Fayyad Oui Non Oui Oui Non Non Info.
FUSINTER Oui Non Oui Non Oui Non Info.
ID3 Non Non Oui Oui Non Non Info.
Zeta Oui Non Oui Oui Oui Oui Stat.

Table 3.1 – Caractéristiques des méthodes de discrétisation retenues

Ces méthodes ont été choisies parmi celles implémentées dans la plate-forme KEEL [6]. A
noter que certaines des méthodes initialement retenues ne fonctionnaient pas correctement sur les
jeux de données choisis ; pour cette raison, nous n’avons pas pu tester de méthode de discrétisation
multi-variable ou utilisant des mesures de qualité basées sur les ensembles approximatifs ou
les wrappers. Nous estimons cependant que la sélection retenue présente une bonne diversité
tout en intégrant les méthodes les plus largement utilisées. Les méthodes ChiMerge, Chi2 et
ExtChi2 présentent les mêmes caractéristiques dans le tableau, mais elles n’en possèdent pas
moins certaines différences conceptuelles qui les rendent intéressantes à comparer. Il semblait
également instructif d’observer si les modifications apportées à une technique de base améliorent
ou non les résultats (ExtChi2 est basée sur Chi2, elle-même basée sur ChiMerge). Maintenant
que les méthodes sont choisies, nous pouvons les comparer entre elles.

3.2.4 Expérimentations

Dans cette section, nous définissons le protocole expérimental utilisé, puis nous présentons
les résultats et en déduisons la méthode de discrétisation la plus efficace.

3.2.4.1 Protocole expérimental

Jeux de données Afin de mesurer l’efficacité des méthodes implémentées, nous avons besoin
d’un ensemble de jeux de données à classifier, contenant des attributs quantitatifs. Nous déci-
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dons d’utiliser également quelques jeux “mixtes”, c’est-à-dire contenant à la fois par des attributs
qualitatifs et quantitatifs, afin de mieux correspondre aux données réelles. Ces jeux de données
proviennent de la base de données de l’UCI [115], qui rassemble des jeux standard largement
utilisés dans la littérature. Ce choix a été principalement motivé par l’indisponibilité de données
réelles adaptées aux besoins de l’étude (c’est-à-dire, contenant un nombre significatif d’attributs
numériques) lors de la période de développement de ces méthodes. Mener les expérimentations
sur des données de la littérature présente l’avantage de faciliter la comparaison avec d’autres
méthodes de classification, et assure une plus grande généricité. Cependant, cela présente l’in-
convénient de s’éloigner quelque peu du cadre du problème en validant les algorithmes développés
sur des données détachées des cas d’étude proposés par le projet.

Les jeux de données sont choisis afin de garantir une certaine diversité sur les différentes
caractéristiques que ces données peuvent présenter : nombre d’instances, nombre d’attributs, ré-
partition qualitatifs/quantitatifs, pourcentage d’instances positives. Cette dernière propriété est
d’une grande importance, étant donné que MOCA-I vise à classifier des données qui sont, par na-
ture, fortement déséquilibrées, donc contenant très peu d’instances positives. Il reste néanmoins
intéressant d’évaluer les performances de l’algorithme sur des données présentant une répartition
plus équilibrée, aussi différentes valeurs de déséquilibre (ou asymétrie) sont choisies. A noter que
certains des jeux de données présentés sont des versions binarisées de jeux existants, obtenus en
réduisant un problème de classification multi-classes à un problème de classification binaire. Afin
d’y parvenir, l’une des classes est choisie comme positive, et toutes les autres sont considérées
comme négatives. Cette méthode est par ailleurs utile pour obtenir des jeux de données déséqui-
librés. La Table 3.2 présente les caractéristiques des différents jeux retenus : nombre d’instances,
nombre d’attributs, type des attributs, pourcentage d’instances positives. Dans la colonne “Type
attributs”, la notation “R/I/C” correspond au nombre d’attributs de type réel/entier/catégoriel.

Nom Nb. inst. Nb. attrs. Type attrs. (R/I/C) % positifs
adult 45 000 14 0/6/8 25%
arrythmia 452 279 206/0/73 46%
page-blocks 5 472 10 4/6/0 10%
penbased 11 000 16 0/16/0 10%
ring 7 400 20 20/0/0 50%
segment 2 308 19 19/0/0 17%
spambase 4 597 57 55/2/0 39%
vowel 988 13 10/3/0 10%

Table 3.2 – Caractéristiques des jeux de données utilisés

Implémentation des méthodes de discrétisation Nous cherchons à comparer plusieurs
méthodes de discrétisation comme phase de pré-traitement des données en amont de MOCA-I.
Ce pré-traitement peut être séparé de l’algorithme d’optimisation. Nous choisissons donc d’utiliser
les implémentations des différentes méthodes de discrétisation disponibles dans l’outil KEEL [6].
Cet outil regroupe un grand nombre de méthodes de pré-traitement (discrétisation, sélection
d’attributs), d’algorithmes d’optimisation et de tests statistiques, que nous utiliserons également
afin de valider les résultats obtenus.

Protocole expérimental Afin d’évaluer la qualité d’un classifieur, il convient de séparer les
données utilisées en deux parties : un ensemble d’apprentissage et un ensemble de test. Le premier
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est utilisé par l’algorithme pour construire le modèle de classification à partir de données correc-
tement classifiées. Le second n’est utilisé qu’en fin du processus d’optimisation, pour déterminer
les performances du modèle généré, c’est-à-dire sa capacité à classifier correctement des nouvelles
instances (qui n’ont pas été utilisées pour l’apprentissage). La Figure 3.3 résume cette séparation
des données et l’utilisation des deux ensembles distincts. L’ensemble de test permet de mesurer
les capacités de généralisation du modèle de classification produit. Dans les expérimentations
qui ont été menées pour cette étude, chaque jeu de données est séparé de manière égale entre
apprentissage et test : la moitié des instances est allouée à chaque ensemble.

Données
complètes

MOCA-I

Règles

Ensemble 
d’apprentissage

Ensemble        
de test

Performance 
sur ensemble 
d’apprentissage

Performance 
sur ensemble 

de test

séparation

évaluation évaluation

Figure 3.3 – Séparation des données en ensembles d’apprentissage et de test, génération des
modèles (règles) avec l’ensemble d’apprentissage, validation sur les deux ensembles séparément

Etant donné le caractère stochastique de l’algorithme d’optimisation, il est nécessaire de
réaliser plusieurs exécutions de celui-ci sur un même jeu de données, et de considérer la moyenne
des performances mesurées. Par conséquent, les résultats présentés correspondent à la moyenne
des performances obtenue par chaque méthode sur 30 exécutions. Les écarts-types sont également
inclus, principalement afin de détecter d’éventuelles anomalies ou valeurs aberrantes. La graine
(ou seed) utilisée pour initialiser le générateur de nombres aléatoires change à chaque exécution ;
les mêmes 30 graines sont utilisées pour les 30 exécutions de chaque méthode. Tous les tests sont
réalisés sur un ordinateur Dell T1700 quad-core à 3.30GHz, disposant de 4 GB de RAM, sous
Ubuntu 14 avec gcc 4.8.2.

Tests statistiques Relever les performances respectives de chaque méthode sur un ensemble
de jeux de données nous permet de voir (le plus souvent de manière approximative) si telle mé-
thode est plus efficace que telle(s) autre(s) ou non. Cependant, afin de valider plus formellement
ces impressions, il est utile de procéder à des tests statistiques permettant de déterminer si les
écarts observés sont significatifs. Un test statistique permet de savoir si les différences de per-
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formance sont probablement dues au hasard. Plus formellement, ces tests permettent d’évaluer
une hypothèse nulle H0, qui correspond souvent au prédicat “les différences observées entre les
résultats sont dues au hasard”. Un test statistique calcule la probabilité p (aussi appelée p-value)
de faire une erreur si on conclut que l’hypothèse H0 est vraie, c’est-à-dire que les méthodes com-
parées ne présentent pas de différence significative. On considère le plus souvent qu’il est possible
de rejeter l’hypothèse nulle, c’est-à-dire de conclure que les résultats sont significativement diffé-
rents, si la probabilité p est suffisamment faible, le plus souvent p < 0.05 ou p < 0.10. Les tests
statistiques peuvent être paramétriques ou non-paramétriques ; pour les problèmes d’apprentis-
sage automatique, les tests non-paramétriques sont recommandés [49], étant donné que ceux-ci,
à la différence des premiers, ne requièrent pas que les données respectent certains critères, tels
qu’une distribution normale, qui pourraient être difficiles à garantir dans ce contexte.

Il existe plusieurs tests statistiques différents, chacun étant plus ou moins approprié en fonc-
tion des comparaisons à effectuer. Certains tests ne sont applicables que pour comparer deux
méthodes, ou ne peuvent comparer les méthodes que sur une unique instance. Une présentation
exhaustive des différents tests existant ne rentre pas dans le cadre de cette étude ; le lecteur in-
téressé pourra se référer à [89] pour un aperçu détaillé des tests statistiques dans le domaine qui
nous occupe ici. Etant donné que plusieurs variantes des algorithmes développés seront comparés
à chaque fois, et que les exécutions seront réalisées sur plusieurs instances (jeux de données),
nous avons besoin de tests permettant une comparaison statistique de plusieurs algorithmes
sur plusieurs instances. Les tests les plus adaptés dans ce cas sont ceux de Friedman [64] et
d’Iman-Davenport [84] (le second étant une amélioration du premier). Pour la comparaison des
méthodes, nous utilisons donc le test de Friedman, dont l’implémentation est également fournie
dans le framework KEEL. Ce test fonctionne en affectant à chaque méthode un rang en fonction
de ses performances par rapport aux autres méthodes. Chaque méthode possède ainsi un rang
par jeu de données ; le test cherche alors à déterminer si les rangs moyens de chaque méthode
sont significativement différents. Dans ce test, l’hypothèse nulle est que les rangs moyens sont
statistiquement identiques.

KEEL inclut également des tests post-hoc, qui servent à déterminer quelle méthode se dé-
marque des autres dans le cas où des différences significatives sont relevées par le premier test.
Dans ce cas, nous utilisons les tests de Nemenyi [127] et de Shaffer [150].

Mesures de qualité Nous comparons les méthodes selon trois mesures : f-mesure (à maximi-
ser) [161], MCC (pour Matthew’s Correlation Coefficient, à maximiser) [121] et nombre d’inter-
valles générés par la discrétisation (à minimiser). Les deux premières sont des mesures standard
de la qualité d’un classifieur binaire. Le nombre d’intervalles générés présente aussi un intérêt,
étant donné qu’une des motivations de l’emploi d’une discrétisation concerne la réduction de
l’espace de recherche, et que cette réduction est d’autant plus importante que le nombre d’inter-
valles générés est faible. Ainsi, il est attendu que MOCA-I fonctionne plus rapidement lorsque le
nombre d’intervalles est réduit ; garder trace de ce nombre permet donc de valider ou non cette
hypothèse. Cependant, mesurer le nombre d’intervalles en additionnant simplement le nombre
d’intervalles générés pour chaque attribut ne parâıt pas judicieux, pas plus que de considérer le
nombre moyen d’intervalles pour l’ensemble des attributs d’un jeu de données. Pour répondre
à ce problème, nous choisissons de relever, pour chaque attribut de chaque jeu de données, le
rang obtenu par chacune des méthodes de discrétisation. Ce rang est déterminé en ordonnant les
méthodes par nombre d’intervalles croissant pour l’attribut considéré. Le rang global pour un jeu
de données entier est ensuite déterminé en calculant la moyenne des rangs obtenus sur chaque
attribut.

Comme expliqué dans la partie précédente, 30 exécutions sont réalisées pour chaque jeu de
données et chaque méthode. Les Tables 3.3 et 3.4 présentent les valeurs moyennes et écarts-
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type obtenus pour la f-mesure sur les ensembles d’apprentissage et de test respectivement, les
Tables 3.5 et 3.6 pour le MCC (apprentissage et test également). La Table 3.7 présente le rang
moyen des méthodes pour le nombre d’intervalles créés lors de la discrétisation, donc avant
séparation en apprentissage/test. La Table 3.8 présente les rangs pour chacune des trois mesures
considérées sur l’ensemble de test. Dans les tables, les valeurs en gras indiquent la méthode la plus
performante pour le jeu de données en question. Nous rappelons que l’objectif est de maximiser
la f-mesure et le MCC et de minimiser le nombre d’intervalles. La qualité des méthodes
de discrétisation est donc mesurée à travers l’efficacité de MOCA-I, pour lequel elles agissent en
pré-traitement des données.
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binning 1R CAIM ChiMerge Chi2 ExtendedChi2 Fayyad FUSINTER ID3 Zeta

adult 0.658 ± 0.006 0.61 ± 0.006 0.66 ± 0.005 0.66 ± 0.006 0.676 ± 0.007 0.668 ± 0.006 0.678 ± 0.005 0.677 ± 0.005 0.635 ± 0.016 0.656 ± 0.004
arrythmia 0.985 ± 0.007 0.967 ± 0.019 0.977 ± 0.008 0.971 ± 0.008 0.94 ± 0.01 0.717 ± 0.02 0.96 ± 0.008 0.99 ± 0.007 0.938 ± 0.014 0.957 ± 0.016
page-blocks 0.768 ± 0.017 0.871 ± 0.008 0.753 ± 0.015 0.769 ± 0.017 0.874 ± 0.013 0.785 ± 0.015 0.891 ± 0.009 0.893 ± 0.009 0.867 ± 0.011 0.779 ± 0.013
penbased 0.999 ± 0.001 0.19 ± 0.004 0.992 ± 0.002 0.982 ± 0.004 0.875 ± 0.007 0.982 ± 0.004 0.996 ± 0.002 0.996 ± 0.001 0.994 ± 0.004 0.927 ± 0.008

ring 0.878 ± 0.009 0.904 ± 0.004 0.881 ± 0.004 0.896 ± 0.002 0.918 ± 0.003 0.67 ± 0.005 0.888 ± 0.007 0.883 ± 0.003 0.718 ± 0.012 0.867 ± 0.003
segment 0.998 ± 0.002 1.0 ± 0.001 0.985 ± 0.005 0.967 ± 0.008 0.922 ± 0.011 0.975 ± 0.005 1.0 ± 0.0 1.0 ± 0.0 1.0 ± 0.0 0.714 ± 0.026
spambase 0.786 ± 0.009 0.894 ± 0.007 0.906 ± 0.005 0.909 ± 0.006 0.895 ± 0.004 0.891 ± 0.008 0.914 ± 0.004 0.913 ± 0.005 0.889 ± 0.008 0.898 ± 0.005
vowel 1.0 ± 0.0 1.0 ± 0.0 0.912 ± 0.027 0.907 ± 0.021 0.862 ± 0.024 0.739 ± 0.036 0.986 ± 0.011 1.0 ± 0.0 1.0 ± 0.0 0.866 ± 0.032

Table 3.3 – F-mesures obtenues sur l’ensemble d’apprentissage

binning 1R CAIM ChiMerge Chi2 ExtendedChi2 Fayyad FUSINTER ID3 Zeta

adult 0.655 ± 0.005 0.609 ± 0.007 0.656 ± 0.005 0.656 ± 0.005 0.673 ± 0.005 0.664 ± 0.006 0.674 ± 0.006 0.674 ± 0.005 0.634 ± 0.016 0.653 ± 0.005
arrythmia 0.645 ± 0.031 0.649 ± 0.045 0.732 ± 0.037 0.739 ± 0.046 0.773 ± 0.027 0.598 ± 0.036 0.758 ± 0.04 0.709 ± 0.038 0.706 ± 0.049 0.679 ± 0.049
page-blocks 0.722 ± 0.021 0.808 ± 0.022 0.714 ± 0.019 0.739 ± 0.022 0.836 ± 0.011 0.745 ± 0.014 0.837 ± 0.018 0.846 ± 0.02 0.802 ± 0.016 0.759 ± 0.017
penbased 0.985 ± 0.006 0.184 ± 0.014 0.985 ± 0.004 0.976 ± 0.005 0.868 ± 0.009 0.971 ± 0.006 0.982 ± 0.005 0.982 ± 0.005 0.974 ± 0.006 0.924 ± 0.008

ring 0.86 ± 0.013 0.885 ± 0.005 0.855 ± 0.005 0.877 ± 0.005 0.901 ± 0.005 0.672 ± 0.005 0.866 ± 0.009 0.863 ± 0.004 0.707 ± 0.01 0.843 ± 0.007
segment 0.973 ± 0.01 0.955 ± 0.012 0.972 ± 0.006 0.949 ± 0.011 0.922 ± 0.012 0.97 ± 0.007 0.98 ± 0.009 0.968 ± 0.011 0.97 ± 0.013 0.718 ± 0.025
spambase 0.764 ± 0.01 0.866 ± 0.009 0.887 ± 0.009 0.891 ± 0.006 0.881 ± 0.009 0.875 ± 0.008 0.891 ± 0.007 0.89 ± 0.008 0.87 ± 0.01 0.882 ± 0.007
vowel 0.882 ± 0.037 0.892 ± 0.044 0.822 ± 0.043 0.857 ± 0.031 0.831 ± 0.031 0.747 ± 0.047 0.927 ± 0.031 0.898 ± 0.044 0.893 ± 0.04 0.814 ± 0.042

Table 3.4 – F-mesures obtenues sur l’ensemble de test
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binning 1R CAIM ChiMerge Chi2 ExtendedChi2 Fayyad FUSINTER ID3 Zeta

adult 0.542 ± 0.008 0.491 ± 0.015 0.553 ± 0.007 0.549 ± 0.008 0.568 ± 0.008 0.556 ± 0.009 0.57 ± 0.007 0.57 ± 0.006 0.512 ± 0.022 0.555 ± 0.007
arrythmia 0.972 ± 0.014 0.939 ± 0.035 0.957 ± 0.015 0.946 ± 0.016 0.889 ± 0.02 0.461 ± 0.046 0.926 ± 0.016 0.981 ± 0.013 0.886 ± 0.028 0.92 ± 0.031
page-blocks 0.747 ± 0.018 0.857 ± 0.009 0.727 ± 0.016 0.754 ± 0.017 0.861 ± 0.014 0.769 ± 0.017 0.88 ± 0.01 0.882 ± 0.01 0.853 ± 0.012 0.755 ± 0.015
penbased 0.999 ± 0.001 -0.915 ± 0.317 0.991 ± 0.002 0.98 ± 0.005 0.86 ± 0.007 0.98 ± 0.004 0.996 ± 0.002 0.996 ± 0.002 0.993 ± 0.004 0.921 ± 0.008

ring 0.748 ± 0.023 0.804 ± 0.008 0.756 ± 0.009 0.784 ± 0.004 0.833 ± 0.007 -1.0 ± 0.0 0.768 ± 0.014 0.758 ± 0.005 0.332 ± 0.045 0.725 ± 0.006
segment 0.998 ± 0.002 1.0 ± 0.001 0.983 ± 0.005 0.962 ± 0.009 0.91 ± 0.013 0.971 ± 0.006 1.0 ± 0.0 1.0 ± 0.0 1.0 ± 0.0 0.712 ± 0.024
spambase 0.647 ± 0.014 0.826 ± 0.01 0.848 ± 0.009 0.849 ± 0.008 0.828 ± 0.007 0.82 ± 0.012 0.859 ± 0.006 0.857 ± 0.008 0.816 ± 0.014 0.834 ± 0.008
vowel 1.0 ± 0.0 1.0 ± 0.0 0.906 ± 0.028 0.9 ± 0.022 0.85 ± 0.025 0.722 ± 0.037 0.984 ± 0.012 1.0 ± 0.0 1.0 ± 0.0 0.86 ± 0.031

Table 3.5 – MCC obtenus sur l’ensemble d’apprentissage

binning 1R CAIM ChiMerge Chi2 ExtendedChi2 Fayyad FUSINTER ID3 Zeta

adult 0.539 ± 0.006 0.49 ± 0.015 0.548 ± 0.008 0.544 ± 0.006 0.564 ± 0.007 0.551 ± 0.009 0.566 ± 0.008 0.566 ± 0.007 0.511 ± 0.022 0.552 ± 0.008
arrythmia 0.36 ± 0.056 0.37 ± 0.081 0.515 ± 0.063 0.524 ± 0.082 0.585 ± 0.052 0.245 ± 0.044 0.565 ± 0.067 0.476 ± 0.063 0.465 ± 0.083 0.409 ± 0.092
page-blocks 0.697 ± 0.022 0.789 ± 0.024 0.686 ± 0.019 0.721 ± 0.023 0.82 ± 0.012 0.727 ± 0.015 0.821 ± 0.019 0.831 ± 0.021 0.781 ± 0.017 0.734 ± 0.018
penbased 0.984 ± 0.006 -0.919 ± 0.303 0.983 ± 0.004 0.973 ± 0.006 0.853 ± 0.01 0.968 ± 0.007 0.98 ± 0.005 0.98 ± 0.005 0.971 ± 0.007 0.918 ± 0.008

ring 0.707 ± 0.031 0.765 ± 0.009 0.699 ± 0.009 0.741 ± 0.011 0.795 ± 0.011 -1.0 ± 0.0 0.718 ± 0.019 0.711 ± 0.007 0.293 ± 0.04 0.673 ± 0.013
segment 0.968 ± 0.012 0.947 ± 0.014 0.967 ± 0.008 0.94 ± 0.012 0.908 ± 0.014 0.965 ± 0.008 0.977 ± 0.01 0.963 ± 0.013 0.965 ± 0.015 0.714 ± 0.022
spambase 0.611 ± 0.015 0.78 ± 0.014 0.816 ± 0.014 0.819 ± 0.011 0.805 ± 0.014 0.792 ± 0.011 0.821 ± 0.013 0.819 ± 0.011 0.786 ± 0.016 0.807 ± 0.01
vowel 0.871 ± 0.041 0.883 ± 0.046 0.808 ± 0.044 0.846 ± 0.034 0.816 ± 0.034 0.732 ± 0.04 0.921 ± 0.034 0.889 ± 0.047 0.885 ± 0.042 0.805 ± 0.042

Table 3.6 – MCC obtenus sur l’ensemble de test



3.3. SECONDE APPROCHE : GESTION DES ATTRIBUTS NUMÉRIQUES DANS LA
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UnifWid 1R Fayyad ChiM Chi2 ExtChi2 CAIM Zeta ID3 FUS.
adult 6.333 3.333 5.167 1.667 7.167 8.5 2.667 3.667 10.0 6.5

arrythmia 6.896 4.14 2.427 4.28 3.022 3.624 5.993 6.993 9.527 8.1
page-blocks 8.2 8.7 6.3 1.2 4.7 3.1 2.5 3.5 10.0 6.8
penbased 9.0 1.313 6.875 2.688 2.5 4.688 4.563 5.563 10.0 7.813

ring 6.714 8.667 5.857 2.095 4.048 1.238 3.667 4.667 9.952 8.095
segment 8.632 5.789 5.632 2.947 1.737 3.053 4.474 5.474 9.789 7.474

sonar 8.183 8.083 1.533 3.867 2.383 2.45 5.1 6.1 10.0 7.3
spambase 7.526 6.667 3.579 2.316 1.579 8.93 3.667 4.667 9.947 6.123

vowel 8.462 7.154 3.769 2.538 2.769 3.0 4.923 5.923 9.769 6.692

Table 3.7 – Rang moyen sur l’ensemble des attributs numériques pour le nombre d’intervalles
générés

Afin d’avoir une vue plus complète des performances de chaque méthode, nous examinons
également les rangs moyens de chaque méthode sur l’ensemble des jeux de données, tels qu’utilisés
par les tests statistiques.

Algorithme Rang f-mesure Rang MCC Rang nb. intervalles
UniformWidth 6.9 6.9 8.1

1R 7 6.85 6.4
Fayyad 2.8 2.95 4

ChiMerge 4.6 4.55 2.5
Chi2 4.7 4.5 2.9

ExtendedChi2 6.8 7.6 4.2
CAIM 5.55 4.85 4
Zeta 6.9 6.7 5.5
ID3 6.2 6.5 10

FUSINTER 3.55 3.6 7.4

Table 3.8 – Rangs moyens sur les trois mesures

Les tests statistiques menés sur ces résultats n’ont relevé que quelques différences significa-
tives sur le nombre d’intervalles (entre ChiMerge/ID3 et Chi2/ID3). Cependant, cet objectif est
secondaire par rapport aux deux autres, aussi les résultats de ces tests n’ont-ils qu’une impor-
tance réduite. On observe en revanche que la méthode de discrétisation Fayyad [58] obtient un
meilleur rang moyen que les autres sur les objectifs de f-mesure et de MCC, tout en affichant des
performances correctes pour ce qui est du nombre moyen d’intervalles générés. Ces résultats, cou-
plés au fait que cette méthode soit reconnue comme standard et implémentée dans des outils tels
que la plate-forme de data mining Weka [72], nous incitent à la retenir comme plus performante
que les autres. Par conséquent, nous choisissons d’implémenter cette méthode dans MOCA-I,
afin de permettre une discrétisation automatique comme phase de pré-processing. Cela nous per-
met de conclure cette première approche en proposant une version améliorée de MOCA-I, où les
attributs numériques sont transformés par Fayyad en pré-traitement.

3.3 Seconde approche : gestion des attributs numériques dans la
recherche locale

Employer une discrétisation est une manière simple et intéressante de répondre au problème
lié aux données numériques. Cependant, cela implique par définition une perte dans l’information
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exploitable par l’algorithme, étant donné que le processus de discrétisation résume et agrège les
données originales. Il est donc possible que cette perte de qualité sur les données induise une
efficacité moindre de l’algorithme d’optimisation. Pour cette raison, nous proposons dans cette
partie un modèle de représentation des attributs numériques dans les règles de classification,
ainsi que différentes méthodes pour la recherche locale sur ces attributs d’un nouveau type. Nous
détaillons la représentation des attributs numériques dans les règles de classification, une méthode
adaptée pour la génération des solutions initiales, un voisinage pour les termes numériques, et
une comparaison de plusieurs variantes. Nous appelons le nouvel algorithme MOCA-IQ (MOCA-I
pour données Quantitatives).

3.3.1 Règles de classification avec attributs numériques

Dans MOCA-I, comme décrit précédemment, une règle est constituée d’un ou plusieurs
terme(s), chaque terme étant décrit par un attribut, un opérateur et une valeur. Dans le cas
des attributs numériques discrétisés, la valeur est choisie parmi une liste ordonnée, par exemple,
pour un attribut A1, les valeurs possibles sont {[0, 20], (20, 40], (40, 60], (60, 80], (80, 100]}.
Trois opérateurs peuvent être utilisés pour ces attributs : { <, >, = }, avec les significations
suivantes :

— A1 < (20, 40] −→ A1 ≤ 20

— A1 > (20, 40] −→ A1 > 40

— A1 = (20, 40] −→ 20 < A1 ≤ 40

Dans MOCA-IQ, nous reprenons la même structure et les mêmes opérateurs pour définir les
termes portant sur des attributs numériques. Cependant, une distinction est faite entre attributs
entiers et attributs réels. Dans le cas d’un attribut entier tel que l’âge, l’opérateur d’égalité
permettant de créer des termes tels que âge = 52 a un sens, et il est donc conservé. Cependant,
dans le cas d’un attribut numérique prenant des valeurs réelles, cet opérateur ne permet plus de
créer des termes ayant un sens véritable. Par exemple, le terme taux = 0.85697 ne représente pas
une information concrète, mais plutôt un cas particulier difficilement généralisable. Pour cette
raison, l’opérateur d’égalité n’est pas employé pour les attributs réels. Afin de traduire, dans la
nouvelle représentation, les termes tels que A1 = (20, 40], une règle peut dorénavant contenir
deux termes de même attribut (numérique), à condition que les opérateurs de ces deux termes
soient opposés. Ainsi, le terme A1 = (20, 40] sera traduit par les deux termes A1 > 20 et A1 < 41.
A noter que ces deux termes sont créés et gérés de telle sorte qu’il soit impossible de générer des
intervalles invalides, tels que A1 > 10 et A1 < 5.

3.3.2 Génération des solutions initiales

Comme tous les algorithmes d’optimisation à population, MOCA-I inclut une méthode pour
générer une population initiale de solutions, qui sert de point de départ à la recherche locale.
Chacune de ces solutions est constituée de deux règles, et chacune de ces règles est créée suivant
la méthode déjà décrite par l’Algorithme 2 dans la Section 2.2.2. Cette méthode vise à générer
des règles initiales basées sur des observations positives, c’est-à-dire contenant la prédiction, aux-
quelles sont ajoutés des termes aléatoires afin de garantir une certaine diversité. Le point qui nous
intéresse en particulier ici est l’étape de traduction de l’observation en termes de la règle. Dans
le cas d’attributs qualitatifs, cela ne pose aucun problème de traduire “directement” en terme.
Par exemple, si une observation contient l’information genre = M, alors l’algorithme ajoutera le
terme genre = M à la règle R. Le problème provient, ici aussi, des attributs quantitatifs. En effet,
comme mentionné dans la sous-partie précédente, utiliser l’opérateur d’égalité pour les termes
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numériques signifie qu’on risque de générer des termes tels que x = 0.1216, qui ne correspondent
probablement qu’à une unique observation et sont difficilement généralisables sous cette forme.

Par conséquent, une autre méthode est adoptée pour la génération des solutions initiales sur
les attributs numériques. Au lieu de l’égalité, les opérateurs d’infériorité et de supériorité seront
employés, et choisis au hasard pour chaque nouveau terme. Cependant, on conserve la possibilité
d’utiliser l’opérateur d’égalité pour les termes numériques entiers, étant donné que cet opérateur
peut avoir un sens dans ce cas. La méthode ainsi modifiée est décrite dans l’Algorithme 3.

Algorithme 3 : Génération des solutions initiales dans MOCA-IQ

sélectionner une observation aléatoire Obs qui vérifie la prédiction;
créer une règle vide R;
for attributA ∈ Obs do

if A est un attribut numérique then
if A est entier then

op← getRandomOperator(<,>,=);
else

op← getRandomOperator(<,>);
end
R.ajouterTerme(A, op,Obs.valeur(A));

else
R.ajouterTerme(A, “ = ”, Obs.valeur(A));

end

end
réduire la taille de R;
ajouter des termes aléatoires;
supprimer des termes aléatoires;

Le point central de la modélisation concerne cependant la définition du voisinage des termes
d’une règle. Ici, il s’agit donc de définir une méthode pour générer les voisins d’un terme portant
sur un attribut numérique, tel que A2 > 12.5. Dans la suite de cette partie, plusieurs méthodes
sont proposées pour répondre à cette question.

3.3.3 Voisinage des termes numériques

Nous nous intéressons ici exclusivement à l’opérateur replace term (voir Section 2.2.1) ; les
quatre autres demeurent inchangés car indépendants du type de données.

3.3.3.1 Généralités

Par termes voisins, on entend les termes par lesquels un terme original sera remplacé dans une
règle de classification. Lorsque l’ensemble des valeurs possibles pour l’attribut de ce terme est
fini, le voisinage est obtenu en remplaçant, de manière exhaustive, par toutes les autres valeurs
possibles. Dans le cas d’un ensemble infini, il est donc nécessaire de définir dans quelle mesure la
valeur du terme original sera perturbée. Nous proposons de définir le voisinage d’un terme A < v
d’attribut numérique A et de valeur v comme l’union des termes voisins suivants :

— A < (v + d)

— A < (v − d)

— A < v et A > w
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où d est la variation apportée à v, appelée step, et w est une valeur telle que w < v, permettant
de définir un intervalle clos de valeurs. L’opérateur d’infériorité (dans A < v) est choisi ici à des
fins d’exemple, mais la méthode est identique pour les autres opérateurs. A noter que l’opérateur
d’un terme reste par conséquent fixe et non sujet aux perturbations. Ce choix a été réalisé en
considérant qu’une telle perturbation modifierait trop largement le terme pour que le nouveau
puisse être réellement considéré comme un voisin de l’original.

Le troisième élément de la liste permet de traduire la notion d’intervalles de valeurs présente
dans la version originale de l’algorithme. Ajouter un terme de même attribut mais d’opérateur
opposé permet de clore un intervalle.

Les deux premiers éléments de la liste sont ceux qui forment le cœur du problème, à savoir
déterminer dans quelle mesure il convient de faire varier la valeur d’un terme. La suite de cette
partie sera consacrée à l’étude de différentes méthodes permettant de fixer la valeur de d, qui
sera également appelée step.

3.3.3.2 Variante basique : statique

La définition de l’amplitude de la perturbation à apporter pose un problème identique à celui
rencontré par les algorithmes génétiques appliqués à des problèmes d’optimisation continue. En
effet, ces algorithmes doivent établir à la fois des opérateurs de croisement, ou cross-over, et
des opérateurs de mutation. Ce sont des derniers qui rappellent assez naturellement le problème
qui nous occupe dans cette partie, étant donné qu’il s’agit là aussi de faire varier une valeur
numérique. Cependant, les opérateurs de mutation proposés dans la littérature sont le plus sou-
vent assez simples, l’aspect innovant de ces travaux se concentrant en général sur la définition
d’opérateurs de cross-over performants. Ainsi, les perturbations de la valeur sont obtenues en
ajoutant ou en soustrayant une valeur unitaire fixe ou une simple valeur aléatoire.

Par conséquent, une première méthode basique pour notre problème est de fixer le step à
une valeur constante. Néanmoins, il convient de considérer que différents attributs numériques
peuvent avoir des plages de valeurs très différentes. Un attribut peut admettre des valeurs entre
0 et 100, tandis qu’un autre est défini sur l’espace entre 0.001 et 0.1. Afin de tenir compte de ces
disparités, une valeur de step différente est utilisée pour chaque attribut, dépendant de la taille
de sa plage de valeurs. Cette taille est définie comme suit, pour un attribut A :

plage(A) = valmax(A)− valmin(A) (3.2)

Cette approche est similaire à celle utilisée dans [36], qui définit également une valeur de
mutation, appelée creep rate, proportionnelle à l’amplitude de la plage de valeurs de l’attribut.
Le step associé à chaque attribut A est donc égal à une fraction de plage(A) ou, plus formellement :

step(A) = plage(A) ∗ (p/100) (3.3)

où p est un paramètre de l’algorithme à fixer. Des tests empiriques ont été menés afin de
déterminer quelle valeur de p apporte les meilleures performances. Aucune différence significative
n’a été trouvée, mais de faibles valeurs (p < 5) semblent mieux convenir pour cette méthode.
Dans l’implémentation, une valeur de p = 2 a été retenue.

3.3.3.3 Variante aléatoire avec décroissance progressive

Cette première option pour fixer la valeur du step présente l’avantage d’être simple, mais n’est
pas tout à fait satisfaisante d’un point de vue conceptuel. En premier lieu, l’aspect statique de
la méthode, qui utilise une valeur fixe pour la variation, signifie que les capacités d’optimisation
de l’algorithme sur les attributs numériques sont limitées. La granularité choisie a priori ne
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correspond peut-être pas à celle qui serait la plus appropriée pour chaque attribut. De plus, cette
méthode n’est pas adaptative, elle reste constante durant tout le processus d’optimisation et ne
tire aucune information de l’état du processus au moment présent.

Une seconde approche vise à répondre à ces limitations tout en restant le plus simple possible.
Dans celle-ci, la valeur du step est fixée à une valeur aléatoire chaque fois que le voisinage d’un
terme numérique doit être généré. Cette valeur aléatoire suit une distribution normale centrée sur
la valeur actuelle du terme, et utilise la variance associée à l’attribut concerné. Nous implémentons
un système où la variance est calculée au moment du chargement des données en mémoire, en
utilisant les différentes valeurs relevées dans les données pour cet attribut. De cette manière, nous
espérons tirer parti de la répartition des données : pour un attribut dont les valeurs sont assez
groupées, la variation sera plus faible que pour un attribut dont les valeurs sont plus dispersées.
L’aspect aléatoire du procédé permet, quant à lui, une plus grande diversité dans les valeurs par
rapport à une variation statique. Les méthodes d’optimisation aléatoire présentent également une
propriété de convergence théorique vers l’optimum global [12], laquelle est intéressante en dépit
du fait que les temps de convergence sont souvent prohibitifs dans les problèmes réels [146].

Afin de répondre à la seconde limitation soulevée plus haut, un mécanisme de décroissance
progressive de la variance est ajouté au processus. Ce processus est fortement inspiré de l’heuris-
tique du Recuit Simulé, ou Simulated Annealing (SA) [98], pour l’optimisation continue. Après
chaque génération d’une valeur aléatoire, la variance (liée à un attribut) qui a été utilisée est
diminuée légèrement. Plus précisément, la variance σ associée à un attribut A est mise à jour,
après chaque génération, suivant la formule :

σ(A) = σ(A) ∗ r (3.4)

avec r un paramètre à fixer. De la même manière que pour la première approche, des tests
empiriques ont été menés afin de déterminer la valeur de r la plus adéquate, et une valeur de
r = 0.99 a été retenue.

Pour justifier cette approche, on estime qu’à mesure des évaluations, les termes ont tendance
à converger vers les valeurs optimales, et qu’il convient par conséquent de réduire progressive-
ment l’amplitude des variations. Ainsi, les variations seront en moyenne plus larges en début
d’optimisation, et plus réduites en fin de processus. L’aspect aléatoire garantit toujours la pos-
sibilité de générer des variations importantes même avec une faible variance, mais de moins en
moins fréquemment. Le SA utilise également une décroissance progressive visant à accompagner
la convergence du processus d’optimisation. Il inclut souvent un mécanisme permettant d’aug-
menter fortement le taux décroissant, en général lorsque celui-ci atteint un certain seuil. Cela
permet d’éviter au système de se figer à un endroit non-optimal de l’espace de recherche. Dans
la méthode proposée, un mécanisme simple de restart est ajouté : à chaque fois que l’algorithme
d’optimisation converge et redémarre (c’est-à-dire, lorsque toutes les solutions de l’archive ont
été explorées), les variances sont réinitialisées.

3.3.3.4 Variante avec adaptation automatique

La méthode précédente permet d’apporter de la diversité dans l’amplitude des perturbations
de par son aspect aléatoire, et de suivre la convergence supposée des solutions générées par le
processus d’optimisation, via la décroissance progressive des variances. Cependant, cette méthode
présente l’inconvénient de n’être pas adaptable et de suivre un schéma prédéfini, sans tenir compte
de l’état actuel de la recherche locale.

L’adaptation automatique des paramètres d’un algorithme d’optimisation est un sujet com-
plexe qui a été largement étudié, et plusieurs méthodes ont été proposées à cette fin, formant
le domaine appelé Reactive Search Optimization [15]. Une des méthodes les plus reconnues est
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l’algorithme de Solis-Wets [153]. L’idée centrale de celui-ci consiste à enregistrer les performances
du processus d’optimisation, en termes de succès et échecs, et d’adapter les paramètres de la re-
cherche en conséquence. Plus précisément, si plusieurs succès consécutifs sont notés, alors le step
de la recherche locale est augmenté, afin d’exploiter plus rapidement une direction prometteuse. A
l’inverse, si plusieurs échecs successifs se produisent, alors la taille du step est réduite. Cette idée
est similaire à la règle du 1/5 développée dans le cadre des Stratégies d’Évolution [76]. Suivant
cette règle, le taux de succès sert à ajuster l’amplitude de la perturbation : un fort taux de succès
l’augmente, tandis qu’un faible taux la diminue. Cette méthode a été par exemple utilisée avec
succès dans le cadre d’un algorithme mémétique hybride pour l’optimisation continue [123]. Afin
de pouvoir utiliser cet outil dans notre problème, il est nécessaire de répondre à deux questions.
Tout d’abord, qu’est-ce qu’un succès dans le contexte applicatif qui nous occupe, à savoir une
métaheuristique de recherche locale multi-objectif avec une archive de solutions ? Ensuite, à quel
niveau convient-il d’imputer ces succès (ou échecs) : concernent-ils la solution entière, la règle,
le terme, ou l’attribut associé ? Pour ce qui est de la première question, deux réponses semblent
possibles :

— Un succès a lieu lorsqu’une solution générée par recherche locale est meilleure que la solution
d’origine.

— Un succès a lieu lorsqu’une solution générée par recherche locale est insérée dans l’archive
des solutions.

Déclarer qu’une solution est meilleure qu’une autre est difficile dans le cadre d’un problème
multi-objectif. Pour cette raison, la notion de Pareto-dominance est utilisée pour comparer des
solutions entre elles. Les deux options possibles pour définir un succès paraissent également
valides. Nous choisissons la seconde : un succès est enregistré lorsqu’au moins une solution est
insérée dans l’archive (parmi celles générées par recherche locale), un échec lorsque ce n’est pas
le cas. Ce choix est principalement motivé par le fait que, à l’inverse de la première, cette option
ne requiert pas d’évaluation supplémentaire de la qualité des solutions à comparer. A noter que
la première option est plus restrictive que la seconde : un succès au sens de la première option
est toujours un succès au sens de la seconde, l’inverse n’est pas toujours vrai.

Il reste maintenant à répondre à la seconde question : à quel niveau enregistrer les succès et
échecs ? Si l’algorithme de recherche locale crée une nouvelle solution en explorant le voisinage
d’une solution existante, et que cette nouvelle solution est ajoutée à l’archive, cela signifie que la
mutation apportée a été bénéfique pour améliorer la qualité de la solution. Ainsi, un des termes
numériques d’une des règles de la solution a été modifié (on ne considère ici que l’opérateur
replace term), et cette modification a apporté un gain de qualité. Dès lors, faut-il considérer que
la mutation a eu un effet positif sur le terme, sur la règle ou sur la solution complète ? Cette
question admet davantage de réponses possibles que la précédente, mais il est possible de grouper
ces réponses en deux catégories :

— Gestion locale : enregistrer les succès/échecs pour chaque solution ou chaque sous-partie
de solution (règle ou terme).

— Gestion globale : enregistrer les succès/échecs pour chaque attribut.

La première option parâıt intéressante pour exploiter les particularités locales de l’espace de
recherche et pour ajuster l’algorithme d’optimisation plus précisément. Néanmoins, cette option
pose plusieurs problèmes qui rendent sa mise en œuvre difficile ou qui limitent son intérêt. Tout
d’abord, il parâıt impossible de faire une synthèse de l’ensemble des comportements locaux afin
d’en extraire quelque information sur le problème ou l’espace de recherche en général. Ensuite,
l’information accumulée peut être perdue à tout moment : les règles et termes peuvent être
supprimés, et les solutions marquées comme explorées ne seront plus utilisées par la suite. Enfin,
il est nécessaire de procéder à un certain nombre d’explorations successives du voisinage pour
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modifier la variance associée. En multipliant le nombre de compteurs, on augmente la dispersion
de l’information, avec le risque de n’extraire au final rien d’utile pour ajuster les paramètres de
l’algorithme. L’idée même de requérir plusieurs modifications successives est cohérente avec les
techniques de recherche locale, mais s’adapte mal à un algorithme à population tel que MOCA-I.

Compte tenu de ces problèmes, nous retenons plutôt la seconde option, qui consiste à enre-
gistrer les succès et échecs pour chaque attribut. De cette manière, l’information est préservée
même en cas de suppression d’éléments, et reste exploitable car synthétisée à un niveau plus
élevé. Cette option n’en présente pas moins certaines limites, qui sont discutées plus tard dans
cette partie. Le processus dans son ensemble, inspiré de l’algorithme de Solis-Wets, peut donc
être résumé par le pseudo-code présenté dans l’Algorithme 4.

Algorithme 4 : Mécanisme d’adaptation automatique : mise à jour de la variance en
fonction des succès ou échecs consécutifs, effectuée après chaque génération d’une nouvelle
solution contenant un terme avec un attribut numérique

Data : un nouveau terme T’ d’attribut numérique A
if la nouvelle solution contenant T’ est insérée dans l’archive then

SuccèsConsécutifs(A)++;
EchecsConsécutifs(A) = 0;
if SuccèsConsécutifs(A) == 5 then

V ariance(A) = V ariance(A)× 2;
SuccèsConsécutifs(A) = 0;

end

else
EchecsConsécutifs(A)++;
SuccèsConsécutifs(A) = 0;
if EchecsConsécutifs(A) == 3 then

V ariance(A) = V ariance(A)÷ 2;
EchecsConsécutifs(A) = 0;

end

end

Le choix qui a été fait de se placer à un niveau global pour l’enregistrement des succès/échecs
n’est pas forcément instinctif, dans la mesure où on peut craindre que l’adaptation du step pour
chaque attribut dans son ensemble ne tienne pas compte de la position du terme à modifier dans
l’espace de recherche. L’aspect conceptuel de ce problème est discuté à la fin de cette partie à la
lumière des résultats obtenus, mais nous pouvons dès à présent essayer de l’atténuer.

Pour cela, nous proposons une variante de cette méthode, dans laquelle la plage de valeurs
de chaque attribut numérique est séparée en plusieurs intervalles, et à chaque intervalle est
attribuée une variance distincte, qui peut donc varier indépendemment. Ainsi, lorsqu’un voisin
est généré pour un terme d’attribut numérique, le processus aléatoire utilise, pour déterminer
le step, la variance associée à l’intervalle dans lequel la valeur du terme exploré se situe. La
logique derrière ce mécanisme est qu’on s’attend à ce que la recherche locale suivant un attribut
numérique se comporte différemment dans des parties différentes de l’espace de recherche. Cette
méthode permettrait, par exemple, d’avoir des variances plus importantes dans certaines régions
de l’espace, afin de diriger plus rapidement les solutions vers les régions plus “intéressantes”, dans
lesquelles les variances sont plus faibles afin d’affiner la recherche.
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3.3.4 Expérimentations

Nous cherchons à présent à déterminer laquelle de ces trois variantes de MOCA-IQ est la plus
performante : variation fixe (MIQ1), décroissance progressive (MIQ2) ou adaptation automatique
(MIQ3). Pour cela, nous suivons le protocole détaillé précédemment : 8 jeux de données, moyenne
des mesures sur 30 exécutions indépendantes de chaque algorithme. Les résultats sont présentés
dans les Tables 3.9 à 3.12.

MIQ1 MIQ2 MIQ3
adult 0.641 ± 0.011 0.636 ± 0.012 0.642 ± 0.012

arrythmia 0.751 ± 0.016 0.759 ± 0.021 0.755 ± 0.02
page-blocks 0.759 ± 0.014 0.783 ± 0.034 0.767 ± 0.015
penbased 0.909 ± 0.012 0.906 ± 0.016 0.906 ± 0.021

ring 0.843 ± 0.006 0.833 ± 0.007 0.844 ± 0.004
segment 0.99 ± 0.003 0.991 ± 0.003 0.987 ± 0.004

spambase 0.798 ± 0.012 0.807 ± 0.01 0.803 ± 0.009
vowel 0.886 ± 0.016 0.912 ± 0.015 0.875 ± 0.017

Table 3.9 – Comparaison des approches pour MOCA-IQ, f-mesure, ensemble d’apprentissage

MIQ1 MIQ2 MIQ3
adult 0.637 ± 0.011 0.632 ± 0.01 0.639 ± 0.011

arrythmia 0.614 ± 0.034 0.609 ± 0.039 0.604 ± 0.049
page-blocks 0.727 ± 0.027 0.745 ± 0.042 0.729 ± 0.029
penbased 0.903 ± 0.014 0.896 ± 0.018 0.899 ± 0.02

ring 0.831 ± 0.008 0.822 ± 0.008 0.832 ± 0.008
segment 0.97 ± 0.012 0.967 ± 0.015 0.968 ± 0.01

spambase 0.791 ± 0.013 0.796 ± 0.013 0.79 ± 0.016
vowel 0.774 ± 0.063 0.787 ± 0.048 0.759 ± 0.053

Table 3.10 – Comparaison des approches pour MOCA-IQ, f-mesure, ensemble de test

MIQ1 MIQ2 MIQ3
adult 0.527 ± 0.016 0.518 ± 0.018 0.526 ± 0.018

arrythmia 0.509 ± 0.033 0.534 ± 0.052 0.524 ± 0.039
page-blocks 0.733 ± 0.015 0.76 ± 0.037 0.743 ± 0.017
penbased 0.9 ± 0.013 0.896 ± 0.017 0.896 ± 0.022

ring 0.668 ± 0.013 0.645 ± 0.016 0.671 ± 0.009
segment 0.988 ± 0.004 0.99 ± 0.004 0.985 ± 0.005

spambase 0.672 ± 0.023 0.686 ± 0.018 0.682 ± 0.022
vowel 0.878 ± 0.017 0.905 ± 0.016 0.867 ± 0.019

Table 3.11 – Comparaison des approches pour MOCA-IQ, MCC, ensemble d’apprentissage

3.3.5 Discussion des résultats et limites des systèmes proposés

L’observation la plus importante que nous pouvons faire à partir de ces résultats est qu’aucune
des trois méthodes proposées ne se démarque particulièrement des autres. La deuxième, basée
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MIQ1 MIQ2 MIQ3
adult 0.523 ± 0.015 0.514 ± 0.016 0.523 ± 0.017

arrythmia 0.235 ± 0.055 0.244 ± 0.079 0.229 ± 0.075
page-blocks 0.699 ± 0.028 0.72 ± 0.044 0.704 ± 0.028
penbased 0.894 ± 0.015 0.886 ± 0.019 0.889 ± 0.022

ring 0.638 ± 0.018 0.618 ± 0.018 0.642 ± 0.015
segment 0.965 ± 0.013 0.962 ± 0.017 0.963 ± 0.011

spambase 0.661 ± 0.025 0.668 ± 0.023 0.664 ± 0.026
vowel 0.763 ± 0.064 0.773 ± 0.051 0.745 ± 0.057

Table 3.12 – Comparaison des approches pour MOCA-IQ, MCC, ensemble de test

sur un mécanisme de décroissance progressive du step, se révèle être plus performante que les
autres sur une majorité des jeux de données, mais les écarts sont trop faibles et trop irréguliers
pour en conclure que cette méthode est réellement mieux adaptée. Les tests statistiques menés
sur ces résultats n’ont d’ailleurs relevé aucune différence significative entre ces trois approches
pour l’ensemble des jeux de données. Les écarts-type présentés dans ces tableaux sont également
assez importants (par rapport aux moyennes) pour renforcer l’idée que ces méthodes donnent
des performances très similaires.

Une interprétation possible de cette constatation est que trouver la meilleure valeur pour le
step n’est pas un problème crucial pour l’algorithme d’optimisation avec gestion des attributs
quantitatifs. En effet, il est plausible que, quelle que soit la méthode employée pour fixer cette
valeur, les solutions obtenues par l’algorithme convergent dans l’ensemble vers les mêmes valeurs.
Ainsi, les faibles différences entre les valeurs des termes numériques des solutions n’auraient au
final qu’une influence mineure sur la qualité de ces solutions. Une telle différence ne peut sans
doute provoquer, tout au plus, qu’une modification dans la classification d’un nombre très réduit
d’instances du jeu de données considéré ; ceci expliquerait les faibles écarts de performance ob-
servés. En d’autres termes, la seule caractéristique indispensable pour une méthode permettant
de fixer le step serait d’avoir une granularité “correcte” : assez faible pour approximer convena-
blement les solutions idéales, mais assez importante pour ne pas se retrouver gelée au cours de la
recherche locale. Il convient également de rappeler que le step n’est utilisé que pour l’opérateur
replace term, et n’influe donc que sur une partie du voisinage généré.

Un choix non-trivial a été fait lors de l’implémentation des seconde et troisième méthodes :
celui d’élaborer le processus de détermination du step à un niveau “global”, c’est-à-dire commun
à toutes les solutions. Par exemple, le processus de décroissance est séparé pour chaque attribut,
mais ces attributs sont utilisés dans plusieurs solutions en simultané. Comme nous l’avons vu
dans la présentation de la troisième méthode (avec adaptation automatique), une seconde option
aurait été de situer ce processus à un niveau plus local, en attribuant, par exemple, un tel
mécanisme à chaque solution, ce mécanisme pouvant ainsi évoluer indépendamment des autres
en se concentrant sur la solution à laquelle il est associé. Revenons à présent sur ce choix en
considérant les résultats présentés ci-dessus. Les observations et postulats qui seront présentés
par la suite concernent en premier lieu la troisième méthode (adaptation automatique), mais
également la deuxième (décroissance).

L’observation des résultats indique assez clairement que l’intégration de mécanismes plus so-
phistiqués que l’emploi d’une simple valeur fixe pour le step n’apporte pas le gain de performance
initialement escompté. Il est néanmoins très difficile de déterminer avec certitude les raisons de
cet état de fait ; nous pouvons tout au plus proposer une explication possible tirée de l’analyse des
mécanismes ajoutés. L’aspect le plus important à cet égard est le caractère global d’un tel sys-



76 CHAPITRE 3. MOCA-IQ - CLASSIFICATION SUR DONNÉES NUMÉRIQUES

tème, qui cherche à fixer une valeur unique pour le processus d’optimisation dans son ensemble.
Ce principe parâıt naturel dans le cadre d’une optimisation par recherche locale, dans lequel les
solutions explorées consécutivement seront souvent très similaires entre elles. On peut considérer,
dans ce cas, que le mécanisme servant à fixer le step fournira des valeurs proches pour des solu-
tions situées dans une même région de l’espace de recherche. De plus, si ce mécanisme apprend de
l’évolution des performances de l’algorithme d’optimisation, cette évolution suivra l’exploration
de l’espace de recherche, laquelle se fait en considérant, ici aussi, des solutions proches.

C’est le cas pour les algorithmes utilisant une solution unique (tels que le Simulated Annea-
ling), mais pas pour les algorithmes à population tels que MOCA-I. Dans ce dernier, une solution
de l’archive est sélectionnée au hasard à chaque itération, le voisinage de cette solution est ex-
ploré et les nouvelles “bonnes” solutions sont ajoutées à l’archive. Par conséquent, des itérations
successives de l’algorithme explorent le plus souvent des régions de l’espace de recherche très éloi-
gnées les unes des autres, étant donné que les solutions explorées peuvent être elles-mêmes très
différentes. De cette manière, une valeur de step adéquate à une itération i ne le sera sans doute
pas à l’itération i + 1, ce qui affecte sérieusement l’idée même d’apprentissage sur cette valeur.
La motivation qui a poussé à l’implémentation de ces mécanismes en dépit de leurs limitations
inhérentes est que nous espérions ainsi moduler l’intensité du step en fonction de la convergence
progressive de l’ensemble de l’archive (pour la méthode avec décroissance progressive) ou tirer
parti des spécificités de chaque attribut (pour la méthode avec adaptation automatique).

A cet égard, il serait intéressant de relever les performances de MOCA-I dans sa variante
“exhaustive”, dans laquelle l’ensemble des solutions de l’archive sont explorées à chaque itération,
couplée avec les mécanismes de détermination du step présentés dans cette partie. En effet, il
parâıt raisonnable de s’attendre à ce que ces mécanismes soient plus performants dans ce cas,
étant donné que l’évolution du step pourrait ainsi suivre la convergence de l’archive entière
vers un ensemble optimal de solutions non-dominées. Une étude de ce type n’aurait cependant
probablement aucune application concrète, cette variante de MOCA-I ayant été prouvée moins
performante de manière générale que celle où une unique solution est choisie à chaque étape [89].

Une autre explication envisageable concerne plus spécifiquement la méthode avec adaptation
automatique. Ce mécanisme cherche à extraire de l’information des résultats obtenus en modifiant
un terme numérique d’une règle en utilisant une certaine valeur pour le step. Le problème est
que ces termes ne sont pas considérés dans le contexte de la règle à laquelle ils appartiennent,
ni même de la solution à laquelle cette règle appartient. Autrement dit, un terme dépend en
général fortement des autres composantes d’une solution dans sa contribution à la qualité de cette
solution, aussi l’information extraite de la modification d’un terme unique ne représenterait-elle
aucune connaissance réelle ni exploitable directement.

Dans cette section, nous avons proposé une méthode de gestion des attributs numériques au
sein de la recherche locale pour l’algorithme MOCA-IQ. Dans la section suivante, nous comparons
cette approche à celle développée précédemment, qui discrétise les attributs numériques en pré-
traitement. Nous proposons également une méthode combinant ces deux approches et évaluons
son efficacité.

3.4 Comparaison et combinaison des approches

3.4.1 Comparaison des deux approches

Nous cherchons à présent à comparer les deux approches proposées pour la gestion des données
numériques : 1) discrétisation a priori, et 2) gestion au sein de la recherche locale. Pour cela,
nous regroupons dans les Tables 3.13 et 3.14 les résultats obtenus par les deux approches. Pour
la première approche, nous considérons l’algorithme MOCA-I avec deux variantes pour les deux
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méthodes de discrétisation : binning (utilisé dans MOCA-I original), et Fayyad (qui a été montré
plus performant que les autres). Pour la seconde approche, nous conservons les trois variantes
de MOCA-IQ (MIQ1, MIQ2 et MIQ3), car celles-ci présentent des résultats très proches. Nous
ne montrons que les résultats sur la f-mesure ; les résultats sur le MCC aboutissent aux mêmes
conclusions.

Approche 1 Approche 2
binning Fayyad MIQ1 MIQ2 MIQ3

adult 0.658 ± 0.006 0.678 ± 0.005 0.641 ± 0.011 0.636 ± 0.012 0.642 ± 0.012
arrythmia 0.985 ± 0.007 0.96 ± 0.008 0.751 ± 0.016 0.759 ± 0.021 0.755 ± 0.02

page-blocks 0.768 ± 0.017 0.891 ± 0.009 0.759 ± 0.014 0.783 ± 0.034 0.767 ± 0.015
penbased 0.999 ± 0.001 0.996 ± 0.002 0.909 ± 0.012 0.906 ± 0.016 0.906 ± 0.021

ring 0.878 ± 0.009 0.888 ± 0.007 0.843 ± 0.006 0.833 ± 0.007 0.844 ± 0.004
segment 0.998 ± 0.002 1.0 ± 0.0 0.99 ± 0.003 0.991 ± 0.003 0.987 ± 0.004

spambase 0.786 ± 0.009 0.914 ± 0.004 0.798 ± 0.012 0.807 ± 0.01 0.803 ± 0.009
vowel 1.0 ± 0.0 0.986 ± 0.011 0.886 ± 0.016 0.912 ± 0.015 0.875 ± 0.017

Table 3.13 – F-mesures obtenues sur l’ensemble d’apprentissage

Approche 1 Approche 2
binning Fayyad MIQ1 MIQ2 MIQ3

adult 0.655 ± 0.005 0.674 ± 0.006 0.637 ± 0.011 0.632 ± 0.01 0.639 ± 0.011
arrythmia 0.645 ± 0.031 0.758 ± 0.04 0.614 ± 0.034 0.609 ± 0.039 0.604 ± 0.049

page-blocks 0.722 ± 0.021 0.837 ± 0.01 0.727 ± 0.027 0.745 ± 0.042 0.729 ± 0.029
penbased 0.985 ± 0.006 0.982 ± 0.005 0.903 ± 0.014 0.896 ± 0.018 0.899 ± 0.02

ring 0.86 ± 0.013 0.866 ± 0.009 0.831 ± 0.008 0.822 ± 0.008 0.832 ± 0.008
segment 0.973 ± 0.01 0.98 ± 0.009 0.97 ± 0.012 0.967 ± 0.015 0.968 ± 0.01

spambase 0.764 ± 0.01 0.891 ± 0.007 0.791 ± 0.013 0.796 ± 0.013 0.79 ± 0.016
vowel 0.882 ± 0.037 0.927 ± 0.031 0.774 ± 0.063 0.787 ± 0.048 0.759 ± 0.053

Table 3.14 – F-mesures obtenues sur l’ensemble de test

Les résultats montrent clairement que la première approche est plus performante que la se-
conde. Au sein de la première approche, Fayyad est plus efficace, en particulier sur les ensembles
de test, ce qui indique une plus grande robustesse. Il est donc plus efficace d’appliquer une discré-
tisation adéquate sur les données numériques plutôt que d’adapter l’algorithme d’optimisation
pour les traiter directement. Une seconde observation est que les variantes de la seconde approche
donnent souvent des résultats inférieurs à ceux de l’algorithme MOCA-I original (avec discrétisa-
tion par binning simple). Par conséquent, on peut supposer que la discrétisation en général est la
méthode la plus efficace pour traiter ces données. Cette observation a déjà été faite pour d’autres
tâches de fouille de données [29], et n’est donc pas anormale. Dans la suite de cette section, nous
cherchons néanmoins à voir s’il est possible de tirer parti des deux approches en même temps.

3.4.2 Combinaison des approches : motivations

Nous avons vu précédemment qu’appliquer l’algorithme sur des données discrétisées permet-
tait de restreindre l’espace de recherche, et par conséquent d’arriver plus rapidement à de bonnes
solutions. Cependant, cela se fait au prix d’une perte d’information, laquelle risque de limiter la
qualité des solutions finales en empêchant une optimisation avec une granularité plus faible que
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celle définie par la discrétisation. A l’inverse, travailler directement sur les données numériques
permet potentiellement une optimisation plus fine, mais rend l’exploration complète de l’espace
de recherche plus délicate.

Au vu de ces constatations, une option serait donc de coupler les deux approches : rechercher
un premier ensemble de bonnes solutions en utilisant les données discrétisées, puis optimiser plus
finement ces solutions via une recherche locale continue sur les données numériques originales.
On définit dans ce cas une méthode hybride en mode relais [92]. De cette manière, on suppose
pouvoir tirer le meilleur parti des deux approches en combinant leurs avantages respectifs : une
couverture rapide de l’espace de recherche et une optimisation précise des solutions.

Cette approche possède une certaine ressemblance avec le principe développé dans l’algo-
rithme de Reformulation Local Search [23]. Il s’agit en effet de changer la formulation du pro-
blème en cours d’optimisation ; dans notre cas, en passant de données discrètes à des données
numériques. Les deux parties (discrète et continue) de l’algorithme ont été décrites en détail
dans les parties précédentes, aussi reste-t-il à expliciter la transition entre les deux, c’est-à-dire
la reformulation en elle-même.

3.4.3 Reformulation proposée

Le problème à résoudre ici est le suivant : comment transformer un ensemble de règles sur
données discrétisées en son équivalent sur données numériques “originales”?

Répondre à cette question parâıt assez simple ; il s’agit juste de remplacer les attributs dis-
crétisés en leurs versions numériques respectives, et de faire correspondre, aux intervalles utilisés
comme valeurs dans la version discrète, les valeurs bornant ces intervalles. Cependant, il convient
de tenir compte de certaines particularités lors de la traduction des intervalles. Les différents cas
pouvant se présenter sont résumés dans la Table 3.15, avec leur traduction en termes numériques.

Terme discrétisé Terme numérique
a < [xi, xi+1] a < xi
a > [xi, xi+1] a > xi+1

a = [xi, xi+1] a > xi AND a < xi+1

Table 3.15 – Traduction d’un terme utilisant un attribut discrétisé en un terme équivalent
utilisant un attribut numérique

Une variante de cette méthode a aussi été envisagée : la reformulation se ferait dans les
deux sens (discret vers continu, et vice-versa), et ce de manière cyclique. De cette manière, la
phase de recherche sur l’espace discret agirait comme une sorte de shaking en apportant des
perturbations plus importantes aux solutions trouvées par recherche sur l’espace continu. En
parallèle, les valeurs des termes numériques trouvées par cette dernière seraient utilisées pour
modifier la discrétisation. L’idée derrière une telle méthode est proche de celle développée dans
[23], qui étend le principe du Variable Neighborhood Search [77]. Cette variante n’a cependant
pas été implémentée, mais elle demeure une piste de recherche potentiellement intéressante.

3.4.4 Expérimentations

Le principe de cette méthode étant de coupler recherches locales discrète et continue, il
convient donc de déterminer quelle variante de recherche locale continue sera employée, parmi
celles proposées dans la Section 3.3. Plusieurs variantes sont testées, basées sur MIQ1 et MIQ3
pour la recherche locale continue. MIQ2, avec décroissance progressive, n’est pas incluse dans
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ces tests car nous estimons qu’elle perdrait de son intérêt dans le cas de solutions ayant déjà
convergé vers des régions intéressantes de l’espace de recherche.

La première phase de ces différentes méthodes relais est identique pour chacune ; il s’agit d’une
recherche locale sur données discrétisées par Fayyad [58]. Pour cette raison, l’archive des solutions
obtenue par cette première partie est enregistrée (pour chacune des 30 itérations), et sert ainsi de
point de départ commun aux variantes de recherche locale continue. De cette manière, nous nous
concentrons sur l’apport de cette seconde phase, en mettant les méthodes sur un pied d’égalité
au départ. La première méthode (Fayyad30) présentée dans les Tables 3.16 et 3.17 correspond à
la solution trouvée par MOCA-I sur données discrétisées par Fayyad, ce qui constitue la phase 1
du processus. Les deuxième et troisième colonnes (MIQ1 2p et MIQ1 5p) correspondent à deux
variantes de MOCA-IQ avec l’approche basique et un step fixe respectivement égal à 2% et 5%
de la plage de valeurs. La quatrième colonne (MIQ3) correspond à la méthode avec adaptation
continue, sans séparation de l’espace des attributs (voir Section 3.3.3).

Fayyad30 MIQ1 2p MIQ1 5p MIQ3
adult 0.676 ± 0.005 0.665 ± 0.007 0.67 ± 0.006 0.669 ± 0.006

arrythmia 0.958 ± 0.008 0.957 ± 0.013 0.955 ± 0.014 0.96 ± 0.011
page-blocks 0.889 ± 0.011 0.886 ± 0.012 0.886 ± 0.012 0.894 ± 0.012
penbased 0.995 ± 0.002 0.994 ± 0.002 0.995 ± 0.002 0.994 ± 0.002

ring 0.886 ± 0.007 0.895 ± 0.008 0.893 ± 0.008 0.898 ± 0.008
segment 1.0 ± 0.0 1.0 ± 0.0 1.0 ± 0.0 1.0 ± 0.0

spambase 0.912 ± 0.004 0.912 ± 0.004 0.912 ± 0.004 0.912 ± 0.004
vowel 0.985 ± 0.011 0.992 ± 0.007 0.992 ± 0.007 0.99 ± 0.008

Table 3.16 – F-mesures obtenues sur l’ensemble d’apprentissage

Fayyad30 MIQ1 2p MIQ1 5p MIQ3
adult 0.672 ± 0.005 0.66 ± 0.007 0.665 ± 0.006 0.666 ± 0.006

arrythmia 0.759 ± 0.03 0.762 ± 0.037 0.755 ± 0.031 0.767 ± 0.031
page-blocks 0.839 ± 0.018 0.835 ± 0.017 0.838 ± 0.016 0.844 ± 0.022
penbased 0.983 ± 0.005 0.98 ± 0.005 0.982 ± 0.005 0.983 ± 0.005

ring 0.864 ± 0.009 0.871 ± 0.009 0.872 ± 0.008 0.873 ± 0.008
segment 0.979 ± 0.01 0.979 ± 0.01 0.979 ± 0.01 0.979 ± 0.01

spambase 0.891 ± 0.007 0.89 ± 0.006 0.89 ± 0.007 0.89 ± 0.006
vowel 0.922 ± 0.032 0.912 ± 0.032 0.913 ± 0.041 0.918 ± 0.033

Table 3.17 – F-mesures obtenues sur l’ensemble de test

D’après ces résultats, on observe que le système de relais discret-continu n’apporte au mieux
que des améliorations marginales de la qualité des solutions. Les mesures étant très proches
les unes des autres, il est impossible de déceler des différences majeures entre les méthodes ; la
troisième variante, qui reprend la technique d’adaptation automatique, semble cependant être
légèrement plus performante que les autres dans la majorité des cas. Néanmoins, l’observation
majeure reste le fait qu’ajouter une seconde phase d’optimisation en changeant la formulation
du problème n’amène pas de hausse sensible des performances de l’algorithme. Cela peut être
dû, soit à des lacunes dans le potentiel exploratoire des méthodes de recherche locale continue,
soit au fait que les solutions trouvées par recherche locale discrète (lors de la première phase)
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sont déjà très proches des solutions “optimales”, et qu’il est par conséquent difficile de les amé-
liorer de manière significative. Déterminer laquelle de ces options est la plus vraisemblable est
compliqué ; nous espérons cependant que la comparaison de MOCA-I avec d’autres méthodes de
classification performantes de la littérature permettra de répondre à ce problème. En effet, si ces
autres méthodes ne trouvent pas de meilleure solution, il est probable que les modèles de clas-
sification générés par MOCA-I soient très proches des solutions “optimales”. Cette comparaison
sera effectuée à la fin de cette partie.

Les légères dégradations occasionnelles de la qualité entre les phases 1 et 2 peuvent parâıtre
étranges, étant donné que la méthode employée ne fait que traduire les solutions d’une phase
à l’autre, et qu’il est impossible dans MOCA-I de supprimer la meilleure solution de l’archive.
Ces variations sont en réalité dues au changement de l’ensemble d’apprentissage : au début de la
seconde phase, les données (avec attributs quantitatifs) sont de nouveau chargées en mémoire,
mais la partition apprentissage/test est différente de celle opérée pour la première phase, car
aléatoire.

3.5 Comparaison à la littérature

Les sections précédentes de ce chapitre se sont attachées à présenter différentes méthodes et
variantes pour gérer les attributs quantitatifs, que ce soit par pré-traitement ou en modifiant
l’algorithme de recherche locale de MOCA-I. Ces variantes ont été comparées entre elles afin
de déterminer empiriquement les plus performantes. Dans cette partie, nous nous intéressons à
présent à la comparaison de ces méthodes les plus efficaces à un ensemble d’algorithmes de clas-
sification issus de la littérature, étape nécessaire pour valider l’apport des mécanismes proposés.

3.5.1 Méthodes de classification

Un nombre conséquent d’algorithmes ont été proposés afin de répondre au problème de clas-
sification en général. De la même manière que dans [89], nous ne nous intéressons ici qu’aux
algorithmes ayant été conçus, ou adaptés, pour pouvoir gérer des données asymétriques (ou dés-
équilibrées). Une première comparaison sur 22 algorithmes a été réalisée par [59], et les expéri-
mentations menées dans [89] ont permis d’identifier trois méthodes robustes et plus performantes
en moyenne que les autres : BioHEL [13], C4.5-CS [158] et Ripper [34]. Comme pour la compa-
raison des méthodes de discrétisation décrite précédemment, nous utilisons les implémentations
de ces algorithmes fournies dans le framework KEEL [6] avec les paramètres par défaut (qui
sont ceux suggérés par les auteurs respectifs de ces algorithmes). Quand celles-ci existent, nous
choisissons les versions cost-sensitive de ces méthodes, mieux adaptées aux problèmes de clas-
sification sur données déséquilibrées. Dans ces expérimentations, nous laissons les algorithmes
s’exécuter jusqu’à convergence de la méthode.

Nous comparons ces méthodes à la variante la plus efficace de MOCA-IQ. Celle-ci correspond
à une discrétisation des données par Fayyad, avec une amélioration de la méthode d’archivage
telle que décrite dans la Section 3.7. Les résultats sont présentés dans les Tables 3.18 et 3.19.

3.5.2 Résultats et discussion

Une observation intéressante ici est que MOCA-IQ donne des résultats moins bons que les
autres méthodes sur l’ensemble d’apprentissage, mais meilleurs sur l’ensemble de test, et ce de
manière constante sur tous les jeux de données. Ceci montre que le modèle de classification généré
s’adapte mieux aux nouvelles données et ne traduit pas trop directement les données utilisées par
l’apprentissage. En d’autres termes, l’algorithme semble moins sujet au sur-apprentissage. Cette
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MOCA-IQ Ripper C45CS BioHEL
adult 0.695 ± 0.004 0.63 ± 0.014 0.705 ± 0.015 0.735 ± 0.008

arrythmia 0.868 ± 0.018 0.899 ± 0.036 0.951 ± 0.014 1.0 ± 0.001
page-blocks 0.907 ± 0.009 0.945 ± 0.01 0.91 ± 0.021 0.884 ± 0.014
penbased 0.996 ± 0.002 0.998 ± 0.001 0.987 ± 0.008 0.996 ± 0.005

ring 0.943 ± 0.021 0.944 ± 0.009 0.985 ± 0.002 0.951 ± 0.017
segment 1.0 ± 0.0 0.997 ± 0.004 0.985 ± 0.007 0.993 ± 0.005

spambase 0.942 ± 0.006 0.956 ± 0.006 0.958 ± 0.008 0.975 ± 0.004
vowel 0.984 ± 0.01 0.969 ± 0.043 0.914 ± 0.081 0.993 ± 0.008

Table 3.18 – Comparaison de MOCA-IQ avec d’autres algorithmes de classification, f-mesure,
ensemble d’apprentissage

MOCA-IQ Ripper C45CS BioHEL
adult 0.689 ± 0.006 0.621 ± 0.013 0.649 ± 0.012 0.683 ± 0.005

arrythmia 0.661 ± 0.034 0.704 ± 0.034 0.652 ± 0.056 0.589 ± 0.048
page-blocks 0.841 ± 0.018 0.832 ± 0.019 0.815 ± 0.019 0.782 ± 0.019
penbased 0.984 ± 0.004 0.974 ± 0.005 0.965 ± 0.008 0.971 ± 0.007

ring 0.924 ± 0.024 0.85 ± 0.008 0.895 ± 0.007 0.919 ± 0.009
segment 0.979 ± 0.01 0.96 ± 0.013 0.959 ± 0.01 0.961 ± 0.011

spambase 0.903 ± 0.006 0.889 ± 0.006 0.896 ± 0.007 0.899 ± 0.006
vowel 0.928 ± 0.033 0.871 ± 0.047 0.853 ± 0.051 0.819 ± 0.11

Table 3.19 – Comparaison de MOCA-IQ avec d’autres algorithmes de classification, f-mesure,
ensemble de test

observation rejoint celles faites dans [89], où il a été montré que les modèles générés par MOCA-I
sont en général plus compacts, c’est-à-dire qu’ils comportent moins de règles, ou des règles moins
longues, que ceux produits par d’autres algorithmes. Cette compacité traduit une capacité à isoler
les attributs les plus discriminants pour la classification. Au-delà d’un pouvoir prédictif accru
sur de nouvelles données, cette compacité implique que les modèles de classification produits
sont plus facilement compréhensibles pour l’utilisateur, ce qui peut s’avérer intéressant dans le
contexte applicatif qui nous intéresse. La Table 3.20 ci-dessous présente les rangs moyens tels
qu’utilisés par les tests statistiques.

Algorithme Rang f-mesure Rang MCC
MOCA-IQ 1.125 1.125

Ripper 2.875 2.75
C45CS 3.25 3.25
BioHEL 2.75 2.875

Table 3.20 – Rangs moyens mesurés sur les ensembles de test

Les tests statistiques menés relèvent une dominance significative de MOCA-IQ sur les trois
autres algorithmes de classification, avec une p-value < 0.05 pour chacune. Dans cette section,
nous avons donc validé que MOCA-IQ est une méthode efficace pour la classification sur don-
nées numériques. Dans la suite de ce chapitre, nous explorons deux pistes d’amélioration de
l’algorithme de classification, indépendemment du type de données utilisées.
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3.6 Sélection d’opérateurs de voisinage

La première piste d’amélioration concerne la sélection dynamique des opérateurs de voisinage.
Nous exposons d’abord les motivations justifiant l’intégration d’un tel mécanisme, puis nous
détaillons le fonctionnement de la méthode proposée. Enfin, nous présentons des expérimentations
visant à mesurer l’apport de ce mécanisme.

3.6.1 Motivations

Dans l’implémentation actuelle, MOCA-IQ explore de manière exhaustive l’ensemble du voi-
sinage de la solution choisie à chaque itération. Ce processus est très coûteux en termes de temps
d’exécution, principalement en raison de l’évaluation de chaque nouvelle solution générée, ce qui
implique de parcourir l’ensemble des données chargées en mémoire à chaque fois. Etant donné
qu’aucune méthode satisfaisante n’a pu être trouvée pour réduire le temps nécessaire à l’évalua-
tion, et dans le but d’accélérer l’algorithme d’optimisation dans son ensemble, nous cherchons
dans cette partie à nous éloigner de l’exhaustivité de l’exploration du voisinage. Le but ici est de
réduire le nombre de nouvelles solutions générées, tout en conservant les propriétés exploratoires
de l’algorithme. En effet, un défaut de MOCA-I est qu’il tend à converger plus lentement que la
plupart des autres algorithmes de classification.

Comme mentionné dans la description générale de MOCA-I, les voisins d’une solution (c’est-à-
dire d’un ensemble de règles) sont obtenus en appliquant cinq opérateurs de voisinage : add rule,
remove rule, add term, remove term, replace term. Jusqu’à présent, nous avons surtout étudié le
dernier, étant donné que celui-ci est dépendant du type de données considérées, et change donc
avec l’ajout de données numériques et temporelles.

Nous avons souhaité analyser la pertinence de l’utilisation de ces opérateurs en analysant
leur apport et leur coût d’utilisation. Pour cela, nous avons relevé, pour chaque opérateur, le
nombre total de solutions qu’il avait servi à engendrer, ainsi que le nombre de solutions parmi
celles-ci qui avaient été insérées dans l’archive. Cela nous renseigne à la fois sur le poids de
l’opérateur sur le temps d’exécution total (via le nombre de solutions générées) et sur l’efficacité
de chaque opérateur (via le taux de succès). Les données utilisées ici sont celles qui ont servi pour
comparaison dans le Chapitre 3. Ces résultats sont présentés dans la Figure 3.4. Pour chaque
opérateur, la première ligne contient le nombre de solutions générées par cet opérateur qui ont
été conservées dans l’archive. La seconde ligne contient le nombre total de solutions générées par
l’opérateur. A partir de ces deux informations, l’efficacité de l’opérateur est calculée comme le
pourcentage de solutions ayant été conservées dans l’archive. Ces trois lignes sont répétées pour
chaque opérateur. Dans cette table, chaque colonne correspond à un jeu de données différent. En
raison de contraintes d’implémentation, nous n’avons pas pu mesurer ces valeurs pour l’opérateur
remove rule ; d’autres expérimentations ont cependant permis de vérifier que que celui-ci montre
un comportement similaire à celui des autres opérateurs.

La première observation à partir de ces résultats est que les opérateurs ont des performances
très différentes entre eux. Notamment, remove term produit moins de voisins que les autres
opérateurs, mais montre une grande efficacité en générant une majorité de solutions qui amé-
liorent l’archive (jusqu’à 90% pour le jeu de données segment). La seconde observation est que la
performance d’un opérateur varie en fonction des données. Par exemple, l’efficacité de add rule
varie entre moins de 1% et 24%. Par conséquent, dans la suite de cette section, nous étudions la
possibilité d’un mécanisme d’adaptation automatique pour utiliser en priorité l’opérateur le plus
efficace compte tenu de la situation.
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Figure 3.4 – Performance des opérateurs de voisinage : nombre de solutions conservées dans
l’archive, nombre total de solutions générées, pourcentage de solutions conservées

3.6.2 Méthode proposée

Nous proposons dans cette partie une méthode permettant de n’employer, pour une itération
donnée, qu’un seul des opérateurs lors de la génération du voisinage d’une solution. Par exemple,
si add term est choisi, alors seules les solutions dans lesquelles un terme est ajouté à une règle de
la solution seront générées et évaluées. L’objectif est bien entendu de choisir, à chaque itération, le
“bon” opérateur, c’est-à-dire celui dont on espère qu’il permettra d’obtenir de “bonnes” nouvelles
solutions.

Ce problème, ainsi formulé, est proche du dilemme “exploration-exploitation” [33]. Celui-ci,
très présent en apprentissage automatique, consiste, pour un processus décisionnel, à la fois à
acquérir de l’information sur le système et à prendre des décisions basées sur les connaissances
qu’il a acquises sur ce système. On peut voir la première tâche, appelée exploration, comme
une phase dans laquelle l’agent essaie de nouvelles options ou des options potentiellement moins
performantes, afin de compléter ses connaissances. D’un autre côté, en phase d’exploitation,
l’objectif est de maximiser le gain en choisissant la solution jugée comme étant la meilleure à
cet instant. Dans le cas qui nous intéresse, l’exploration consisterait à appliquer des opérateurs
moins performants, et l’exploitation à l’opérateur considéré comme le meilleur à ce moment.

De nombreuses stratégies ont été développées afin de répondre au dilemme “exploration-
exploitation”, mais celui-ci demeure un problème ouvert. Nous ne détaillons pas ici l’ensemble
des méthodes proposées sur le sujet ; le lecteur intéressé peut se référer à [60] pour un état de
l’art récent des techniques existantes et une explication plus complète du problème et de ses
applications. Dans tous les cas, une stratégie de décision comporte deux composantes distinctes :

— un mécanisme de récompense (aussi appelé reward ou credit assignment), qui sert à fixer
et à mettre à jour une mesure d’intérêt, ou de qualité, de chaque opérateur

— un mécanisme de sélection, qui choisit l’opérateur en fonction de sa qualité

Le premier élément à définir concerne donc l’attribution de crédit à un opérateur en fonction
de sa performance lorsque celui-ci est choisi. Diverses méthodes existent pour cela, la plupart
faisant usage de la qualité des nouvelles solutions générées. Le fait que l’algorithme de recherche
locale génère plusieurs nouvelles solutions à chaque étape n’est habituellement pas un problème ;
certaines méthodes utilisent la somme ou la moyenne des qualités de chaque solution, d’autres
comparent directement les populations avant et après modification. Le problème est cependant
plus complexe dans un contexte multi-objectif, étant donné qu’il devient alors difficile de mesurer
directement la qualité d’une solution. Une méthode répandue dans ce cas consiste à considérer
la somme pondérée de plusieurs mesures (en incluant le plus souvent une mesure de diversité).
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Cependant, nous avons vu dans la Section 2.1.3 que ce genre d’approche présentait certaines
limitations. Afin de répondre à ce problème, nous proposons de nous inspirer des travaux qui
ont été menés dans le domaine des indicator-based algorithms [178]. L’idée générale de ceux-ci
est de ramener un problème multi-objectif à un problème mono-objectif, en appliquant l’opti-
misation sur un indicateur unique, calculé à partir des ensembles de solutions générés. L’un des
avantages affichés de cette méthode est qu’elle ne requiert pas l’ajout de mesures de diversité. En
contrepartie, son efficacité dépend grandement du choix de l’indicateur utilisé. En effet, on peut
penser qu’il aurait été possible d’appliquer directement cette idée dans MOCA-I en utilisant, par
exemple, la f-mesure [161] comme objectif unique du processus d’optimisation. Le problème est
que la f-mesure, comme les autres mesures telles que la confiance ou la sensibilité, s’applique tou-
jours à une unique solution. Afin de pouvoir l’appliquer sur un ensemble de solutions, il est donc
nécessaire de calculer, par exemple, la f-mesure moyenne de l’archive (avant et après insertion),
ou la f-mesure de la meilleure solution. De telles méthodes peuvent être suffisantes dans certains
cas, mais elles impliquent une perte d’information liée à l’inadéquation des mesures employées
à capturer le gain réel apporté par un ensemble de nouvelles solutions. Par conséquent, l’emploi
d’indicateurs spécifiques parâıt plus adapté.

Plusieurs indicateurs ont été proposés à cet effet [75, 178], le plus reconnu et le plus utilisé
étant l’hypervolume [19, 88]. Celui-ci représente, dans l’espace des objectifs, le volume couvert par
un ensemble de solutions par rapport à un point de référence, souvent noté r ou z∗. La Figure
3.5 représente, de manière plus visuelle, l’hypervolume d’un ensemble de cinq solutions d’un
problème bi-objectif, où les deux objectifs sont à maximiser, par rapport au point de référence r.

Figure 3.5 – Surface représentant l’hypervolume de cinq solutions par rapport à une solution
de référence r

La question qui se pose lors de l’utilisation de l’hypervolume est celle du choix du point de
référence. Dans notre cas, deux options sont envisageables :

— la première consiste à prendre comme point de référence la solution “originale”, celle dont
le voisinage a été exploré pour former les nouvelles solutions.

— la seconde consiste à prendre un point de référence correspondant à une“mauvaise” solution
théorique, par exemple le point de coordonnées (0, 0) dans l’espace des solutions. Dans
ce cas, l’hypervolume de l’ensemble de l’archive est calculé avant et après insertion des
nouvelles solutions, et c’est la différence entre les deux qui permet de mesurer l’apport des
nouvelles solutions.

Ces deux options représentent des objectifs légèrement différents. Dans la première, on cherche
à mesurer l’efficacité d’un opérateur de voisinage pour améliorer une solution. Dans la seconde,
on cherche à mesurer son efficacité pour améliorer la qualité générale de l’archive. Les deux
présentent chacune un intérêt ; dans cette étude, la première option a été retenue, et ce pour
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deux raisons. D’abord, celle-ci est moins coûteuse, étant donné qu’un seul calcul d’hypervolume
est requis, et que ce calcul concerne en général moins de solutions (par rapport à une archive
complète), ce qui le rend moins complexe. Il est important que le calcul d’hypervolume soit rapide
et ne ralentisse pas la recherche locale, sans quoi l’intérêt du mécanisme de sélection d’opérateur
serait remis en cause. Une seconde raison qui motive ce choix est que cette option permet de
mesurer l’efficacité d’un opérateur plus directement, de mesurer son apport à la recherche locale
sans tenir compte de l’état général de l’archive, lequel pourrait biaiser les résultats.

L’implémentation choisie pour le calcul de l’hypervolume est inspirée de celle décrite dans
[62]. La complexité annoncée de cet algorithme est O(m3n2), avec m le nombre de points (i.e.
solutions) et n le nombre d’objectifs (deux, dans notre cas). Un article ultérieur [169] a contesté
cette valeur et annoncé une complexité de O(mn). Cet article, ainsi que d’autres, ont proposé
des méthodes plus efficaces pour le calcul de l’hypervolume. Cependant, les gains d’efficacité
apportés par ces améliorations sont surtout notables lorsque les problèmes étudiés impliquent un
nombre plus élevé d’objectifs. Pour les problèmes à deux ou trois objectifs, le gain est négligeable
par rapport à des méthodes “simples” telles que celle utilisée ici.

Le second élément requis pour former une stratégie est un mécanisme de décision, c’est-à-dire
un algorithme qui choisit l’opérateur à utiliser en fonction de la qualité de chaque opérateur. Pour
ce problème également, de nombreuses méthodes ont été proposées dans la littérature sur le sujet.
Parmi celles-ci, nous avons retenu deux méthodes simples : ProbabilityMatching et AdaptivePur-
suit [157]. La première consiste en un choix aléatoire de l’opérateur à utiliser, où la probabilité
de choisir chaque opérateur dépend de la qualité de celui-ci. La seconde est une variation de la
première, et cherche à répercuter plus rapidement les changements dans les résultats sur les pro-
babilités de sélection des différents opérateurs. Des tests préliminaires ont révélé que la méthode
ProbabilityMatching était légèrement plus performante que la méthode AdaptivePursuit dans
notre cas, aussi est-ce cette méthode que nous considérons pour les expérimentations présentées
ci-dessous.

3.6.3 Expérimentations

Nous comparons MOCA-IQ dans sa version la plus efficace (discrétisation par Fayyad) à une
variante utilisant le mécanisme de Probability Matching (appelée MOCA-IQ-ProbMatch), avec
calcul d’hypervolume par rapport à la solution utilisée pour la génération du voisinage. Cette
méthode choisit, à chaque génération de voisinage, un unique opérateur à utiliser. Les expéri-
mentations sont menées sur les jeux de données de la littérature déjà employés dans les sections
précédentes. Pour chaque algorithme, 30 exécutions indépendantes sont réalisées, avec une limite
de temps fixée à une heure. Les valeurs moyennes et écarts-type pour la solution de meilleure
f-mesure sont présentés dans les Tables 3.21 et 3.22, respectivement pour les ensembles d’ap-
prentissage et de test. Les valeurs en gras correspondent celles de l’algorithme le plus performant
pour le jeu de données concerné.

On observe que les résultats obtenus par MOCA-IQ ne varient presque pas, que le méca-
nisme de sélection d’opérateur soit utilisé ou non. Une explication possible à cela est que le gain
obtenu en termes de vitesse de convergence via ce mécanisme compense tout juste le surcoût
de complexité engendré. Cette explication recoupe les observations réalisées sur la convergence :
l’algorithme avec sélection d’opérateur effectue moins d’itérations au cours d’un temps t que
l’algorithme sans ce mécanisme, on peut donc supposer que chacune de ces itérations en plus
performante en moyenne. En conclusion, la sélection d’opérateur de voisinage ne justifie pas son
coût par des performances réellement accrues.
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MOCA-IQ MOCA-IQ-ProbMatch
adult 0.678 ± 0.005 0.677 ± 0.005

arrythmia 0.96 ± 0.008 0.957 ± 0.009
page-blocks 0.891 ± 0.009 0.894 ± 0.01
penbased 0.996 ± 0.002 0.995 ± 0.001

ring 0.888 ± 0.007 0.885 ± 0.004
segment 1.0 ± 0.0 1.0 ± 0.0

spambase 0.914 ± 0.004 0.915 ± 0.005
vowel 0.986 ± 0.011 0.985 ± 0.013

Table 3.21 – F-mesures obtenues sur l’ensemble d’apprentissage

MOCA-IQ MOCA-IQ-ProbMatch
adult 0.674 ± 0.006 0.674 ± 0.005

arrythmia 0.758 ± 0.04 0.757 ± 0.06
page-blocks 0.837 ± 0.018 0.835 ± 0.015
penbased 0.982 ± 0.005 0.981 ± 0.005

ring 0.866 ± 0.009 0.863 ± 0.006
segment 0.98 ± 0.009 0.978 ± 0.01

spambase 0.891 ± 0.007 0.892 ± 0.006
vowel 0.927 ± 0.031 0.927 ± 0.03

Table 3.22 – F-mesures obtenues sur l’ensemble de test

3.7 Amélioration de la gestion de l’archive

Dans cette section, nous explorons la seconde piste d’amélioration envisagée, qui concerne la
gestion de l’archivage des nouvelles solutions. Nous rappelons le fonctionnement du mécanisme
d’archivage actuel, puis proposons une nouvelle méthode. Des expérimentations permettent de
valider l’apport de ce nouveau mécanisme sur la qualité des solutions trouvées par MOCA-IQ.

3.7.1 Motivations

Nous avons vu précédemment que les nouvelles solutions pouvaient être insérées dans l’archive,
à condition qu’elles ne soient pas dominées par les solutions courantes. Le déroulement précis de
cette phase d’insertion se déroule selon le processus décrit dans l’Algorithme 5.

Algorithme 5 : Méthode standard pour l’insertion d’une nouvelle solution dans l’archive

Data : une nouvelle solution S
if S n’est dominée par aucune solution de l’archive then

supprimer les solutions de l’archive dominées par S;
if taille(archive) < MAX then

insérer S dans l’archive;
end

end

Pour des raisons évidentes d’espace mémoire, il n’est pas raisonnable d’envisager une archive
de taille illimitée. Par conséquent, il est possible qu’une nouvelle solution non-dominée ne soit
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pas incluse dans l’archive, si celle-ci a déjà atteint sa capacité maximale et que la nouvelle
solution ne domine aucune de celles de l’archive. Ainsi, il existe un risque que certaines solutions
potentiellement intéressantes ne soient pas retenues. Ce problème est récurrent dans les méta-
heuristiques à population et a été le sujet de nombreuses études. Diverses méthodes ont été
proposées, la plupart visant à maintenir une bonne diversité sur l’ensemble de l’archive, c’est-à-
dire faire en sorte que les solutions de l’archive soient bien réparties sur le front Pareto [114].

3.7.2 Méthode proposée

La diversité d’une archive est un aspect difficile à mesurer, et aucune méthode de gestion de
l’archive ne semble faire consensus dans la littérature. De plus, la diversité n’est pas primordiale
dans le contexte qui nous occupe ; la qualité des solutions, quant à elle, est d’un intérêt majeur.
Pour cette raison, nous proposons le système décrit dans l’Algorithme 6 pour l’insertion des
nouvelles solutions dans l’archive.

Algorithme 6 : Nouvelle méthode pour l’insertion d’une nouvelle solution dans l’archive

Data : une nouvelle solution S
supprimer les solutions de l’archive dominées par S;
if S n’est dominée par aucune solution de l’archive then

if taille(archive) < MAX then
insérer S dans l’archive;

else
choisir une solution aléatoire SA issue de l’archive;
if f -mesure(S) > f -mesure(SA) then

supprimer SA de l’archive;
insérer S dans l’archive;

end

end

end

De cette manière, la qualité générale de l’archive des solutions doit logiquement augmenter.
Il convient néanmoins de garder à l’esprit qu’en procédant ainsi, le problème est temporairement
transformé en un problème mono-objectif cherchant à maximiser la f-mesure. Cependant, un tel
procédé est déjà employé dans l’algorithme : dans l’archive finale, la “meilleure” solution, celle qui
est produite en sortie, est la solution de meilleure f-mesure. On peut donc considérer la f-mesure
comme une mesure utile pour départager plusieurs solutions non-dominées entre elles, même si
ce choix reste contestable.

Le fait de ne choisir qu’une unique solution au hasard parmi l’archive est bien entendu un choix
arbitraire assez simpliste. Afin de juger de l’efficacité de ce choix, une variante de cette méthode
est implémentée, dans laquelle trois solutions sont choisies au lieu d’une seule. La nouvelle solution
vient remplacer la première des trois dont la f-mesure est inférieure. On espère ainsi que de tels
remplacements par une solution de meilleure f-mesure se produiront plus fréquemment, ce qui se
traduirait par une amélioration globale de la qualité de l’archive. Des tests préliminaires ont été
menés, mais cette variante ne s’est pas révélée plus intéressante que la méthode de base. Plus
précisément, le gain apporté par les insertions supplémentaires ne compense pas le surcoût en
termes d’évaluation de solutions, et le léger “ralentissement” ainsi provoqué suffit à rendre cette
variante moins performante.Pour cette raison, les expérimentations présentées dans la suite de
cette section ne se concentrent que sur la méthode avec sélection et remplacement d’une seule
solution.
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3.7.3 Expérimentations

Pour ces expérimentations, nous utilisons les mêmes jeux de données que dans la section
précédente. 30 exécutions indépendantes sont réalisées pour chaque réalisées, avec une limite de
temps d’une heure pour chaque. Nous considérons la moyenne et l’écart-type sur ces 30 exécu-
tions, pour la solution de meilleure f-mesure sur l’ensemble d’apprentissage à la fin du processus
d’optimisation. Les Tables 3.23 et 3.24 présentent une comparaison des résultats obtenus avec
MOCA-IQ, et MOCA-IQ avec gestion de l’archive améliorée, respectivement pour les ensembles
d’apprentissage et de test.

MOCA-IQ MOCA-IQ arch
adult 0.678 ± 0.005 0.695 ± 0.004

arrythmia 0.96 ± 0.008 0.868 ± 0.018
page-blocks 0.891 ± 0.009 0.907 ± 0.009
penbased 0.996 ± 0.002 0.996 ± 0.002

ring 0.888 ± 0.007 0.943 ± 0.021
segment 1.0 ± 0.0 1.0 ± 0.0

spambase 0.914 ± 0.004 0.942 ± 0.006
vowel 0.986 ± 0.011 0.984 ± 0.01

Table 3.23 – Comparaison des méthodes d’archivage des solutions, f-mesure, ensemble d’ap-
prentissage

MOCA-IQ MOCA-IQ arch
adult 0.674 ± 0.006 0.689 ± 0.006

arrythmia 0.758 ± 0.04 0.661 ± 0.034
page-blocks 0.837 ± 0.018 0.841 ± 0.018
penbased 0.982 ± 0.005 0.984 ± 0.004

ring 0.866 ± 0.009 0.924 ± 0.024
segment 0.98 ± 0.009 0.979 ± 0.01

spambase 0.891 ± 0.007 0.903 ± 0.006
vowel 0.927 ± 0.031 0.928 ± 0.033

Table 3.24 – Comparaison des méthodes d’archivage des solutions, f-mesure, ensemble de test

En-dehors d’une dégradation difficile à expliquer sur le jeu de données arrythmia, nous pou-
vons observer que ce mécanisme simple de gestion de l’archive améliore les performances de l’algo-
rithme d’optimisation assez régulièrement sur l’ensemble des jeux de données. Une amélioration
notable de la qualité a lieu sur le jeu adult. Ce point est intéressant car ces données contiennent
un mélange d’attributs qualitatifs et quantitatifs ainsi qu’une volumétrie plus importante que la
moyenne, ce qui les rapprochent des données réelles auxquelles nous nous intéressons.

3.8 Conclusion

Dans ce chapitre, nous avons défini le problème de l’adaptation des règles de classification aux
données numériques. Nous avons présenté deux approches possibles : discrétisation des données
numériques en pré-traitement, et modification de l’algorithme de recherche locale pour prendre
en compte ce nouveau type de données. Pour chacune de ces deux approches, nous avons proposé
et comparé plusieurs variantes. Nous avons ensuite comparé les variantes les plus performantes
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de chaque approche. Les résultats montrent que l’approche par discrétisation est plus perfor-
mante que la seconde. Nous avons déterminé la méthode de discrétisation donnant les meilleurs
résultats et l’avons implémentée au sein du nouvel algorithme, appelé MOCA-IQ. Des expéri-
mentations ont montré que celui-ci produit des classifieurs de meilleure qualité que trois autres
algorithmes de classification de la littérature : BioHEL, C45-CS et Ripper. Nous avons également
exploré deux pistes d’amélioration de l’algorithme, indépendantes du type de données utilisées.
Nous avons d’abord proposé un mécanisme visant à sélectionner dynamiquement les opérateurs
de voisinage à appliquer au cours du processus d’optimisation, afin d’accélérer la convergence de
l’algorithme. L’introduction de ce mécanisme n’apporte pas l’amélioration escomptée, mais cette
idée de sélection dynamique demeure une piste de recherche intéressante. La seconde amélioration
proposée concerne la gestion de l’archive. Nous avons développé un mécanisme alternatif pour
l’insertion des nouvelles solutions dans l’archive. Des expérimentations ont montré que celui-ci
amène MOCA-IQ à trouver des solutions de meilleure qualité par rapport à la méthode d’ar-
chivage originale. Pour cette raison, nous conservons ce mécanisme d’archivage dans la suite
de ces travaux. Dans le chapitre suivant, nous explorons le problème de la gestion des données
temporelles et proposons MOSC, une extension de MOCA-IQ supportant ce type de données.





Chapitre 4

MOSC - Classification sur données
temporelles

Dans le chapitre précédent, nous nous sommes intéressés aux données numériques et avons
proposé une méthode permettant de les prendre en compte, formant ainsi l’algorithme MOCA-
IQ. Dans ce chapitre, nous nous concentrons sur une autre particularité des données hospitalières,
à savoir le caractère temporel de ces données. En premier lieu, nous présentons le problème lié à
ces données et motivons leur utilisation au sein d’un algorithme de classification. Nous dressons
ensuite un état de l’art des méthodes existantes pour gérer ce type de données. Nous proposons
ensuite une modélisation pour des règles de classification comprenant des séquences temporelles,
ainsi qu’un algorithme d’optimisation adapté pour ces règles. Enfin, nous présentons les résultats
d’expérimentations menées sur des données hospitalières réelles, permettant de valider l’efficacité
de la méthode proposée. Cette méthode est appelée MOSC (Multi-Objective Sequence Classifi-
cation).

Ce chapitre est associé aux publications suivantes :

— M. Vandromme, J. Jacques, J. Taillard, A. Hansske, L. Jourdan, C. Dhaenens : Extraction
and optimization of classification rules for temporal sequences : application to hospital data,
Knowledge-Based Systems, Volume 122, pp 148-158, 2017.

4.1 Motivations et description du problème

4.1.1 Motivations

Dans le Section 1.1, nous avons vu que les données hospitalières sont fortement hétérogènes.
Nous avons également vu qu’une partie significative des données disponibles pour les hôpitaux
concernent les données PMSI (actes et diagnostics). Or, ces données sont intrinsèquement tem-
porelles : à chaque code correspond une date et une heure d’occurrence. Ces informations ne sont
pas exploitées dans l’algorithme de fouille de données présenté dans les parties précédentes. En
effet, celui-ci omet entièrement toute notion de temporalité dans les données : les événements sont
représentés chacun par un attribut binaire, qui prend la valeur true pour un individu si l’événe-
ment s’est produit au moins une fois pour cet individu. Ce faisant, trois aspects potentiellement
intéressants des données sont laissés de côté :

— l’ordre dans lequel se produisent les événements,

— le fait qu’un événement arrive à plusieurs reprises,
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— le temps écoulé entre deux événements.

Dans un premier temps, il convient de s’interroger sur l’utilité réelle d’intégrer tout ou partie
de ces aspects temporels dans un outil de classification. Qu’apporterait concrètement un système
pouvant utiliser des séquences temporelles pour construire un ensemble de règles de classification ?

Un premier avantage évident est qu’une telle modélisation permettrait de représenter plus fi-
dèlement la réalité, en évitant de perdre l’information sur les données véhiculée par les timestamps
(date et heure) associés à chaque événement. Un second apport est qu’un classifieur portant sur
des données temporelles sera naturellement plus intéressant, et ce pour deux raisons majeures.
Ces raisons sont fortement liées à l’aspect métier du problème traité, mais sont transposables à
d’autres problèmes du même type.

Tout d’abord, une règle contenant un aspect temporel est en général plus utile et plus parlante
à un expert médical qu’une règle qui en serait dépourvue. Cela permet une interprétation plus
rapide et plus aisée des solutions trouvées par l’outil d’optimisation et, par conséquent, une
validation plus simple des résultats. Par exemple, une règle du type “si A puis B se produisent
à moins de 3 jours d’intervalle, alors P est vrai” est plus riche et plus facilement interprétable
qu’une règle du type “si A et B se produisent, alors P est vrai”.

Ensuite, cela rend possible l’utilisation de l’outil de classification dans des tâches plus diverses.
On peut penser assez naturellement à un système d’alerte, qui signale quand la séquence d’événe-
ments associée à un patient contient le début d’une règle de classification. Par exemple, s’il existe
une règle de classification telle que “si A puis B puis C se produisent, alors P est vrai” et que
les événements A puis B viennent de se produire chez un patient, alors un tel système pourrait
signaler le cas. Cette utilisation est proche des problèmes d’early classification surtout utilisée
pour les séries temporelles, où l’objectif est de classifier une série de valeurs le plus rapidement
possible (sans toutefois perdre en exactitude dans les prédictions) [170].

4.1.2 Trois aspects au problème : séquence, récurrence et durée

Nous avons vu plus haut qu’une modélisation complète du problème devait considérer les
trois parties qu’il comporte : l’ordre des événements, la possibilité d’avoir un même événement
plusieurs fois, et la durée entre les événements. Parmi celles-ci, il nous semble nécessaire de
séparer les deux premières de la troisième. En effet, si l’aspect séquentiel ainsi que la récurrence
d’un événement paraissent être des éléments indispensables à la nouvelle modélisation souhaitée,
la durée qui sépare les événements n’est qu’une précision supplémentaire, une contrainte qui
vient s’ajouter sur les séquences. Cette contrainte revêt une importance moindre que la structure
séquentielle des séquences.

Par conséquent, nous choisissons de ne pas intégrer directement cet aspect dans la représen-
tation (qui sera détaillée par la suite). Au-delà de la justification conceptuelle de la différence
d’importance, cette décision est justifiée par plusieurs raisons :

— inclure les contraintes sur la durée dans la représentation des séquences (et des règles qui
en découlent) ne pose pas de difficulté majeure. Cependant, cela impliquerait, quelle que
soit la modélisation choisie, de traiter ces contraintes comme des attributs utilisés par le
processus d’optimisation dans sa recherche de classifieurs. En pratique, cela se traduirait
par un ajout d’attributs, et donc une complexité accrue, à la fois de la modélisation et
du mécanisme de recherche locale, par le biais d’un espace de recherche plus important et
d’une comparaison (matching) des séquences plus coûteuse.

— une conséquence directe de considérer les durées inter-événements comme des paramètres
est que cela autorise l’algorithme à générer des règles contenant les mêmes événements
dans le même ordre, dont seules les contraintes sur les durées diffèrent. Un risque à cela est
la multiplication de règles ne différant que par ces contraintes, à la fois dans l’archive en
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général et au sein d’une même solution. Il est naturel pour l’algorithme d’explorer en per-
manence les voisins d’une solution existante, mais un niveau de détail trop grand peut nuire
à l’efficacité globale de l’optimisation, en remplissant l’archive de solutions structurellement
très proches, au risque de dégrader la diversité.

Il convient de noter qu’aucun de ces problèmes n’est rédhibitoire, et qu’il demeure tout à fait
possible d’ajouter ces contraintes sur les durées directement dans le processus d’optimisation.
Cependant, la raison pour laquelle nous avons choisi de ne pas le faire, raison transversale aux
différentes difficultés évoquées plus haut, est que le gain escompté est trop faible par rapport
aux divers problèmes engendrés. Par conséquent, il nous parâıt plus approprié de reléguer cette
gestion des durées à une méthode de post-traitement. De cette manière, l’outil d’optimisation
travaillerait dans un premier temps sur l’aspect purement séquentiel du problème, et les sé-
quences intéressantes ainsi trouvées seraient, en fin de traitement, précisées et complétées par
des contraintes temporelles si besoin. Les mécanismes proposés à cet effet sont décrits dans la
Section 4.3.6.

A noter que l’aspect séquentiel inclut également la nécessité de pouvoir représenter des évé-
nements simultanés. Ce point est en grande partie motivé par le problème traité ainsi que la
nature des données : un parcours patient est composé d’un ensemble de séjours, chaque séjour
regroupant un ensemble d’événements considérés comme se produisant au même moment ou,
plus exactement, dans la même unité de temps. Cette notion de simultanéité n’est pas propre
uniquement aux données médicales ; d’autres applications, telles que les études marketing réali-
sées sur les biens de consommation achetés dans un même panier [5], se servent également d’une
représentation de ce type. La modélisation des données temporelles doit donc pouvoir traduire
des événements ordonnés les uns par rapport aux autres dans tout ce que cela implique, y compris
la simultanéité dans l’occurrence de plusieurs événements.

4.2 Etat de l’art : classification sur données temporelles

Vue d’ensemble La fouille de données temporelles dans son ensemble est un domaine qui a
attiré de nombreuses contributions. En effet, de nombreuses applications concrètes utilisent des
données de ce type ; il est donc indispensable de disposer d’outils permettant de les traiter. Ce
domaine de recherche englobe plusieurs problèmes bien distincts. Nous nous intéressons ici à la
classification de séquences temporelles, qui correspond à la problématique exposée au début de
cette section. Ce problème particulier a reçu comparativement assez peu d’attention, comme sou-
ligné dans une revue du domaine [11]. Bien que cette étude ait été publiée en 2001, ses conclusions
restent valides à ce jour. Le problème de classification de séquences temporelles a néanmoins été
exploré, notamment dans le contexte de la sécurité informatique et de la détection d’intrusion
dans les systèmes. Pour ce type d’applications, les données sont des séquences d’actions, et la
dimension temporelle est primordiale. Les premières études sur le sujet cherchaient à prédire les
brèches de sécurité dans les systèmes à partir de ces séquences d’évènements antérieurs [156, 105].
La plupart des travaux sur ce sujet emploient des algorithmes basés sur la recherche de règles
d’association. D’autres utilisent des méthodes alternatives telles que les arbres de décision [39]
ou les réseaux de neurones. L’une des limitations principales des méthodes actuelles est leur pro-
blème d’adaptation aux données déséquilibrées, qui rendent difficile la définition d’un niveau de
support minimum pour les règles. Afin de répondre à cela, une étude notable propose une mé-
thode pour la prédiction d’événements rares [163]. Cependant, l’aspect temporel de cette méthode
reste limité. Celle-ci vise à former des règles de prédiction à partir d’ensembles d’événements se
produisant dans une fenêtre de temps avant le fait à prédire, mais sans relation temporelle au
sein de ces événements.
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Méthodes statistiques Différentes méthodes statistiques ont été appliquées au problème de
classification de séquences temporelles. En particulier, les Modèles de Markov Cachés (Hidden
Markov Models, ou HMM) [172] et les Champs Aléatoires Conditionnels (Conditional Random
Fields, ou CRF) [106] se sont rélévés efficaces, avec des applications en reconnaissance vocale
[149] et détection de mouvement [173] notamment. Les CRF sont mieux adaptés et davantage
utilisés pour le marquage de séquences, qui associe à chaque élément d’une séquence un label,
mais sont également utilisés pour le problème qui nous intéresse ici. Le problème de ces méthodes
est qu’elles ne supportent souvent qu’un nombre assez réduit d’attributs, quelques centaines tout
au plus. Cela rend la sélection d’attributs nécessaire pour les données plus volumineuses [102].
Un second problème est que les HMM et CRF peuvent gérer la séquentialité dans les données,
mais pas la simultanéité, qui est un point central des données sur lesquelles nous travaillons.

Classification de séquences Une étude intéressante sur ce sujet propose de générer des at-
tributs supplémentaires pour représenter les évènements à différents moments dans une séquence
[112]. Une phase de sélection d’attributs permet de ne retenir que les attributs les plus utiles, qui
sont utilisés pour la classification en elle-même. Les auteurs utilisent les classifieurs Bayésien et
de Winnow. Cette approche améliore significativement l’efficacité de la classification, mais n’est
applicable que pour un nombre d’attributs initiaux assez restreint. En effet, la création d’attri-
buts additionnels fait crôıtre ce nombre de manière exponentielle ; quelques dizaines d’attributs
produisent plusieurs dizaines ou centaines de milliers d’attributs supplémentaires. Ainsi, cette
approche n’est pas applicable pour les cas qui nous intéressent, avec des milliers d’attributs ini-
tiaux. Un autre travail sur le sujet utilise des Cartes Cognitives Floues (Fuzzy Cognitive Maps,
ou FCM) [65]. Plus précisément, le système proposé cherche à décrire et prédire la présence de
maladies à partir de séquences d’événements médicaux (interventions, évolutions de l’état de
santé, etc.). Cependant, les FCM nécessitent un intervalle de temps constant entre deux élé-
ments consécutifs d’une séquence, ce qui n’est pas le cas dans les données qui nous intéressent.
Cette limitation apparâıt également dans une autre étude, qui utilise des réseaux de neurones
récurrents pour classifier des séquences [70]. Dans cette dernière, les auteurs prédisent le prochain
événement d’une séquence, et se servent de cela pour classifier cette séquence. Un autre problème
est que cette méthode suppose que les séquences sont périodiques et peuvent être étendues, ce
qui n’est que rarement vrai dans notre cas. Les réseaux de neurones récurrents ont également
été utilisés dans une étude plus récente, toujours afin de prédire le prochain événement (avec
davantage de détails, tels que le temps estimé avant l’événement) [32]. Ce système est néanmoins
limité par le nombre d’attributs supportés ; les auteurs recommandent de se limiter à une cen-
taine. Une dernière étude tangente à notre problème se concentre sur l’induction d’Automates
Finis Déterministes (Deterministic Finite Automata, ou DFA), où le but est de construire des
automates décrivant des langages naturels [108]. Ici, on considère des séquences de mots et de
lettres comme données. Cependant, comme précédemment [32], cette méthode n’autorise pas de
simultanéité dans les données. De plus, l’induction de DFA est un problème très spécifique et
difficile à résoudre même pour des instances de taille assez réduite (quelques centaines d’attri-
buts). Les expérimentations menées dans l’étude mentionnée [108] soulignent également que les
données manquantes compliquent considérablement la tâche, ce qui rend ce type d’algorithmes
mal adaptés à notre problème.

Règles d’association temporelles Un sous-domaine de recherche tangent à celui nous inté-
resse est la recherche de règles d’association temporelles. Ici, le but n’est pas de classifier chaque
instance, mais de découvrir dans les données des règles intéressantes formées de séquences d’évé-
nements. Cette question a été largement explorée depuis le travail fondateur sur l’algorithme
Apriori [5], et inclut de nombreuses applications dans le marketing, la santé, la sécurité des
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réseaux [107] ou la sécurité financière [117]. L’algorithme Apriori original portait déjà sur des
données séquentielles, et des développement ultérieurs ont étendu son champ d’application aux
séries temporelles [69, 138]. Une autre étude notable utilise SPEA2 [179], un algorithme d’op-
timisation multi-objectif reconnu, pour construire un ensemble de règles d’association fiables
[145]. Une étude très influente dans le domaine propose d’utiliser les règles d’association trouvées
comme base pour construire des règles de classification [119]. Cette étude propose l’algorithme
CBA (Classsification Based on Associations), qui ne supporte pas les données temporelles dans
sa version originale, mais peut être aisément étendu afin de les prendre en compte. Le problème
de cette approche est qu’elle n’est pas adaptée aux données déséquilibrées. Comme mentionné
brièvement plus haut, un problème récurrent dans la recherche de règles d’association est de
déterminer le niveau de support minimal pour les règles. Si l’une des classes est présente moins
souvent dans les données, ce seuil minimal doit être assez bas pour capturer des règles décri-
vant la classe rare. Cependant, un seuil plus bas mène à la création de davantage de règles.
Lorsqu’une classe est très rare (1% de présence, par exemple), le processus de recherche crée un
nombre considérable de règles sans réel intérêt, ce qui altère la performance du classifieur. Une
étude plus récente sur le sujet propose de modifier Apriori afin de supporter les données dés-
équilibrées [144]. Néanmoins, les données utilisées dans celle-ci sont assez réduites (230 instances
et 11 attributs), aussi la scalabilité de cette méthode à des données plus massives reste-t-elle à
vérifier.

Séries temporelles L’analyse de séries temporelles est un domaine très largement étudié,
et qui a certaines similarités avec le problème qui nous occupe. En effet, séries et séquences
temporelles sont composées d’une suite ordonnée de valeurs, avec chaque valeur associée à un
point dans le temps. De nombreuses études proposent des méthodes pour extraire des règles
de classification pour séries temporelles [39, 69, 79, 145, 166]. Cependant, séries et séquences
temporelles présentent des différences qui rendent la transposition de telles méthodes à notre
problème impossible. La principale est que les valeurs d’une série temporelle sont numériques, et
celles d’une séquence sont symboliques. Dans ce contexte, la plupart des outils statistiques utilisés
habituellement pour l’analyse de séries temporelles (transformée de Fourier, par exemple) ne sont
pas applicables. Des difficultés supplémentaires apparaissent lorsqu’on considère que l’intervalle
de temps entre événements d’une séquence n’est pas constant, et que ces séquences sont parfois
très courtes. Une approche commune pour l’analyse de séries temporelles emploie la quantification
pour transformer les séries en séquences de symboles. Bien qu’intéressante, cette approche vise
à n’obtenir qu’un nombre très restreint de symboles possibles (moins de dix, le plus souvent), ce
qui s’accorde mal avec les milliers d’attributs que nous considérons ici.

Classification de données hétérogènes Dans cette revue de l’état de l’art, nous nous
sommes concentrés sur la classification de séquences temporelles. Cependant, le véritable pro-
blème est plus large, car nous souhaitons classifier des données hétérogènes, incluant entre autres
des données temporelles. Ce problème particulier ne semble pas avoir été étudié jusqu’à présent.
La classification sur données hétérogènes a été étudiée, et plusieurs outils logiciels reconnus sont
disponibles, tels que Weka [72] ou KEEL [6]. La classification de séquences temporelles a éga-
lement été étudiée, comme montré dans cette section. Néanmoins, il ne semble exister aucune
méthode permettant de résoudre les deux problèmes simultanément. Ceci constitue la contribu-
tion principale de ce chapitre. Nous proposons d’étendre l’algorithme MOCA-IQ développé dans
le chapitre précédent afin qu’il supporte les séquences d’événements temporels comme parties de
règles de classification.
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4.3 Modélisation et intégration dans MOCA-I

Dans cette section, nous définissons un nouveau type de données, appelé séquence permet-
tant de représenter les attributs temporels. Nous proposons ensuite un ensemble d’opérateurs de
voisinage adaptés à ce nouveau type, ainsi que des restrictions de l’espace de recherche réduisant
notablement la complexité associée à la génération du voisinage. Nous définissons ensuite une
méthode d’évaluation de la similarité entre deux séquences, nécessaire pour la mesure de qualité
des solutions. Nous présentons une extension du modèle à des séquences comprenant plusieurs
niveaux de temporalité. Nous discutons ensuite le paramétrage de la méthode. Enfin, nous pro-
posons un mécanisme permettant de préciser les règles de classification générées en intégrant
des informations sur les durées entre les événements, qui ont été écartées de l’algorithme de
classification (voir Section 4.1.2).

4.3.1 Représentation des attributs séquence

L’algorithme de classification MOCA-IQ supporte déjà plusieurs types d’attributs : symbo-
liques (listes ordonnées ou non) et numériques (entiers ou réels). Afin de répondre aux besoins
explicités ci-dessus concernant la modélisation de la temporalité dans les données, nous intro-
duisons un nouveau type d’attribut, nommé séquence. Cet attribut vise à exprimer l’ensemble
des événements associés à un patient dans leur aspect temporel. Cela signifie qu’un unique attri-
but concentre, selon cette représentation, une vaste majorité des informations disponibles pour
un patient. Plus précisément, l’attribut séquence regroupe toutes les informations auxquelles
sont associées un timestamp, donc principalement les codes PMSI. Les attributs non-temporels,
qualitatifs ou quantitatifs, restent en-dehors de l’attribut séquence. D’après ce modèle, il est
théoriquement possible d’avoir plusieurs attributs de type séquence pour représenter différentes
parties d’un “parcours patient”. Des tests ont été menés à ce sujet en définissant d’un côté
une séquence d’actes et diagnostics, et de l’autre une séquence de prescriptions médicamen-
teuses (antibiotiques). L’objectif ici est d’identifier les séjours de patients porteurs de bactéries
multi-résistantes aux antibiotiques ; ces résistances pouvant être provoquées par les antibiotiques.
Multiplier les séquences présente l’inconvénient de ne plus pouvoir capturer les corrélations entre
différents éléments issus de ces séquences (par exemple, “l’acte A suivi du médicament M”).
Cependant, une telle modélisation des données s’avère nécessaire si les granularités temporelles
diffèrent. Dans cet exemple, les actes et diagnostics portent sur un unique séjour, tandis que les
antibiotiques dépassent ce cadre. En effet, on considère que les antibiotiques prescrits jusqu’à
trois mois avant le séjour peuvent favoriser l’émergence de bactéries résistantes. Pour cette rai-
son, il est nécessaire de les inclure dans les données, avec une temporalité propre. Cet exemple
illustre la nécessité pour l’algorithme de pouvoir traiter plusieurs séquences différentes, ce qui est
bien le cas avec la représentation proposée.

Les besoins définis pour la modélisation impliquant à la fois séquentialité et simultanéité, nous
définissons la valeur d’un attribut de type séquence comme une séquence ordonnée d’épisodes,
chaque épisode étant constitué d’un ou plusieurs événements simultanés. Les durées inter-épisodes
sont également enregistrées dans la structure séquence, mais leur utilisation est réservée au post-
traitement uniquement, comme nous le verrons plus tard dans ce chapitre. La Figure 4.1 présente
un exemple de règle de classification R incluant une séquence parmi ces termes, afin d’illustrer
les notions introduites.

4.3.2 Voisinage

De la même manière que pour les attributs numériques traités dans le Chapitre 3, il convient
à présent de définir le voisinage des attributs de type séquence, étant donné que la valeur de
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R = { A = vrai, M > 0,57, seq = { (D = vrai, E = vrai) ; (F = vrai) }

attribut 
qualitatif A

attribut 
quantitatif M

attribut 
séquence seq

épisode épisode

événement événement événement

Figure 4.1 – Exemple de règle de classification pour MOSC : deux termes avec attributs non-
temporels et un terme avec attribut séquence

ces attributs est une structure de données plus élaborée qu’un simple entier ou symbole d’une
liste. Un terme de type séquence demeure malgré tout un terme d’une règle, ce qui signifie
que l’opérateur remove term s’applique toujours. Néanmoins, les opérateurs qui nous intéressent
particulièrement ici sont replace term et, dans une moindre mesure add term. Les opérateurs
add rule et remove rule sont quant à eux inchangés, car indépendants des types de données
considérés.

4.3.2.1 Opérateurs de voisinage

Nous proposons de définir l’opérateur de voisinage replace term pour les attributs séquence
comme l’union des opérateurs suivants. Tous ces opérateurs sont appliqués de manière exhaustive :

— add episode : ajouter un épisode, c’est-à-dire un ensemble d’événements simultanés, à la sé-
quence actuelle. Le nouvel épisode peut se situer à n’importe quel endroit dans la séquence.
Initialement, un nouvel épisode contient un unique événement.

— remove episode : supprimer un épisode parmi ceux existants dans la séquence. Cet opérateur
n’est pas applicable s’il ne reste qu’un seul épisode dans la séquence. La suppression du
terme entier peut se faire via l’opérateur remove term uniquement ; cette restriction a été
ajoutée afin de mieux cloisonner le champ d’action des différents opérateurs.

— add event : ajouter un événement à un épisode existant dans la séquence.

— remove event : supprimer un événement d’un épisode. Cet opérateur n’est pas applicable
s’il ne reste qu’un seul événement dans l’épisode.

— replace event : changer la valeur d’un événement. Cet opérateur fonctionne de la même
manière que pour les attributs hors-séquence. Cela signifie qu’un événement n’est pas for-
cément un attribut binaire (qui marquerait la présence ou l’absence d’un symptôme, par
exemple), mais peut également être une mesure numérique, avec son voisinage propre (cf.
Chapitre 3). La seule restriction imposée ici est qu’il est interdit d’avoir, au sein d’une sé-
quence, un événement qui soit lui-même de type séquence, et ce pour des raisons évidentes
de cohérence de la représentation.
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L’opérateur add term demeure applicable aux attributs de type séquence. Ajouter un nouveau
terme d’attribut de type séquence se fait en initialisant la nouvelle séquence comme un unique
épisode contenant un unique événement (de la même façon que pour add episode).

4.3.2.2 Restrictions de l’espace de recherche

On observe ici que le voisinage d’un terme de type séquence est clairement plus complexe,
et bien plus large, que le voisinage d’un terme symbolique ou numérique. En effet, bien qu’il
n’existe aucune limite fixe au nombre de valeurs que peut prendre un attribut symbolique, ce
nombre excède rarement quelques dizaines. Le voisinage d’un terme numérique, selon les mé-
thodes décrites dans le Chapitre 3, ne comprend que trois termes voisins. A l’inverse, la taille
du voisinage exhaustif d’un terme séquence dépend directement du nombre d’attributs présents
dans les données, multiplié par le nombre d’épisodes dans la séquence en question. Etant donné
le nombre souvent important des attributs dans les problèmes applicatifs considérés (plus de 10
000), le voisinage atteint rapidement des proportions démesurées, ce qui ralentit considérable-
ment l’exploration des solutions et le processus d’optimisation en général. Par exemple, si les
données contiennent 10 000 attributs, une règle de classification non-temporelle (MOCA-IQ) gé-
nère 10 000 voisins en essayant d’ajouter chaque attribut à la règle. Pour une règle temporelle,
avec une séquence de trois épisodes, les opérateurs définis pour MOSC essaient d’ajouter ces 10
000 attributs dans chaque épisode, entre chaque paire d’épisodes consécutifs et avant et après
la séquence, pour un total de 70 000 voisins. Il est par conséquent nécessaire de développer des
méthodes permettant de réduire la taille de ce voisinage.

Une première amélioration assez basique par rapport à la méthode exhaustive consiste à ne
considérer, pour la génération du voisinage, que les attributs (ou événements) se produisant au
moins une fois parmi les individus positifs pour la prédiction considérée. En effet, il est assez trivial
de constater qu’un attribut qui ne fait jamais partie des événements pour aucun des individus
positifs, ne pourra pas être employé pour construire des règles de classification prédisant ces
individus. Bien qu’évidente, cette simple optimisation permet de diviser par trois la taille du
voisinage dans les cas d’étude, en raison de la faible proportion d’individus positifs. Ce système
était déjà présent dans l’algorithme MOCA-I original, nous n’avons pour l’instant procédé qu’à
une adaptation de celui-ci aux attributs de type séquence.

Les autres restrictions possibles du voisinage d’une séquence découlent en quelque sorte de
cette amélioration primitive. En effet, l’objectif commun sous-jacent est d’éviter à l’algorithme
de générer des solutions qui ne correspondent à aucun exemple positif, étant attendu que ces
solutions seront naturellement écartées par le processus de sélection. Bien entendu, simplement
vérifier au moment de la création d’une nouvelle solution si celle-ci correspond à au moins un
exemple positif, via un parcours de l’ensemble des données, ne présente pas d’intérêt en termes de
gain de performance. Il convient de trouver des mécanismes permettant d’écarter rapidement les
solutions sans intérêt, et ce avant même de les évaluer, en ne générant que les solutions potentiel-
lement intéressantes. La motivation derrière cette recherche est que le processus d’évaluation des
solutions est la partie la plus coûteuse de l’algorithme, en particulier lors de l’emploi d’attributs
de type séquence, et ce malgré les optimisations apportées à ce processus telles que détaillées
dans la Section 4.3.3.

La première amélioration proposée est un exemple basique de ce concept ; en enregistrant la
liste des attributs présents dans les exemples positifs, l’algorithme peut utiliser cette liste réduite
pour générer les nouvelles solutions. Les mécanismes de restriction du voisinage doivent donc
satisfaire à plusieurs conditions :

— ils ne doivent pas empêcher l’algorithme de recherche locale d’explorer des solutions poten-
tiellement intéressantes, c’est-à-dire correspondant à au moins un exemple positif.
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— leur implémentation doit accélérer l’exploration du voisinage d’une solution. En d’autres
termes, le surcoût engendré en termes de temps d’exécution ne doit pas être trop important,
de sorte qu’employer ces mécanismes reste rentable.

Une optimisation importante et moins triviale peut être obtenue en considérant la structure
générale d’une séquence. Une séquence est composée d’une suite ordonnée d’épisodes, chaque
épisode étant un ensemble (non-ordonné) d’événements simultanés. Par conséquent, pour deux
événements distincts E1 et E2 se produisant dans la même séquence, trois relations différentes
peuvent exister entre ceux-ci :

— E1 précède E2, si E1 se situe dans un épisode antérieur à celui de E2.

— E1 et E2 sont simultanés, s’ils se situent dans le même épisode.

— E1 succède à E2, si E1 se situe dans un épisode postérieur à celui de E2.

Une observation intéressante ici est que pour un couple d’événements {E1, E2}, les trois
relations d’ordre ne sont pas toujours présentes dans les données. Par exemple, il est possible
que ces deux événements se produisent toujours en même temps (i.e. dans le même épisode)
dans les séquences présentes dans les données. Dans ce cas, il est inutile de générer une nouvelle
solution contenant, par exemple, E1 avant E2, étant donné qu’une telle situation ne correspond
à aucun exemple positif. Afin de pouvoir utiliser cette information, au moment du chargement
des données en mémoire, l’algorithme enregistre également, pour chaque événement E quels
événements peuvent se produire avant, en même temps ou après E. Ainsi, pour un événement
E1, on pourrait par exemple obtenir les trois listes suivantes :

— Avant(E1) = {E5, E6}
— Simult(E1) = {E2, E3, E4, E5}
— Après(E1) = {}

Selon cette méthode, un événement est introduit dans la liste correspondante dès lors qu’un
exemple positif est trouvé dans les données qui contient la relation d’ordre ainsi décrite. Il serait
également possible de n’introduire un évènement que lorsque la relation d’ordre est présente
dans plusieurs exemples distincts, afin d’éviter de générer des solutions ne correspondant qu’à
un seul cas, et par conséquent sans réel intérêt car difficiles à généraliser. Cependant, fixer le
seuil (nombre d’occurrences) au-delà duquel une relation est considérée comme présente est un
problème complexe, en partie dépendant des données étudiées. Pour cette raison, nous utilisons
dans l’implémentation la méthode basique, dans laquelle une relation est enregistrée dès qu’elle
est repérée dans un exemple positif.

Cette méthode permet de procéder à plusieurs restrictions sur les solutions générées par les
différents opérateurs de voisinage propres aux séquences décrits précédemment. Ces restrictions
sont expliquées de manière assez générique pour le moment ; un exemple complet de génération
de voisinage restreint est présenté par la suite afin de faciliter la compréhension.

Pour add episode, la restriction se fait au niveau des événements pouvant être inclus dans le
nouvel épisode. Ceux-ci doivent pouvoir se situer à la fois après les événements présents dans
les épisodes antérieurs (au nouvel épisode), et avant les événements présents dans les épisodes
postérieurs.

Pour add event, la restriction se fait également sur la liste des événements pouvant être
insérés. Ceux-ci doivent pouvoir se situer à la fois après les événements présents dans les épisodes
antérieurs à celui-ci, avant les événements présents dans les épisodes postérieurs, et en même
temps que les événements déjà présents dans l’épisode modifié.
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Les opérateurs remove episode, remove event et replace event ne sont pas concernés par les
restrictions. Ceux-ci ne contribuent de toute façon que marginalement à la taille du voisinage
d’une séquence, aussi présentent-ils moins d’intérêt compte tenu de l’objectif présent.

Le système proposé répond aux deux exigences définies précédemment : il n’écarte que des
solutions ne correspondant à aucun exemple positif dans les données, et le surcoût impliqué se
limite à la construction des listes d’événements au moment du chargement. D’autres améliora-
tions demeurent néanmoins possibles ; on pourrait par exemple utiliser le nombre exact d’épisodes
séparant deux épisodes au lieu d’employer les notions plus génériques d’antériorité et de postério-
rité. Ce perfectionnement n’a pas été implémenté, principalement en raison du nombre souvent
assez réduit d’épisodes présents en moyenne pour chaque séquence dans les données manipulées.

4.3.2.3 Exemple - voisinage d’une séquence

Afin d’illustrer le fonctionnement des différents opérateurs de voisinage introduits dans cette
section ainsi que l’apport des restrictions imposées à la génération des voisins, nous présentons ici
un exemple complet d’exploration du voisinage d’une séquence. Dans cet exemple (artificiel), nous
considérons les attributs {A,B,C,D,E, F,G,H, J,K,L,M} et la séquence S = {(A,B,C); (F )}.
Les données sont représentées par six individus I1, . . . , I6 possédant les séquences d’événements
suivantes :

— Instance I1 = {(A,E, F,G); (A,B, F )}

— Instance I2 = {(C,D); (F,G); (L)}

— Instance I3 = {(A,B,D,E); (J); (K,L)}

— Instance I4 = {(M); (C); (H)}

— Instance I5 = {(A); (C); (L)}

— Instance I6 = {(A,B,C); (F,G)}

Examinons tout d’abord les opérateurs de voisinage les plus simples, qui ne sont pas affectés
par les restrictions : remove event et remove episode. Appliqués à la séquence S, ceux-ci pro-
duisent respectivement les voisins suivants :

— remove event (S) : {(B,C); (F )}, {(A,C); (F )}, {(A,B); (F )}, {(A,B,C)}

— remove episode (S) : {(A,B,C)}, {(F )}

Nous présentons dans la Table 4.1 les relations d’ordre possibles entre événements, requises par
les opérateurs add episode et add event. Pour une meilleure lisibilité, seules les lignes concernant
les événements présents dans la séquence S étudiée sont montrées. A partir de ces informations de
base, nous déterminons ensuite les événements pouvant entrer en relation avec l’épisode complet
(A,B,C) par intersection des listes de chacun de ses événements constituants (A, B et C). Ce
dernier choix peut amener certains problèmes, qui sont discutés dans la suite de cette partie.
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événement/épisode Avant Simult Après

A A, E, F, G B, C, D, E, F, G A, B, C, F, G, J, K, L

B A, E, F, G A, C, D, E, F F, G, J, K, L

C A, M A, B, D F, G, H, L

F A, C, D, E, F, G A, B, E, G A, B, F, L

(A, B, C) A D F, G, L

Table 4.1 – Relations d’ordre possibles entre les différents événements et épisodes de la séquence
S

L’opérateur add event peut être appliqué à deux endroits dans S, au niveau de l’épisode
(A,B,C) ou de l’épisode (F ). Pour ces deux emplacements, les événements possibles à ajouter
sont définis ainsi :

— dans le premier cas, on cherche les événements pouvant se produire en même temps que
(A,B,C) mais avant F . Ici, on a donc evts = Simult((A,B,C)) ∩ Avant(F ) = {D} ∩
{A,C,D,E, F,G} = {D}.

— de la même manière, dans le second cas, on cherche les événements pouvant se produire en
même temps que F mais après (A,B,C). On a donc evts = Simult(F )∩Après((A,B,C)) =
{A,B,E,G} ∩ {F,G,L} = {G}.

Les voisins possibles de la séquence S générés par cet opérateur sont donc {(A,B,C,D); (F )}
et {(A,B,C); (F,G)}.

L’opérateur add episode peut quant à lui être appliqué à trois endroits dans S : avant
(A,B,C), entre les deux épisodes ou après (F ). Pour ces trois emplacements, les événements
possibles à ajouter dans le nouvel épisode créé sont définis ainsi :

— si l’épisode se situe en début de séquence, on cherche les événements pouvant se produire
avant (A,B,C) et F , c’est-à-dire :
evts = Avant((A,B,C)) ∩Avant(F ) = {A} ∩ {A,C,D,E, F,G} = {A}.

— si l’épisode se situe entre (A,B,C) et (F ), on cherche les événements :
evts = Après((A,B,C)) ∩Avant(F ) = {F,G,L} ∩ {A,C,D,E, F,G} = {F,G}.

— enfin, si l’épisode se situe en fin de séquence, on cherche alors les événements :
evts = Après((A,B,C)) ∩Après(F ) = {F,G,L} ∩ {A,B, F, L} = {F,L}.

Les voisins possibles de la séquence S générés par cet opérateur sont donc :

— {(A); (A,B,C); (F )}, {(A,B,C); (F ); (F )},
— {(A,B,C); (G); (F )},
— {(A,B,C); (F ); (F )},
— {(A,B,C); (F ); (L)}.

A noter que dans cet exemple, la méthode aboutit à la création de deux voisins identiques (la
séquence {(A,B,C); (F ); (F )}). Au total, ces deux opérateurs permettent de générer 7 nouvelles
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solutions potentielles. En comparaison, une génération exhaustive sans restriction génère 60 so-
lutions (5 emplacements possibles, 12 événements différents).

On remarque assez aisément, néanmoins, que même après restriction, tous les voisins nou-
vellement créés ne correspondent pas à des séquences présentes dans les données. En réalité,
seule {(A,B,C); (F,G)} fait partie de la séquence d’au moins un individu (en l’occurrence, I6).
L’algorithme d’optimisation continue à procéder à des évaluations de solutions n’ayant aucun
support dans les données ; les restrictions appliquées au voisinage ne sont donc pas optimales.
Par conséquent, il convient de se demander s’il est possible de faire mieux à ce niveau. Plus
précisément, nous posons à présent la question inverse : de quelle manière peut-on écarter tous
les voisins n’ayant aucun support dans les données avant même de les évaluer ?

Afin de rendre cette interrogation plus factuelle, nous nous intéressons à la séquence
{(A,B,C,D); (F )}, générée par l’opérateur add event. Ici, le problème réside dans le fait que
l’événement D ne devrait pas pouvoir venir s’ajouter à l’épisode (A,B,C), étant donné que
l’épisode (A,B,C,D) n’apparâıt jamais dans les données. Ce problème serait donc résolu si on
disposait d’une table répondant à la question “quels autres événements peuvent apparâıtre dans
un épisode contenant déjà A, B et C ?”, c’est-à-dire un équivalent de la table Simult(evt), mais
pour les épisodes et non plus les événements. Cette solution ne parâıt cependant pas réalisable en
pratique. En effet, le nombre d’épisodes possibles crôıt de manière exponentielle avec le nombre
d’attributs, et ce dernier est souvent important (plus de 10 000). Même en ne considérant que les
épisodes apparaissant dans les séquences des individus positifs, il faudrait inclure dans les tables
une entrée pour chaque tel épisode, et pour chacun de ses sous-épisodes possibles, l’ensemble ainsi
défini formant l’ensemble des composants (épisodes) possibles pour les règles de classification.
Cela nécessiterait également d’ajouter une table, recensant les épisodes pouvant se produire dans
la même séquence que celui considéré. Ce changement de niveau, d’événement vers épisode, serait
donc très probablement impossible pour la plupart des cas d’étude réels. De plus, même si la
solution s’avérait réalisable en pratique, il n’est pas certain que le surcoût engendré, beaucoup
plus important que dans la version “événement”, soit amorti par le gain en termes d’évaluations
évitées.

La méthode de restriction du voisinage proposée n’est donc certes pas idéale, dans la mesure
où elle ne permet pas d’écarter toutes les solutions inintéressantes, c’est-à-dire ne correspondant
à aucune instance des données. Cependant, elle permet, à moindre coût, de réduire considé-
rablement le nombre de nouvelles solutions à évaluer, ce qui constituait l’objectif initial de la
démarche. Dans l’exemple artificiel présenté ci-dessus, le nombre de voisins générés passe de 60
à 7, ce qui constitue déjà une baisse notable. Sur des cas pratiques contenant plusieurs milliers
d’attributs, le facteur de réduction atteint en général un ordre de grandeur de 100 ou plus, pour
un surcoût minime.

4.3.3 Evaluation des solutions - matching de séquences

Concepts L’évaluation de la qualité des nouvelles solutions, générées lors de l’exploration du
voisinage, est en général la composante la plus coûteuse (en termes de temps d’exécution) de
l’algorithme d’optimisation dans son ensemble. Cela est d’autant plus vrai que les données mani-
pulées sont de taille importante, étant donné que chaque évaluation requiert un parcours complet
des données. L’ajout de séquences d’événements complique également cette phase d’évaluation.
En effet, dans les versions précédentes de MOCA-I, les règles ne contenaient que des termes
d’attributs symboliques ou numériques. Ces termes peuvent être évalués de manière immédiate :
ils correspondent ou non à un exemple présent dans les données. Appliquer le même principe à
l’évaluation des séquences reviendrait à rechercher, dans les règles générées, des séquences corres-
pondant exactement à des séquences existantes dans les données. Procéder ainsi serait contraire
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à l’idée même qui motive l’emploi de règles de classification, c’est-à-dire l’identification de sous-
ensembles d’attributs dont la présence permet de décider de la classe d’une instance. Dans le
cas des séquences, cela signifie qu’on recherche les patterns communs à plusieurs exemples, c’est-
à-dire des sous-parties de ces exemples. Pour cette raison, lors de l’évaluation d’un terme de
type séquence d’une règle, on cherche plutôt à déterminer si cette séquence est contenue dans la
séquence d’événements décrivant chaque exemple présent dans les données. Il est donc nécessaire
de définir la méthode permettant de comparer deux séquences entre elles, ou plutôt (le processus
étant assymétrique) de déterminer si une séquence est contenue dans une autre.

Définition On dit qu’une séquence S1 est présente dans une séquence S2 si S2 contient les
mêmes événements que S1 et que ceux-ci sont groupés en épisodes de manière identique. A noter
cependant que S2 peut contenir, en plus, d’autres épisodes et d’autres événements que ceux de
S1. Etant donné le caractère assymétrique de cette opération, nous parlons dans la suite de la
recherche du pattern P dans une séquence S, équivalent à la recherche de S1 dans S2.

Exemple Afin de mieux comprendre cette définition, l’exemple ci-dessous expose la réponse
souhaitée à l’évaluation de la présence du pattern P = {(A); (B)} dans plusieurs séquences :

— S = {(D); (A); (C); (B); (E)} =⇒ vrai

— S = {(A,C); (B,D)} =⇒ vrai

— S = {(C); (B); (A)} =⇒ faux

— S = {(A,B); (C,D)} =⇒ faux

La méthode de comparaison que nous proposons s’inspire des travaux qui ont été menés
dans le domaine des algorithmes de string searching, c’est-à-dire la détermination de la présence
d’un châıne de caractères au sein d’une autre. Le problème qui nous occupe contient en effet
quelques similarités avec ce dernier, principalement sur la notion d’ordre entre les différents
éléments du pattern recherché (caractères ou épisodes). La méthode proposée reprend certains des
principes majeurs de l’algorithme de Knuth-Morris-Pratt [101], adapté à la structure particulière
des séquences, notamment pour ce qui est des événements se produisant “en même temps”.
Cet algorithme permet d’accélérer le processus de comparaison des séquences en évitant de ré-
examiner des sous-séquences déjà comparées. L’objectif est de réduire autant que possible la
complexité de la phase d’évaluation, en utilisant un algorithme performant couplé à diverses
améliorations propres aux structures de données manipulées.

Implémentation L’Algorithme 7 décrit le processus utilisé pour déterminer si un pattern P
est présent dans une séquence S. Une première technique permettant de réduire le temps d’éva-
luation moyen est de déterminer en premier lieu si tous les événements présents dans P sont
également présents dans S, pour l’instant sans restriction sur l’ordre dans lequel ces événements
sont agencés. De manière assez évidente, si P contient des événements absents de S, il est im-
possible que P matche S, et il est inutile d’examiner les séquences en détail. La raison pour
laquelle ce mécanisme permet de gagner du temps sur l’évaluation est que nous enregistrons,
dans la structure de données décrivant une séquence, la liste des événements présents dans cette
séquence. Plus précisément, ces informations sont en réalité stockées sous la forme d’un tableau
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de valeurs booléennes, chacune indiquant la présence ou non de l’attribut d’indice correspon-
dant dans la séquence. Ce choix accrôıt légèrement l’espace mémoire requis pour enregistrer les
données, mais permet de vérifier si un attribut est présent avec une complexité O(1). De cette
manière, vérifier la présence dans S de chaque attribut présent dans P se fait très rapidement.
Ce processus permet donc d’éviter un nombre conséquent de comparaisons détaillées des deux
séquences, et ce au prix d’un surcoût négligeable en temps.

Algorithme 7 : Algorithme de matching d’une séquence dans une autre

Data : deux séquences P et S
if tous les événements présents dans P sont aussi présents dans S then

epiP = epiS = 0;
while epiS < nbEpisodes(S) do

evtP = evtS = 0;
while evtS < nbEvenements(S, epiS) do

if attributeId(S, epiS) == attributeId(P, epiP ) then
evtP ++;
if evtP == nbEvenements(P, epiP ) then

evtP = 0;
epiP ++;
if epiP == nbEpisodes(P ) then

return true;
end

end

else
if attributeId(S, epiS) > attributeId(P, epiP ) then

epiS++;
evtS = −1;
evtP = 0;

end

end
evtS++;
if (nbEvenements(P, evtP )− evtP ) > (nbEvenements(S, evtS)− evtS) then

evtS = nbEvenements(S, epiS);
end

end
epiS++;
if (nbEpisodes(P )− epiP ) > (nbEpisodes(S)− epiS) then

return false;
end

end

else
return false;

end

Dès lors que cette première phase a permis d’assurer que tous les événements présents dans
P apparaissent dans S, il devient nécessaire de vérifier qu’ils apparaissent dans le même ordre
dans les deux séquences. Les événements contenus au sein d’un même épisode sont ordonnés
en permanence par attributeId (un entier associé à chaque attribut) croissant. Cela ne traduit
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en aucun cas un ordre d’apparition entre eux, mais sert uniquement à accélérer l’évaluation.
L’idée générale de cette méthode d’évaluation est de ne parcourir qu’une seule fois la séquence
S, et d’utiliser le fait que les événements sont triés au sein de chaque épisode pour épargner des
comparaisons inutiles.

Passée cette première étape, le reste du mécanisme est similaire à l’algorithme de Knuth-
Morris-Pratt mentionné précédemment [101]. Au début de la phase d’évaluation, deux pointeurs
ip et is sont positionnés sur le premier événement du premier épisode de P et S, respectivement.
Si is pointe sur un événement dont l’attributeId est supérieur à celui de l’événement pointé par
ip, alors il est impossible que ce dernier soit présent dans l’épisode courant de S, étant donné
que les événements sont ordonnés au sein de l’épisode. Dans ce cas, is est incrémenté jusqu’à
pointer sur le premier événement de l’épisode suivant de S, et ip revient au début de l’épisode
courant de P . Si les événements pointés par ip et is sont identiques, les deux pointeurs sont
incrémentés une fois. Si is pointe sur un événement dont l’attributeId est inférieur à celui pointé
par ip, alors seul is est incrémenté une fois. Lorsque ip dépasse le dernier événement de l’épisode
de P courant, ip est incrémenté pour pointer au début de l’épisode suivant. A tout moment, s’il
reste davantage d’événements à matcher dans l’épisode courant de P que dans l’épisode courant
de S, cela signifie qu’il sera impossible de matcher l’intégralité de l’épisode de P dans l’épisode
de S. Dans ce cas, is est incrémenté jusqu’au début de l’épisode suivant. De la même manière,
s’il ne reste pas suffisamment d’épisodes dans S pour matcher le restant de la séquence P , alors
la recherche s’arrête et renvoie un résultat négatif.

L’exemple ci-dessous présente une exemple de matching du pattern P dans la séquence S,
avec :

P = {(A); (B,F ); (K,M)}
S = {(C,R,Q); (A,P ); (M,Z); (A,B,C, F,G,L); (K,L,M,N,Z)}

A chaque étape, les symboles en gras et soulignés sont ceux pointés par les indices ip et is
respectivement. Le vert indique un matching réussi, le rouge un échec.

P = (A); (B,F ); (K,M)
S = (C, R,Q); (A,P ); (M,Z); (A,B,C, F,G,L); (K,L,M,N,Z)
⇒ matching impossible car A < C ⇒ épisode suivant de S

P = (A); (B,F ); (K,M)
S = (C,R,Q); (A, P ); (M,Z); (A,B,C, F,G,L); (K,L,M,N,Z)
⇒ matching terminé pour l’épisode de P ⇒ épisode suivant de P et de S

P = (A); (B, F ); (K,M)
S = (C,R,Q); (A,P ); (M, Z); (A,B,C, F,G,L); (K,L,M,N,Z)
⇒ matching impossible car B < M ⇒ épisode suivant de S

P = (A); (B, F ); (K,M)
S = (C,R,Q); (A,P ); (M,Z); (A, B,C, F,G,L); (K,L,M,N,Z)
⇒ matching toujours possible car B > A ⇒ événement suivant de S

P = (A); (B, F ); (K,M)
S = (C,R,Q); (A,P ); (M,Z); (A,B, C, F,G,L); (K,L,M,N,Z)
⇒ matching ⇒ événement suivant de P et S

P = (A); (B,F); (K,M)
S = (C,R,Q); (A,P ); (M,Z); (A,B,C, F,G, L); (K,L,M,N,Z)
⇒ matching toujours possible car F > C ⇒ événement suivant de S
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P = (A); (B,F); (K,M)
S = (C,R,Q); (A,P ); (M,Z); (A,B,C,F, G, L); (K,L,M,N,Z)
⇒ matching terminé pour l’épisode de P ⇒ épisode suivant de P et de S

P = (A); (B,F ); (K,M)
S = (C,R,Q); (A,P ); (M,Z); (A,B,C, F,G,L); (K, L,M,N,Z)
⇒ matching ⇒ événement suivant de P et S

P = (A); (B,F ); (K,M)
S = (C,R,Q); (A,P ); (M,Z); (A,B,C, F,G,L); (K,L,M,N,Z)
⇒ matching toujours possible car M > L ⇒ événement suivant de S

P = (A); (B,F ); (K,M)
S = (C,R,Q); (A,P ); (M,Z); (A,B,C, F,G,L); (K,L,M, N, Z)
⇒ matching terminé ; P est bien présent dans S

Dans cette implémentation, nous ne considérons que le matching exact de séquences. Cela
signifie que la séquence évaluée doit être présente en entier et dans le même ordre dans la séquence
avec laquelle elle est comparée. On peut légitimement imaginer d’autres interprétations moins
strictes de cette notion de matching, en autorisant par exemple un certain nombre d’erreurs,
où une erreur pourrait être l’absence d’un événement ou une inversion de position entre deux
événements, comme cela se fait pour l’alignement de séquences d’ADN en bioinformatique [125].
Une autre approche à ce problème est l’utilisation de classifieurs flous (fuzzy classifiers [87]),
dans lesquels le résultat d’un matching n’est pas un résultat binaire (vrai/faux), mais un score
de certitude, typiquement choisi entre 0 et 1. Cette approche est intéressante (voir [141] pour un
exemple), mais est trop éloignée des principes au cœur de MOCA-I pour pouvoir être considérée
directement.

4.3.4 Extension du modèle - séquences multi-niveaux

Le modèle proposé ci-dessus décrit une séquence comme une suite ordonnée d’épisodes, chacun
comprenant un ou plusieurs événement(s), ces événements étant considérés comme simultanés
(au sein d’un même épisode). Ce faisant, on définit implicitement une granularité temporelle :
des événements sont considérés comme simultanés s’ils sont “suffisamment rapprochés” dans le
temps. Ce modèle permet de s’adapter correctement à différents problèmes, en choisissant la
granularité en fonction des besoins et des données. Pour prendre des exemples issus du contexte
hospitalier, on peut considérer que les événements sont regroupés en fonction du séjour auquel
ils appartiennent, ou de l’unité médicale dans laquelle l’événement a eu lieu. Pour davantage de
précision et si le besoin s’en fait sentir, il est possible de regrouper les événements se produisant
dans la même journée, ou dans la même heure, et ainsi de suite.

Des discussions avec les experts métier ont permis d’établir que des granularités telles que
la journée (ou plus fines) ne présentent a priori pas d’intérêt, du moins pour les cas d’étude
qui nous intéressent. Cependant, il serait souhaitable de pouvoir inclure plusieurs granularités
différentes dans la représentation d’une séquence, afin d’élargir le spectre des applications pos-
sibles de la méthode. En particulier, la modélisation du parcours patient à la fois inter-séjour et
intra-séjour représente un aspect important des besoins. Pour cette raison, nous faisons évoluer le
modèle proposé afin d’intégrer deux niveaux de séquentialité différents. Considérons par exemple
la séquence suivante telle qu’interprétée par la modélisation précédente :
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seq = (A,B); (C); (D,E, F ); (K)

Cette séquence est constituée de quatre épisodes, ordonnés par ordre d’occurrence, obtenus
en appliquant une granularité g1 à l’ensemble des événements A,B,C,D,E, F,K et à leurs
dates/heures d’occurrence respectives. Par exemple, on considère que g1 groupe les événements
s’ils se produisent dans la même unité médicale.

Une modélisation étendue à deux niveaux envisageable pour cette séquence serait :

seq = [(A,B); (C)] [(D,E, F ); (K)]

Dans celle-ci, on retrouve les quatre épisodes de la précédente version, mais ces groupes ont été
eux-mêmes rassemblés dans deux ensembles (délimités par les crochets). Ces nouveaux ensembles
sont créés par l’application d’une seconde granularité g2, laquelle peut par exemple agglomérer
les groupes d’événements se produisant au cours du même séjour hospitalier.

Dans une telle représentation, les processus de chargement des données, de génération des
règles initiales et d’évaluation des solutions ne sont que peu modifiés, et suivent assez naturel-
lement le modèle proposé. Le mécanisme le plus impacté par cette extension du modèle est la
génération du voisinage des séquences. L’ensemble des opérateurs de voisinage employés pour
la génération se doit d’être étendu pour tenir compte de la nouvelle structure. Aux opérateurs
précédemment définis viennent s’ajouter les suivants :

— add set : ajoute un nouvel ensemble, constitué d’un unique épisode, lui-même contenant
un unique événement.

— remove set : supprime un ensemble existant (et tous les épisodes et événements qu’il
contient). Ne peut pas être utilisé si la séquence ne contient qu’un seul ensemble.

Ces opérateurs sont similaires dans l’idée à ceux définis dans la modélisation de base, mais
adaptés à la nouvelle représentation. Les restrictions apportées au voisinage au moment de la
génération ne sont pas modifiées ; prendre en compte la nouvelle structure à plusieurs niveaux
pour définir des listes d’événements plus fines est envisageable, mais le gain escompté est assez
faible par rapport à la surcharge en termes de complexité. Cela demeure cependant une amé-
lioration possible à explorer, de même qu’une éventuelle extension à davantage de niveaux (ou
granularités) différents.

Il est à noter que cette évolution du modèle a été apportée assez tardivement dans le processus
de développement, et ne fait donc pas partie de la version de l’algorithme qui a été testée de
manière extensive (voir partie suivante). Des tests ont permis de valider que les deux versions de
l’algorithme retrouvaient les mêmes solutions quand appliquées sur les mêmes données, au prix
d’une légère augmentation du temps d’exécution, augmentation imputable à un voisinage plus
large et à une évaluation plus coûteuse. L’une des applications principales imaginées pour cette
extension du modèle visait à représenter les différents séjours d’un patient comme un niveau
supérieur de séquence (séjour 1 puis séjour 2, etc.). Faute de données adéquates, nous n’avons
pas pu tester cette évolution du modèle sur des cas d’étude concrets.

4.3.5 Paramétrage de la méthode

A l’inverse des méthodes développées pour la gestion des données numériques, l’algorithme
MOSC développé dans ce chapitre ne présente pas réellement de variantes différentes, et ne
nécessite que peu de calibrage visant à déterminer les valeurs optimales pour les paramètres. En
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effet, les seuls paramètres introduits dans cette méthode sont la limite du nombre d’épisodes dans
une séquence, et la limite du nombre d’événements dans un épisode. Par défaut, ceux-ci avaient
été fixés à 3, et des tests préliminaires ont confirmé qu’augmenter cette limite ne permettait
pas d’obtenir des séquences plus complexes. Il est probable que ces paramètres n’aient qu’une
influence réduite sur l’algorithme ; autoriser des séquences et épisodes plus longs accrôıt le travail
de la méthode de recherche locale, mais les restrictions apportées sur le voisinage des séquences
permettent d’éviter que le nombre de voisins devienne trop grand même pour des séquences plus
longues.

La seule réelle variante possible de l’algorithme concerne la gestion, ou non, des événements
“hors-séquence”. Dans la modélisation actuelle, on considère que tous les attributs marqués
comme événements possibles ne peuvent apparâıtre, dans une règle, qu’au sein d’un attribut
de type séquence. Ainsi, chaque événement de la règle doit être ordonné par rapport à tous les
autres. Une variante serait donc d’autoriser les règles à inclure des attributs-événements en-dehors
de la séquence, donc sans notion d’ordre par rapport aux termes de la séquence. Un exemple de
telle règle serait :

R = {A = true, age > 65, seq = {(B = true); (C = true)}}
où A, B et C sont des attributs temporels. Dans cette règle, l’événement A n’a pas de

contrainte sur son ordre d’apparition par rapport à B et C ; cette règle est donc plus générique
que si A devait impérativement être inclus dans la séquence. L’intérêt de cette variante est dis-
cutable ; les règles obtenues sont potentiellement plus riches de cette manière, mais cela implique
une charge accrue pour la méthode de recherche locale. Les tests menés n’ont pas permis de
mettre en avant l’apport de cette variante, qui peut de plus sembler quelque peu contradictoire
avec l’objectif de détection de séquences d’événements dans les données. Pour ces raisons, cette
fonctionnalité n’a pas été retenue dans l’implémentation de la méthode utilisée pour la validation
des performances et la comparaison avec d’autres algorithmes de classification.

4.3.6 Durée entre événements

Comme expliqué dans la partie introductive de ce chapitre qui en détaillait les motivations
et objectifs, la représentation souhaitée des données temporelles doit comporter trois parties :
séquentialité, récurrence et durée (quantitative) entre événements. Nous avons choisi de n’inté-
grer que les deux premiers aspects dans la modélisation et l’implémentation de MOSC. Ce choix
a été amplement discuté et argumenté ; il impliquait par ailleurs la possibilité de traiter l’aspect
manquant (temporel “quantitatif”) en post-traitement, c’est-à-dire après que le processus d’op-
timisation ait trouvé un ensemble de solutions non-dominées. De cette manière, les séquences
trouvées dans les règles de ces solutions peuvent être précisées en allant rechercher des informa-
tions non-exploitées par l’algorithme d’optimisation. On rappelle en effet que les données tem-
porelles ont un marqueur (ou timestamp) associé à chaque événement. Cette information n’est
pour le moment utilisée que pour déterminer l’ordre respectif des événements, mais il est possible
de l’exploiter davantage afin d’affiner les règles “séquentielles” construites par l’algorithme. Afin
de mieux visualiser l’apport de telles techniques, nous utilisons dans la suite de cette section
une règle de classification fictive R = {{(A); (B,C); (D)} ⇒ P}, où Q = (A); (B,C); (D) est le
prédicat et P est la prédiction.

Deux types de précisions revêtent un intérêt majeur, notamment dans le cadre applicatif qui
nous occupe dans cette étude :

— une première idée consiste à déterminer le délai d’occurrence de Q, c’est-à-dire le temps
total écoulé entre le premier et le dernier épisodes de la séquence Q. Dans l’exemple fictif
utilisé, cela revient à calculer le temps entre l’apparition de l’épisode (A) et de l’épisode
(D), chez un individu contenant le prédicat complet Q. D’un point de vue métier, il est en
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effet intéressant de pouvoir estimer ce délai ; un pattern se produisant en moyenne en trois
jours est différent d’un pattern se produisant en six mois. Cette précision peut également
faciliter la validation par un expert des règles trouvées.

— une seconde possibilité est de rechercher la durée entre l’occurrence du pattern du prédicat
Q et l’occurrence de la prédiction P . Cette précision permet, par exemple, de différencier
les règles prédisant des effets à court ou long terme [43].

Nous nous sommes surtout intéressés au premier point, à savoir le délai d’occurrence de Q.
En effet, nous ne disposions pas pour les cas d’étude des temps d’occurence des prédictions, ce
qui rend le calcul du délai entre Q et P impossible. Afin de calculer le délai d’occurence de Q, il
convient tout d’abord de séparer les solutions obtenues en leurs règles constituantes respectives.
Il parâıt en effet difficile de rechercher un délai d’occurrence sur une solution complète (i.e. un
ensemble de règles) ; nous nous situons bien ici au niveau règles. Ensuite, pour chaque règle, le
système examine chaque instance des données, et repère les séquences contenant le prédicat Q.
Pour chacun de ces individus, le délai d’occurence de Q est calculé et ajouté à une liste. Une fois
cet examen achevé, le système calcule diverses statistiques pour chaque règle individuellement :
moyenne, écart-type, valeurs extrêmes (min-max) et quartiles/déciles. Ces valeurs fournissent
une information plus complète sur les règles, en plus de permettre une représentation visuelle,
sous forme de graphiques, des délais d’occurrence impliqués et de leur répartition. Un exemple
d’un tel graphique, obtenu à partir de valeurs fictives mais réalistes, est présenté dans la Figure
4.2 :

Figure 4.2 – Distribution du temps total d’occurence pour la séquence d’une règle (en jours)

Ici, on observe que le pattern d’événements correspondant à ce graphique se produit la plupart
du temps sur une durée allant de 30 à 40 jours, avec quelques valeurs extrêmes aux alentours de
80 jours.

Cependant, toutes les règles trouvées parmi les solutions de l’archive ne présentent pas le
même intérêt par rapport à une analyse aussi fine. Il parâıt plus instructif de ne procéder à
celle-ci que pour les règles de confiance élevée, dans la mesure où ces règles incluent souvent
des patterns plus complets que ceux trouvés par les règles de confiance moindre. Ces patterns
plus riches et plus complexes semblent mieux se prêter à l’analyse décrite dans cette section.
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Pour cette raison, seules les règles de meilleure confiance sont inspectées. Le procédé demeure
cependant applicable à n’importe quelle règle contenant une séquence d’au moins deux épisodes.

La précision des règles de classification séquentielles par ajout d’informations sur la tempo-
ralité vient conclure cette section. Nous pouvons à présent évaluer l’algorithme proposé, MOSC,
afin de valider son efficacité.

4.4 Validation et cas d’étude

Dans cette section, nous cherchons à évaluer l’efficacité de l’algorithme MOSC. Dans un
premier temps, nous détaillons les données des cas d’étude réels utilisés pour l’évaluation. Ensuite,
nous présentons une méthode de transformation des données nécessaire pour la comparaison avec
des algorithmes de classification ne supportant pas les données temporelles. Nous comparons
ensuite MOSC avec plusieurs autres algorithmes, puis analysons les résultats obtenus. Nous
concluons cette section par une discussion de la convergence de MOSC, et la présentation de
règles de classification comportant des séquences telles que trouvées sur les données des cas
d’étude.

4.4.1 Données

Les différents jeux de données utilisés dans cette étude sont extraits du système d’information
médico-administratif du GHICL (Groupement des Hôpitaux de l’Institut Catholique de Lille).
Plus précisément, la base de ces données est formée par les codes PMSI enregistrés pour les
activités de Médecine, Chirurgie et Obstétrique (MCO). Nous considérons ici cinq jeux de don-
nées, correspondant à cinq prédictions d’événements ou d’états médicaux. La Table 4.2 présente
différentes statistiques pour ces cinq jeux de données : nombre d’attributs, nombre d’instances
et pourcentage d’instances positives. A noter que la matrice de ces données est très creuse, avec
moins de 1% de données présentes, et fortement déséquilibrées (faible pourcentage d’instances
positives). Ces données constituent donc de bons exemples de cas d’étude sur lesquels nous
souhaitons pouvoir appliquer la méthode de classification proposée. Une instance correspond à
un séjour ; un patient peut donc être décrit par plusieurs instances s’il a effectué plusieurs sé-
jours. Dans les séquences, des événements sont considérés comme simultanés s’ils se produisent
au sein de la même unité médicale (par exemple, chirurgie ou neurologie). Les trois premiers
jeux correspondent au même ensemble de données avec trois prédictions différentes ; soins pallia-
tifs, escarres et chute. Le quatrième concerne les mêmes patients que précédemment, mais avec
moins d’attributs. Cela est lié à la phase d’extraction des données à partir du système d’informa-
tion hospitalier. Les attributs manquants ne sont pas cruciaux, et sont souvent redondants avec
d’autres informations présentes dans les données. Le dernier jeu de données regroupe les infor-
mations disponibles pour la prédiction de présence de bactéries résistantes à la méthicilline. Ce
cas d’étude concerne un problème d’hygiène très important dans les hôpitaux, avec l’apparition
et la propagation de bactéries (telles que le staphylocoque doré) ne pouvant être combattues par
les antibiotiques.

4.4.2 Sliding Windows - discrétisation temporelle

Compte tenu du manque de travaux sur le problème de la classification sur données hété-
rogènes avec temporalité, nous ne sommes pas en mesure de comparer directement la méthode
proposée avec d’autres approches. Nous n’affirmons pas que la solution développée dans cette
étude soit la seule possible. Par exemple, il est probable que l’algorithme Apriori [5] étendu aux
données déséquilibrées [144], couplé avec une méthode telle que CBA [119] pour construire les
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Nombre d’attributs Nombre d’instances % de positifs
palliatif 12 535 102 996 1.57%
escarre 12 535 102 996 3.7%
chute 12 535 102 996 1.15%
deces 11 413 102 896 3.18%

bmrNoso 11 450 97 359 3.7%

Table 4.2 – Informations jeux de données réels complets

classifieurs, soit une autre approche viable. Cependant, cela nécessiterait un travail conséquent
qui pourrait faire l’objet d’une contribution à part entière. Cela serait clairement hors du champ
de la présente étude, aussi choisissons-nous de laisser le développement de telles méthodes à
d’autres.

Afin de pouvoir malgré tout comparer notre approche à d’autres méthodes de classification,
nous nous intéressons ici à une méthode de transformation des données temporelles en données
non-temporelles. De cette manière, il devient possible d’appliquer des algorithmes de classification
classique (non-temporelle) sur ces données, ce qui fournit une base de comparaison. La méthode
employée pour cette phase de pré-traitement des données est appelée Sliding Windows. Il s’agit
d’une technique souvent utilisée pour le traitement des flux constants de données (par exemple en
provenance d’appareils de mesure), qui consiste à découper une séquence en plusieurs parties et
de considérer chaque partie comme une instance indépendante des données [3]. Toute notion de
temporalité est donc abolie par ce processus, que ce soit entre les différentes fenêtres ou au sein
de chaque fenêtre. L’idée sous-jacente ici est néanmoins de considérer des événements rapprochés
dans le temps comme faisant partie d’une même instance, ce qui implique de leur reconnâıtre
un lien commun. L’une des problématiques majeures liées à cette méthode est la détermination
d’une taille convenable pour la fenêtre. C’est d’ailleurs sur ce point qu’il est possible d’établir un
parallèle intéressant avec le format des données temporel que nous avons utilisé jusqu’à présent.
En effet, il semble naturel d’utiliser le découpage “séquence/épisodes/événements” pour définir
qu’une fenêtre correspond à un épisode, c’est-à-dire un groupe d’événements.

Afin d’illustrer ce procédé, nous prenons l’exemple d’une instance présente dans des données
temporelles, traduite en instances de données non-temporelles via sliding windows.

temp = {type = B,M = 0.57, seq = {(D,E); (F ); (G,H,L)}}

⇓

nonTemp1 = {type = B,M = 0.57, D = true,E = true}
nonTemp2 = {type = B,M = 0.57, F = true}
nonTemp3 = {type = B,M = 0.57, G = true,H = true, L = true}

Comme on le voit sur cet exemple, une nouvelle instance est créée pour chaque épisode présent
dans la séquence initiale. Aux événements de l’épisode sont ajoutés les attributs dépourvus
de notion de temporalité (i.e. hors de la séquence), qui s’appliquent pour chaque partie de la
séquence. Cette méthode peut s’apparenter à une discrétisation temporelle ; la transformation
simplifie les données afin de les rendre exploitables par d’autres algorithmes moins spécialisés,
mais cela se fait au prix d’une perte d’information au niveau de la séquentialité.
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4.4.3 Comparaison avec d’autres algorithmes

Nous utilisons la méthode des Sliding Windows afin de pouvoir appliquer des algorithmes
de classification pour données non-temporelles aux données (temporelles) dont nous disposons.
De cette manière, nous pouvons comparer l’approche proposée, MOSC, avec les algorithmes de
classification suivants : MOCA-IQ, C45CS [158], Ripper [34], CART [22] et RandomForest [81].
Le premier est l’algorithme qui a inspiré MOSC. C45CS et Ripper sont deux algorithmes per-
formants, qui ont déjà été utilisés pour comparaison dans le chapitre précédent. Nous utilisons
toujours l’implémentation disponible sur KEEL [6] pour ceux-ci. CART et RandomForest sont
deux autres algorithmes de classification reconnus, qui disposent d’une implémentation suppor-
tant les matrices de données larges et creuses dans le package Python Scikit-learn [131].

Cependant, afin que la comparaison soit équitable, les modèles de classification obtenus par
tous les algorithmes doivent être évalués sur les données temporelles originales. Cela signifie que
les règles de classification obtenues par les algorithmes autres que MOSC doivent être trans-
formées en règles temporelles. Pour cela, les termes utilisant des attributs temporels dans les
règles non-temporelles sont regroupés et considérés comme simultanés. Ce processus, décrit dans
l’exemple ci-dessous, agit à l’inverse des Sliding Windows afin de retrouver la temporalité :

nonTemp1 = {type = B,M = 0.57, D = true,E = true}

⇓

temp1 = {type = B,M = 0.57, seq = {(D,E)}}.

Après traduction en règles temporelles, les classifieurs peuvent être comparés aux résultats
obtenus par MOSC. Le processus de transformation des données et résultats est résumé dans
la Figure 4.3. Un problème important est que tous les algorithmes utilisés pour comparaison ne
sont pas applicables aux données larges et creuses sont nous disposons. Pour cette raison, nous
séparons le processus d’évaluation en trois étapes dans le reste de ce chapitre. Dans un premier
temps, nous comparons MOSC avec les autres algorithmes sur des jeux de données réduits, qui
correspondent à des problèmes de classification plus faciles et plus habituels. Dans un second
temps, nous comparons MOSC sur les données complètes avec les algorithmes supportant celles-
ci. Enfin, nous présentons des exemples de règles de classification temporelles.

4.4.3.1 Comparaison sur données réduites

Compte tenu de l’implémentation de ces méthodes dans KEEL, il est impossible d’appli-
quer C45CS et Ripper sur les jeux de données complets, à moins de disposer de centaines de
GB de RAM au minimum pour charger les données, ce qui n’est pas réaliste. Comme dans la
plupart des autres logiciels, l’implémentation dans KEEL n’est pas conçue pour supporter les
matrices de données très larges et creuses qui nous intéressent ici. Afin de pouvoir malgré tout
comparer MOSC et MOCA-IQ avec C45CS et Ripper, nous devons réduire la taille des jeux de
données utilisés. Pour cela, nous réduisons d’abord le nombre d’instances, puis nous supprimons
les attributs qui n’apparaissent pas dans les instances restantes. Cette réduction des données est
effectuée aléatoirement pour éviter tous biais : toutes les instances positives sont conservées, puis
un nombre égal d’instances négatives sont choisies au hasard et conservées dans les données ré-
duites. Les jeux de données réduits ainsi formés sont décrits par les statistiques montrées dans la
Table 4.3 : nombre d’attributs, nombre d’instances sur données temporelles, nombre d’instances
sur données transformées par SW, pourcentage d’instances positives. Nous avons donc supprimé
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Figure 4.3 – Processus de transformation des données pour comparaison des méthodes

le déséquilibre des données, en conservant autant d’instances positives que négatives, par sous-
échantillonnage des instances négatives. En effet, conserver le même déséquilibre que dans les
données complètes signifierait ne conserver qu’une dizaine d’instances positives. Cela n’est pas
faisable, car un nombre aussi faible de positifs rend le phénomène de sur-apprentissage prédomi-
nant pour n’importe quelle méthode de classification. Ces jeux de données réduits représentent
donc des problèmes de classification plus simples à deux niveaux : taille des données réduite et
absence de déséquilibre.

Nombre d’attributs Nombre d’instances (tempo) Nombre d’instances (SW) % de positifs
palliatifred 1 290 1 475 2 901 50%
escarrered 2 611 3 582 7 139 50%
chutered 1 305 1 137 2 200 50%
decesred 3 010 3 124 9 626 50%

bmrNosored 2 599 3 382 4 405 50%

Table 4.3 – Informations jeux de données réels réduits

Protocole La méthode de discrétisation temporelle par Sliding Windows est appliquée en pré-
traitement pour tous les algorithmes sauf MOSC. Les expérimentations sont menées selon le
protocole et sur la même machine que dans le chapitre précédent. La Table 4.4 présente les va-
leurs moyennes de la f-mesure (et écarts-type associés) sur les 30 itérations pour chaque méthode
et chaque jeu de données, pour l’ensemble de test. La Table 4.5 présente les rangs moyens de
chaque méthode, également sur l’ensemble de test. La partie inférieure de cette table contient les
différences statistiquement significatives détectées entre les différentes méthodes (test de Fried-
man), avec la p− value associée. Par exemple, MOSC > C45CS(p = 0.003) indique que MOSC
est statistiquement meilleur que C45CS, avec une p− value de 0.003. Tous les algorithmes sont
exécutés jusqu’à convergence, avec une limite d’une heure pour MOCA-IQ et MOSC. Nous repor-
tons l’analyse des résultats à la Section 4.4.4, après présentation de tous les résultats quantitatifs.
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MOCA-IQ MOSC Ripper C45CS CART RF

palliatifred 0.84 ± 0.01 0.88 ± 0.01 0.63 ± 0.03 0.35 ± 0.23 0.75 ± 0.09 0.76 ± 0.07
escarrered 0.83 ± 0.01 0.84 ± 0.01 0.61 ± 0.03 0.58 ± 0.02 0.73 ± 0.04 0.73 ±0.04
chutered 0.84 ± 0.01 0.84 ± 0.01 0.57 ± 0.06 0.63 ± 0.01 0.72 ± 0.09 0.73 ± 0.08
decesred 0.82 ± 0.01 0.84 ± 0.01 0.64 ± 0.02 0.50 ± 0.09 0.64 ± 0.08 0.64 ± 0.09
bmrNosored 0.82 ± 0.01 0.80 ± 0.01 0.42 ± 0.04 0.35 ± 0.13 0.71 ± 0.06 0.73 ± 0.05

MOSC > C45CS (p = 0.003)
MOSC > Ripper (p = 0.027)

MOCA-IQ > C45CS (p = 0.007)

Table 4.4 – F-mesure sur l’ensemble de test, données réduites

Algorithm Ranking

MOSC 1.3
MOCA-IQ 1.7
CART 3.7
RF 3.9
Ripper 4.8
C45CS 5.6

Table 4.5 – Rangs moyens sur l’ensemble de test, données réduites. Les rangs montrent la
position moyenne de chaque algorithme (1 étant la meilleure), basée sur la f-mesure

4.4.3.2 Comparaison sur données complètes

Dans cette seconde étape, nous comparons MOSC avec MOCA-IQ, CART [22] et Random-
Forest [81] sur les données complètes. Comme à l’étape précédente, Sliding Windows est employé
en phase de pré-traitement pour ces deux algorithmes ainsi que pour MOCA-IQ. Les résultats
sur l’ensemble de test sont présentés dans la Table 4.6. Les rangs moyens de chaque algorithme
sont présentés dans la Table 4.7. Tous les algorithmes sont exécutés jusqu’à convergence, avec
une limite de temps de quatre heures pour MOCA-IQ et MOSC.

MOCA-IQ MOSC CART RF

palliative 0.38 ± 0.01 0.58 ± 0.01 0.37 ± 0.06 0.33 ± 0.07
ulcer 0.38 ± 0.01 0.42 ± 0.08 0.33 ± 0.03 0.21 ± 0.06
fall 0.21 ± 0.01 0.25 ± 0.01 0.15 ± 0.06 0.05 ± 0.05
death 0.29 ± 0.01 0.41 ± 0.02 0.41 ± 0.02 0.34 ± 0.04
MRB 0.31 ± 0.01 0.34 ± 0.02 0.32 ± 0.04 0.18 ± 0.05

MOSC > RF (p = 0.002)

Table 4.6 – F-mesure sur l’ensemble de test, données complètes
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Algorithm Ranking

MOSC 1.1
CART 2.5
MOCA-IQ 2.6
RF 3.8

Table 4.7 – Rangs moyens sur l’ensemble de test, données complètes

4.4.4 Interprétation et discussion des résultats

Données réduites La comparaison sur les jeux de données réduits montre que MOSC et
MOCA-IQ présentent les meilleures performances. Cette observation est confirmée par un test
statistique de Friedman (mieux adapté aux comparaisons entre plus de deux méthodes), qui éta-
blit une dominance de MOSC sur C45CS et Ripper, et de MOCA-IQ sur C45CS. Ces résultats
peuvent s’expliquer en regardant les classifieurs générés par C45CS et Ripper. Ceux-ci classent
souvent toutes les instances comme positives (ou négatives) et ne produisent pas de règles de
classification utiles d’un point de vue métier. En effet, ces règles utilisent uniquement les attri-
buts renseignés pour toutes les instances (l’âge, par exemple), ce qui traduit une incapacité à
gérer les matrices de données creuses, même pour un volume réduit. CART et RandomForest
construisent des classifieurs de bonne qualité, mais restent inférieurs en termes de performance.
La comparaison entre MOSC et MOCA-IQ donne un léger avantage à la première méthode, sans
que cette différence soit significative. Ces deux méthodes produisent des classifieurs de très bonne
qualité sur les jeux de données réduits.

Données complètes Nous comparons tout d’abord MOSC et MOCA-IQ sur ces données, car
les données réduites ne permettent pas d’établir de différence. Ici, MOSC produit des résultats de
meilleure qualité que MOCA-IQ sur tous les jeux de données, pour les ensembles d’apprentissage
et de test. Cette différence de qualité n’est pas suffisante pour être statistiquement significative,
mais peut être observée sur tous les jeux de données. Une comparaison qualitative des règles
obtenues montre que les deux algorithmes utilisent souvent les mêmes attributs. MOSC obtient
des résultats de meilleure qualité en classifiant correctement un nombre assez réduit d’instances
supplémentaires qui ne peuvent être décrites que par une séquence d’événements. Dans certains
cas cependant, MOSC crée des séquences d’un seul événement (donc sans temporalité), mais
les règles sont meilleures que celles de MOCA-IQ. Nous expliquons ce comportement par une
exploration plus efficace de l’espace de recherche pour MOSC, grâce aux restrictions de voisinage
qui évitent de perdre du temps dans des régions non-prometteuses.

La comparaison avec CART et RandomForest montre que MOSC reste le plus efficace sur l’en-
semble des jeux de données, et est statistiquement meilleur que RandomForest (p-value = 0.002).
Il est également difficile de regarder en détail les classifieurs générés par CART et RandomForest,
ceux-ci étant très complexes (plusieurs centaines de nœuds pour CART) et compliqués à inter-
préter, ce qui est problématique dans notre contexte. A la lumière de l’ensemble de ces résultats,
nous pouvons donc affirmer que MOSC est la méthode la mieux adaptée pour traiter le problème
de la classification des données temporelles qui nous intéressent.

4.4.5 Convergence de l’algorithme

Dans les expérimentations précédentes, nous avons choisi de fixer un critère d’arrêt sur le
temps d’exécution à MOSC, de la même manière que pour les expérimentations qui ont été me-
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Figure 4.4 – Evolution de la f-mesure de la meilleure solution de l’archive au fil des itérations

nées dans le chapitre précédent. Cet arrêt forcé est nécessaire, dans la mesure où l’algorithme
met en général longtemps à converger vers une archive de solutions intégralement explorées, trop
longtemps pour pouvoir mener les expérimentations dans des délais raisonnables. Afin de vérifier
que cet arrêt avant convergence ne biaise pas l’évaluation des performances, nous laissons l’al-
gorithme converger en relevant à chaque itération la f-mesure la plus élevée parmi les solutions
de l’archive. Cette solution correspond à celle retournée en sortie par MOSC dans l’implémenta-
tion actuelle. L’expérience est réalisée sur le jeu de données deces, qui représente un cas d’étude
complet, avec une volumétrie importante, comme décrit précédemment.

Sur la Figure 4.4, la courbe rouge représente l’évolution de la f-mesure (sur l’ensemble d’ap-
prentissage) de la meilleure solution de l’archive en fonction du temps. Les traits verticaux bleu
et vert indiquent l’état de l’algorithme après une et quatre heures, respectivement. La conver-
gence se fait en environ douze heures sur cette exécution, ce qui représente un peu moins de
600 itérations. On observe qu’après quatre heures (trait vert), la qualité de la meilleure solution
est déjà très proche (≈ 95%) de celle obtenue en laissant converger. Ce comportement général
de l’algorithme, marqué par une forte amélioration de la qualité en début d’exécution puis une
convergence lente vers l’optimum, est similaire à celui observé lors des expérimentations menées
dans le chapitre précédent. Nous choisissons d’accepter cette légère dégradation de performance
au profit d’un temps d’exécution plus acceptable, ce qui permet entre autres de valider les per-
formances sur davantage de jeux de données.
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4.4.6 Cas d’étude - analyse qualitative des solutions

Nous présentons ici quelques exemples de règles de classification temporelles trouvées par
MOSC sur les jeux de données complets utilisés pour évaluation et comparaison. Un premier
exemple, pour la prédiction décès :

seq = {malnutrition grave→ douleurs chroniques} ⇒ décès (4.1)

Les patients couverts par cette règles sont hospitalisés avec une condition médicale sévère. Des
complications apparaissent ensuite durant le séjour, engendrant des douleurs chroniques et fina-
lement la mort.

Une deuxième règle concerne la prédiction de bactéries (MRB) :

seq = {(injection d’adrénaline AND radiographie thoracique)→ (grabataire)} ⇒ MRB (4.2)

Cette règle correspond aux patients infectés par des bactéries multi-résistantes. L’injection ou
la perfusion peuvent favoriser le passage de bactéries de la peau à d’autres parties du corps,
notamment internes. Etre grabataire constitue également un facteur de risque connu dans la
littérature pour certaines bactéries multi-résistantes [104].

Un autre exemple combine attributs temporels et non-temporels dans une même règle, pour
la prédiction décès :

age > 84 AND seq = {insuffisance respiratoire→ embolie pulmonaire} ⇒ décès (4.3)

Cette règle décrit les patients âgés souffrant d’un problème respiratoire chronique, et victimes
d’une complication soudaine entrâınant la mort. Les deux règles suivantes sont chacune composées
d’un unique ensemble d’événements simultanés, c’est-à-dire d’événements se produisant au sein
d’une même unité médicale. Cette notion de simultanéité est une partie importante du modèle
proposé pour gérer les données temporelles, comme discuté précédemment. La règle suivante
concerne la prédiction escarre :

seq = {troubles cognitifs légers, rétention d’urine,douleurs chroniques} ⇒ escarre (4.4)

A l’hôpital, les escarres apparaissent souvent chez les patients qui restent inactifs et immobilisés
dans la même position pendant un long moment (le plus souvent, allongés dans un lit). Cette
règle décrit un ensemble de symptômes qui se produisent souvent ensemble chez les patients ayant
un état de santé général dégradé. Il convient de remarquer que cette règle exprime davantage
une corrélation entre ces symptômes et l’apparition d’escarres, mais pas une causalité.

La dernière règle concerne la prédiction chute :

seq = {ischémie traumatique d’un muscle, électrocardiogramme} ⇒ chute (4.5)

Une ischémie est une réduction de l’apport en sang aux tissus (notamment musculaires), causant
une carence localisée en oxygène et en glucose. L’ischémie peut avoir différentes causes, parmi
lesquelles une soudaine compression causée par une chute. Ce diagnostic est souvent accompagné
d’un électrocardiogramme, afin de vérifier l’état du système cardiovasculaire.

De telles règles sont combinées au sein de solutions (ensembles de règles) par MOSC. Toutes
les règles ne font pas usage de la temporalité ; une séquence peut n’être composée que d’un seul
événement. Cependant, les règles temporelles ont en général une confiance élevée et un support
faible. Elles décrivent le plus souvent des situations précises, et constituent un ajout précieux
aux ensembles de règles. Toutes les règles présentées ici ont une confiance supérieure à 0.7 et un
support inférieur à 0.2.
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4.5 Conclusion

Dans ce chapitre, nous avons présenté le problème de la classification de séquences tempo-
relles. En utilisant MOCA-IQ comme base, nous avons développé l’algorithme MOSC, capable
de générer des règles de classification mêlant attributs temporels et non-temporels. C’est, à notre
connaissance, la première méthode permettant de gérer une telle hétérogénéité dans les données.
Cette méthode répond aux besoins formulés précédemment et s’adapte bien aux particularités
des données médicales. Nous avons également introduit plusieurs restrictions du voisinage pour
les attributs séquence, ainsi qu’une méthode de matching efficace et adaptée à la structure des
séquences utilisée. Nous avons comparé MOSC avec MOCA-IQ ainsi que plusieurs algorithmes
de classification, sur données simplifiées et complètes. Les résultats montrent que MOSC est ca-
pable de générer des règles de bonne qualité pour tous les cas d’étude considérés, et qu’il est plus
efficace que les autres algorithmes utilisés pour comparaison. L’étude qualitative montre que les
règles générées sur les données réelles ont un sens et sont vraies d’un point de vue médical.

Au cours de cette étude, nous avons identifié plusieurs pistes d’amélioration possibles. Une
première concerne les mécanismes employés pour réduire l’espace de recherche pour le voisinage
des termes de type séquence. Nous avons choisi une approche simple qui permet de n’écarter
aucune solution potentiellement intéressante, mais une approche plus élaborée (par modèles gé-
nératifs, par exemple) doit permettre de réduire encore davantage l’espace de recherche sans
diminution notable de la qualité. Une deuxième extension concerne les séquences avec plusieurs
niveaux de temporalité. Nous avons conçu et implémenté un modèle permettant de gérer des sé-
quences à deux niveaux, mais sans le valider, faute de données adéquates. Des séquences à plus de
deux niveaux de temporalité sont également envisageables, mais nécessitent d’altérer le modèle
proposé. Enfin, une autre amélioration est liée à l’exploitation des durées entre les événements
des séquences pour préciser les règles de classification obtenues. Ces informations ne sont pour
le moment utilisées que de manière descriptive, et ne permettent pas de préciser le temps entre
le prédicat et la prédiction.

Nous avons donc conçu et développé un algorithme de classification, MOSC, permettant de
gérer les données hétérogènes, incluant des données numériques et temporelles, afin de pouvoir
répondre à des cas d’étude sur données hospitalières réelles. Cela vient conclure les travaux de
cette thèse sur le problème de la classification. Dans la partie suivante, nous nous intéressons
au biclustering, une méthode de fouille de données non-supervisée permettant notamment la
recherche de groupe de patients présentant un profil similaire.
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Chapitre 5

Biclustering sur données hétérogènes

Dans ce chapitre, nous étudions le biclustering sur données hétérogènes, omniprésentes dans
les données hospitalières. Dans la première section, nous définissons le problème de la recherche
de profils de patients et justifions sa modélisation en un problème de biclustering. Nous formu-
lons ensuite ce problème sous forme d’un problème d’optimisation combinatoire multi-objectif et
proposons une méta-heuristique pour le biclustering sur données hétérogènes. Nous identifions
les limitations de cette première approche, puis proposons une seconde approche afin de répondre
au problème de manière plus efficace. Cette seconde approche utilise une heuristique constructive
et une simplification des données en pré-traitement. Dans ce chapitre, les données temporelles
ne sont pas considérées ; elles font l’objet d’une étude détaillée dans le chapitre suivant.

Ce chapitre est associé aux publications suivantes :

— M. Vandromme, J. Jacques, J. Taillard, L. Jourdan, C. Dhaenens : A local search-based
multi-objective metaheuristic for biclustering on heterogeneous data, Metaheuristics In-
ternational Conference, MIC 2017.

— M. Vandromme, J. Jacques, J. Taillard, L. Jourdan, C. Dhaenens : A scalable biclustering
method for heterogeneous medical data, Second International Workshop on Machine
Learning, Optimization and Big Data, MOD 2016.

5.1 Définition du problème

Dans cette section, nous détaillons tout d’abord le problème de la recherche de profils patient
dans les données hospitalières. Nous présentons ensuite une introduction générale au biclustering.
Nous dressons ensuite un état de l’art des méthodes de biclustering existantes. Enfin, nous identi-
fions les problèmes posés par l’application du biclustering aux données hospitalières et justifions
le besoin d’une méthode de biclustering adaptée.

5.1.1 Recherche de profils patient

Dans la partie précédente, nous nous sommes intéressés à des méthodes de classification su-
pervisée. Celles-ci répondent, d’une certaine manière, à la problématique générale d’identifier
différents profils de patients. En effet, les règles de classification générées par MOSC permettent
d’établir plusieurs profils-type de patients pour une prédiction spécifiée en amont. Chaque règle
correspond à un profil ; plusieurs règles sont incluses dans chaque solution (ensemble de règles) et
plusieurs solutions sont incluses dans l’ensemble de solutions générées (archive). Par l’utilisation
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d’une mesure de qualité appropriée, il est alors possible d’identifier les profils les plus vraisem-
blables pour un problème donné. Cette méthode de classification supervisée a deux utilisations
possibles. Tout d’abord, la simple observation des règles générées permet parfois de découvrir
des relations de cause à effet jusque là insoupçonnées, ou de confirmer des intuitions par des
résultats chiffrés. De cette manière, il est possible d’agir sur les causes d’un problème, qui ont
été identifiées comme telles par l’outil de génération de règles. Une deuxième utilisation consiste
à utiliser ces règles, qui ont été apprises à partir d’un ensemble d’instances (patients ou séjours),
pour déterminer si une nouvelle instance présente des caractéristiques qui l’associent à un profil
spécifique.

Cette approche est utile pour répondre à de nombreux cas d’étude, mais présente l’incon-
vénient de requérir une prédiction, sur laquelle porteront l’ensemble des règles de classification
générées. Par exemple, on peut rechercher un ensemble de règles décrivant les patients atteints
de diabète. Cela permet d’obtenir un ensemble de caractéristiques associées à la présence de dia-
bète, et de prédire quels nouveaux patients souffrent probablement de cette pathologie même si
celle-ci n’est pas renseignée dans les données. Cependant, les règles ainsi générées ne permettent
de classifier les données que selon un axe précis (présence de diabète), et ignorent l’ensemble
des autres profils pouvant exister dans les données. Utiliser différentes prédictions et rechercher
itérativement des règles de classification pour chacune de ces prédictions permet d’obtenir da-
vantage de diversité dans les profils générés. Cependant, étant donné le nombre conséquent de
prédictions possibles (au moins autant que d’actes et de pathologies, donc plusieurs dizaines de
milliers) et le temps de génération de ces règles, générer les classifieurs pour chaque prédiction
n’est pas réalisable en pratique. Une solution intermédiaire consiste à choisir un ensemble de
prédictions correspondant à des cas intéressants, afin de garantir une certaine diversité dans les
profils. Cependant, cela requiert une expertise métier préalable, et cela introduit un biais consé-
quent. En effet, cela ne permet toujours pas de découvrir des corrélations surprenantes entre des
attributs exclus de ce choix préalable.

Pour répondre à cette question plus générale de la découverte de profils de patients, nous
avons besoin d’une méthode d’extraction de connaissance non-supervisée. Ce type de méthode
fonctionne sans but a priori, et cherche simplement à détecter des structures dans les données.
Cet aspect non-supervisé est un avantage, mais pose d’autres problèmes. En effet, il est fréquent
que ces méthodes produisent un certain nombre de résultats évidents, déjà connus ou sans intérêt
pratique. Par conséquent, comme nous le verrons dans les chapitres suivants, la préparation des
données ainsi que le filtrage des résultats générés sont des étapes primordiales. Dans le reste de ce
chapitre, nous présentons le biclustering en général et justifions son application pour l’extraction
d’information à partir des données médicales hospitalières.

5.1.2 Généralités sur le biclustering

Le biclustering est une méthode permettant le clustering (classification non-supervisée) si-
multané des lignes et des colonnes d’une matrice de données, introduite pour la première fois
dans les années 1970 par Hartigan [78]. Cette méthode produit un ensemble de biclusters, où
chaque bicluster est composé d’un ensemble de lignes et d’un ensemble de colonnes, ce qui décrit
un ensemble de lignes présentant un comportement similaire sur un ensemble de colonnes, et
vice versa. La détection d’un bicluster au sein d’une matrice de données peut être vue comme la
réorganisation des lignes et des colonnes pour former un bloc de données cohérent. La Figure 5.1
présente un exemple de réorganisation, qui aboutit à l’isolation d’un bicluster de quatre lignes
et trois colonnes contenant des valeurs identiques.

Le biclustering en lui-même est une méthode très générique, qui dépend fortement de deux
choix de conception : la définition du comportement similaire (ou homogénéité) des données dans
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Figure 5.1 – Réorganisation des lignes et des colonnes pour identification d’un bicluster

un bicluster, et la disposition des biclusters sur la matrice de données.

5.1.2.1 Homogénéité d’un bicluster

Le premier choix de conception concerne la définition de l’homogénéité d’un bicluster. Un
bicluster est décrit par un bloc de données homogène au sein de la matrice de données. Cette
homogénéité peut néanmoins prendre différentes formes, en fonction du type des données étudiées
ainsi que de l’application. Par conséquent, chaque méthode de biclustering se concentre sur un
sous-ensemble de ces types, ceux qui ont le plus de sens dans le cadre de l’application. La Figure
5.2 présente les différents types de biclusters existants.

On distingue cinq types de biclusters différents :

(a) Valeurs constantes dans l’ensemble du bicluster : il s’agit du cas le plus simple et évident,
qui est également illustré par la Figure 5.1. Celui-ci est un cas particulier de tous les autres
types de biclusters. Par conséquent, tous les algorithmes de biclustering sont capables de
détecter ce type de bicluster.

(b) Valeurs constantes sur les lignes : toutes les valeurs d’une même ligne sont identiques. Les
valeurs d’une ligne à l’autre ne doivent respecter aucune relation particulière.

(c) Valeurs constantes sur les colonnes : semblable au cas précédent, pour les colonnes.

(d) Valeurs cohérentes - shifting pattern : d’une colonne j à une colonne j+1, chaque valeur est
modifiée de sorte que Vj+1 = Vj + kj , où kj est spécifique à chaque colonne et ∀j, kj ∈ R.
Les valeurs d’une ligne à l’autre n’ont pas de lien entre elles, mais chaque ligne suit la même
évolution. Sur l’exemple de la Figure 5.2(d), {k1, k2, k3, k4} = {−1, 3,−2, 1}.

(e) Valeurs cohérentes - scaling pattern : semblable au cas précédent, mais avec Vj+1 = Vj ×
kj . L’évolution est multiplicative et non plus additive. Sur l’exemple de la Figure 5.2(e),
{k1, k2, k3, k4} = {0.5, 4, 0.1, 4}.

5.1.2.2 Disposition des biclusters

Le second choix de conception concerne la disposition des biclusters sur la matrice de données
originale. Ce choix comporte lui-même deux aspects : le recouvrement des biclusters entre eux, et



124 CHAPITRE 5. BICLUSTERING SUR DONNÉES HÉTÉROGÈNES
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d) Valeurs cohérentes –
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e) Valeurs cohérentes –
scaling pattern

Figure 5.2 – Différents types de biclusters définis par leur type d’homogénéité dans les données

la couverture de la matrice de données. Pour l’aspect recouvrement, quatre options sont possibles :

— Aucun recouvrement autorisé : chaque élément de la matrice de données ne peut appartenir
qu’à un seul bicluster.

— Recouvrement sur lignes uniquement : une ligne peut faire partie de plusieurs biclusters,
mais une colonne ne peut faire partie que d’un seul.

— Recouvrement sur colonnes uniquement : une colonne peut faire partie de plusieurs biclus-
ters, mais une ligne ne peut faire partie que d’un seul.

— Recouvrement complet : lignes et colonnes peuvent appartenir à plusieurs biclusters.

L’autre aspect de la disposition concerne la couverture de la matrice de données. Trois options
existent :

— Couverture intégrale : chaque élément de la matrice doit appartenir à (au moins) un bi-
cluster.

— Couverture partielle : des éléments peuvent n’appartenir à aucun bicluster.

— Couverture en damier : un cas particulier du précédent, où chaque ligne et chaque colonne
doivent appartenir à au moins un bicluster. Cette structure est mentionnée car plusieurs
algorithmes de biclustering génèrent des résultats de ce type.

La Figure 5.3 présente des exemples de différentes configurations pour ces deux aspects :

(a) Aucun recouvrement, couverture partielle.

(b) Aucun recouvrement, couverture en damier.

(c) Recouvrement sur lignes, couverture en damier.

(d) Recouvrement sur colonnes, couverture en damier.
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a) Aucun recouvrement, 
couverture partielle

b) Aucun recouvrement, 
couverture en damier

c) Recouvrement lignes, 
couverture en damier

d) Recouvrement colonnes, 
couverture en damier

e) Recouvrement complet, 
couverture en damier

f) Recouvrement complet, 
couverture intégrale

g) Recouvrement complet, 
couverture intégrale

h) Recouvrement complet, 
couverture partielle

Figure 5.3 – Différents types de biclusters en fonction de leur recouvrement entre eux et de la
couverture de la matrice

(e) Recouvrement complet (lignes et colonnes), couverture en damier.

(f) Recouvrement complet, couverture intégrale.

(g) Recouvrement complet, couverture intégrale. La différence entre f) et g) est que dans g),
certains éléments de la matrice de données font partie de plusieurs biclusters. La configura-
tion f) est un cas particulier, où il y a bien recouvrement complet même si aucun élément
de la matrice ne fait partie de plusieurs biclusters.

(h) Recouvrement complet, couverture partielle. Sur cette figure, le bicluster représenté en
violet est séparé en deux parties. Il arrive en effet qu’il soit impossible de réorganiser
les lignes et colonnes pour n’avoir que des biclusters en une seule partie. Cela pose un
problème majeur pour la représentation des résultats du biclustering dans les cas où peu
de contraintes existent pour le placement des biclusters.

Les cas les plus difficiles pour les algorithmes de biclustering sont ceux pour lesquels il existe le
moins de contraintes sur le placement des biclusters, donc recouvrement total entre biclusters et
couverture partielle de la matrice de données (cas (h) sur la Figure 5.3). En effet, rechercher une
structure en damier dans la matrice, par exemple, implique des contraintes fortes sur les résultats,
qui peuvent être utilisées afin de simplifier le fonctionnement de l’algorithme de biclustering.

5.1.3 Etat de l’art

L’idée du clustering simultané des lignes et des colonnes d’une matrice de données a été for-
mulée pour la première fois en 1972 [78], mais le premier algorithme de biclustering fonctionnel
date de 2000 [31]. Ce travail fondateur s’intéresse à l’analyse des données génomiques. Dans
ce problème, les lignes représentent les différents gènes, les colonnes les conditions (biologiques
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ou environnementales), et les valeurs les niveaux d’expression des gènes en fonction des condi-
tions. Appliqué à ce problème, le biclustering permet d’identifier des groupes de gènes ayant
des profils d’expression similaires sous certaines conditions. Cette méthode permet de résoudre
les limitations du clustering unidimensionnel, en considérant que la similarité des gènes dépend
des conditions internes et externes. L’analyse des données d’expression génomique est donc le
problème initial auquel le biclustering a été appliqué, et il demeure prédominant dans la litté-
rature sur le sujet [133]. Une application assez proche, également dans le domaine biologique,
concerne l’analyse de l’interaction entre protéines [53]. Ces applications sont toujours d’actualité,
en particulier depuis l’avènement et les progrès de la technique des puces à ADN, qui permettent
d’obtenir directement des matrices de données d’expression [147]. Le biclustering a également
été appliqué à divers problèmes de fouille de données [26] : analyse de textes [45, 52], systèmes
de recommandation [8, 175], analyse de transactions [85] ou de recherche d’information en ligne
[113], recherche de patterns dans des données binaires [143].

Au-delà des applications, les algorithmes utilisés pour le biclustering sont également assez
variés [82]. La Table 5.1 offre un aperçu des différentes classes de méthodes existantes et des
travaux marquants sur ce sujet.

— Le travail pionnier de Cheng et Church [31] utilise une heuristique constructive, qui ajoute
lignes et colonnes à un bicluster en fonction d’une mesure d’homogénéité interne. Cette
étude est représentative de l’ensemble de méthodes fonctionnant par minimisation de la
variance pour former les biclusters. D’autres méthodes de ce type sont les σ-clusters [28]
et FLOC (FLexible Overlapped biClustering) [174].

— Une deuxième classe de méthodes connue consiste à considérer le biclustering comme un
problème de clustering à deux dimensions (ou Two-Way Clustering), et de former itérati-
vement des clusters de lignes et de colonnes [68, 155]. Une extension de cette idée utilise
des cartes auto-adaptatives pour combiner les deux clusterings (sur lignes et colonnes) [25].

— Une troisième catégorie d’algorithmes considère le biclustering comme un problème de re-
cherche de patterns dans les données. Certaines méthodes simplifient les données en amont
pour faciliter la recherche. Par exemple, xMOTIF [126] et Bimax [135] binarisent les données
et recherchent des blocs de valeurs cohérentes sur celles-ci. OPSM (Order-Preserving Sub-
Matrices) recherche des biclusters ayant le même ordre de valeurs dans leurs colonnes [16].
L’algorithme de Clustering Spectral [99] effectue une décomposition en valeurs singulières
des données. D’autres méthodes de cette classe sont ISA (Iterative Signature Algorithm)
[83] et CCC (Contiguous Column Coherent) [120].

— Une quatrième catégorie regroupe les méthodes probabilistiques et génératives. Parmi celles-
ci, SAMBA (Statistical-Algorithmic Method for Bicluster Analysis) utilise un graphe bi-
partite pour représenter les deux dimensions de la matrice de données, et recherche des
sous-graphes fortement connectés [154]. Une autre approche utilise un échantillonage de
Gibbs pour estimer les paramètres d’un modèle décrivant le pattern d’un bicluster [151].
PRM (Probabilistic Relational Models) [67] et ProBic [160] combinent modélisation pro-
babiliste et logique relationnelle dans des modèles génératifs. Enfin, cMonkey représente
les biclusters comme des processus de Markov [140]. Les modèles par plaid font également
partie de la famille des méthodes génératives, et utilisent un modèle additif général pour
expliquer les valeurs d’un bicluster [27, 110].

— Une dernière catégorie inclut les approches par métaheuristiques, qui ont également été
appliquées avec succès au problème du biclustering. Différentes méthodes ont été proposées
pour l’analyse de l’expression génomique : une première utilise une recherche adaptative
aléatoire gloutonne [51], une autre emploie une recherche par faisceau (Scatter Search)
basée sur les corrélations [129], une dernière un algorithme évolutionnaire [128]. D’autres
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travaux proposent des métaheuristiques hybrides [46, 148], et une approche par systèmes
immunitaires artificiels pour l’analyse textuelle [45].

Classe de méthodes Méthode Référence

Minimisation de la variance
Cheng et Church [31]
σ-clusters [28]
FLOC (FLexible Overlapped biClustering) [174]

Two-Way Clustering
CTWC (Coupled Two-Way Clustering) [68]
ITWC (Interrelated Two-Way Clustering) [155]
DCC (Double Conjugated Clustering) [25]

Recherche de patterns

xMOTIF [126]
Bimax [135]
OPSM (Order-Preserving SubMatrices) [16]
Clustering Spectral [99]
ISA (Iterative Signature Algorithm) [83]
CCC (Contiguous Column Coherent) [120]

Probabilistiques et génératives

SAMBA [154]
Echantillonage de Gibbs [151]
PRM (Probabilistic Relational Models) [67]
ProBic (Iterative Signature Algorithm) [160]
cMonkey [140]
Plaid1 [110]
Plaid2 [27]

Métaheuristiques

Recherche adaptative aléatoire gloutonne [51]
Scatter Search basée sur les corrélations [129]
Algorithme évolutionnaire [128]
Métaheuristique hybride [46, 148]
Systèmes immunitaires artificiels [45]

Table 5.1 – Identification des différents types de méthodes de biclustering, avec quelques
exemples pour chaque type

Le biclustering est donc un problème assez récent mais qui a reçu une attention soutenue,
principalement à des fins d’analyse de données biologiques mais également pour des applica-
tions de plus en plus variées en fouille de données. Cependant, une limitation importante de
ces différentes méthodes est qu’elles ne s’appliquent qu’à des matrices de données homogènes,
c’est-à-dire de même type. Ces méthodes sont conçues pour des matrices de données numériques
le plus souvent, quoique certaines binarisent les données [135] ou fonctionnent directement sur
données binaires [143]. Cependant, aucune application ne considère de matrice de données où les
colonnes contiennent différents types de données. Or, cette hétérogénéité est fondamentale dans
les données hospitalières que nous étudions ici. Deux autres particularités de ces données sont la
volumétrie et les valeurs manquantes. Ces thèmes ont longtemps été ignorés dans le contexte du
biclustering, car les données génomiques comportent le plus souvent quelques centaines ou mil-
liers de lignes et colonnes tout au plus, sans valeurs manquantes. Des études récentes commencent
à s’intéresser à des cas où les matrices de données sont sensiblement plus larges, nécessitant une
bonne scalabilité des méthodes [80, 94] ou une possible parallélisation [177]. Le caractère creux
des matrices de données n’a pas été exploré avant une première étude en 2008 [159], qui traite
de matrice binaires avec environ 20% de données manquantes. Les méthodes traditionnelles de
biclustering utilisent en général des techniques d’inférence pour estimer les valeurs manquantes,
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ce qui n’est pas applicable quand celles-ci sont majoritaires. Plus récemment, une étude intéres-
sante s’est concentrée sur l’analyse de données larges et très creuses, dans des proportions assez
similaires aux données hospitalières de notre problème : plusieurs dizaines de milliers de lignes,
des milliers de colonnes et moins de 1% de données présentes [8]. Celle-ci cherche à extraire
des biclusters à partir des données (numériques) de systèmes de recommandation, et donne des
résultats intéressants sur ce type de données.

5.1.4 Biclustering pour données hospitalières

Le biclustering est donc une méthode de fouille de données non-supervisée, assez générique
et modulable pour rechercher différentes corrélations dans les données en fonction des besoins.
Il convient donc de déterminer comment adapter cette méthode aux particularités des données
médicales sur lesquelles nous travaillons.

La première particularité, et sans doute la plus importante, est l’hétérogénéité dans les don-
nées. En effet, comme nous l’avons vu dans la Section 5.1.3, les méthodes de biclustering exis-
tantes sont conçues pour gérer des données homogènes. L’hétérogénéité pose des contraintes sur
le type de biclusters que nous recherchons dans les données. Pour reprendre la définition du
problème général, nous cherchons des groupes de patients ayant un comportement similaire sur
un ensemble d’attributs. Cela correspond au cas (c) de la Figure 5.2 : les biclusters avec des va-
leurs constantes en colonnes. Ainsi, les patients ont bien des valeurs identiques (ou proches) pour
chaque attribut. Les attributs sont incomparables ; chercher des corrélations en ligne (c’est-à-dire
entre les différentes informations présentes sur une même ligne) n’a pas de sens dans ce contexte.
En effet, cela reviendrait à vouloir définir un critère permettant de dire, par exemple, que l’âge,
le groupe sanguin et le genre d’un individu sont identiques (cas (b) sur la Figure 5.2) ou qu’ils
marquent une évolution cohérente (cas (d) et (e)). Cela étant impossible, nous sommes cantonnés
à la découverte de biclusters constants en colonnes, qui répond parfaitement au problème qui
nous intéresse.

Il convient ensuite de déterminer quel type de couverture de la matrice des données, et
quel type de recouvrement entre biclusters nous souhaitons obtenir. Pour le premier aspect,
une couverture partielle est davantage adaptée. En effet, les matrices de données traitées sont
souvent larges et creuses, aussi parait-il difficile de les couvrir intégralement par un ensemble de
biclusters. De plus, toutes les données ne sont pas toujours intéressantes à exploiter, et forcer la
formation de biclusters peut amener des résultats inutiles ou contre-productifs. Nous ne cherchons
pas à classifier chaque patient, mais davantage à découvrir des profils cohérents, même si ceux-ci
ne couvrent au final qu’une petite partie des données. Pour le second aspect, nous choisissons
d’autoriser un recouvrement total (sur lignes et colonnes) entre les différents biclusters. Cela
signifie qu’un patient peut avoir plusieurs profils intéressants, et qu’un attribut peut être utilisé
pour former plusieurs profils. Cette liberté dans la formation des biclusters parâıt naturelle dans
le cas des données médicales. Un patient peut souffrir de plusieurs pathologies qui justifient
son inclusion dans plusieurs biclusters, et un attribut (par exemple, l’âge) peut appartenir à la
description de plusieurs profils-type.

Les autres particularités concernent le volume important et l’aspect creux des matrices de
données étudiées. Comme nous l’avons vu dans la section précédente, le biclustering n’a été
jusqu’à présent utilisé que pour des matrices compactes (sans données manquantes) et de taille
réduite, avec quelques milliers de lignes et colonnes tout au plus. Ces particularités n’impliquent
cependant pas de réels choix de conception a priori, comme c’est le cas pour l’hétérogénéité, mais
elles nécessitent de porter une attention particulière à la scalabilité de la méthode (complexité
en temps et en espace) et à la gestion des valeurs manquantes.
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Dans cette section, nous avons présenté la méthode du biclustering en général et explicité
en quoi l’application de celle-ci aux données dont nous disposons serait intéressante. Nous avons
également mis en exergue les limitations actuelles des méthodes de biclustering existantes, et
les différents points qu’il nous faut résoudre. Dans le suite de ce chapitre, nous proposons deux
approches pour le biclustering sur données hétérogènes, permettant de répondre aux problèmes
susmentionnés.

5.2 Première approche : résolution par méta-heuristique

Dans cette section, nous proposons une première approche pour le biclustering, basée sur
une méta-heuristique déjà employée pour MOCA-I et MOSC. Dans un premier temps, nous
détaillons la modélisation choisie, avec notamment une mesure de qualité adaptée aux données
hétérogènes. Nous présentons ensuite les différents éléments de l’algorithme proposé. Des résultats
d’expérimentations visant à valider cette approche viennent conclure la section.

5.2.1 Modélisation

5.2.1.1 Modélisation sous forme d’un problème d’optimisation combinatoire
multi-objectif

Nous choisissons de nous concentrer en première approche sur une résolution du problème
de biclustering par méta-heuristique, car plusieurs travaux récents ont établi l’efficacité de ces
méthodes pour ce problème (voir Table 5.1 dans la section précédente). Le biclustering peut
être traduit assez simplement en un problème d’optimisation bi-objectif, avec les deux objectifs
suivants :

— Qualité : la qualité d’un bicluster correspond au niveau d’homogénéité entre ses valeurs.
Un bicluster avec des valeurs très proches entre elles est très homogène, et donc de bonne
qualité. Dans le contexte du biclustering sur données hétérogènes (plusieurs types de don-
nées), nous recherchons des biclusters ayant des valeurs constantes en colonnes. Il n’existe
pas de mesure standard de qualité pour les biclusters hétérogènes ; nous en proposons une
dans la section suivante.

— Taille : définie comme le nombre de lignes multiplié par le nombre de colonnes du bicluster.
Nous considérons qu’un grand bicluster est plus intéressant qu’un petit, cet objectif de taille
est donc à maximiser. En effet, nous estimons qu’un bicluster plus grand est plus intéressant,
car il couvre une plus grande partie de la matrice de données, et qu’il y a davantage de
chances que les corrélations détectées soient autre chose que du bruit. Pour prendre un cas
extrême, un bicluster contenant une ligne et une colonne (et donc une unique valeur) est
parfaitement homogène par définition, mais ne présente néanmoins aucun intérêt.

Ces deux objectifs sont fréquemment utilisés dans les approches multi-objectif pour le bicluste-
ring. En effet, ils sont mutuellement antagonistes : un bicluster plus grand a généralement une
qualité moins bonne, car la variance augmente naturellement avec le nombre de valeurs. Ces
deux objectifs permettent donc de former un ensemble de solutions non-dominées intéressantes :
certains biclusters petits mais très homogènes, d’autres plus grands mais de moins bonne qualité.

5.2.1.2 Mesure de qualité

Nous avons vu que la qualité d’un bicluster est l’un des deux objectifs que l’algorithme doit
optimiser. Il convient donc de définir une mesure de qualité adéquate et appropriée aux biclusters
sur données hétérogènes. En effet, dans ce contexte, nous ne pouvons pas utiliser telles quelles les
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mesures classiques telles que la variance, le mean-squared residue error, l’indice de relevance ou
les mesures basées sur les corrélations (voir [134] pour une revue récente des mesures de qualité
pour le biclustering). Celles-ci tiennent en général compte des variations sur les lignes et colonnes,
et ne sont donc pas applicables à notre problème. Etant donné que nous cherchons des biclusters
avec valeurs constantes en colonnes, nous séparons le bicluster en ses colonnes constituantes, et
calculons la qualité de chaque colonne indépendemment, avec l’une des deux mesures suivantes :

— Variance : la mesure statistique de variance classique, utilisée pour les attributs numériques
et symboliques ordonnés. Plus précisément, le ratio entre la variance interne (valeurs dans
le bicluster) et la variance globale (l’ensemble des valeurs pour cet attribut) est utilisé.

— Homogénéité : utilisée pour les attributs symboliques non-ordonnés et binaires. Cette me-
sure correspond au nombre d’occurrences de la valeur la plus fréquente dans le bicluster,
divisé par le nombre de lignes dans le bicluster.

Une qualité partielle est calculée pour chaque colonne ; la qualité d’ensemble pour le bicluster
est la moyenne de toutes celles-ci :

quality(bc) =
1

|A|
×
[ ∑
j∈Anum

σ2(dIbcj)

σ2(dIj)
+

∑
j 6∈Anum

(
1− |valeur la plus fréquente dans dIbcj |

|Ibc|

)]
(5.1)

où A est l’ensemble des attributs (ou colonnes) du bicluster bc, Anum l’ensemble des attributs
numériques et symboliques ordonnés dans bc, σ2 la variance d’un ensemble de valeurs, Ibc les
lignes dans bc, et dij la valeur de la matrice de données à la ligne i et colonne j. Il est à noter
que nous cherchons à minimiser cette mesure de qualité ; les biclusters avec une qualité proche de
0 sont ceux avec une variance interne minimale, donc ceux qui nous intéressent le plus. Compte
tenu des spécificités des données hospitalières, il est possible que les biclusters contiennent des
valeurs manquantes. Dans le calcul de qualité, les valeurs manquantes sont ignorées ; la qualité
ne mesure donc que l’homogénéité des valeurs présentes dans le bicluster. Cette méthode de
traitement des valeurs manquantes n’est sans doute pas optimale, mais nous reléguons à des
travaux futurs la conception d’une mesure mieux adaptée, celle-ci ne s’avérant pas indispensable
pour les travaux présentés dans cette thèse.

5.2.2 Méthode proposée

Ayant défini la modélisation, en particulier le type de biclusters recherchés et les critères à
optimiser, nous pouvons à présent détailler la méthode de biclustering proposée.

5.2.2.1 Vue d’ensemble

Nous présentons dans la Figure 5.4 une vue d’ensemble de l’algorithme de biclustering proposé.
Le fonctionnement général de celui-ci est similaire à DMLS [116], présenté au Chapitre 2 et déjà
utilisé comme base à MOCA-I et MOSC. Les différents composants sont présentés plus en détail
dans le reste de cette section, mais le fonctionnement général est le suivant. Un premier ensemble
de biclusters est créé au cours de la phase d’initialisation, et constitue l’archive initiale des
solutions. A chaque itération, une ou plusieurs solutions sont sélectionnées, et leur voisinage
est généré. Parmi les nouvelles solutions ainsi créées, celles qui sont meilleures que les solutions
actuelles sont conservées et ajoutées à l’archive. Quand les conditions d’arrêt sont remplies,
l’algorithme renvoie comme résultat l’archive courante, qui contient un ensemble de solutions
non-dominées.
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Figure 5.4 – Biclustering par méta-heuristique - vue d’ensemble

5.2.2.2 Initialisation

La recommandation la plus fréquente pour la génération des solutions initiales dans une méta-
heuristique est de les construire de manière aléatoire, car cela permet en théorie la meilleure
converture de l’espace de recherche. Ce principe, qui est également recommandé par DMLS,
est appliqué dans l’algorithme proposé ici. Les biclusters initiaux contiennent donc un nombre
aléatoire de lignes et de colonnes, elles-mêmes choisies aléatoirement. Cependant, nous devons
tenir compte du fait que les matrices de données traitées sont parfois très creuses. En effet, si
seules 1% (ou moins) des valeurs sont présentes, ce qui est le cas dans les jeux de données réels
étudiés jusqu’à présent, une sélection purement aléatoire de lignes et de colonnes a de fortes
chances de générer des biclusters ne contenant que des valeurs manquantes. De tels biclusters
ne peuvent être considérés comme valides et ne constituent pas des points de départ valides
pour l’algorithme d’optimisation. Par conséquent, nous modifions légèrement le processus afin de
garantir qu’aucun des biclusters initiaux ne contient de valeur manquante. Le processus modifié
est présenté dans l’Algorithme 8. Le principe général est de commencer à partir d’une ligne et
de conserver toutes les colonnes sans valeurs manquantes. A chaque étape, une ligne est ajoutée
et les colonnes ayant des valeurs manquantes supprimées. Cette étape est itérée jusqu’à ce que
le nombre de lignes déterminé soit atteint et qu’il reste autant ou davantage de colonnes que le
nombre de colonnes déterminé. Ce processus de formation est répété jusqu’à obtenir le nombre
de biclusters initiaux souhaité.

5.2.2.3 Archivage

Comme mentionné précédemment, nous utilisons les deux objectifs de qualité et de taille. Ces
deux mesures sont calculées à la création de chaque bicluster, et sont mises à jour dès que celui-ci
est modifié. Nous voulons que l’archive contienne, à chaque instant, un ensemble de solutions
non-dominées. Pour cela, nous utilisons le même processus d’archivage que celui de MOCA-I, afin
de déterminer si une nouvelle solution doit être incluse dans l’archive. Tout d’abord, la solution
est comparée avec toutes celles présentes dans l’archive ; si cette nouvelle solution est dominée
par au moins une d’entre elles, le processus s’arrête et la nouvelle solution est éliminée. Sinon, s’il
existe des solutions de l’archive dominées par cette nouvelle solution, celles-ci sont supprimées.
S’il reste de la place dans l’archive, la nouvelle solution est ajoutée. La taille de l’archive est fixée
à 100 après expérimentations préliminaires.
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Algorithme 8 : Biclustering par méta-heuristique - génération des solutions initiales

biclusters ← {};
while |biclusters| < nbBiclustersSouhaite do

nbLignes ← random(min,max);
nbColonnes ← random(min,max);
choisir une ligne r au hasard;
lignes ← r;
colonnes ← colonnes avec valeurs sur r;
while |lignes| < nbLignes AND |colonnes| > nbColonnes do

choisir une ligne r′ au hasard avec r′ 6∈ lignes;
lignes ← lignes ∪ r′;
supprimer colonnes avec valeurs manquantes sur r′;

end
if |lignes| == nbLignes AND |colonnes| == nbColonnes then

bc ← nouveau bicluster(lignes,colonnes);
ajouter bc aux biclusters;

end

end

5.2.2.4 Sélection et critères d’arrêt

A chaque itération, certaines des solutions de l’archive sont sélectionnées et leur voisinage est
généré. L’algorithme de DMLS laisse le choix entre deux mécanismes pour cette phase : sélec-
tionner une solution au hasard, ou prendre l’ensemble des solutions de l’archive. Nous retenons
la première option, qui est déjà utilisée dans MOCA-I et qui a été montrée plus performante
en général [90]. Seules les solutions n’ayant pas été sélectionnées précédemment peuvent être
choisies. Quand elle est sélectionnée, une solution est marquée comme explorée afin de stocker
cette information.

Nous définissons également un ensemble de critères d’arrêt possibles :

— Convergence : l’algorithme s’arrête lorsque toutes les solutions de l’archive sont explorées.

— Temps : l’algorithme s’arrête après un temps t, à définir en paramètre.

— Itérations : l’algorithme s’arrête après k itérations, à définir en paramètre. Une itération
correspond à un cycle sélection - génération de voisinage - archivage.

5.2.2.5 Opérateurs de voisinage

L’algorithme DMLS est, par définition, basé sur une recherche locale. Le voisinage d’une
solution est l’ensemble des solutions créées par l’application exhaustive d’opérateurs de voisi-
nage. Nous utilisons les quatre opérateurs suivantes, qui sont fréquemment employés dans les
métaheuristiques pour le biclustering :

— ajoutLigne : une ligne extérieure au bicluster est ajoutée à celui-ci.

— ajoutColonne : une colonne extérieure au bicluster est ajoutée à celui-ci.

— supprimeLigne : une ligne est supprimée du bicluster.

— supprimeColonne : une colonne est supprimée du bicluster.

Par application exhaustive, nous voulons dire que chaque opérateur est appliqué à toutes les lignes
et colonnes possibles. Par exemple, l’opérateur ajouteLigne permet de générer autant de voisins
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qu’il y a de lignes en-dehors du bicluster. Une conséquence intéressante est que le voisinage de
chaque solution contient toujours |L|+|C| éléments, c’est-à-dire le nombre de lignes et de colonnes
de la matrice de données. En effet, un bicluster avec davantage de lignes (respectivement colonnes)
a moins de voisins générés par ajouteLigne (resp. ajouteColonne), mais davantage générés par
supprimeLigne (resp. supprimeColonne). Le nombre total de voisins demeure constant à tout
moment du processus d’optimisation, quelle que soit la solution considérée.

5.2.3 Expérimentations

5.2.3.1 Protocole expérimental

Nous comparons tout d’abord la méthode proposée, appelée LSBC (Local Search for hetero-
geneous BiClustering), avec plusieurs autres algorithmes de biclustering, afin d’établir sa validité
et son efficacité. Le premier est l’algorithme de Cheng et Church (appelé CC par la suite) [31].
Celui-ci a été l’une des premières méthodes développées, et demeure un algorithme de référence
dans les outils dédiés au biclustering. Pour ces expérimentations, nous utilisons l’implémentation
disponible dans le package R ‘biclust’. Plusieurs autres méthodes de biclustering sont disponibles
dans cet outil, mais aucune autre que CC ne donne de résultats valables : ces autres méthodes ne
trouvent soit aucun bicluster, soit un unique bicluster contenant la matrice de données complète.
En observant les données utilisées par ces méthodes (par exemple dans l’outil FABIA [82]), nous
suspectons que celles-ci supposent que les données sont normalisées (log-normalisation), ce qui
n’est pas le cas dans les données qui nous intéressent. Deux autres algorithmes sont utilisés pour
comparaison, issus du package Scikit-learn [131] : SpectralCoclustering [52] et SpectralBicluste-
ring [147].

L’efficacité d’une méthode de biclustering peut être évaluée de plusieurs manières différentes.
Un premier moyen est de comparer directement les résultats produits par un algorithme, en
utilisant des mesures telles que la qualité et la taille. Un second moyen consiste à injecter dans
les données un (ou plusieurs) bicluster(s) fortement homogène(s), et observer dans quelle mesure
l’algorithme est capable de retrouver ces biclusters. Ces deux types d’évaluation se complètent
bien, étant donné qu’ils se concentrent sur des propriétés différentes des méthodes : capacité à
générer de grands biclusters de bonne qualité, et capacité à (re)trouver des biclusters présents à
différents endroits dans la matrice de données.

Nous utilisons des jeux de données synthétiques comprenant 500 lignes et 100 colonnes, ces di-
mensions étant communes dans la littérature sur le sujet. Etant donné qu’aucun autre algorithme
de biclustering ne supporte les données hétérogènes, nous utilisons des données purement numé-
riques pour ces expérimentations. Pour les mêmes raisons, les jeux de données ne comportent
aucune valeur manquante. Les valeurs pour chaque cellule de la matrice de données sont générées
aléatoirement selon une distribution uniforme sur l’intervalle [0, 100]. Les biclusters injectés dans
les données ont une taille fixe et sont composés de valeurs identiques dans chaque cellule. Le
cas basique consiste à ajouter un unique bicluster dans les données, en remplacant les valeurs
originales par celles du bicluster aux positions (lignes et colonnes) adéquates. Cependant, nous
souhaitons aussi évaluer la capacité des méthodes de biclustering à traiter des situations plus
complexes que ce cas de base. Par conséquent, pour chaque jeu de données, plusieurs variantes
sont générées, en utilisant différents paramètres pour la création et l’insertion des biclusters :

— taille des biclusters : les petits biclusters sont en général plus difficiles à détecter que les
grands, en partie parce que la taille est parfois un objectif direct des méthodes employées.
Par conséquent, il arrive que des biclusters de petite taille mais très homogènes soient rem-
placés par des biclusters plus larges mais moins homogènes. Utiliser plusieurs tailles pour
les biclusters injectés permet d’évaluer la sensibilité des méthodes à ce type de comporte-
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ment. Les valeurs choisies pour ce paramètres sont {20x5, 50x10, 100x15}, notées “nombre
de lignes X nombre de colonnes”.

— niveau de bruit : le cas idéal est celui où toutes les valeurs du bicluster sont parfaitement
identiques. Dans ce cas, les mesures de qualité internes telles que la variance et l’homogé-
néité sont optimales et l’algorithme converge plus facilement vers ces biclusters. Cependant,
les données, surtout réelles, ne sont jamais dans cette situation idéale. Par conséquent, nous
souhaitons évaluer la résilience des algorithmes de biclustering aux imperfections dans les
données, et leur capacité à trouver des biclusters imparfaits, où les valeurs varient légè-
rement. Afin d’y parvenir, les valeurs des biclusters sont bruitées par l’ajout d’une valeur
aléatoire générée suivant une distribution normale de moyenne zéro. L’écart-type de cette
distribution détermine le niveau de bruit. Les valeurs choisies pour ce paramètre sont
{0, 2, 5, 10}.

Il est à noter que d’autres paramètres peuvent être modifiés. Le premier concerne le nombre
de biclusters injectés : nous avons réalisé des expérimentations avec 1, 3 et 5 biclusters respecti-
vement. Le second concerne le niveau de recouvrement entre les biclusters : nous avons réalisé des
expérimentations avec 0% et 20% de recouvrement (c’est-à-dire que 20% des lignes et colonnes de
chaque bicluster appartiennent aussi à un autre bicluster). La Table 5.2 présente un résumé des
différents paramètres et des valeurs choisies pour ceux-ci lors des expérimentations. Nous présen-
tons dans la suite les résultats correspondant au cas avec 5 biclusters et 20% de recouvrement,
ce qui correspond au cas le plus difficile et la plus intéressant pour les méthodes de biclustering.

Paramètre Valeurs Remarque
Taille des biclusters 20x5, 50x10, 100x15

Niveau de bruit 0, 2, 5, 10
Nombre de biclusters 1, 3, 5 Résultats présentés pour 5 uniquement

Niveau de recouvrement 0%, 20% Résultats présentés pour 20% uniquement

Table 5.2 – Paramètres utilisés pour l’insertion des biclusters dans les données synthétiques :
paramètre, valeurs et remarque éventuelle

Nous générons 20 jeux de données synthétiques, dans lesquels les biclusters sont injectés. Pour
chaque jeu de données, 12 variantes sont générées, une pour chaque configuration de paramètres
possibles (taille des biclusters et niveau de bruit). Cela correspond à 240 jeux de données au
total. L’algorithme CC est déterministe, donc une seule exécution sur chaque jeu de données
est suffisante. Cependant, LSBC est stochastique, aussi nous faisons 10 exécutions sur chaque
jeu de données et prenons la valeur moyenne sur celles-ci. Toutes les expérimentations sont
faites sur la même machine, sous Ubuntu 14.0.1, avec quatre cœurs à 3.3GHz et 4 Go de RAM.
L’implémentation de LSBC est faite en C++, gcc version 4.8.2.

5.2.3.2 Résultats

Dans le reste de cette section, nous présentons donc les résultats pour les deux aspects consi-
dérés : qualité des biclusters générés, et capacité à retrouver les biclusters artificiellement injectés.

Comparaison des biclusters La première partie des expérimentations implique donc de com-
parer directement la qualité des résultats obtenus par LSBC, CC, SpectralCoclustering et Spec-
tralBiclustering. Il est à noter que CC produit un nombre fixe de biclusters (par défaut 20, dans
l’implémentation utilisée), tandis que LSBC en produit un nombre variable. Compte tenu de cela
et pour assurer une comparaison juste, nous ne considérons que les 20 biclusters de meilleure
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qualité pour LSBC. La justification derrière ce choix est que CC génère elle aussi 20 biclusters
de la meilleure qualité possible. Nous remarquons cependant que les conclusions des expérimen-
tations ne changent pas si nous considérons l’intégralité des biclusters générés par LSBC, et non
seulement les 20 meilleurs. SpectralCoclustering et SpectralBiclustering génèrent également un
nombre fixe de biclusters. Cependant, la valeur par défaut pour ces deux algorithmes est de 3
biclusters. Ce nombre ne permet pas à ces algorithmes de gérer correctement les cas où 5 biclus-
ters sont insérés dans les données. Nous choisissons de fixer ce paramètre à 20 biclusters, comme
pour CC. Deux mesures sont utilisées : qualité (à minimiser), et taille (à maximiser). La Table
5.3 présente la moyenne et l’écart-type des résultats des algorithmes considérés, sur les 20 jeux de
données (et sur les 10 exécutions pour LSBC), pour chacune des 12 configurations de paramètres
(taille des biclusters et niveau de bruit). Dans les tables, la notation nXsY correspond à un jeu
de données avec le niveau de bruit X et la taille Y (où s0 est 20x5, s1 est 50x10, et s2 est
100x15).

Qualité (à minimiser) Taille (à maximiser)
LSBC CC SpectralCo SpectralBi LSBC CC SpectralCo SpectralBi

n0s0 0.04 ± 0.01 5.01 ± 3.05 5.42 ± 0.9 5.48 ± 1.32 3228 ± 790 6 ± 2 132 ± 77 146 ± 105
n0s1 0.04 ± 0.01 3.54 ± 3.71 5.59 ± 1.0 5.25 ± 0.97 3070 ± 741 38 ± 65 144 ± 98 150 ± 101
n0s2 0.04 ± 0.01 3.37 ± 4.15 5.54 ± 1.37 4.94 ± 1.16 3091 ± 800 268 ± 380 162 ± 132 148 ± 124
n2s0 0.05 ± 0.02 5.27 ± 3.54 5.44 ± 0.88 5.79 ± 1.15 3304 ± 1082 6 ± 1 131 ± 77 127 ± 87
n2s1 0.04 ± 0.02 2.98 ± 3.56 5.52 ± 0.98 5.54 ± 1.02 3084 ± 1006 26 ± 30 143 ± 98 135 ± 88
n2s2 0.03 ± 0.01 0.49 ± 1.11 5.48 ± 1.22 5.90 ± 1.94 2914 ± 934 117 ± 69 157 ± 117 116 ± 89
n5s0 0.05 ± 0.02 5.63 ± 3.47 5.46 ± 0.95 5.53 ± 1.34 3380 ± 1015 6 ± 1 131 ± 76 136 ± 82
n5s1 0.04 ± 0.01 2.53 ± 3.02 5.52 ± 0.83 5.68 ± 1.11 3263 ± 833 11 ± 5 142 ± 94 127 ± 87
n5s2 0.04 ± 0.01 0.78 ± 0.26 5.56 ± 1.45 5.74 ± 1.62 3124 ± 806 21 ± 5 155 ± 132 121 ± 95
n10s0 0.04 ± 0.01 5.12 ± 3.19 5.39 ± 0.8 5.0 ± 1.0 3277 ± 849 6 ± 1 130 ± 74 168 ± 107
n10s1 0.04 ± 0.01 3.79 ± 3.05 5.56 ± 1.02 5.96 ± 1.4 3323 ± 887 7 ± 2 139 ± 84 120 ± 88
n10s2 0.04 ± 0.02 1.73 ± 0.86 5.59 ± 1.22 5.09 ± 0.98 3533 ± 993 10 ± 2 153 ± 115 158 ± 109

Table 5.3 – Comparaison de LSBC et CC - qualité et taille des biclusters générés. nXsY corres-
pond à un jeu de données avec le niveau de bruit X et la taille Y. La meilleure valeur est indiquée
en gras

Ces résultats montrent assez clairement que LSBC génère des biclusters qui sont à la fois plus
grands et de meilleure qualité que les autres algorithmes. Une observation intéressante est que les
résultats pour CC s’améliorent lorsque les biclusters injectés sont plus grands (les cas nXs2, avec
100 lignes et 15 colonnes dans chaque bicluster). Cela correspond au comportement classique des
algorithmes de biclustering, qui trouvent plus facilement les biclusters plus grands. D’un autre
côté, les résultats pour LSBC, SpectralCoclustering et SpectralBiclustering ont tendance à rester
similaires quel que soit le type de biclusters injectés dans les données.

Comparaison de la capacité à redécouvrir les biclusters Dans la seconde partie des
expérimentations, nous utilisons deux mesures [21] pour évaluer l’efficacité de chacun des deux
algorithmes à retrouver les biclusters injectés dans les données :

— U : la proportion du bicluster injecté présent dans le bicluster découvert par l’algorithme
(à maximiser).

— E : la proportion du bicluster découvert qui n’appartient pas au bicluster injecté (à mini-
miser).

Plus formellement, nous définissons U et E comme indiqué dans l’équation ci-dessous :

U =
|bcdisc ∩ bcinj |
|bcinj |

E =
|bcdisc| − |bcdisc ∩ bcinj |

|bcdisc|
(5.2)
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où bcdisc sont les biclusters découverts par l’algorithme, et bcinj sont les biclusters injectés
dans les données.

Pour chaque bicluster caché, nous ne considérons, parmi les biclusters découverts par l’al-
gorithme, que celui ayant la valeur pour U la plus élevée pour ce bicluster. Quand plusieurs
biclusters cachés sont injectés, le bicluster le plus proche de chaque bicluster caché est retenu, et
les moyennes pour U et E sont calculées. Ainsi, si par exemple l’algorithme retrouve parfaitement
quatre biclusters sur les cinq injectés, la valeur U moyenne vaut 4

5 = 0.8. La Table 5.4 présente
les moyennes et écart-types sur les 20 jeux de données pour chaque configuration de paramètres,
comme précédemment, pour 5 bicluster injectés avec 20% de recouvrement.

U E
LSBC CC SpectralCo SpectralBi LSBC CC SpectralCo SpectralBi

n0s0 0.11 ± 0.09 0.01 ± 0.04 0.02 ± 0.01 0.02 ± 0.01 0.89 ± 0.04 0.4 ± 0.2 0.75 ± 0.04 0.48 ± 0.25
n0s1 0.17 ± 0.13 0.22 ± 0.19 0.03 ± 0.03 0.01 ± 0.01 0.68 ± 0.16 0.14 ± 0.24 0.51 ± 0.10 0.61 ± 0.12
n0s2 0.1 ± 0.12 0.57 ± 0.16 0.01 ± 0.01 0.01 ± 0.01 0.61 ± 0.27 0.01 ± 0.09 0.44 ± 0.12 0.47 ± 0.11
n2s0 0.12 ± 0.08 0.01 ± 0.03 0.01 ± 0.01 0.02 ± 0.01 0.88 ± 0.05 0.39 ± 0.2 0.74 ± 0.04 0.61 ± 0.11
n2s1 0.15 ± 0.13 0.11 ± 0.08 0.03 ± 0.03 0.02 ± 0.02 0.69 ± 0.16 0.12 ± 0.23 0.52 ± 0.15 0.51 ± 0.09
n2s2 0.11 ± 0.11 0.13 ± 0.05 0.02 ± 0.01 0.01 ± 0.01 0.58 ± 0.26 0.03 ± 0.13 0.39 ± 0.08 0.22 ± 0.2
n5s0 0.11 ± 0.07 0.01 ± 0.01 0.02 ± 0.01 0.0 ± 0.0 0.88 ± 0.05 0.42 ± 0.16 0.63 ± 0.17 0.58 ± 0.12
n5s1 0.16 ± 0.13 0.02 ± 0.02 0.03 ± 0.02 0.03 ± 0.01 0.71 ± 0.14 0.13 ± 0.21 0.58 ± 0.16 0.52 ± 0.16
n5s2 0.11 ± 0.12 0.01 ± 0.01 0.01 ± 0.01 0.01 ± 0.01 0.59 ± 0.26 0.17 ± 0.28 0.4 ± 0.02 0.32 ± 0.18
n10s0 0.1 ± 0.09 0.01 ± 0.01 0.03 ± 0.01 0.02 ± 0.0 0.89 ± 0.04 0.43 ± 0.19 0.66 ± 0.06 0.72 ± 0.05
n10s1 0.16 ± 0.11 0.01 ± 0.01 0.03 ± 0.02 0.01 ± 0.01 0.71 ± 0.14 0.19 ± 0.23 0.52 ± 0.17 0.52 ± 0.08
n10s2 0.12 ± 0.13 0.01 ± 0.01 0.01 ± 0.01 0.02 ± 0.02 0.62 ± 0.25 0.21 ± 0.33 0.35 ± 0.16 0.3 ± 0.23

Table 5.4 – Comparaison de LSBC et CC - recouvrement des biclusters injectés. nXsY corres-
pond à un jeu de données avec le niveau de bruit X et la taille Y

Les résultats ici sont plus nuancés et complexes que pour la comparaison directe des qualités et
tailles. SpectralCoclustering et SpectralBiclustering produisent des résultats de faible qualité pour
tous les jeux de données, ne redécouvrant jamais de part significative des biclusters injectés. CC
produit de bons résultats dans les cas les plus simples, avec de grands biclusters et aucun ou peu
de bruit (n0s1 et n0s2, n0s1 et n0s2 dans une moindre mesure). CC échoue néanmoins à retrouver
ne serait-ce qu’une partie des biclusters dans les autres cas. D’un autre côté, LSBC génère dans
tous les cas des biclusters contenant une partie, petite mais remarquable, des biclusters injectés
(U entre 10% et 20%). Cependant, elle ne parvient pas à trouver plus que cela, même dans les
cas les plus simples. Afin de comprendre ces résultats, il convient de regarder plus en détail les
biclusters générés par LSBC. Tous les biclusters présents dans une archive à la fin de LSBC
sont des variantes l’un de l’autre, avec quelques lignes ou colonnes ajoutées ou supprimées. Cet
ensemble de solutions forme effectivement un front Pareto, avec des biclusters de grande taille
et faible qualité, et vice versa. Ce comportement est aisé à comprendre quand on considère le
fonctionnement de LSBC. Une solution de l’archive est explorée ; ses voisins forment un ensemble
de solutions non-dominées qui inondent l’archive et étouffent rapidement toute diversité. Pour
des jeux de données dans lesquels des biclusters artificiels sont injectés, les résultats convergent
vers un de ces biclusters. Ce comportement est fréquent parmi les méthodes à population, et
explique les valeurs obtenues pour U , entre 0.1 et 0.2. Comme mentionné précédemment, avec cinq
biclusters injectés, le score maximum possible pour U est de 0.2 si la méthode ne retrouve qu’un
des cinq biclusters.En d’autres termes et pour résumer, LSBC est performante pour trouver un
bicluster (et ses variantes), mais peu performante pour trouver davantage que cela. Compte tenu
de cette limitation importante, nous proposons dans la section suivante une seconde approche.
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5.2.3.3 Discussion

L’approche par méta-heuristique proposée dans cette section présente des avantages inté-
ressants, notamment de par sa capacité à générer des biclusters optimisant à la fois la qualité
(homogénéité) et la taille. Cependant, le problème principal de cette approche est sa tendance à
ne conserver dans l’archive qu’un ensemble de variantes (très proches entre elles) dérivées d’un
unique bicluster. Ce comportement est naturel compte tenu de l’algorithme d’optimisation uti-
lisé ; et les solutions conservées dans l’archive sont effectivement les meilleurs biclusters qu’il est
possible de trouver sur les données. Cela pose néanmoins problème dans le cadre des applications
pour lesquelles nous développons cette méthode de biclustering. En effet, l’objectif général est
de découvrir un ensemble de profils patient dans les données. Aussi une méthode ne renvoyant
qu’un unique profil (bicluster) ainsi qu’une pléthore de variantes n’est pas adaptée, en l’état, à ce
que nous souhaitons faire. Afin de corriger ce problème, nous avons tenté plusieurs modifications.

Une première idée assez naturelle consiste à forcer une certaine diversité dans l’archive. Nous
avons tout d’abord tenté de relaxer la contrainte de dominance Pareto pour l’insertion de solutions
dans l’archive, en utilisant une ε-dominance à la place et en augmentant la taille de l’archive.
Nous avons ensuite modifié les conditions d’insertion, en obligeant les nouvelles solutions à être
différentes, c’est-à-dire à avoir un niveau minimum de non-recouvrement avec les biclusters déjà
présents. Ces modifications n’amènent pas d’amélioration probante des résultats du point de vue
de la diversité, et la détermination des paramètres est très délicate et dépendante des données.

Une seconde idée consiste à utiliser une liste d’attributs à ignorer au cours du processus de
biclustering. Ces attributs ne pourront pas être utilisés pour former des biclusters. En se basant
sur ce mécanisme, nous avons élaboré une version itérative de la méthode proposée précédemment.
Lorsque le biclustering est terminé, l’archive des solutions est scannée, et les attributs revenant
le plus souvent dans les solutions sont ajoutés à la liste des attributs à ignorer. Le biclustering est
ensuite relancé avec cette liste en paramètre. De cette manière, l’algorithme explore itérativement
des régions différentes de l’espace de recherche. Cette méthode apporte une certaine diversité dans
les solutions de l’archive finale (après plusieurs exécutions et mises à jour de la liste). Cependant,
en procédant ainsi, nous limitons la capacité de l’algorithme à générer des biclusters utilisant les
mêmes attributs, ce qui était un prérequis fort de la méthode.

Pour résumer, les différentes modifications que nous avons essayé d’apporter n’ont pas permis
de surmonter ce problème de diversité des solutions. Ces modifications peuvent soit affecter néga-
tivement la qualité des solutions générées, soit nécessiter un paramétrage complexe et fortement
dépendant des données. Une dernière modification est envisageable pour résoudre ce problème de
diversité, qui consisterait à considérer un ensemble de biclusters, et non plus un unique bicluster,
comme une solution de l’algorithme d’optimisation. Un tel changement est similaire à celui qui a
été opéré pour MOCA-I, où l’utilisation d’ensembles de règles comme solutions a permis d’ame-
ner une meilleure diversité dans les solutions [89]. Cela nécessiterait d’apporter des changements
en profondeur à LSBC (mesure de diversité, sélection, voisinage, etc.), aussi nous choisissons de
laisser cette modification comme perspective possible.

Lors du développement de cette première approche, nous avons observé que la méthode em-
ployée pour l’initialisation des solutions a un effet très important sur la qualité des solutions
finales. Une méthode basique d’initialisation consiste à choisir au hasard un ensemble de lignes
et de colonnes pour chaque bicluster. Une méthode un peu moins basique consiste à limiter le
choix de telle sorte qu’aucun bicluster ne compte de valeur manquante. Une méthode plus élabo-
rée consiste à sélectionner une colonne puis ajouter d’autres colonnes ayant des valeurs “proches”.
Chaque évolution dans la méthode d’initialisation amène une amélioration significative des ré-
sultats finaux. Pour ces raisons, nous proposons de nous concentrer, dans une seconde approche,
sur la définition d’une heuristique constructive pour le biclustering, inspirée des améliorations
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Figure 5.5 – Vue d’ensemble de l’algorithme de biclustering par heuristique proposé, HBC

apportées à la méthode d’initialisation des biclusters.

5.3 Seconde approche : résolution par heuristique constructive

Dans cette section, nous présentons donc la seconde méthode proposée. Dans un premier
temps, nous détaillons les différents éléments de l’algorithme : heuristique constructive, transfor-
mation des données en pré- et post-traitement, amélioration des biclusters construits et analyse de
la complexité. Nous présentons et discutons ensuite des résultats d’expérimentations permettant
de valider l’efficacité de cette méthode.

5.3.1 Méthode proposée

5.3.1.1 Vue d’ensemble

Nous présentons tout d’abord une vue d’ensemble de l’algorithme de biclustering proposé,
nommé HBC (pour Heterogeneous BiClustering), dans la Figure 5.5. Les différents composants
de celle-ci sont décrits plus en détails dans le reste de cette section, mais nous donnons ici un
bref résumé de leurs objectifs respectifs :

— Simplification : les données subissent une phase de pré-traitement au cours de laquelle elles
sont simplifiées afin de faciliter le processus de biclustering

— Biclustering : l’étape principale, dans laquelle une heuristique constructive est utilisée pour
former un ensemble de biclusters.

— Traduction : lors de la phase de biclustering, les biclusters sont formés sur les données
simplifiées. Ici, ces biclusters sont transposés sur les données originales.

— Post-traitement : après traduction sur les données réelles, les biclusters sont évalués (qua-
lité). Divers mécanismes permettent de filtrer, d’ordonner et de compléter les biclusters.
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5.3.1.2 Heuristique constructive

Nous proposons une méthode de biclustering par heuristique, qui profite de la nature parti-
culière des biclusters que nous souhaitons découvrir (valeurs homogènes en colonnes), ainsi que
de l’aspect souvent creux des matrices de données utilisées. L’idée centrale est de construire un
bicluster en ajoutant, à chaque étape, la colonne ayant le plus de valeurs identiques pour les
lignes incluses dans le bicluster, puis en supprimant les lignes dans lesquelles les valeurs sont
différentes. Construire un bicluster implique donc de choisir une colonne (attribut) de départ,
et d’y ajouter progressivement d’autres colonnes en supprimant des lignes. Afin de couvrir l’en-
semble des données, ce processus est itéré pour chaque valeur et chaque attribut possible comme
point de départ. Cela assure que même des biclusters petits mais homogènes soient découverts.
Cela signifie aussi qu’un même bicluster peut être trouvé plusieurs fois ; ce problème est aisément
traité en phase de post-traitement. Le fonctionnement exact de l’heuristique est décrit dans l’Al-
gorithme 9. La Figure 5.6 présente un exemple de formation d’un bicluster par cette heuristique.
Le bicluster est formé par la première colonne (attribut binaire bin1 ) et des lignes comportant la
valeur 1. L’algorithme ajoute ensuite la colonne num1 et supprime la dernière ligne pour conser-
ver l’homogénéité, puis la colonne symb1 sans avoir besoin de supprimer de ligne. A partir de
là, il n’est plus possible d’ajouter de colonne sans réduire la taille totale du bicluster, donc le
processus s’arrête et le bicluster ainsi formé est enregistré.

Algorithme 9 : Fonctionnement de HBC - heuristique constructive pour le biclustering

construire la matrice de données simplifiée SD à partir des données réelles S;
foreach colonne C dans SD do

foreach valeur possible V dans C do
R ← lignes dans C ayant la valeur V;
créer nouveau bicluster B ← (R, C);
while (NOT(stop) OU nbColonnes(B) < nbColonnesMinimum) do

foreach colonne Cj 6= C do
valj ← valeurs dans Cj sur les lignes R;
Hj ← count(valeur la plus fréquente parmi valj);

end
Cbest ← Cj avec max(Hj);
taillet ← taille(B);
ajouter colonne Cbest à B;
supprimer les lignes pour que B reste parfaitement homogène;
taillet+1 ← taille(B);
if taillet+1 < taillet then

stop = true;
end

end
ajouter B aux biclus;

end

end
vraisBiclus ← traduire biclus sur données réelles D;
post-traitement(vraisBiclus);
return vraisBiclus;

Ce principe induit la nécessité de disposer d’un ensemble fini de valeurs possibles pour chaque
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Figure 5.6 – Exemple de formation d’un bicluster par HBC : ajout de la colonne num1 (et
suppression de la ligne I6), puis ajout de la colonne symb1 (sans suppression de ligne). A ce point,
la construction du bicluster s’arrête car il est impossible d’ajouter une colonne sans supprimer
une ligne, ce qui réduirait la taille globale du bicluster

attribut, car cela facilite le comptage des valeurs “identiques” dans une colonne candidate à l’in-
sertion. Parmi les types d’attributs que nous considérons pour le moment, seuls les attributs
numériques requièrent une transformation, étant donné qu’ils peuvent potentiellement prendre
un nombre infini de valeurs différentes. A l’inverse, les attributs binaires ou symboliques disposent
déjà d’une liste finie de valeurs possibles. Nous choisissons de simplifier les attributs numériques
par discrétisation. La discrétisation présente également l’avantage d’améliorer souvent les résul-
tats obtenus dans une tâche de fouille de données. Ce comportement a été observé dans diverses
études [29], ainsi que dans la première partie de ce travail sur les règles de classification (voir
Chapitre 3). Comme nous l’avons vu précédemment, le choix d’une méthode de discrétisation
adéquate peut s’avérer complexe. Dans le contexte présent, nous sommes néanmoins limités aux
méthodes de discrétisation non-supervisées, car le biclustering est en lui-même un processus non-
supervisé. En effet, nous ne disposons pas d’un label unique pour chaque instance qui aiderait à
définir un partitionnement approprié. Les méthodes de discrétisation non-supervisées sont moins
nombreuses que les méthodes supervisées, et en général plus basiques et moins performantes
[66]. Nous choisissons une méthode standard de partition en intervalles de longueur égale, ou
equal-width binning, avec 10 intervalles. Cette méthode comporte certaines limitations, et est no-
tamment très sensible aux données extrêmes ou aberrantes. Des expérimentations préliminaires
ont cependant montré que cette méthode permet à l’algorithme de produire des biclusters de
meilleure qualité que d’autres méthodes de discrétisation standard : partition en intervalles de
fréquence égale (equal-frequency binning) et discrétisation par clustering k-means.

Après cette phase de pré-traitement, l’heuristique construit un ensemble de biclusters “par-
faits” sur les données simplifiées, c’est-à-dire des biclusters dans lesquels, pour chaque colonne,
toutes les valeurs sont identiques. A noter que ces biclusters ne sont “parfaits” que sur les données
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simplifiées, pas sur les données réelles. En un sens, le seuil pour considérer des valeurs numériques
identiques est contrôlé par le processus de discrétisation. Une fois construits, les biclusters sont
traduits sur les données réelles et ajustées en phase de post-traitement. Les données simplifiées ne
sont utilisées que dans la première phase du processus de biclustering ; l’évaluation de la qualité
et toutes les opérations ultérieures sont menées sur les biclusters réels (i.e. sur données réelles).

5.3.1.3 Post-traitement

La phase de post-traitement regroupe un ensemble d’opérations pouvant être appliquées aux
biclusters formés par l’heuristique. En effet, l’un des problèmes des méthodes non-supervisées est
qu’elles génèrent des résultats sous une forme quelque peu déstructurée. L’algorithme de biclus-
tering proposé ci-dessus ne fait pas exception : un nombre conséquent de biclusters sont générés,
potentiellement autant que de valeurs possibles pour l’ensemble des attributs, soit souvent plu-
sieurs centaines ou milliers de biclusters. L’exploitation et l’évaluation de ces résultats “bruts”
dépend fortement du type d’information que l’on souhaite extraire des données. Par conséquent,
la plupart des procédures présentées ici sont optionnelles et à sélectionner en fonction des besoins.
Cependant, les deux mécanismes suivants sont toujours appliqués, car ils sont utiles quelle que
soit l’application considérée :

— Calcul de la qualité de chaque bicluster, sur les données réelles. Cette fonction ajoute
une information utile sur l’homogénéité des biclusters, et elle est nécessaire pour d’autres
procédures.

— Suppression des doublons. Comme mentionné précédemment, l’algorithme peut redécouvrir
plusieurs fois un même bicluster. Ces doublons sont supprimés en post-traitement, car ils
n’ont aucun intérêt. Leur suppression agit comme correction d’un défaut mineur dans le
processus de création de biclusters.

Les autres procédures, optionnelles, sont les suivantes. Leur objectif commun est de réduire le
nombre de biclusters, afin de rendre les résultats plus lisibles et plus facilement utilisables. Cer-
taines de ces procédures comportent un paramètre qu’il peut être utile d’ajuster en fonction des
cas d’étude, mais même les valeurs par défaut permettent déjà d’alléger l’ensemble des résultats.

— Suppression des biclusters ayant trop peu de lignes. La valeur par défaut est de 15 lignes.

— Suppression des biclusters ayant trop peu de colonnes. Cette méthode permet de forcer
l’ajout d’au minimum nbColonnesMinimum colonnes dans chaque bicluster, même si cela
réduit la taille globale du bicluster. Cela permet de s’assurer que le processus ne s’arrête
pas dès le début, sans ajouter aucune colonne. Des tests préliminaires ont révélé que les
biclusters qui arrêtent leur expansion dès que cette contrainte est levée (i.e. quand le
bicluster contient nbColonnesMinimum colonnes), sont en général moins intéressants. Par
conséquent, ces biclusters sont supprimés par cette procédure.

— Tri des biclusters par qualité décroissante, conservation des k meilleurs résultats unique-
ment.

— Tri des biclusters par taille décroissante, conservation des k meilleurs résultats uniquement.

5.3.1.4 Construction de biclusters imparfaits

L’idée centrale de la méthode proposée est de construire des biclusters parfaitement homo-
gènes (en colonnes) sur les données simplifiées, puis de les traduire sur les données réelles, ce qui
permet de récupérer les variations masquées par le processus de discrétisation (ou autre simpli-
fication). Cependant, un problème restant est que ce système ne montre aucune tolérance aux
valeurs manquantes ou aberrantes qui peuvent être présentes dans les données. En effet, une ligne
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est supprimée dès qu’une de ses valeurs n’est pas identique à celles de sa colonne respective. Ce
comportement quelque peu extrême a été choisi afin d’accélérer le processus et d’éviter de devoir
fixer des paramètres additionnels tels que le “seuil de tolérance aux erreurs”. Cela peut néan-
moins mener à des résultats sous-optimaux, car une ligne parfaitement homogène avec le reste
du bicluster peut être écartée pour une seule valeur manquante, par exemple. Ce problème peut
également provenir de la discrétisation : une valeur peut être proche des autres sur les données
réelles, mais correspondre à une valeur discrétisée différente (surtout pour les valeurs proches des
limites des intervalles de la discrétisation).

Nous proposons ici un mécanisme permettant d’atténuer ce problème, qui doit être exécuté
après le calcul de la qualité des biclusters et la suppression des doublons. Ce mécanisme, détaillé
dans l’Algorithme 10, ajoute des lignes à un bicluster tant que cela ne déteriore pas le ratio de
sa qualité (à minimiser) sur sa taille (à maximiser).

Algorithme 10 : Procédure pour la formation de biclusters imparfaits par ajout de lignes

foreach bicluster B do
foreach ligne L non-incluse dans B do

BL ← B ∪ L;
qBL ← qualité(BL);

end
trier les lignes Li par qualité croissante;

r ← qualité(B)

taille(B)
;

repeat
B ← B ∪ Li;

r′ ← qualité(B)

taille(B)
;

until r′ ≤ r;
end

Nous choisissons ce ratio comme critère d’arrêt pour deux raisons. La première est que ces deux
mesures, qualité et taille, sont par nature concurrentes, et souvent utilisées dans les algorithmes
de biclustering multi-objectif, comme nous l’avons vu dans le Chapitre 6. Utiliser ce ratio permet
d’également de ne pas avoir à fixer de paramètre pour contrôler la dégradation de la qualité
tolérée. A noter que dans cette procédure, les lignes sont triées une seule fois, au début. Cela
signifie que les lignes sont ajoutées au bicluster dans un ordre dépendant de la variation de
qualité que chacune apporte au bicluster de départ. A mesure que le bicluster inclut de nouvelles
lignes, les qualités changent et l’ordre idéal peut devenir différent de l’ordre original. Ainsi, pour
garantir l’optimalité de la procédure, il faudrait recalculer les qualités pour les lignes restantes et
l’ordre de ces lignes qui en découle, après chaque inclusion de ligne. Procéder ainsi est beaucoup
plus coûteux en termes de temps de calcul. De plus, des expérimentations ont révélé que l’ordre
ne change qu’assez peu au fil des itérations, aussi le recalcul systématique n’apporterait-il au
mieux que des gains de qualité très minimes. Par conséquent, nous nous cantonnons à la version
basique, où l’ordre est calculé une seule fois au début de la procédure. Ce mécanisme pourrait
également être appliqué aux colonnes au lieu des lignes. Cependant, il n’y a, conceptuellement
parlant, aucune raison de la faire, étant donné que l’heuristique de biclustering procède déjà par
ajout itératif de colonnes.
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5.3.1.5 Stockage des données et complexité

La volumétrie des données hospitalières peut poser des problèmes au niveau du stockage des
données ou du temps d’exécution de l’algorithme de biclustering. Nous exposons ici la complexité
en espace et en temps de HBC afin de vérifier théoriquement sa scalabilité.

Complexité en espace HBC vise à traiter des matrices de données à la fois très larges et
très creuses (nombreuses valeurs manquantes). De telles matrices ne peuvent raisonnablement
pas être stockées sous forme d’un tableau à deux dimensions. Nous utilisons à la place un format
de stockage compressé, CSC (pour Compressed Sparse Column) [24], qui garantit un accès en
colonnes rapide. Cela permet d’accélérer le processus de biclustering, qui procède par ajout de
colonnes. Ce format garantit une complexité en espace de l’ordre de O(2n), où n est le nombre
de valeurs non-manquantes dans la matrice de données.

Complexité en temps L’opération centrale de l’heuristique décrite plus haut est l’ajout d’une
colonne à un bicluster en formation (et la suppression de lignes afin de garder le nouveau bicluster
homogène). Le coût de cette opération est le même que de chercher quelles lignes de la colonne à
ajouter sont présentes dans le bicluster en formation. Cela se traduit par une complexité dans le
pire des cas en O(i.log(i)), étant donné que la recherche d’un élément dans une liste ordonnée est
de l’ordre de O(log(i)), où i est le nombre de lignes de la matrice de données. A chaque étape,
la meilleure colonne est ajoutée, ce qui signifie que toutes les colonnes doivent être essayées afin
de déterminer laquelle est la plus adaptée (celle qui nécessite de supprimer le moins de lignes).
Par conséquent, O(j2) opérations d’ajout de colonne sont effectuées lors de la construction de
chaque bicluster, où j est le nombre de colonnes dans la matrice de données. Tout ce processus
est exécuté pour chaque colonne et chaque valeur possible comme point de départ, donc O(jk)
itérations, où k est le nombre de valeurs possibles pour un attribut. Cela donne une complexité
totale dans le pire des cas de O(i.log(i).j3.k). Cependant, en pratique, bien moins que O(j2)
opérations d’ajout de colonne sont exécutées, étant donné que cette méthode atteint en général
la condition d’arrêt (diminution de la taille du bicluster en formation) après avoir ajouté une
dizaine de colonnes environ. Une autre observation intéressante est que le temps d’exécution
n’augmente pas de manière linéaire avec le nombre de valeurs possibles k pour chaque attribut.
En effet, les détails d’implémentation de la méthode font que k a en pratique un effet très marginal
sur le temps d’exécution total. En fonction des données, il arrive parfois que ce paramètre ait
même un effet inverse : un jeu de données binaires (k = 2 pour chaque attribut) est parfois plus
long à traiter qu’un jeu de données numériques (k = 10). Par conséquent, augmenter le nombre
de valeurs possibles pour les attributs symboliques pour mieux coller à la réalité, ou le nombre
d’intervalles de discrétisation pour affiner les biclusters, ne pose pas de problème au niveau du
temps d’exécution.

En pratique, le temps d’exécution augmente de manière à peu près linéaire avec le volume
effectif de données, calculé par la formule suivante :

Volume = nombre de lignes× nombre de colonnes×% données non-manquantes (5.3)

Un autre avantage de cette méthode est qu’il est possible d’estimer le temps d’exécution total
à partir du temps d’exécution pour les premiers attributs, étant donné que l’algorithme traite
chaque colonne comme point de départ successivement.

5.3.2 Expérimentations

Dans cette section, nous comparons la méthode proposée, HBC, avec les trois algorithmes
déjà utilisés pour comparaison dans la section précédente : CC, SpectralCoclustering et Spec-
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Qualité (à minimiser) Taille (à maximiser)
HBC CC SpectralCo SpectralBi HBC CC SpectralCo SpectralBi

n0s0 2.39 ± 0.79 5.01 ± 3.05 5.42 ± 0.9 5.48 ± 1.32 221 ± 76 6 ± 2 132 ± 77 146 ± 105
n0s1 0.40 ± 0.08 3.54 ± 3.71 5.59 ± 1.0 5.25 ± 0.97 262 ± 97 38 ± 65 144 ± 98 150 ± 101
n0s2 0.23 ± 0.05 3.37 ± 4.15 5.54 ± 1.37 4.94 ± 1.16 677 ± 274 268 ± 380 162 ± 132 148 ± 124
n2s0 2.50 ± 0.71 5.27 ± 3.54 5.44 ± 0.88 5.79 ± 1.15 226 ± 67 6 ± 1 131 ± 77 127 ± 87
n2s1 0.67 ± 0.12 2.98 ± 3.56 5.52 ± 0.98 5.54 ± 1.02 409 ± 74 26 ± 30 143 ± 98 135 ± 88
n2s2 0.37 ± 0.07 0.49 ± 1.11 5.48 ± 1.22 5.90 ± 1.94 955 ± 323 117 ± 69 157 ± 117 116 ± 89
n5s0 2.71 ± 0.48 5.63 ± 3.47 5.46 ± 0.95 5.53 ± 1.34 243 ± 60 6 ± 1 131 ± 76 136 ± 82
n5s1 1.09 ± 0.19 2.53 ± 3.02 5.52 ± 0.83 5.68 ± 1.11 389 ± 88 11 ± 5 142 ± 94 127 ± 87
n5s2 0.66 ± 0.11 0.78 ± 0.26 5.56 ± 1.45 5.74 ± 1.62 850 ± 306 21 ± 5 155 ± 132 121 ± 95
n10s0 2.94 ± 0.10 5.12 ± 3.19 5.39 ± 0.8 5.0 ± 1.0 261 ± 19 6 ± 1 130 ± 74 168 ± 107
n10s1 2.00 ± 0.34 3.79 ± 3.05 5.56 ± 1.02 5.96 ± 1.4 397 ± 104 7 ± 2 139 ± 84 120 ± 88
n10s2 1.14 ± 0.12 1.73 ± 0.86 5.59 ± 1.22 5.09 ± 0.98 702 ± 185 10 ± 2 153 ± 115 158 ± 109

Table 5.5 – Qualité et taille moyennes des biclusters

U E
HBC CC SpectralCo SpectralBi HBC CC SpectralCo SpectralBi

n0s0 0.92 ± 0.09 0.01 ± 0.04 0.02 ± 0.01 0.02 ± 0.01 0.02 ± 0.05 0.4 ± 0.2 0.75 ± 0.04 0.48 ± 0.25
n0s1 0.92 ± 0.07 0.22 ± 0.19 0.03 ± 0.03 0.01 ± 0.01 0.0 ± 0.0 0.14 ± 0.24 0.51 ± 0.10 0.61 ± 0.12
n0s2 0.91 ± 0.07 0.57 ± 0.16 0.01 ± 0.01 0.01 ± 0.01 0.0 ± 0.0 0.01 ± 0.09 0.44 ± 0.12 0.47 ± 0.11
n2s0 0.74 ± 0.36 0.01 ± 0.03 0.01 ± 0.01 0.02 ± 0.01 0.16 ± 0.26 0.39 ± 0.2 0.74 ± 0.04 0.61 ± 0.11
n2s1 0.86 ± 0.16 0.11 ± 0.08 0.03 ± 0.03 0.02 ± 0.02 0.01 ± 0.01 0.12 ± 0.23 0.52 ± 0.15 0.51 ± 0.09
n2s2 0.84 ± 0.19 0.13 ± 0.05 0.02 ± 0.01 0.01 ± 0.01 0.01 ± 0.02 0.03 ± 0.13 0.39 ± 0.08 0.22 ± 0.2
n5s0 0.61 ± 0.42 0.01 ± 0.01 0.02 ± 0.01 0.0 ± 0.0 0.29 ± 0.31 0.42 ± 0.16 0.63 ± 0.17 0.58 ± 0.12
n5s1 0.77 ± 0.31 0.02 ± 0.02 0.03 ± 0.02 0.03 ± 0.01 0.05 ± 0.15 0.13 ± 0.21 0.58 ± 0.16 0.52 ± 0.16
n5s2 0.69 ± 0.29 0.01 ± 0.01 0.01 ± 0.01 0.01 ± 0.01 0.01 ± 0.04 0.17 ± 0.28 0.40 ± 0.02 0.32 ± 0.18
n10s0 0.07 ± 0.14 0.01 ± 0.01 0.03 ± 0.01 0.02 ± 0.0 0.71 ± 0.13 0.43 ± 0.19 0.66 ± 0.06 0.72 ± 0.05
n10s1 0.57 ± 0.30 0.01 ± 0.01 0.03 ± 0.02 0.01 ± 0.01 0.11 ± 0.22 0.19 ± 0.23 0.52 ± 0.17 0.52 ± 0.08
n10s2 0.4 ± 0.17 0.01 ± 0.01 0.01 ± 0.01 0.02 ± 0.02 0.01 ± 0.05 0.21 ± 0.33 0.35 ± 0.16 0.30 ± 0.23

Table 5.6 – Mesures de redécouverte des biclusters injectés U et E

tralBiclustering. Le protocole expérimental est similaire à celui du chapitre précédent. Etant
donné que tous les algorithmes comparés ne contiennent aucun élément stochastique, une seule
exécution pour chaque variante est suffisante. Le calcul des mesures U et E est effectué de la
même manière que précédemment, en considérant pour chaque bicluster injecté le bicluster trouvé
par l’algorithme qui en est le plus proche. Les Tables 5.5 et 5.6 présentent les résultats obtenus
par ces quatre méthodes pour les mesures de qualité et taille des biclusters, et les mesures de
redécouverte des biclusters injectés U et E, respectivement. Comme précédemment, les tables
présentent les résultats pour 5 biclusters injectés, avec 20% de recouvrement.

Nous constatons que HBC produit dans tous les cas des biclusters plus grands et de meilleure
qualité que les autres algorithmes. Une autre observation sur ces résultats pour U est que HBC
parvient à retrouver au moins une partie de tous les biclusters injectés pour toutes les variantes
considérées, à l’exception de n10s0 (bruit élevé, petits biclusters), qui est le cas le plus difficile.
Les résultats pour la mesure E montrent qu’assez peu d’éléments externes aux vrais biclusters
sont ajoutés. De manière générale, HBC parvient à retrouver une portion significative des biclus-
ters injectés (mesure U élevée) et à les isoler convenablement du reste des données (mesure E
basse). Un test statistique de Wilcoxon indique que HBC donne de meilleurs résultats de manière
significative sur les quatre mesures (qualité, taille, U et E), avec des p− values < 0.05. Tous les
algorithmes comparés ont un temps d’exécution inférieur à une minute sur les jeux de données
considérés.

Nous n’avons pas inclus dans ces tableaux les résultats obtenus par LSBC (l’approche par
méta-heuristique du chapitre précédent), car le manque de diversité dans les résultats de celle-ci
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la disqualifie. Cette méthode génère des biclusters en moyenne plus grands et de meilleure qualité
que HBC, mais donne des résultats très médiocres au niveau de la redécouverte des biclusters
injectés.

5.3.3 Discussion

Dans cette section, nous avons motivé l’adoption d’une nouvelle approche pour le biclustering
sur données hétérogènes, afin de corriger les lacunes de la première approche. Cette nouvelle
méthode se base sur une phase de simplification des données en pré-traitement, une heuristique
constructive et une phase de post-traitement pour évaluer, trier, filtrer et compléter les biclusters
générés. Cette méthode permet de couvrir l’ensemble des données et de détecter des biclusters plus
petits mais homogènes, ce que ne permettait pas la précédente. Nous avons proposé un ensemble
de procédures de post-traitement pour adapter la méthode aux besoins. Des expérimentations
sur données synthétiques ont révélé que cette méthode génère rapidement des résultats de bonne
qualité, et permet de retrouver les biclusters artificiels injectés dans presque tous les cas. Des tests
statistiques montrent que cette méthode, HBC, donne des résultats significativement meilleurs
que CC, qui utilise également un paradigme d’heuristique constructive.

5.4 Conclusion

Dans ce chapitre, nous avons présenté le biclustering et justifié l’utilité de son application
à la fouille de données hospitalières. Nous avons exposé les différents problèmes à résoudre afin
de pouvoir traiter ce type de données, notamment liés à leur hétérogénéité. Dans une première
approche, nous avons proposé une modélisation du biclustering sous forme d’un problème d’opti-
misation multi-objectif, incluant une mesure de qualité pour biclusters sur données hétérogènes,
ainsi qu’une méta-heuristique basée sur une recherche locale et ses différents composants (opéra-
teurs de voisinage, etc.). Cette première méthode génère des biclusters de très bonne qualité, mais
souffre d’un problème de diversité qui l’empêche de générer des solutions notablement différentes
les unes des autres. A partir de ces observations, nous avons présenté une seconde approche,
appelée HBC, basée sur une heuristique constructive et une simplification des données en pré-
traitement. Des expérimentations indiquent que cette méthode donne également des résultats de
bonne qualité, et est capable de couvrir des régions très diverses de la matrice de données. Cette
méthode forme donc une bonne base pour la gestion des données hétérogènes, mais nécessite une
extension à la gestion des données temporelles, très présentes parmi les données hospitalières.
Le chapitre suivant présente cette extension, ainsi que des premières expérimentations sur des
données réelles. Un cas d’étude plus complet est présenté dans le Chapitre 8.





Chapitre 6

Biclustering sur données temporelles

Dans le chapitre précédent, nous avons présenté l’algorithme HBC et son application à plu-
sieurs types de données non-temporelles : numériques, symboliques, ordinales et binaires. Dans ce
chapitre, nous détaillons l’extension de cet algorithme à deux types de données temporelles : les
événements temporels et les séries temporelles. Dans une première section, nous nous intéressons
aux événements temporels, que nous avons déjà intégré au sein de l’algorithme MOSC dans le
Chapitre 4. La seconde section se concentre sur les séries temporelles, et plus particulièrement les
séries temporelles irrégulières, un cas particulier plus adapté aux données hospitalières que nous
souhaitons pouvoir traiter. La structure de checune de ces sections met en exergue les différents
éléments à concevoir afin d’étendre HBC au nouveau type de données considéré : mesure de
qualité, transformation des données en pré-traitement et post-traitement.

6.1 Gestion des événements temporels

Dans cette section, nous rappelons d’abord les caractéristiques des événements temporels que
nous souhaitons utiliser comme données dans HBC. Nous motivons l’utilisation de ces données
et présentons un modèle permettant de les intégrer dans HBC, ainsi qu’une mesure de qualité
adaptée à ce nouveau type de données. Ensuite, nous apportons quelques modifications dans
HBC pour la formation de biclusters comportant des événements temporels. Après cela, nous
présentons des expérimentations validant l’efficacité de l’approche choisie : comparaison avec une
méthode existante de référence, scalabilité sur données larges et creuses, et exemples de biclusters
trouvés sur données réelles. Nous concluons cette partie avec une discussion de la méthode et des
résultats, et la présentation de perspectives d’amélioration.

6.1.1 Motivations et modélisation

Nous nous intéressons dans cette partie aux données temporelles telles que décrites dans
le chapitre 4 sur MOSC (classification de séquences temporelles), c’est-à-dire aux événements
temporels. Pour ceux-ci, au lieu de savoir uniquement que l’événement s’est produit, nous savons
également quand il s’est produit. Comme expliqué dans le Chapitre 4, exploiter ces données
temporelles présente un réel intérêt d’un point de vue métier, car les résultats obtenus sur de
telles données peuvent représenter plus précisément la réalité. Ce type d’attribut ne saurait être
traité comme un simple attribut binaire, car cela impliquerait de ne pas utiliser l’information
supplémentaire apportée par la date (et l’heure) associée à chaque événement. Par ailleurs, bien
que la date soit une valeur numérique, celle-ci ne devrait pas être traitée de la même manière que
les attributs numériques. En effet, nous estimons que la date associé à un événement n’apporte
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pas, en tant que tel, suffisamment d’information pour être utile. Par exemple, le fait qu’un
événement E se produise un jour chez un patient A, et un autre jour chez un patient B, ne signifie
rien en soi. Une alternative serait de considérer le temps écoulé depuis le premier événement pour
chaque patient, au lieu du temps absolu. Une telle méthode permet d’atténuer quelque peu le
problème, mais ne saurait s’adapter aux fortes disparités entre les parcours de soins de chaque
patient. En effet, procéder ainsi suppose qu’en général, un même événement se produit à des
instants fixes du parcours de soins, par exemple “deux heures après l’admission”. Cela n’est que
rarement le cas dans la réalité, aussi raisonner sur les temps de cette manière ne parâıt pas
adéquat.

Par conséquent, nous choisissons une seconde approche, dans laquelle nous nous concentrons
sur l’ordre relatif des événements se produisant pour un patient, et non plus sur les dates aux-
quelles ceux-ci se produisent. Dans le contexte du biclustering, cela signifie que nous considérons
que des patients sont similaires pour un sous-ensemble d’événements si ces événement se pro-
duisent dans le même ordre chez ces patients. La Figure 6.1 illustre cette notion de transformation
des temps en positions relatives dans les séquences d’événements, ainsi que la formation d’un
bicluster sur un sous-ensemble d’événements ordonnés de manière identique entre eux.

Figure 6.1 – Extraction d’un bicluster pour des données temporelles. Le bicluster extrait ici
comporte trois lignes I1, I2 et I5 pour lesquelles l’ordre des événements evt2, evt3 et evt5 est
identique. Cet ordre est représenté dans le tableau en bas à droite.

Comme montré sur cet exemple, seul l’ordre relatif des événements au sein du sous-ensemble
doit être identique, et non l’ordre relatif pour l’ensemble des attributs événements. Dans l’instance
I2, les événements evt1 et evt4 (hors bicluster) se produisent entre evt3 et evt5 (qui font partie
du bicluster). L’ordre relatif au sein du bicluster n’est cependant pas altéré, aussi considérons-
nous I2 identique à I1 et I5 pour les trois événements considérés. En cela, la modélisation
choisie est proche de celle adoptée pour la classification de séquences temporelles (voir Chapitre
4), où l’inclusion d’événements supplémentaires n’invalide pas la similarité de deux séquences,
tant que l’ordre de celles-ci est respecté. L’idée de considérer l’ordre des événements provient du
travail pionnier sur les Order Preserving SubMatrices (OPSM) [16]. De nombreux autres travaux
sur le biclustering impliquent une forme de temporalité dans les données, notamment pour les
applications en génomique, mais OPSM formalise ce problème plus précisément et introduit la
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transformation des données que nous avons reprise ici pour la modélisation.

Cette tolérance aux variations entre séquences complètes, ainsi que les contraintes plus souples
sur les dates, rendent cette approche plus flexible que si les dates exactes étaient utilisés et non les
séquences. Cette approche utilise également davantage les relations entre attributs (ordre relatif
des événements), là où la première considère chaque attribut individuellement. Cela est davantage
en phase avec le principe du biclustering, qui vise entre autres à détecter des corrélations entre les
colonnes. D’un point de vue applicatif, nous espérons que l’exploitation des données temporelles
permette de passer d’un bicluster décrivant “un groupe de patients chez qui les événements E1

et E2 se sont produits”, à un bicluster pour “un groupe de patients chez qui E1 puis E2 se sont
produits”. De tels biclusters sont plus informatifs et plus faciles à interpréter.

6.1.2 Mesure de qualité

Nous nous concentrons donc sur l’ordre relatif des événements temporels dans une séquence.
Par conséquent, l’approche choisie dans le chapitre précédent pour le calcul de la qualité d’un
bicluster doit être modifiée pour les attributs temporels. En effet, nous avons choisi de mesurer
la qualité totale d’un bicluster comme la somme des qualités individuelles de chaque colonne
du bicluster. Cependant, nous avons vu qu’un attribut temporel n’a de sens que par rapport
aux autres attributs temporels présents dans le bicluster. Il est donc impossible de calculer une
qualité pour chaque attribut temporel individuellement. A la place, nous nous inspirons ici aussi
des travaux réalisés sur OPSM, d’une étude qui définit une mesure de qualité pour ce problème
comme “un score pour le degré de préservation de l’ordre” [20]. L’idée ici est de calculer la mesure
classique de mean-squared residue score [31], en utilisant les rangs respectifs des événements
comme valeurs. Cette mesure est définie ainsi :

q(R,C) =
1

|R| × |C|
∑

i∈R,j∈C
(eij − eiC − eRj + eRC)2 (6.1)

avec :

eiC =
1

|C|
∑
j∈C

eij , eRj =
1

|R|
∑
i∈R

eij (6.2)

eRC =
1

|R| × |C|
∑

i∈R,j∈C
eij (6.3)

R et C sont les lignes et les colonnes du bicluster, respectivement. eij est l’élément de la
matrice situé sur la ligne i et la colonne j. eRC est la moyenne de tous les éléments du bicluster.
Dans l’étude présentant cette mesure de qualité, les auteurs montrent que celle-ci est cohérente
pour évaluer le degré de préservation de l’ordre dans un bicluster [20]. La mesure est notamment
idéale (i.e. égale à zéro) quand l’ordre est identique pour toutes les lignes, ce qui correspond à ce
que nous recherchons. Pour illustrer cette mesure, nous reprenons l’exemple de la Figure 6.1 et
calculons la qualité du bicluster à partir de l’ordre des événements qu’il contient, rappelé dans
la Figure 6.2.
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Figure 6.2 – Ordre des événements composant le bicluster dont nous cherchons à calculer la
qualité. Les positions des événements sont utilisées comme valeurs pour le calcul de qualité.

q(R,C) =
1

|R| × |C|
∑

i∈R,j∈C
(eij − eiC − eRj + eRC)2

=
1

|R| × |C|
[(e11 − e1C − eR1 + eRC)2 + (e12 − e1C − eR2 + eRC)2 + (e13 − e1C − eR3 + eRC)2

+ (e21 − e2C − eR1 + eRC)2 + (e22 − e2C − eR2 + eRC)2 + (e23 − e2C − eR3 + eRC)2

+ (e31 − e3C − eR1 + eRC)2 + (e32 − e3C − eR2 + eRC)2 + (e33 − e3C − eR3 + eRC)2]

avec

eRC =
1

|R|.|C|
∑

i∈R,j∈C
eij

=
1

3× 3
[1 + 2 + 3 + 1 + 2 + 3 + 1 + 2 + 3] = 2

et

e1C = e2C = e3C =
1

3
[1 + 2 + 3] = 2

eR1 =
1

3
[1 + 1 + 1] = 1

eR2 =
1

3
[2 + 2 + 2] = 2

eR3 =
1

3
[3 + 3 + 3] = 3

d’où

q(R,C) =
1

9
[(1− 2− 1 + 2)2 + (2− 2− 2 + 2)2 + (3− 2− 3 + 2)2

+ (1− 2− 1 + 2)2 + (2− 2− 2 + 2)2 + (3− 2− 3 + 2)2

+ (1− 2− 1 + 2)2 + (2− 2− 2 + 2)2 + (3− 2− 3 + 2)2]

= 0

En utilisant la mesure proposée, la qualité du bicluster vaut 0, qui est la valeur optimale.
Ce résultat correspond à ce qui était escompté, étant donné que le bicluster est parfaitement
homogène, c’est-à-dire que l’ordre des événements est identique sur chaque ligne. Cette mesure
de qualité est calculée sur l’ensemble des attributs temporels du bicluster, et définit la qualité
individuelle de chaque colonne correspondant à un attribut temporel.
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6.1.3 Adaptations de l’algorithme

Comme nous l’avons vu dans le chapitre précédent, certains types de données nécessitent une
phase de pré-traitement (e.g. discrétisation), afin de les ramener à un ensemble fini de valeurs
possibles. Une telle phase semble être nécessaire pour les attributs temporels, car ceux-ci sont
représentés par des valeurs numériques. Cela n’est cependant pas nécessaire, et il est plus efficace
de modifier légèrement l’algorithme de formation des biclusters pour le traitement des données
temporelles. Pour les autres types d’attributs, l’algorithme recherche la valeur présente sur le
plus grand nombre de lignes dans le bicluster en formation. Pour les données temporelles, nous
ne considérons pas la valeur d’un attribut en elle-même, mais plutôt l’ensemble des attributs
temporels et la séquence d’événements qu’ils représentent. Ainsi, pour ces attributs, l’algorithme
calcule pour chaque ligne du bicluster l’ordre des événements après ajout du nouvel attribut. Les
lignes conservées sont celles correspondant à la séquence d’événements la plus fréquente. Procéder
de cette manière implique certes de modifier le cadre général de l’algorithme de biclustering,
mais cela permet d’éviter des phases de transformation des données temporelles avant et après
formation des biclusters. A noter que le calcul de l’ordre de la séquence d’événements sur chaque
ligne est moins coûteux que le tri d’une liste de valeurs numériques. En effet, il suffit de calculer
la position à laquelle le nouvel événement doit être inséré, étant donné que toutes les séquences
présentes dans le bicluster en formation ont le même ordre. Cette opération se fait en temps
linéaire sur le nombre d’attributs temporels présents dans le bicluster.

6.1.4 Expérimentations

Afin de valider l’approche proposée pour la gestion des événements temporels, nous compa-
rons tout d’abord HBC avec un algorithme de biclustering conçu pour les données temporelles,
OPSM. Nous évaluons ensuite l’efficacité et la scalabilité de HBC sur des données synthétiques
volumineuses et creuses. Enfin, nous appliquons HBC à des jeux de données hospitalières et
présentons des exemples de biclusters trouvés sur ces données.

6.1.4.1 Comparaison avec OPSM

Dans un premier temps, les performances de l’algorithme HBC pour données temporelles sont
comparées à celles de l’algorithme OPSM (Order Preserving SubMatrices) [16]. Pour ce dernier,
l’implémentation utilisée est celle disponible dans l’outil BicAT, une plate-forme logicielle pour
le biclustering [14]. Dans ces expérimentations, HBC utilise la méthode de post-traitement pour
formation de biclusters imparfaits. Le protocole expérimental est similaire à celui utilisé dans le
chapitre précédent. Les données utilisées sont des données synthétiques avec 500 lignes et 100
colonnes, avec 100% d’attributs temporels, et 100% de données présentes car OPSM ne supporte
pas les données manquantes. 5 biclusters sont injectés dans les jeux de données, selon les mêmes
paramètres que dans le chapitre précédent (taille et niveau de bruit). Les données temporelles
sont bruitées de la même manière que les données numériques, avec ajout d’une valeur aléatoire
choisie selon une distribution normale de moyenne zéro et de variance correspondant au niveau
de bruit choisi. Les Tables 6.1 et 6.2 montrent les performances respectives de HBC et OPSM,
pour la qualité q telle que définie à la Section 6.1.2 et la taille des biclusters formés, ainsi que la
capacité des algorithmes à retrouver les biclusters injectés (mesures U et E), respectivement.

La Table 6.1 montre que HBC et OPSM génèrent tous deux des biclusters très homogènes
(qualité proche de zéro). Dans le cas de HBC, cela s’explique aisément par le fait que l’algorithme
génère par définition des biclusters parfaitement homogènes. Les imperfections sont amenées par
la procédure d’ajout de lignes en post-traitement. Nous remarquons également que HBC tend
à créer des biclusters de taille plus importante que OPSM, et ce, sur l’ensemble des jeux de
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Qualité Taille
HBC OPSM HBC OPSM

n0s0 0.0 ± 0.0 0.0 ± 0.0 201 ± 13 176 ± 187
n0s1 0.0 ± 0.0 0.0 ± 0.0 343 ± 52 243 ± 186
n0s2 0.0 ± 0.0 0.0 ± 0.0 1049 ± 317 450 ± 236
n2s0 0.0 ± 0.0 0.01 ± 0.01 192 ± 12 166 ± 192
n2s1 0.06 ± 0.13 0.03 ± 0.04 313 ± 32 219 ± 204
n2s2 0.0 ± 0.0 0.0 ± 0.04 560 ± 70 297 ± 262
n5s0 0.01 ± 0.01 0.0 ± 0.01 188 ± 13 168 ± 190
n5s1 0.03 ± 0.06 0.01 ± 0.01 248 ± 22 208 ± 209
n5s2 0.03 ± 0.09 0.01 ± 0.01 402 ± 32 257 ± 243
n10s0 0.0 ± 0.01 0.0 ± 0.0 191 ± 12 183 ± 197
n10s1 0.01 ± 0.04 0.01 ± 0.01 228 ± 13 203 ± 206
n10s2 0.05 ± 0.06 0.0 ± 0.01 320 ± 24 235 ± 235
n15s0 0.0 ± 0.0 0.0 ± 0.0 190 ± 12 167 ± 191
n15s1 0.01 ± 0.04 0.0 ± 0.0 235 ± 9 179 ± 206
n15s2 0.01 ± 0.01 0.02 ± 0.03 295 ± 11 212 ± 232
n20s0 0.0 ± 0.01 0.0 ± 0.0 191 ± 11 169 ± 189
n20s1 0.0 ± 0.0 0.0 ± 0.01 230 ± 15 179 ± 203
n20s2 0.02 ± 0.05 0.01 ± 0.01 286 ± 18 230 ± 237

Table 6.1 – Données temporelles synthétiques - qualité q et taille des biclusters pour HBC et
OPSM

U E
HBC OPSM HBC OPSM

n0s0 0.44 ± 0.21 0.19 ± 0.11 0.27 ± 0.18 0.44 ± 0.25
n0s1 0.44 ± 0.18 0.19 ± 0.08 0.03 ± 0.04 0.22 ± 0.16
n0s2 0.84 ± 0.08 0.18 ± 0.10 0.0 ± 0.0 0.25 ± 0.3
n1s0 0.22 ± 0.07 0.13 ± 0.08 0.41 ± 0.1 0.46 ± 0.17
n1s1 0.28 ± 0.01 0.17 ± 0.09 0.09 ± 0.01 0.32 ± 0.18
n1s2 0.19 ± 0.01 0.13 ± 0.05 0.05 ± 0.01 0.13 ± 0.07
n2s0 0.17 ± 0.06 0.1 ± 0.07 0.44 ± 0.09 0.59 ± 0.1
n2s1 0.12 ± 0.02 0.11 ± 0.05 0.24 ± 0.06 0.32 ± 0.07
n2s2 0.12 ± 0.01 0.08 ± 0.04 0.09 ± 0.01 0.31 ± 0.16
n3s0 0.18 ± 0.05 0.1 ± 0.07 0.43 ± 0.08 0.47 ± 0.24
n3s1 0.09 ± 0.01 0.08 ± 0.03 0.29 ± 0.03 0.41 ± 0.08
n3s2 0.06 ± 0.01 0.06 ± 0.03 0.18 ± 0.04 0.35 ± 0.18
n4s0 0.17 ± 0.04 0.09 ± 0.07 0.43 ± 0.08 0.62 ± 0.09
n4s1 0.09 ± 0.01 0.05 ± 0.04 0.30 ± 0.01 0.32 ± 0.09
n4s2 0.06 ± 0.01 0.05 ± 0.02 0.18 ± 0.04 0.41 ± 0.14
n5s0 0.16 ± 0.04 0.09 ± 0.07 0.44 ± 0.07 0.62 ± 0.09
n5s1 0.09 ± 0.01 0.06 ± 0.04 0.3 ± 0.02 0.48 ± 0.18
n5s2 0.05 ± 0.01 0.05 ± 0.02 0.23 ± 0.03 0.33 ± 0.05

Table 6.2 – Données temporelles synthétiques - mesures de recouvrement des biclusters (U et
E ) pour HBC et OPSM
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données considérés. La Table 6.2 montre que HBC est plus efficace pour retrouver des biclusters
injectés dans les données, d’après les deux mesures considérées. Nous observons cependant que
les performances des deux algorithmes se dégradent rapidement dès que du bruit est ajouté
aux données. Cela s’explique par le fait que les biclusters injectés pour les données temporelles
correspondent à une séquence [t, t + 1, t + 2, t + 3, . . . ]. Par conséquent, le moindre bruit peut
facilement changer l’ordre des événements, car les valeurs originales sont très proches entre elles.

Figure 6.3 – Exemple de bicluster trouvé par OPSM dans BicAT, en haut à gauche sur l’image,
sur un jeu de données n0s1 (pas de bruit, taille 50x10). On remarque que deux autres lignes
(inst49 et inst52 ) et colonnes, en vert, pourraient être ajoutées au bicluster mais ne le sont pas

La Figure 6.3 montre un exemple de bicluster généré par OPSM, via l’interface graphique
intégrée dans BicAT. Une observation étonnante sur cette figure est que l’algorithme semble
passer à côté de lignes et de colonnes parfaitement homogènes avec le reste du bicluster (en vert),
sans raison apparente. OPSM génère un ensemble de biclusters contenant un nombre variable
de lignes et de colonnes, mais ce comportement est présent dans chacun de ces biclusters. Cela
explique les résultats assez médiocres pour la redécouverte des biclusters injectés (mesure U).

6.1.4.2 Scalabilité

Pour la comparaison avec OPSM, nous avons utilisé des données de taille assez réduite et sans
valeurs manquantes, car OPSM est adapté à ce type de données. Cependant, nous cherchons
davantage à pouvoir gérer des jeux de données plus larges, avec un grand nombre de valeurs
manquantes ; ces caractéristiques étant présentes dans les données hospitalières réelles. Afin de
valider les performances de HBC sur données temporelles de ce type, nous présentons ici les
résultats obtenus par l’algorithme sur un ensemble de jeux de données synthétiques avec 100
000 lignes, 10 000 colonnes et 0.5% de valeurs présentes. Ces caractéristiques correspondent à



154 CHAPITRE 6. BICLUSTERING SUR DONNÉES TEMPORELLES

Quality Size U E
n0s0 0.0 ± 0.0 100 ± 0.0 1.0 ± 0.0 0.0 ± 0.0
n0s1 0.0 ± 0.0 500 ± 0.0 1.0 ± 0.0 0.0 ± 0.0
n0s2 0.0 ± 0.0 1500 ± 0.0 1.0 ± 0.0 0.0 ± 0.0
n2s0 0.0 ± 0.0 93 ± 6 0.92 ± 0.06 0.0 ± 0.0
n2s1 0.0 ± 0.0 414 ± 27 0.83 ± 0.05 0.0 ± 0.0
n2s2 0.0 ± 0.0 1139 ± 70 0.76 ± 0.04 0.0 ± 0.0
n5s0 0.0 ± 0.0 81 ± 9 0.81 ± 0.09 0.0 ± 0.0
n5s1 0.0 ± 0.0 324 ± 30 0.65 ± 0.06 0.0 ± 0.0
n5s2 0.0 ± 0.0 781 ± 64 0.52 ± 0.04 0.0 ± 0.0
n10s0 0.0 ± 0.0 69 ± 9 0.69 ± 0.08 0.0 ± 0.0
n10s1 0.0 ± 0.0 223 ± 26 0.45 ± 0.05 0.0 ± 0.0
n10s2 0.0 ± 0.0 483 ± 40 0.33 ± 0.02 0.0 ± 0.0
n15s0 0.0 ± 0.0 57 ± 9 0.57 ± 0.11 0.01 ± 0.1
n15s1 0.0 ± 0.0 174 ± 21 0.36 ± 0.04 0.0 ± 0.0
n15s2 0.0 ± 0.0 349 ± 32 0.24 ± 0.02 0.0 ± 0.0
n20s0 0.0 ± 0.0 50 ± 7 0.45 ± 0.16 0.1 ± 0.3
n20s1 0.0 ± 0.0 133 ± 14 0.28 ± 0.02 0.0 ± 0.0
n20s2 0.0 ± 0.0 268 ± 19 0.19 ± 0.01 0.0 ± 0.0

Table 6.3 – Performances de HBC - données temporelles pures, larges - qualité, taille et recou-
vrement des biclusters injectés

peu près aux jeux de données réels sur lesquels nous travaillons. Dans un premier temps, nous
examinons les performances de l’algorithme lorsque tous les attributs sont temporels. Ensuite,
nous étudions le cas de données mixtes, avec la répartition suivante : 20% numériques, 20%
binaires, 20% symboliques, 40% temporelles. Ce second cas est présenté afin de rester en phase
avec le but final de la méthode, qui est bien de gérer des données hétérogènes (dont temporelles).
Nous conservons les mêmes valeurs pour les différentes variantes de chaque jeu de données (taille
des biclusters, bruit, etc.). Cela signifie que l’algorithme doit rechercher des biclusters très petits
(20 lignes et 5 colonnes) par rapport à la taille totale des données, ce qui constitue souvent un
cas difficile pour les algorithmes de biclustering. Cette étude est intéressante car elle permet de
valider la capacité de HBC à trouver de tels biclusters, qui peuvent représenter des groupes de
patients intéressants dans les données réelles. Les Tables 6.3 et 6.4 présentent les résultats obtenus
pour l’ensemble des quatre mesures considérées, pour les données temporelles “pures” et pour les
données hétérogènes respectivement. Dans les tables, la notation nXsY correspond à un jeu de
données avec le niveau de bruit X et la taille Y (où s0 est 20x5, s1 est 50x10, et s2 est 100x15).
Nous n’utilisons que HBC pour ces expérimentations, car il n’existe, à notre connaissance, aucun
autre algorithme adapté à ce type de données.

D’après les Tables 6.3 et 6.4, on observe que HBC génère dans tous les cas un ensemble de
biclusters de très bonne qualité (proche de zéro). La taille moyenne dépend fortement de celle
des biclusters injectés. On observe également que, pour toutes les variantes, HBC parvient à
retrouver au moins une partie des 5 biclusters injectés (mesure U). De plus, E est le plus souvent
faible (< 0.1), ce qui signifie que les biclusters sont bien isolés du reste des données, et que peu de
données externes aux biclusters injectés sont ajoutées. Dans l’ensemble, ces résultats sont positifs
et montrent l’efficacité de HBC pour le biclustering sur données larges, creuses, hétérogènes et
temporelles. L’algorithme génère toujours des solutions de bonne qualité, et retrouve une partie
significative des biclusters même dans les cas les plus difficiles (bruit et petits biclusters).
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Quality Size U E
n0s0 0.0 ± 0.01 97 ± 7 0.97 ± 0.08 0.0 ± 0.0
n0s1 0.0 ± 0.0 486 ± 26 0.97 ± 0.07 0.0 ± 0.0
n0s2 0.0 ± 0.0 1469 ± 71 0.96 ± 0.09 0.0 ± 0.0
n2s0 0.05 ± 0.03 84 ± 11 0.85 ± 0.1 0.0 ± 0.0
n2s1 0.02 ± 0.02 353 ± 76 0.77 ± 0.10 0.0 ± 0.0
n2s2 0.01 ± 0.01 910 ± 270 0.65 ± 0.13 0.0 ± 0.0
n5s0 0.04 ± 0.05 69 ± 8 0.7 ± 0.08 0.0 ± 0.0
n5s1 0.01 ± 0.01 298 ± 37 0.56 ± 0.08 0.0 ± 0.0
n5s2 0.01 ± 0.01 689 ± 149 0.47 ± 0.06 0.0 ± 0.0
n10s0 0.05 ± 0.10 63 ± 11 0.63 ± 0.09 0.0 ± 0.0
n10s1 0.02 ± 0.02 235 ± 35 0.48 ± 0.05 0.0 ± 0.0
n10s2 0.01 ± 0.01 469 ± 208 0.38 ± 0.03 0.0 ± 0.0
n15s0 0.08 ± 0.13 59 ± 13 0.58 ± 0.09 0.0 ± 0.0
n15s1 0.02 ± 0.02 198 ± 37 0.41 ± 0.03 0.0 ± 0.0
n15s2 0.01 ± 0.01 350 ± 183 0.32 ± 0.02 0.0 ± 0.0
n20s0 0.08 ± 0.11 55 ± 13 0.54 ± 0.09 0.01 ± 0.1
n20s1 0.02 ± 0.02 166 ± 43 0.37 ± 0.03 0.0 ± 0.0
n20s2 0.01 ± 0.01 326 ± 151 0.3 ± 0.02 0.0 ± 0.0

Table 6.4 – Performances de HBC - données hétérogènes (dont temporelles), larges - qualité,
taille et recouvrement des biclusters injectés

Nb lignes Nb colonnes Nb présentes % présentes

MRB 194 715 11 450 2 584 252 0.12%
PMSI 102 896 11 413 1 413 057 0.12%
PMSI 2013 49 231 7 941 746 566 0.19%

Table 6.5 – Données réelles - caractéristiques

6.1.4.3 Données réelles

Nous appliquons maintenant HBC à trois jeux de données réels extraits d’un système d’infor-
mation hospitalier. MRB provient d’un cas d’étude sur les bactéries multi-résistantes, tandis que
PMSI et PMSI 2013 sont plus génériques. Ces deux jeux de données contiennent presque exclu-
sivement les données PMSI, ainsi que l’âge et le genre des patients. MRB contient également ces
informations, ainsi que quelques dizaines d’attributs numériques et symboliques représentant les
données additionnelles concernant le cas d’étude (antibiotiques notamment). La Table 6.5 pré-
sente les caractéristiques principales de ces trois jeux de données : nombre d’instances, nombre
d’attributs, nombre et pourcentage de valeurs présentes. La Table 6.6 présente la qualité et taille
moyenne des biclusters découverts sur chaque jeu de données. Le graphe représenté sur la Figure
6.4 montre les biclusters trouvés sur le jeu MRB selon leur qualité et taille respectives.

Une première observation sur ces résultats est que la qualité moyenne des biclusters formés est
très bonne (proche de zéro), avec une variance assez réduite. D’un autre côté, la taille moyenne est
importante, mais avec une variance plus élevée. Dans l’ensemble, cela signifie que les biclusters
trouvés sont tous très homogènes, mais ont des tailles très différentes. Cette observation est
supportée par le graphe de la Figure 6.4, qui montre que les biclusters ont le plus souvent une
très bonne qualité mais des tailles très variées (d’où l’échelle logarithmique utilisée en ordonnée).
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Qualité Taille Runtime (s.)

MRB 0.05 ± 0.18 1446 ± 4388 5863
PMSI 0.03 ± 0.06 624 ± 1354 1047
PMSI 2013 0.01 ± 0.04 736 ± 1625 519

Table 6.6 – Données réelles - résultats

Figure 6.4 – Données réelles - qualité et taille des biclusters trouvés sur le jeu MRB

Exemples de biclusters Nous présentons ici quelques biclusters trouvés sur les jeux de don-
nées réels utilisés pour l’étude, et montrons que ces biclusters ont un sens d’un point de vue
médical. Un premier exemple, extrait de MRB, contient 55 patients et les 4 attributs suivants :

— {Unité médicale 1} Maladies infectieuses et parasitiques

— {Unité médicale 1} Isolement prophylactique (préventive)

— {Unité médicale 1} Staphylocoque doré

— {Unité médicale 1} Agents résistants à la méthicilline

Celui-ci est assez simple à interpréter ; il regroupe les patients ayant contracté un staphylocoque
résistant à la méthicilline, qui ont été placés en isolement pour éviter la propagation.

Un second bicluster, extrait de PMSI, contient 1102 lignes et 4 attributs :

— {Unité médicale 1} Diabète sucré

— {Unité médicale 1} Electrocardiographie sur au moins 12 dérivations

— {Unité médicale 1} Rétinographie en couleur ou en lumière monochromatique
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— {Unité médicale 1} Examen de contrôle après d’autres traitements pour d’autres affecta-
tions

Ce bicluster décrit un ensemble de patients diabétiques. Une rétinographie est effectuée car le
diabète est souvent associé à des problèmes occulaires ; l’électrocardiogramme car les maladies
coronariennes sont les principales comorbidités associées au diabète. A noter que dans les deux
exemples montrés jusqu’à présent, tous les événements sont considérés comme simultanés, car se
produisant dans la même unité médicale.

Un dernier exemple est présenté pour montrer la capacité de HBC à trouver des biclusters
présentant un réel aspect temporel. Ce bicluster est extrait de PMSI, et comporte 598 lignes et
3 attributs :

— {Unité médicale 1} Radiographie du thorax

— {Unité médicale 2} Maladies endocriniennes, nutrionnelles et métaboliques

— {Unité médicale 2} Maladies de l’appareil circulatoire

Dans ce bicluster, une radiographie est d’abord effectuée, puis les deux diagnostics dans une
seconde unité médicale. Cela est cohérent, car une radiographie est souvent faite au début de la
prise en charge, avant d’orienter le patient vers l’unité de soins la plus appropriée.

6.1.5 Conclusion

Dans cette section, nous avons détaillé l’extension du modèle général de HBC pour les événe-
ments temporels. Ces données sont du même type que celles qui nous intéressaient dans la partie
précédente sur les règles de classification temporelle. L’approche par biclustering offre donc un
éclairage différent sur ces données et permet de répondre à des problématiques plus exploratoires.
Nous avons adopté dans ce chapitre une modélisation assez proche de celle employée pour la clas-
sification sur données temporelles, en nous concentrant sur les séquences d’événements plutôt que
sur les moments d’occurrence de ces événements. Nous avons choisi de modifier légèrement l’algo-
rithme de biclustering pour ces données temporelles, tout en gardant le même paradigme général
de construction itérative de biclusters homogènes. La méthode proposée ne nécessite aucune
transformation des données, n’effectue aucune opération réellement plus coûteuse que pour les
autres types d’attributs, et génère des biclusters contenant des séquences d’événements parfai-
tement homogènes. L’algorithme HBC ainsi étendu a été favorablement comparé à OPSM, la
méthode de référence pour le biclustering sur données temporelles. D’autres expérimentations
montrent son adaptation aux matrices de données larges et creuses. L’application sur des jeux de
données réels confirme la bonne qualité des résultats obtenus. Des exemples de biclusters réels
montrent que les résultats générés sont cohérents d’un point de vue médical. La méthode propo-
sée permet donc de répondre au problème de l’intégration des événements temporels dans HBC.
Dans la section suivante, nous nous concentrons sur l’autre facette des données temporelles : les
séries temporelles irrégulières.

6.2 Gestion des séries temporelles irrégulières

Dans la première section de ce chapitre, nous avons proposé une méthode permettant d’inté-
grer les événements temporels dans HBC. Dans cette seconde section, nous nous intéressons à une
autre forme que peuvent prendre les données temporelles, à savoir les séries temporelles irrégu-
lières. Nous cherchons à intégrer également ce type de données dans HBC. Dans la première partie
de cette section, nous présentons les particularités de ce type de données, notamment par rapport
aux séries temporelles classiques, ainsi que les techniques d’analyse adaptées à ces données spé-
cifiques. Nous proposons ensuite une nouvelle mesure de similarité entre deux séries temporelles
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irrégulières. La mesure proposée est utilisée à la fois pour le calcul de qualité des biclusters en
sortie de HBC, et pour le pré-traitement de ces séries temporelles par clustering. Nous présen-
tons donc ensuite différentes méthodes de clustering permettant de définir des groupes de séries
temporelles similaires. Cela permet de ramener l’ensemble des séries temporelles à un ensemble
de valeurs possibles finies, comme la discrétisation pour les valeurs numériques. Nous discutons
ensuite de l’utilisation de ces deux éléments, mesure de similarité et clustering, pour l’intégra-
tion des séries temporelles irrégulières dans HBC. Enfin, nous présentons des expérimentations
permettant de choisir la méthode de clustering la plus adaptée, et de valider l’efficacité de la
mesure de similarité proposée par rapport à une autre mesure existante, Dynamic Time Warping
[17]. Nous présentons également des résultats pour le clustering des séries temporelles sur un cas
d’étude réel, qui montrent la cohérence des clusters générés. Nous concluons cette section par un
résumé des différents éléments introduits et discutons de possibles futures améliorations.

6.2.1 Motivations et travaux existants

6.2.1.1 Motivations

Au long de son parcours de soins, un patient peut être amené à subir des mesures et examens
répétés dans le temps, par exemple pour relever certaines constantes biologiques (tension, pouls,
etc.). Ces données se présentent donc sous la formes de séries temporelles, avec une suite ordon-
née de k valeurs V = {v1, v2, . . . , vk} et de leurs temps correspondants T = {t1, t2, . . . , tk} avec
∀ti ∈ T : ti+1 > ti. De nombreuses méthodes ont été développées pour l’analyse de séries tempo-
relles, notamment pour des applications médicales telles que les électrocardiogrammes [167] ou
électroencéphalogrammes [79]. Cependant, les données qui nous intéressent plus spécifiquement
ici présentent certaines particularités qui les distinguent de ces cas classiques.

La première et plus importante spécificité est leur irrégularité. Dans les séries temporelles
classiques, l’intervalle de temps entre deux mesures successives et constant, donc ∀ti, tj ∈ T :
ti+1 − ti = tj+1 − tj . Dans le cas qui nous intéresse ici, cette égalité n’est généralement pas
respectée. En effet, les mesures peuvent être réalisées de manière irrégulière, en fonction des
besoins de la prise en charge médicale. Nous choisissons donc l’appellation séries temporelles
irrégulières pour parler de celles-ci. Cette particularité est problématique, étant donné que la
régularité entre les mesures est une condition nécessaire à l’application de nombreuses méthodes
d’analyse des séries temporelles.

La seconde spécificité concerne la longueur de ces séries. Celles-ci sont souvent assez brèves,
avec en général moins d’une dizaine de mesures et parfois aussi peu que deux ou trois. Or, la
plupart des méthodes d’analyse de séries temporelles supposent implicitement un nombre plus im-
portant de mesures dans chaque série. En effet, certaines méthodes visent à retrouver la fonction
permettant de décrire au mieux l’évolution d’une mesure, tandis que d’autres transforment les
séries par “lissage” (transformée de Fourier, par exemple). Ces méthodes ne sont pas applicables
dans le cas de séries de quelques points.

Une dernière spécificité, qui découle des précédentes, est que les séries sont de longueur
variable ; toutes ne contiennent pas le même nombre de mesures. Les techniques d’analyse de
séries temporelles supposent habituellement que les séries soient définies sur le même intervalle
de temps et qu’elles possèdent le même nombre d’observations. Ces hypothèses ne sont jamais
(ou très rarement) vérifiées dans notre cas.

Nous insistons sur le fait que le problème des séries temporelles irrégulières est différent de
celui des séries temporelles. Les méthodes que nous étudions dans ce chapitre sont conçues pour
supporter les spécificités mentionnées ci-dessus. Dans le cas où les séries ont un format plus clas-
sique et sont mieux formatées, nous recommandons d’appliquer les méthodes très performantes
qui ont été développées pour ce problème plus général [73].
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Comme nous l’avons vu dans les chapitres précédents, intégrer un nouveau type de données
dans HBC nécessite deux éléments : une mesure de qualité pour un ensemble de valeurs de ce
type, et une méthode de simplification des données pour le pré-traitement. Dans la suite de cette
section, nous passons en revue les méthodes existantes pour répondre à ces deux problèmes.

6.2.1.2 Travaux existants - similarité

Un premier point à noter ici est qu’il n’existe, à notre connaissance, aucune mesure d’homo-
généité pour un ensemble de séries temporelles, au même sens que la mesure de variance pour
un ensemble de valeurs numériques par exemple. Par conséquent, nous nous concentrons plutôt
ici sur le choix d’une mesure de similarité d(S1, S2) entre deux séries S1 et S2. Une fois cette
mesure choisie, la qualité q d’un ensemble de k séries peut être calculé par la distance moyenne
entre deux séries sur tout l’ensemble :

q({S1, ..., Sk}) =
1

0.5× k × (k − 1)

∑
i6=j

d(Si, Sj) (6.4)

De nombreuses mesures ont été développées pour la similarité de deux séries temporelles [54].
Cette étude distingue notamment deux types distincts de mesures :

— les mesures de type lock-step calculent la similarité en comparant le point à chaque position
i dans la première série avec le point à la même position i dans la seconde série. Cette
catégorie inclut les distances de Manhattan et euclidienne (et plus généralement toutes les
distances de Minkowski).

— les mesures élastiques sont plus flexibles à ce niveau, étant donné qu’elles autorisent dif-
férentes formes d’étirement, compression et extension entre les deux séquences, au lieu
d’un alignement strict et statique. Cette catégorie inclut les techniques de Dynamic Time
Warping (DTW) [17] et de Longest Common Sub-Sequence (LCSS) [42, 164].

Le problème principal avec les mesures lock-step est leur forte sensibilité aux décalages dans le
temps des séries comparées. Par exemple, deux séries S1 = {5, 20, 25, 35} et S2 = {20, 25, 35} sont
très différentes d’après ces mesures, alors que S2 est incluse dans S1. La gestion des décalages
temporels étant nécessaire dans le cas qui nous occupe, ces mesures ne conviennent donc pas à
nos besoins. A l’inverse, les mesures élastiques apparaissent comme mieux adaptées, car conçues
pour gérer ces décalages. Cependant, ces mesures présentent plusieurs limitations qui les rendent
difficilement applicables. Une première limitation est qu’elles considèrent par défaut des séries
temporelles classiques, donc régulières (intervalle de temps constant entre les mesures). Cela
constitue un problème majeur pour DTW, qui utilise une fenêtre de temps pour accélérer la
comparaison et améliorer les résultats. Dans le cas de séries irrégulières, cette fenêtre risque
d’être en permanence mal adaptée à la situation, trop large ou trop étroite. Un autre problème
est l’aspect paramétrique de ces méthodes. Compte tenu de la diversité des attributs de type série
temporelle irrégulière, les paramètres optimaux varient probablement d’un attribut à l’autre. Cela
rend le processus de détermination de ces paramètres plus complexe et laborieux. Un problème
plus conceptuel tient au fait que ces méthodes ont été développées pour des problèmes très
différents de celui qui nous occupe. Bien que l’objectif général reste le même (similarité de séries
temporelles), les applications pour lesquelles sont conçues les méthodes influent sur les choix de
modélisation. Même les méthodes génériques font le choix de se concentrer sur un sous-ensemble
de déformations ou imperfections dans les séries, telles que l’ajustement pour l’amplitude ou le
décalage temporel. Par exemple, LCSS est conçue pour supporter les valeurs aberrantes et les
variations d’amplitude [164], car ces deux types de bruit sont communs dans les séries temporelles
produites par des équipements électroniques. Par conséquent, il ne parâıt pas forcément judicieux
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d’utiliser une mesure existante, car celle-ci a peu de chance de pouvoir s’adapter aux particularités
d’un nouveau problème. Concevoir une mesure adaptée au problème qui nous intéresse semble
être une meilleure option.

Comme signalé plus haut, nous nous concentrons sur les séries temporelles irrégulières, pour
lesquelles aucune méthode dédiée d’analyse n’existe. Le fait que ces séries soient souvent courtes
pose également certains problèmes, et invalide nombre de méthodes telles que la décomposition
par ondelettes [132], l’analyse spectrale [136] ou les modèles de moyenne mouvante (moving
average [168]). Ces séries temporelles courtes ont néanmoins attiré quelques contributions pour
leur analyse. Une première étude intéressante propose un algorithme de classification floue et
une mesure de distance entre séries courtes [124]. Cette méthode est bien adaptée à la détection
de séries montrant une évolution similaire, mais la mesure de distance proposée est de type
lock-step, et ne convient donc pas pour des séries potentiellement mal alignées. Une autre étude
s’est concentrée sur le problème du clustering de séries courtes pour l’expression génomique [57].
Pour cela, les auteurs utilisent des modèles autorégressifs pour identifier des profils d’expression
statistiquement significatifs, étendant en quelque sorte un travail précédent [139] pour les séries
courtes. Cette méthode produit en général des résultats très cohérents en un temps très bref,
et dispose d’une implémentation publique avec interface graphique [56]. Cependant, comme les
autres applications conçues pour l’étude des données génomiques, celle-ci ne cherche que les
similarités dans les évolutions, et non dans les valeurs. Un autre inconvénient est que cette
méthode ne propose pas de mesure de similarité entre séries temporelles, ce qui est indispensable
dans notre cas.

6.2.1.3 Travaux existants - clustering

L’algorithme HBC nécessite également, pour chaque attribut, un processus qui transforme
chaque valeur originale en une valeur simplifiée, où l’ensemble des valeurs simplifiées doit être
fini. Deux types d’approches existent pour simplifier une série temporelle en une valeur unique.
La première consiste à réduire la dimensionnalité des séries par une suite de transformations
simples. Par exemple, prendre la moyenne de toutes les mesures d’une série, puis appliquer une
discrétisation pour obtenir un nombre fini de valeurs possibles. La seconde consiste à grouper
les séries temporelles similaires dans des groupes par clustering ; les k clusters ainsi formés étant
autant de valeurs simplifiées possibles pour les séries.

La réduction de dimensionnalité peut être réalisée par un ensemble de méthodes, telles que la
transformée de Fourier discrète [4], la transformée par ondelettes discrète [30], la décomposition
en valeurs singulières [103] ou l’agrégation par parties (Piecewise Aggregate Approximation [176]).
Toutes ces méthodes partagent les mêmes limitations dans le contexte qui nous intéresse, étant
donné qu’elles sont conçues pour des séries temporelles régulières classiques. Par conséquent, elles
ne semblent pas applicables à notre problème, à moins de les transformer lourdement.

Le clustering de séries temporelles a suscité un intérêt certain, et de nombreuses études
ont été réalisées sur le sujet. Cela s’explique aisément lorsqu’on considère l’omniprésence de ce
type de données dans des domaines d’applications réels très variés (biologie, finance, sciences
sociales, etc.). Pour la plupart de ces travaux, la contribution principale est la définition d’une
mesure de distance entre les séries. Le processus de clustering utilisé est souvent classique :
k-means, k-medoids ou clustering hiérarchique. Pour la définition de cette mesure de distance
donc, certains travaux utilisent des outils statistiques tels que les cepstres [93], les distances
autorégressives [37], les prédictions de lois de probabilité [7] ou les modèles mixtes [171]. Dans
une autre étude, les auteurs utilisent un ensemble de caractéristiques pour décrire chaque série
temporelle : périodicité, auto-similarité, asymétrie, etc. Cette approche est intéressante, car elle
résout le problème des séries temporelles de longueurs inégales. Chaque série est donc représentée
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par un vecteur de caractéristiques, et ceux-ci peuvent être regroupés en clusters par clustering
hiérarchique [91] ou cartes auto-adaptatives [162]. Une autre étude sur cette même idée utilise
des mesures de similarité probabilistes avec une représentation linéaire par parties des séries
temporelles [97]. Le problème avec cette approche est que les caractéristiques utilisées pour décrire
les séries ne sont pas applicables sur des séries courtes et irrégulières. Une direction de recherche
différente proposait de se concentrer sur le clustering de sous-séquences des séries temporelles
[130], ce qui est intéressant pour les séries de longueurs différentes. Cependant, l’intérêt de cette
approche a été fortement remis en cause et prouvé peu concluant [96]. Une dernière idée consiste à
calculer la distance deux-à-deux entre chaque paire de séries de l’ensemble, ici par LCSS (Longest
Common SubSequence), puis d’appliquer un clustering hiérarchique sur la matrice des distances
ainsi calculée [42, 164]. Cette idée est très intéressante dans notre cas, car elle permet d’utiliser
la mesure de distance à la fois comme base du clustering et comme mesure de qualité (pour le
biclustering en aval).

Cependant, nous constatons d’après cette revue du sujet qu’il n’existe pas réellement de
méthode de calcul de similarité et de clustering pour les séries temporelles courtes et irrégulières
qui nous intéressent.

6.2.2 Aperçu de la méthode proposée

La Figure 6.5 illustre le mécanisme complet de traitement des séries temporelles dans HBC,
et qui contient les étapes présentées ci-dessous. Sur cette figure, les éléments indiqués en rouge
sont les nouveaux éléments proposés, qui sont détaillés dans la suite de cette section.

— La mesure de similarité permet de calculer la similarité (ou distance), entre deux séries
temporelles.

— Le calcul de cette mesure pour toutes les paires de séries donne la matrice de similarité
pour l’ensemble de ces séries.

— La méthode de clustering permet d’obtenir un ensemble de clusters de séries tem-
porelles à partir de la matrice de similarité.

— Les clusters auxquels les séries appartiennent forment les données simplifiées qui sont
passées en entrée de l’algorithme de biclustering HBC.

— HBC produit un ensemble de biclusters sur ces données simplifiées, qui sont traduits
en biclusters sur les données originales.

— La mesure de similarité permet de calculer la qualité, ou l’homogénéité, des ensembles
de séries temporelles contenus dans les biclusters.

6.2.3 Mesure de similarité

La revue des travaux existants présentée dans le Section 6.2.1 révèle le manque d’une mesure
de distance adaptée aux séries temporelles irrégulières courtes. Nous définissons ici les caractéris-
tiques souhaitées d’une telle mesure, afin de motiver les choix de conception qui sont faits dans
la création de celle-ci par la suite :

— Toutes les valeurs sont importantes : les valeurs considérées dans ces séries irrégulières ne
sont pas relevées par des équipements électroniques (ECG, etc.), mais plutôt collectées
à la main par le personnel médical (par exemple, prise de tension). Dans ces conditions,
nous estimons que toutes les valeurs relevées sont valables et importantes, et qu’aucune
valeur aberrante ne doit être présente, qui serait due à un dysfonctionnement matériel
par exemple. Les erreurs humaines restent possibles, mais sont assez rares pour ne pas
constituer un problème majeur.
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Figure 6.5 – Mécanisme de traitement des séries temporelles dans HBC : calcul de la matrice
de similarité puis clustering sur cette matrice pour obtenir un ensemble fini de valeurs possibles,
et utilisation de la mesure de similarité pour calculer la qualité des biclusters

— Les séries ont des longueurs différentes : nous voulons que la mesure puisse relever si une
série correspond à une sous-partie d’une autre.

— Les dates auxquelles les mesures sont relevées sont importantes mais une certaine flexibilité
est nécessaire. Comme dans DTW, nous souhaitons que la mesure soit élastique. Cependant,
ces temps doivent être utilisés par la mesure afin d’affiner celle-ci. Cela doit permettre, par
exemple, de détecter que deux séries présentent une suite de valeurs similaires, mais sur
une période de temps plus brève. La mesure doit être capable de déterminer que de telles
séries sont similaires.

Compte tenu de ces besoins, nous définissons une nouvelle mesure de distance deux-à-deux
adaptée à ce type de séries temporelles. Le calcul de cette mesure pour deux séries S1 et S2 est
détaillé dans l’Algorithme 11. La distance entre deux points (un point de chaque série) est calculée
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en utilisant la distance euclidienne sur les deux dimensions de la valeur et du temps. Nous avons
essayé d’utiliser la distance de Manhattan, mais celle-ci donnait des résultats inférieurs à ceux
de la distance euclidienne. A noter que les temps sont alignés, de sorte que le premier élément de
chaque série soit considéré comme se produisant à t = 0 pour cette série. La distance entre deux
séries est simplement la somme des distances entre toutes les paires de points constituant les
deux séries. Etant donné qu’on considère des séries de longueurs différentes, le problème consiste
donc à définir le matching entre ces deux séries, à partir duquel est calculée la distance. Un
point notable ici est que nous n’utilisons pas un matching optimal, mais le matching minimal
pouvant exister entre deux séries. Cela signifie qu’au lieu de prendre le matching minimisant la
somme des distances point à point, nous prenons celui qui maximise cette distance. Cela peut
sembler contre-intuitif, mais ce choix a un sens quand on considère qu’une distance réduite pour
cette mesure correspond au cas où deux séries ne sont “pas trop dissimilaires”. Le choix de cette
variante est motivé par les expérimentations présentées dans la Section 6.2.6, où les deux options
sont comparées. Cette section présente également d’autres expérimentations, où cette mesure est
comparée avec DTW.

Le calcul de cette mesure a une complexité temporelle exponentielle dans sa version näıve,
mais un paradigme de programmation dynamique permet de réduire cette complexité à O(ij)
pour la première étape, et O(j(i−j)2) pour la seconde étape, où i et j sont les longueurs des deux
séries, respectivement. Il est intéressant de constater que la complexité dépend principalement de
la différence de taille entre les deux séries. La complexité de cette mesure est à peu près équivalente
à celle de DTW, et demeure raisonnable pour des cas d’application réels. Le traitement des
attributs séries temporelles est plus coûteux que pour d’autres attributs, mais cela est attendu,
étant donné la nature plus complexe de ce type de données.

6.2.4 Clustering de séries temporelles

Nous avons noté précédemment qu’une méthode intéressante consiste à appliquer un processus
de clustering sur la matrice de similarité d’un ensemble de séries temporelles. Les algorithmes de
clustering du k-medoids et du clustering hiérarchique sont particulièrement adaptés pour cela,
étant donné qu’ils utilisent justement les distances entre les différents éléments pour grouper
ceux-ci. Ainsi, nous pouvons voir une synergie évidente avec la mesure de distance développée
dans la Section 6.2.3, qui était nécessaire pour le calcul de qualité dans le cadre du biclustering.
Par conséquent, nous choisissons d’utiliser la matrice de similarité déjà calculée comme base du
clustering des séries temporelles. Le choix qui reste à faire concerne l’algorithme de clustering
à utiliser. Nous détaillons dans la suite de cette section les deux options possibles à ce niveau :
k-medoids ou clustering hiérarchique.

6.2.4.1 k-medoids

Nous avons tout d’abord implémenté l’algorithme du k-medoids classique (avec Partitioning
Around Medoids) [95]. Cet algorithme fonctionne en choisissant au hasard k éléments parmi
l’ensemble d’éléments à grouper. Ces k éléments sont appelés médöıdes, ou centröıdes. Ensuite,
les autres éléments sont groupés en fonction du médöıde dont ils sont le plus proches, ce qui
donne un premier groupement. Par la suite, ce groupement est modifié de manière itérative, en
échangeant un médöıde avec un élément non-médöıde. La nouvelle configuration est conservée
si son coût est inférieur à la précédente. Le coût est défini comme la somme des distances entre
chaque élément et le médöıde duquel il est le plus proche. L’algorithme se termine lorsque aucune
meilleure configuration n’est trouvée.

Après avoir implémenté l’algorithme k-medoids original, nous avons développé une variante de
celui-ci. Cette variante est décrite en détail dans l’Algorithme 12 ; la partie modifiée par rapport
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Algorithme 11 : Calcul de la distance entre deux séries temporelles S1 et S2

Data : v1 = valeurs ordonnées pour S1

Data : v2 = valeurs ordonnées pour S2

Data : t1 = temps ordonnés pour S1

Data : t2 = temps ordonnés pour S2

begin
tailleDiff← taille(S1)− taille(S2);
dist← matrice avec taille(S1) lignes et taille(S2) colonnes;
for i=0..taille(S1) do

for j=0..taille(S2) do

dist[i][j]←
√

(v1[i]− v2[j])2 + (t1[i]− t2[j])2;
end

end
for j=1..taille(S2)-1 do

for i=j..j+tailleDiff do
maxV al← 0;
for k=j-1..i-1 do

if dist[k][j − 1] > maxV al then
maxV al← dist[k][j − 1];

end

end
dist[i][j]← dist[i][j] +maxV al;

end

end
resultat← 0;
for i=taille(S2)-1..taille(S1)-1 do

if dist[i][taille(S2)− 1] > result then
resultat← dist[i][taille(S2)− 1];

end

end
return resultat;

end

à la version originale est indiquée en gras. Dans l’algorithme classique, après changement d’un
centröıde, seuls les éléments liés à ce médöıde sont réassignés au médöıde le plus proche. Dans
la variante que nous proposons, tous les éléments sont réassignés, et le coût total de la nouvelle
configuration est recalculé. Nous pensons que cette variante permet de mieux mesurer l’effet des
modifications de la configuration. Procéder ainsi est naturellement plus long en termes de temps
de calcul. Cependant, diverses expérimentations (présentées plus bas et dans la Section 6.2.6)
montrent que cette variante amène à de meilleurs résultats pour le biclustering, qui travaille sur
les données préparées par cette phase de clustering.

6.2.4.2 Clustering hiérarchique

L’autre méthode de clustering applicable à une matrice de similarité est le clustering hiérar-
chique [91]. Deux approches existent pour cette méthode : agglomérative ou divisive. Nous ne
considérons pas la seconde option, étant donné que les algorithmes pour celle-ci ont une com-
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Algorithme 12 : Algorithme de clustering k-medoids modifié

begin
initialisation : sélection aléatoire de k centröıdes parmi les n éléments;
associer chaque élément à son centröıde le plus proche;
while le coût de la configuration diminue do

foreach centröıde m do
foreach élément non-médöıde o do

échanger m et o;
assigner chaque élément à leur nouveau médöıde;
calculer le nouveau coût;
if le coût augmente then

annuler l’échange entre m et o;
end

end

end

end

end

plexité (en temps) exponentielle sur le nombre d’éléments à grouper. L’approche agglomérative
signifie que chaque élément forme initialement un cluster, et les clusters sont progressivement
fusionnés en fonction de leur proximité. Un algorithme näıf pour cette approche a une complexité
en O(n3), ce qui mène à des temps de calculs prohibitifs même pour des jeux de données assez
réduits. Cependant, des variantes plus efficaces ont été développées, notamment les algorithmes
SLINK [152] et CLINK [48], qui ont des complexités en O(n2) et O(n2log(n)), respectivement.
Ces algorithmes sont fortement liés à la mesure de distance inter-clusters qu’ils utilisent, qui est
le paramètre le plus important pour ces méthodes. Plusieurs options existent pour cette distance,
parmi lesquelles les plus fréquemment utilisées sont les suivantes :

— max{d(x, y) : x ∈ A, y ∈ B} : la distance maximale entre deux éléments des clusters A et
B. Utilisée dans CLINK, qui signifie complete-linkage.

— min{d(x, y) : x ∈ A, y ∈ B} : la distance minimale entre deux éléments des clusters A et
B. Utilisée dans SLINK, qui signifie single-linkage.

—
1

|A|.|B|
∑

x∈A
∑

y∈B d(x, y) : la distance moyenne entre deux éléments des clusters A et B.

Parfois appelée average-linkage.

Nous avons implémenté SLINK et CLINK pour comparer leurs efficacités respectives sur le pro-
blème qui nous intéresse. Des tests préliminaires ont révélé un défaut majeur de l’algorithme
SLINK, qui tend à produire des clusters en forme de châıne, à l’opposé des formes plus sphé-
riques/ovalöıdes auxquelles ont pourrait s’attendre. Ce comportement, souvent appelé chaining
effect, a été largement observé dans la littérature sur le sujet. Une observation intéressante ici
est que nous avons obtenu les meilleurs résultats en utilisant l’algorithme SLINK, mais avec la
mesure de distance complete-linkage au lieu de single-linkage. Ceci est étonnant, étant donné que
procéder ainsi ne garantit plus l’optimalité du clustering produit. Nous conservons néanmoins
cette variante plus performante pour comparaison plus poussée.
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6.2.4.3 Comparaison

Nous cherchons à évaluer la qualité des clusterings produits par les différentes méthodes
existantes. Pour cela, nous comparons plusieurs variantes de clustering hiérarchique et de k-
medoids selon un ensemble de mesures de qualité pour le clustering (stabilité, distances intra-
cluster et inter-clusters, etc.). Ces comparaisons sont détaillées en Annexe A, mais ne permettent
pas d’aboutir à une conclusion définitive sur quelle méthode de clustering est la plus adaptée.
Par conséquent, nous reportons le choix de la méthode la plus performante après d’autres tests
visant à évaluer l’effet de ces méthodes sur le biclustering, présentés dans la Section 6.2.6.

6.2.5 Intégration dans HBC

Dans ce chapitre, nous avons jusqu’à présent développé une mesure de distance pour les séries
temporelles irrégulières courtes, et présenté plusieurs méthodes de clustering possibles (le choix
de la variante la plus adaptée sera fait d’après les résultats des expérimentations en Section 6.2.6).
Il est possible d’appliquer ces outils directement aux séries temporelles afin de pouvoir les traiter
comme un nouveau type de données dans HBC. Cependant, ce n’est pas la seule possibilité de
modélisation, et la meilleure option à ce niveau dépend des données et de l’application considérées.
Par exemple, les utilisations du biclustering en analyse de données génomiques considèrent des
séries comme similaires si celles-ci présentent une évolution semblable [57], appelée profil. Pour
illustrer, prenons deux séries S1 = {10, 16, 12} et S2 = {90, 98, 94}. Bien qu’ayant des valeurs
très différentes, S1 et S2 ont un profil très proche : augmentation, puis diminution, avec des
variations absolues presque identiques.

Le problème, dans notre cas, est que les séries temporelles pour les données médicales peuvent
concerner des mesures très différentes, allant des évaluation psychologiques aux tests d’endurance
en passant par les analyses biologiques, entre autres. La modélisation utilisée pour l’analyse de
données génomiques (évolution plutôt que valeurs) peut être adéquate pour certaines d’entre
elles, quand l’information discriminante est contenue dans l’évolution des mesures. Dans d’autres
cas, les valeurs en elles-mêmes sont plus intéressantes que leur évolution. Il est également possible
que les deux aspects soient utiles. Déterminer quel aspect est le plus utile pour chaque mesure est
une tâche ardue, même pour un expert. De plus, nous souhaitons que les outils proposés soient
génériques, afin de pouvoir s’adapter à des cas d’utilisation divers. Par conséquent, nous choisis-
sons d’inclure ces deux aspects, valeurs et évolution, afin de pouvoir les traiter simultanément.
L’idée sous-jacente ici est de chercher des corrélations en utilisant ces deux aspects, sans a priori.
Ce choix se traduit en pratique par la définition de deux nouveaux types d’attributs dans HBC :

— timeseries values : les valeurs v1, v2, . . . , vn prises par la mesure aux temps t1, t2, ..., tn.

— timeseries evolution : les évolutions des valeurs e1, e2, . . . , en, où ei =
vi+1 − vi
ti+1 − ti

,

∀i ∈ [1, n− 1].

Cette formule pour le calcul des vitesses d’évolution, déjà utilisée dans une étude précédente
[124], permet de considérer également les temps auxquels sont réalisées les mesures. Cela rend la
représentation des données plus fidèle à la réalité, en traduisant les irrégularités dans les séries.
A noter que les deux types d’attributs sont séparés, mais les mêmes outils sont utilisés pour les
traiter (mesure de qualité et clustering pour le pré-traitement).

6.2.6 Expérimentations

Dans cette section, nous présentons d’abord les résultats d’expérimentations sur jeux de
données synthétiques, afin d’évaluer la performance de l’algorithme de biclustering HBC étendu à
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la gestion des séries temporelles irrégulières. Ces expérimentations nous permettent de déterminer
la mesure de distance et la méthode de clustering les mieux adaptées. Ensuite, nous comparons la
méthode choisie avec une méthode existante, Dynamic Time Warping [17]. Enfin, nous présentons
quelques exemples de résultats sur données réelles, et montrons que ceux-ci sont cohérents d’un
point de vue médical.

6.2.6.1 Comparaison sur données synthétiques

Etant donné que les expérimentations réalisées dans la Section 6.2.4 n’ont pas permis d’iden-
tifier la méthode la plus efficace pour le clustering de séries temporelles, nous procédons ici
différemment. Au lieu d’évaluer la qualité des clusterings, nous nous concentrons sur l’effet que
ces clusterings ont sur les résultats finaux du processus de biclustering. En cela, la comparai-
son se rapproche de celle effectuée dans la partie précédente sur MOCA-I et ses extensions, où
nous avons choisi la méthode de discrétisation qui permettait d’obtenir de meilleurs résultats de
classification.

Pour cette partie, nous reprenons le protocole expérimental utilisé dans les chapitres pré-
cédents. Nous générons plusieurs jeux de données synthétiques (500 lignes, 100 colonnes) et
injectons des biclusters dans ces données. Plusieurs variantes de chaque jeu de données sont gé-
nérées, chacune correspondant à une configuration de paramètres pour ces biclusters : nombre,
taille, niveau de bruit, overlapping. Comme précédemment, nous considérons ici les cas avec 5
biclusters injectés et 20% d’overlapping. Parmi les 100 colonnes présentes, 40% correspondent
à des séries temporelles, les autres sont numériques, binaires et symboliques. De cette manière,
nous restons dans un contexte de biclustering sur données hétérogènes. Une particularité liée aux
données ici concerne la méthode de bruitage de celles-ci. Les séries temporelles sont en effet plus
complexes que des données numériques par exemple, et il est possible de les altérer sous plusieurs
aspects. Nous expérimentons avec deux types de bruit différents :

— première option : les valeurs et les temps d’une série sont bruités, de la même manière
que pour les attributs numériques (distribution normale). Le bruit apporté aux temps est
cependant limité de sorte que l’ordre des mesures ne soit pas modifié après bruitage. En
d’autres termes, la relation ti−1 < ti < ti+1, où ti est le temps associé au i-ème point d’une
série, doit rester valable après bruitage.

— seconde option : identique à la première, mais la restriction sur les temps est levée. Les
mesures peuvent ainsi changer de place dans la série.

Nous nous attendions à ce que la seconde option apporte des modifications plus importantes aux
séries, et forme ainsi des cas plus difficiles. Cependant, les résultats ne montrent pas de différence
notable de performance pour l’algorithme de biclustering entre ces deux options. Les Tables 6.7
et 6.8 présentent les valeurs moyennes pour la qualité et la taille des biclusters découverts, respec-
tivement. Les Tables 6.9 et 6.10 présentent les résultats pour les deux mesures de redécouverte
des biclusters injectés, U et E, respectivement. A noter que pour la Table 6.7, les deux groupes
de méthodes (1-2-4 et 3-5) doivent être considérés séparément, car ces méthodes utilisent deux
mesures de qualité différentes. Cette séparation n’est pas nécessaire pour les autres tables de
résultats, mais nous conservons néanmoins le même ordre des méthodes (1-2-4-3-5) afin de rester
cohérents.
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Méthode 1 Méthode 2 Méthode 4 Méthode 3 Méthode 5
n0s0 0.283 ± 0.215 0.129 ± 0.097 0.508 ± 0.182 0.095 ± 0.094 0.53 ± 0.166
n0s1 0.186 ± 0.177 0.082 ± 0.092 0.328 ± 0.237 0.073 ± 0.078 0.339 ± 0.21
n0s2 0.013 ± 0.018 0.001 ± 0.0 0.024 ± 0.022 0.001 ± 0.0 0.018 ± 0.018
n2s0 0.293 ± 0.162 0.149 ± 0.091 0.551 ± 0.151 0.139 ± 0.075 0.542 ± 0.148
n2s1 0.248 ± 0.162 0.135 ± 0.049 0.364 ± 0.227 0.115 ± 0.065 0.373 ± 0.186
n2s2 0.095 ± 0.037 0.096 ± 0.053 0.095 ± 0.07 0.086 ± 0.038 0.135 ± 0.049
n5s0 0.356 ± 0.169 0.154 ± 0.091 0.541 ± 0.138 0.208 ± 0.116 0.575 ± 0.118
n5s1 0.267 ± 0.122 0.206 ± 0.076 0.431 ± 0.166 0.183 ± 0.075 0.408 ± 0.166
n5s2 0.093 ± 0.064 0.056 ± 0.032 0.141 ± 0.093 0.132 ± 0.05 0.186 ± 0.052
n10s0 0.352 ± 0.169 0.135 ± 0.1 0.508 ± 0.148 0.138 ± 0.099 0.569 ± 0.116
n10s1 0.279 ± 0.18 0.205 ± 0.098 0.488 ± 0.153 0.227 ± 0.096 0.435 ± 0.146
n10s2 0.081 ± 0.059 0.041 ± 0.031 0.203 ± 0.13 0.079 ± 0.051 0.18 ± 0.073
n15s0 0.328 ± 0.186 0.139 ± 0.102 0.551 ± 0.144 0.151 ± 0.111 0.574 ± 0.117
n15s1 0.341 ± 0.188 0.204 ± 0.109 0.513 ± 0.178 0.25 ± 0.119 0.462 ± 0.133
n15s2 0.097 ± 0.076 0.045 ± 0.044 0.269 ± 0.181 0.044 ± 0.034 0.181 ± 0.066
n20s0 0.321 ± 0.15 0.148 ± 0.086 0.566 ± 0.14 0.149 ± 0.103 0.582 ± 0.104
n20s1 0.268 ± 0.123 0.234 ± 0.126 0.493 ± 0.114 0.238 ± 0.12 0.485 ± 0.135
n20s2 0.169 ± 0.132 0.077 ± 0.062 0.319 ± 0.183 0.06 ± 0.04 0.199 ± 0.086

Table 6.7 – Qualité moyenne des biclusters formés

Méthode 1 Méthode 2 Méthode 4 Méthode 3 Méthode 5
n0s0 170.1 ± 37.1 159.0 ± 41.1 199.8 ± 51.5 154.5 ± 31.6 226.2 ± 70.6
n0s1 415.7 ± 250.0 446.8 ± 257.9 389.2 ± 237.0 481.5 ± 267.8 366.0 ± 230.4
n0s2 954.0 ± 564.0 1016.7 ± 270.6 1045.8 ± 556.8 838.9 ± 307.1 1025.3 ± 560.8
n2s0 170.8 ± 39.4 158.5 ± 42.1 198.1 ± 43.5 150.8 ± 36.0 229.3 ± 74.6
n2s1 393.6 ± 178.2 384.2 ± 162.7 255.3 ± 92.3 496.5 ± 249.0 350.9 ± 216.9
n2s2 778.9 ± 474.2 733.4 ± 472.6 642.4 ± 324.0 1180.9 ± 618.3 1161.2 ± 573.8
n5s0 182.2 ± 39.5 168.5 ± 43.6 201.4 ± 48.6 159.1 ± 43.6 230.4 ± 72.6
n5s1 346.6 ± 138.7 319.2 ± 97.0 232.2 ± 76.3 429.6 ± 212.0 347.0 ± 186.2
n5s2 521.8 ± 256.1 447.8 ± 203.3 497.2 ± 258.0 804.2 ± 495.7 993.7 ± 476.5
n10s0 177.1 ± 35.7 158.0 ± 46.6 205.5 ± 54.5 157.5 ± 49.2 238.8 ± 85.5
n10s1 261.0 ± 113.9 269.3 ± 109.0 210.4 ± 62.0 338.0 ± 114.7 316.6 ± 138.5
n10s2 373.6 ± 155.3 304.1 ± 138.3 403.9 ± 189.9 441.1 ± 214.1 714.6 ± 315.0
n15s0 168.4 ± 37.8 161.7 ± 44.6 199.2 ± 44.3 163.0 ± 49.5 247.5 ± 107.6
n15s1 228.9 ± 97.7 233.1 ± 105.7 205.4 ± 51.9 263.2 ± 87.7 281.9 ± 118.1
n15s2 338.6 ± 128.3 277.0 ± 109.3 323.2 ± 144.4 306.5 ± 123.8 473.8 ± 215.6
n20s0 172.5 ± 32.3 161.2 ± 45.2 194.5 ± 41.0 157.5 ± 43.2 228.8 ± 69.3
n20s1 201.5 ± 68.4 222.0 ± 78.8 196.9 ± 37.6 227.3 ± 70.2 239.4 ± 83.9
n20s2 316.0 ± 129.7 268.3 ± 92.7 288.6 ± 149.9 290.2 ± 95.3 432.4 ± 161.9

Table 6.8 – Taille moyenne des biclusters formés

Ces résultats montrent qu’utiliser un clustering k-medoids modifié (méthodes 2 et 3), en pré-
traitement des séries temporelles, produit des biclusters de qualité notablement meilleure que
le clustering hiérarchique (méthodes 4 et 5), pour les deux mesures de qualité considérées. La
méthode 5 produit des biclusters en moyenne plus grands que les autres, mais la qualité de ceux-
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Méthode 1 Méthode 2 Méthode 4 Méthode 3 Méthode 5
n0s0 0.215 ± 0.392 0.213 ± 0.393 0.031 ± 0.029 0.8 ± 0.4 0.204 ± 0.398
n0s1 1.0 ± 0.0 1.0 ± 0.0 0.988 ± 0.016 1.0 ± 0.0 1.0 ± 0.0
n0s2 0.965 ± 0.031 1.0 ± 0.0 0.974 ± 0.025 1.0 ± 0.0 0.974 ± 0.032
n1s0 0.02 ± 0.018 0.215 ± 0.392 0.015 ± 0.031 0.548 ± 0.435 0.168 ± 0.316
n1s1 0.9 ± 0.0 0.92 ± 0.046 0.568 ± 0.301 1.0 ± 0.0 1.0 ± 0.0
n1s2 0.866 ± 0.084 0.807 ± 0.14 0.705 ± 0.106 0.973 ± 0.053 0.943 ± 0.069
n2s0 0.015 ± 0.018 0.014 ± 0.019 0.0 ± 0.0 0.178 ± 0.311 0.028 ± 0.056
n2s1 0.648 ± 0.111 0.635 ± 0.125 0.106 ± 0.178 0.94 ± 0.08 0.82 ± 0.074
n2s2 0.625 ± 0.091 0.579 ± 0.059 0.525 ± 0.102 0.89 ± 0.072 0.733 ± 0.119
n3s0 0.02 ± 0.018 0.018 ± 0.018 0.01 ± 0.012 0.018 ± 0.022 0.0 ± 0.0
n3s1 0.297 ± 0.244 0.323 ± 0.167 0.009 ± 0.005 0.712 ± 0.079 0.504 ± 0.238
n3s2 0.396 ± 0.067 0.351 ± 0.033 0.343 ± 0.058 0.56 ± 0.124 0.56 ± 0.073
n4s0 0.02 ± 0.016 0.025 ± 0.017 0.015 ± 0.013 0.022 ± 0.02 0.038 ± 0.027
n4s1 0.07 ± 0.14 0.076 ± 0.141 0.006 ± 0.003 0.534 ± 0.288 0.434 ± 0.258
n4s2 0.31 ± 0.08 0.275 ± 0.027 0.168 ± 0.129 0.348 ± 0.067 0.428 ± 0.07
n5s0 0.007 ± 0.011 0.003 ± 0.004 0.018 ± 0.016 0.001 ± 0.004 0.012 ± 0.014
n5s1 0.009 ± 0.013 0.006 ± 0.007 0.016 ± 0.008 0.331 ± 0.279 0.298 ± 0.155
n5s2 0.238 ± 0.12 0.191 ± 0.087 0.266 ± 0.048 0.287 ± 0.019 0.389 ± 0.028

Table 6.9 – Mesure de recouvrement U - part du bicluster injecté retrouvée

Méthode 1 Méthode 2 Méthode 4 Méthode 3 Méthode 5
n0s0 0.669 ± 0.341 0.643 ± 0.321 0.785 ± 0.12 0.198 ± 0.37 0.658 ± 0.327
n0s1 0.005 ± 0.0 0.005 ± 0.0 0.001 ± 0.002 0.005 ± 0.0 0.003 ± 0.002
n0s2 0.0 ± 0.001 0.002 ± 0.0 0.0 ± 0.001 0.002 ± 0.001 0.0 ± 0.0
n1s0 0.82 ± 0.099 0.636 ± 0.318 0.824 ± 0.149 0.331 ± 0.402 0.649 ± 0.323
n1s1 0.0 ± 0.0 0.0 ± 0.0 0.171 ± 0.342 0.0 ± 0.0 0.0 ± 0.0
n1s2 0.0 ± 0.0 0.0 ± 0.0 0.0 ± 0.0 0.0 ± 0.0 0.0 ± 0.0
n2s0 0.827 ± 0.093 0.832 ± 0.091 0.803 ± 0.122 0.629 ± 0.326 0.797 ± 0.142
n2s1 0.014 ± 0.017 0.0 ± 0.0 0.509 ± 0.279 0.0 ± 0.0 0.0 ± 0.0
n2s2 0.0 ± 0.0 0.0 ± 0.0 0.0 ± 0.0 0.0 ± 0.0 0.0 ± 0.0
n3s0 0.82 ± 0.099 0.788 ± 0.07 0.835 ± 0.068 0.813 ± 0.101 0.843 ± 0.053
n3s1 0.384 ± 0.455 0.15 ± 0.3 0.689 ± 0.104 0.0 ± 0.0 0.119 ± 0.239
n3s2 0.0 ± 0.0 0.0 ± 0.0 0.004 ± 0.003 0.0 ± 0.0 0.001 ± 0.001
n4s0 0.787 ± 0.085 0.768 ± 0.072 0.808 ± 0.076 0.769 ± 0.083 0.702 ± 0.088
n4s1 0.794 ± 0.397 0.606 ± 0.316 0.726 ± 0.031 0.166 ± 0.328 0.186 ± 0.307
n4s2 0.0 ± 0.0 0.0 ± 0.0 0.206 ± 0.241 0.0 ± 0.0 0.003 ± 0.006
n5s0 0.841 ± 0.095 0.808 ± 0.137 0.771 ± 0.052 0.88 ± 0.078 0.805 ± 0.071
n5s1 0.636 ± 0.133 0.703 ± 0.08 0.65 ± 0.047 0.27 ± 0.334 0.165 ± 0.288
n5s2 0.065 ± 0.131 0.072 ± 0.145 0.012 ± 0.008 0.0 ± 0.0 0.0 ± 0.0

Table 6.10 – Mesure de recouvrement E - part de données externes au bicluster injecté

ci est nettement dégradée. Nous observons également que les méthodes 3 et 5, qui partagent
la mesure de distance en matching minimal, sont les plus efficaces pour la mesure U (part des
biclusters injectés retrouvée). A partir de l’ensemble de ces résultats, nous pouvons affirmer que
la méthode 3, clustering k-medoids modifié avec matching minimal, est la mieux adaptée pour
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U E
WM DTW WM DTW

n0s0 1.0 ± 0.0 0.274 ± 0.27 0.013 ± 0.0 0.288 ± 0.219
n0s1 1.0 ± 0.0 0.709 ± 0.095 0.005 ± 0.0 0.0 ± 0.0
n0s2 0.988 ± 0.014 0.681 ± 0.108 0.001 ± 0.001 0.0 ± 0.0
n1s0 0.96 ± 0.079 0.272 ± 0.271 0.008 ± 0.006 0.348 ± 0.271
n1s1 0.952 ± 0.037 0.631 ± 0.136 0.0 ± 0.0 0.0 ± 0.0
n1s2 0.893 ± 0.077 0.557 ± 0.142 0.0 ± 0.0 0.0 ± 0.0
n2s0 0.9 ± 0.063 0.296 ± 0.281 0.0 ± 0.0 0.361 ± 0.25
n2s1 0.911 ± 0.092 0.506 ± 0.086 0.0 ± 0.0 0.0 ± 0.0
n2s2 0.814 ± 0.132 0.462 ± 0.079 0.0 ± 0.0 0.0 ± 0.0
n3s0 0.744 ± 0.078 0.229 ± 0.208 0.003 ± 0.007 0.385 ± 0.25
n3s1 0.686 ± 0.064 0.416 ± 0.079 0.0 ± 0.0 0.0 ± 0.0
n3s2 0.654 ± 0.027 0.379 ± 0.098 0.0 ± 0.0 0.0 ± 0.0
n4s0 0.744 ± 0.074 0.107 ± 0.013 0.006 ± 0.008 0.579 ± 0.165
n4s1 0.638 ± 0.021 0.428 ± 0.093 0.001 ± 0.003 0.0 ± 0.0
n4s2 0.62 ± 0.037 0.323 ± 0.083 0.002 ± 0.001 0.0 ± 0.0
n5s0 0.704 ± 0.089 0.107 ± 0.009 0.01 ± 0.008 0.65 ± 0.031
n5s1 0.6 ± 0.0 0.358 ± 0.105 0.006 ± 0.003 0.0 ± 0.0
n5s2 0.6 ± 0.0 0.308 ± 0.067 0.003 ± 0.0 0.0 ± 0.0

Table 6.11 – Recouvrement des biclusters injectés ; comparaison avec DTW

notre problème, que ce soit au niveau de la qualité des biclusters générés ou de son aptitude à
retrouver des biclusters cachés.

6.2.6.2 Comparaison avec Dynamic Time Warping

Dans cette section, nous comparons la mesure de distance entre séries temporelles proposée
avec une mesure existante, Dynamic Time Warping (DTW) [17]. Etant donné que la qualité des
biclusters est par définition incomparable pour des méthodes utilisant une mesure de distance
différente, nous ne considérons que leur capacité à retrouver les biclusters injectés dans les don-
nées. DTW n’étant pas conçue pour traiter les séries irrégulières, nous simplifions le problème en
utilisant des séries régulières pour la comparaison des méthodes. Le processus de génération des
données synthétiques est assez similaire à celui de la section précédente. Les seules différences
sont donc que les mesures sont espacées uniformément dans le temps, et que le bruitage n’al-
tère que les valeurs et pas les temps. Les séries sont néanmoins toujours courtes (<10 éléments)
et de longueurs inégales. La Table 6.11 présente les résultats de la comparaison entre les deux
méthodes suivantes :

— WM : mesure de distance entre séries telle qu’introduite dans la Section 6.2.3 avec matching
minimal, clustering par k-medoids modifié (k = 5).

— DTW : mesure de distance entre séries par Dynamic Time Warping, clustering par k-
medoids modifié (k = 5).

Ces résultats montrent que la mesure de distance proposée améliore notablement la capacité
de l’algorithme de biclustering à retrouver les biclusters injectés, et ce pour l’ensemble des va-
riantes considérées. DTW donne des résultats inférieurs, et montre une performance très faible
dans les cas où les biclusters injectés sont petits (les cas nXs0, avec des biclusters de 20 lignes et
5 colonnes). Une observation intéressante ici est que la qualité des résultats se dégrade moins vite
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Figure 6.6 – Deux exemples de clusters de séries temporelles ; à gauche, un attribut de type
évolution, à droite un attribut de type valeurs

que précédemment à mesure que le bruit augmente, et ce pour les deux méthodes. Cela est proba-
blement dû au fait que seules les valeurs sont bruitées et pas les temps pour ces expérimentations,
au contraire des précédentes.

6.2.6.3 Données réelles

Dans cette section, nous montrons quelques exemples de clusters de séries temporelles obte-
nus sur des données médicales réelles. Les données utilisées ici décrivent divers tests d’effort et
questionnaires de qualité de vie pour des patients souffrant de troubles pulmonaires chroniques
obstructifs (BPCO ou cancer du poumon, par exemple). Chaque patient subit un ensemble de
tests à différentes étapes du processus de réhabilitation ; ces tests servent à évaluer l’efficacité
du processus. Une particularité de ces données est que les tests sont administrés aux mêmes
moments pour chaque patient : une première fois au début du traitement, puis à la fin, puis six
mois et douze mois après la fin du traitement. Toutes ces évaluations ne sont pas toujours menées
(pour diverses raisons) ; les séries temporelles dont nous disposons comportent donc entre deux
et quatre points. Ainsi, ces séries présentent la plupart des caractéristiques que nous avons consi-
dérées dans la création de la méthode : brièveté, longueurs différentes, natures différentes. Bien
que techniquement irrégulières (l’intervalle entre deux mesures n’est pas uniforme), ces séries ne
sont cependant pas idéales pour illustrer la capacité de la méthode à gérer des séries irrégulières,
mais elles demeurent intéressantes et correspondent à un cas d’étude réel. La Figure 6.6 présente
deux exemples de clusters de séries temporelles trouvés dans ces données, pour deux attributs
différents. Afin de faciliter la visualisation, les mesures sont considérées comme étant relevées à
intervalles réguliers sur ces graphes.

Le graphe de gauche représente l’évolution des valeurs (attribut de type timeseries evolution),
tandis que celui de droite représente les valeurs elles-mêmes (type timeseries values). Les deux
graphes portent sur des attributs et clusters différents. Celui de gauche regroupe des patients qui
ont montré une évolution positive au début (environ +100), puis négative après cela (environ
-100). Cela correspond à une amélioration au cours du processus de réhabilitation, puis une
dégradation une fois celui-ci terminé. Le second graphe regroupe des patients montrant une
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dégradation générale pour la mesure considérée. Nous pouvons remarquer que chaque cluster
tend à grouper des séries ayant la même tendance bien qu’étant de longueurs différentes. Ce
comportement est précisément ce que nous souhaitions en conçevant la méthode de gestion des
séries temporelles irrégulières.

6.2.7 Discussion

Dans cette section, nous avons défini le problème des séries temporelles irrégulières courtes et
montré que les méthodes classiques d’analyse de séries temporelles ne s’appliquent pas à celles-ci.
Nous avons introduit une nouvelle mesure pour calculer la distance entre deux telles séries. Des
expérimentations ont montré que cette mesure est plus efficace que Dynamic Time Warping,
qui est souvent utilisée pour les séries irrégulières. Nous avons comparé plusieurs variantes de
deux algorithmes de clustering, k-medoids et clustering hiérarchique, et présenté une variante
de k-medoids, plus coûteuse en temps mais plus stable. D’autres espérimentations sur données
synthétiques ont montré que ce k-medoids modifié est mieux adapté lorsque l’objectif final est
d’améliorer la qualité du biclustering qui utilise ces séries temporelles. Les deux éléments intro-
duits dans ce chapitre, mesure de distance et clustering, sont intégrés dans l’algorithme HBC
afin d’étendre son champ applicatif aux séries temporelles irrégulières. La modélisation proposée
est conçue de manière à prendre en compte les deux aspects des séries temporelles, les deux axes
qui permettent de grouper des séries similaires : valeurs proches ou évolution semblable. Ces
éléments forment un processus de pré-traitement des séries temporelles pour utilisation dans le
biclustering. Ce pré-traitement est plus long que pour des types de données plus simples (numé-
riques, symboliques, etc.), mais les choix d’implémentation proposés permettent de conserver une
complexité raisonnable (quadratique) afin de pouvoir s’adapter à la volumétrie de cas d’étude
réels. Quelques exemples de clusters de séries temporelles trouvés sur des données réelles viennent
illustrer et justifier le travail sur ces données.

6.3 Conclusion

Dans ce chapitre, nous avons étendu HBC afin de pouvoir gérer deux types de données tem-
porelles souvent présentes dans les données hospitalières. Le premier type, appelé événements
temporels, est similaire aux données temporelles gérées par MOSC pour la classification super-
visée de séquences (voir Chapitre 4). Pour ces événements, nous avons proposé une méthode
inspirée de la modélisation introduite par OPSM [16], qui considère l’ordre respectif des événe-
ments plutôt que la date à laquelle ils se produisent. Les biclusters ainsi formés contiennent donc
un ensemble de séjours ayant une séquence d’événements en commun (dans un ordre identique).
Les expérimentations réalisées montrent que HBC ainsi étendu est plus efficace que OPSM sur
les données temporelles, et qu’il passe correctement à l’échelle sur des données réelles. Différents
exemples de biclusters montrent que HBC est capable de découvrir des biclusters correspondant
à des profils de patients variés et cohérents d’un point de vue médical. Le second type concerne
les séries temporelles irrégulières, un cas particulier des séries temporelles rarement étudié dans
la littérature. Pour celles-ci, nous avons proposé une nouvelle mesure de distance deux-à-deux, et
montré que celle-ci est plus adéquate qu’une mesure existante (Dynamic Time Warping). Cette
mesure est utilisée pour le calcul de qualité, ainsi que pour la simplification de ces séries par
clustering k-medoids. Nous avons comparé différentes variantes de cette méthode et retenu celle
qui donne les meilleures performances. Enfin, nous avons présenté des exemples graphiques de
clusters de séries temporelles irrégulières, afin de justifier plus avant la validité de l’approche
proposée. L’extension à ces deux types de données temporelles nous permet de traiter par HBC
les données réelles des différents cas d’étude.



Chapitre 7

Implémentation - parallélisation et
visualisation

Dans les deux chapitres précédents, nous avons proposé une méthode pour le biclustering sur
données hétérogènes (HBC), ainsi que des extensions permettant de gérer les données temporelles.
Dans ce chapitre, nous nous intéressons à des extensions et améliorations visant à faciliter un
déploiement industriel futur de HBC. Dans un premier temps, nous explorons les possibilités de
parallélisation de HBC. Dans un second temps, nous discutons des difficultés de la visualisation
des biclusters sur données hétérogènes, et développons un outil apportant des réponses à certains
de ces problèmes.

7.1 Parallélisation

Dans cette section, nous développons une version parallèle de HBC afin d’en garantir la
scalabilité et de pouvoir tirer parti d’environnements de calcul multi-processeurs ou multi-cœurs.
Dans une première section, nous motivons plus en détail la conception d’une version parallèle
de l’algorithme. Nous proposons ensuite une première approche, utilisant MPI, adaptée aux
systèmes à mémoire distribuée, puis une seconde version, utilisant OpenMP, adaptée aux systèmes
à mémoire partagée. Nous présentons ensuite des expérimentations sur cette seconde version, qui
est plus adaptée aux systèmes dont nous disposons, afin de valider l’accélération apportée par
la parallélisation. Nous concluons ce chapitre par une discussion des approches proposées et la
présentation de pistes d’amélioration.

7.1.1 Motivations

Dans le contexte qui nous intéresse ici, le parallélisme consiste à répartir le traitement des
données sur différents processus exécutés simultanément, afin de réduire le temps d’exécution
total. Un processus peut être une machine, un cœur ou un thread ; cet aspect sera davantage
détaillé par la suite. Ce procédé a vu le jour dans les années 60, et fait l’objet de nombreux
travaux et applications. En particulier, celui-ci est très utilisé en fouille de données, étant donné
les volumes de données importants et les temps de calcul parfois longs que ces volumes impliquent.
L’intérêt de paralléliser un programme donné dépend de trois aspects majeurs :

— le temps d’exécution, ou la complexité du programme : la parallélisation est souvent
employée pour réduire le temps d’exécution d’un programme qui serait trop long à traiter de
manière séquentielle. Cependant, les programmes dont l’exécution est très rapide peuvent
également bénéficier de la parallélisation.

173
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— l’accélération qu’il est possible d’atteindre pour ce programme. Cela correspond au ratio
entre le temps d’exécution en séquentiel et le temps d’exécution en parallèle du même
programme. La loi d’Amdahl montre que l’accélération maximale atteignable (quel que
soit le nombre de processus utilisés) est d’autant plus grande que la partie du programme
qu’il est possible d’exécuter en parallèle est importante [9].

— la scalabilité, ou la capacité du programme à bénéficier de l’ajout de processus supplé-
mentaires pour réduire davantage le temps d’exécution. Cette notion est formalisée dans la
loi de Gustafson, qui montre que l’accélération dépend de la proportion du programme qui
bénéficie de l’ajout de processus [71].

Nous examinons à présent les caractéristiques de l’algorithme de biclustering HBC, sous les
trois aspects définis ci-dessus :

— complexité : HBC a une complexité théorique linéaire mais élevée (cubique sur le nombre de
colonnes). Les expérimentations sur données réelles prennent souvent plusieurs heures, ce
qui n’est pas problématique pour l’instant, mais pourrait le devenir si les volumes de don-
nées venaient à s’accrôıtre. De plus, certaines applications réelles nécessitent une exécution
rapide du biclustering. En particulier, la prédiction de codes PMSI implique l’exécution de
HBC pour chaque courrier ; le nombre élevé de courriers (plusieurs centaines de milliers)
rend la rapidité d’exécution indispensable, notamment pour un traitement des courriers au
fil de l’eau par exemple.

— accélération : les seules parties de l’algorithme qui doivent être exécutées de manière sé-
quentielle sont le chargement des données et une partie du post-traitement (clustering des
résultats). L’ensemble du mécanisme de création de biclusters, qui représente la partie la
plus coûteuse en temps d’exécution, est parallélisable, étant donné que chaque bicluster est
généré indépendemment des autres.

— scalabilité : le point le plus important, qui a motivé le développement d’une version parallèle,
est la scalabilité remarquable de HBC à l’ajout de processeurs. En effet, la procédure de
création d’un bicluster (heuristique constructive) est exécutée de manière indépendante
pour chaque attribut et chaque valeur possible des attributs. Les biclusters créés sont
simplement ajoutés à une liste, sans aucun besoin d’interaction ou de communication entre
les processus. Cela signifie qu’il est théoriquement possible d’atteindre une accélération
linéaire sur le nombre de processus utilisés, jusqu’à une limite de P , où :

P =
∑

a∈attributs

|valeurs possibles(a)| (7.1)

Un tel comportement est appelé embarrassingly parallel : la programme se prête parfaitement à
la conception d’une version parallèle. La suite de cette section détaille deux approches possibles
et présente des expérimentations afin vérifier le comportement prévu de HBC en parallèle.

7.1.2 Première approche : MPI

Deux approches sont possibles pour concevoir une implémentation parallèle. La première est
MPI (Message Passing Interface), qui est un ensemble de normes définissant des bibliothèques
de fonctions de communication entre les éléments d’un système distribué. Ces protocoles de com-
munication permettent d’exploiter un système distribué pour du calcul parallèle, en répartissant
et synchronisant les opérations effectuées sur chaque machine ou processeur. Plusieurs implémen-
tations de MPI sont disponibles ; nous utilisons ici MPICH, qui est l’une des plus populaires et
entièrement libre. Les différences entre les implémentations portent principalement sur la syn-
taxe ou sur des détails qui sont sans conséquence hormis dans les cas extrêmes (supercalculateurs,
parallélisation massive, etc.).
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Une caractéristique majeure de MPI est qu’elle est conçue pour la communication sur des
systèmes à mémoire distribuée. Dans ce paradigme, chaque nœud de calcul (processus, cœur,
machine...) dispose d’une mémoire propre, et l’accès à la mémoire des autres nœuds nécessite
une communication par le réseau. La Figure 7.1 illustre ce type d’architecture, qui modélise les
systèmes parallèles utilisant un réseau de machines interconnectées, tels que les grilles de calcul.

CPU Données CPU

CPU CPU

Réseau

Données

Données Données

Nœud Nœud

Nœud Nœud

Figure 7.1 – Architecture de calcul parallèle à mémoire distribuée

Ce type d’architecture n’est pas particulièrement bien adapté à notre problème. En effet, la
création d’un bicluster par HBC nécessite un accès à l’intégralité des données. Par conséquent,
dans une architecture à mémoire distribuée, chaque nœud devrait charger dans sa mémoire propre
l’ensemble des données. Dans un système à N nœuds de calcul, les données sont donc chargées
N fois en mémoire. Cela peut s’avérer problématique lorsque le volume de données et/ou le
nombre de nœuds augmente, mais reste une option réaliste dans certains cas (peu de données
et/ou de nœuds utilisables). Par exemple, un jeu de données réel regroupant les données PMSI
sur deux ans au GHICL occupe environ 600 MB de RAM, ce qui rend peu pratique la duplication
massive des données en mémoire. Dans l’approche présentée ici, résumée dans la Figure 7.2, les
données sont chargées sur chacun des N nœuds. La parallélisation se fait au niveau de la première
boucle de l’algorithme de formation des biclusters : chaque nœud se voit attribuer un ensemble
d’attributs et construit les biclusters formés en utilisant chacun de ces attributs comme colonne
initiale. L’un des nœuds agit comme processus principal, vers lequel les biclusters construits sont
envoyés. Ce processus effectue les opérations de post-traitement (clustering, tri) qui ne peuvent
pas être parallélisées.

Afin de remédier au problème posé par la multiplication des données chargées en mémoire,
nous proposons une seconde approche utilisant MPI. Ici, les données sont chargées dans un
unique nœud. Celui-ci transmet les données aux autres nœuds en fonction de leurs besoins. En
pratique, le nœud mâıtre (ou distributeur) maintient un receveur qui écoute l’ensemble les nœuds
esclaves. Lors de la réception d’un message, il envoie les données demandées et recrée un receveur
afin de répondre à la requête suivante. En fin d’exécution, les nœuds esclaves transmettent les
biclusters construits au nœud mâıtre, qui effectue le post-traitement. La Figure 7.3 présente une
vue d’ensemble de cette approche.

Dans la section suivante, nous nous intéressons à un autre type d’architecture parallèle, pour
les systèmes à mémoire partagée.
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Figure 7.2 – HBC sur architecture à mémoire distribuée - première approche

Données

Receveur

Biclusters

Biclustering
Données

Nœud 1 Nœud 2

Biclustering

Nœud 3

Biclustering

Nœud N

Figure 7.3 – HBC sur architecture à mémoire distribuée - seconde approche
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7.1.3 Seconde approche : OpenMP

OpenMP est une interface de programmation (API) pour le calcul parallèle à mémoire parta-
gée. Elle inclut un ensemble de directives, une bibliothèque logicielle et des variables d’environne-
ment, qui changent le comportement du programme à l’exécution. La caractéristique principale
d’OpenMP, qui la différencie de MPI, est le fait qu’elle soit conçue pour les systèmes à mémoire
partagée. Cela signifie que les différents nœuds de calcul partagent un même espace mémoire,
comme illustré par la Figure 7.4.

CPU

CPU

CPU

CPU

Données

Nœud Nœud

Figure 7.4 – Architecture de calcul parallèle à mémoire partagée

De par cette architecture, OpenMP semble mieux adaptée à nos besoins pour la parallélisa-
tion : les données sont conservées en mémoire à un endroit unique, et chaque nœud de calcul
peut y accéder de manière simultanée. Ce système est d’autant mieux adapté que le processus de
formation des biclusters ne modifie jamais la matrice de données, ce qui empêche tout risque de
modification concurrente et dispense d’utiliser des mécanismes de synchronisation (sémaphores,
etc.). Ainsi, nous pouvons implémenter la version parallèle simple décrite dans la Figure 7.5,

où chacun des N nœuds est en charge de générer les biclusters construits à partir de |attributs|N
attributs (comme colonne initiale du bicluster).

7.1.4 Expérimentations

Dans cette section, nous cherchons à déterminer en premier lieu laquelle de ces deux approches
est la plus performante pour les environnements de calcul dont nous disposons pour cette étude,
et quelle accélération il est possible d’atteindre par parallélisation de HBC.

Cependant, des tests préliminaires montrent que l’approche par MPI présente plusieurs pro-
blèmes qui limitent son efficacité. Un premier problème de cette approche est qu’un des nœuds est
immobilisé pour servir de distributeur de données, et ne peut donc pas être utilisé pour construire
de biclusters. Un second problème, plus important, est qu’en pratique la distribution des données
agit comme un goulot d’étranglement qui ralentit considérablement la formation des biclusters
sur les nœuds esclaves. En effet, ceux-ci envoient des requêtes pour obtenir des données à un
rythme très élevé, que le distributeur ne peut pas suivre, même pour un nombre réduit de nœuds
(deux ou trois). Ainsi, les expérimentations menées n’ont pas permis de relever une accélération
significative en utilisant cette approche par rapport à une version purement séquentielle sur un
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Figure 7.5 – HBC sur architecture à mémoire partagée

nœud unique. Il serait sans doute possible d’améliorer les performances de ce système en ajou-
tant des mécanismes de cache des données et en utilisant une partie de la mémoire disponible
sur chaque nœud. Utiliser des techniques similaires à celles pour la répartition de charge sur les
serveurs Web, ou pour la maximisation du throughput en calcul haute performance, est également
envisageable. Il parâıt cependant improbable d’atteindre l’accélération attendue, linéaire sur le
nombre de nœuds utilisés, surtout lorsque celui-ci augmente.

Compte tenu de ces limitations, nous en déduisons que l’approche par MPI n’est pas adaptée
pour cette étude. Pour cette raison, nous nous concentrons sur l’approche par OpenMP. Nous
cherchons à valider la prédiction formulée précédemment, selon laquelle il est possible d’atteindre
une accélération linéaire sur le nombre de nœuds utilisés dans une implémentation parallèle
adéquate.

Pour les expérimentations, nous utilisons quatre jeux de données synthétiques, dont les di-
mensions sont décrites dans la Table 7.1. Ces jeux de données contiennent exclusivement des
données binaires générées aléatoirement. A la différence des expérimentations présentées dans
les chapitres précédents, aucun bicluster artificiel n’est injecté dans les données. En effet, nous
ne nous intéressons pas à la performance de HBC, qui a déjà été validée, mais uniquement au
temps d’exécution. Ainsi, les dimensions de ces jeux de données ont principalement été choisies
afin de disposer de temps d’exécutions différents les uns des autres. La variation des différents
paramètres permet également de valider (ou non) l’accélération sur différents profils de données.

Nombre de lignes Nombre de colonnes % de données présentes
para1 1 000 10 000 10%
para2 1 000 10 000 25%
para3 10 000 1 000 10%
para4 10 000 1 000 25%

Table 7.1 – Informations jeux de données - tests parallélisation
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Nous exécutons HBC parallélisé avec OpenMP sur chaque jeu de données, en utilisant succes-
sivement 1, 2, 4 et 8 nœuds. Pour cela, nous utilisons une machine différente que précédemment.
Celle-ci dispose de 2 cœurs avec 6 processeurs à 1.9 GHz chacun (donc 12 au total), 32GB de
RAM, sous la distribution Arch Linux, avec gcc version 6.3.1-1. La Figure 7.6 présente l’évolu-
tion du temps d’exécution pour chaque jeu de données à mesure que le nombre de nœuds utilisés
augmente. Les temps d’exécution pour les différents jeux de données étant très différents, le
graphique utilise une échelle logarithmique en ordonnée.

Figure 7.6 – HBC parallélisé avec OpenMP - temps d’exécution en fonction du nombre de pro-
cessus utilisés, pour les quatre jeux de données détaillés dans la Table 7.1. Le temps d’exécution,
en ordonnée, utilise une échelle logarithmique

D’après ces expérimentations, nous observons que le temps d’exécution décrôıt bien de ma-
nière linéaire à mesure que le nombre de nœuds augmente. L’implémentation parallèle avec
OpenMP permet donc bien d’atteindre l’accélération souhaitée. Nous remarquons également que
cette accélération est identique sur tous les jeux de données considérés.

7.1.5 Conclusion sur la parallélisation

Dans cette première section, nous avons exposé les avantages qu’apporte la parallélisation de
HBC. Nous avons ensuite proposé deux versions parallèles, adaptées respectivement aux systèmes
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à mémoire distribuée et à mémoire partagée. La seconde est davantage adaptée aux environne-
ments de calcul disponibles pour cette étude. Nous avons donc mené des expérimentations sur
cette version, permettant de mesurer l’accélération apportée par la parallélisation de l’heuristique
de formation des biclusters qui forme le cœur de HBC. Les résultats de ces expérimentations
montrent une accélération linéaire en fonction du nombre de processeurs utilisés, ce qui confirme
les prédictions faites a priori.

Il convient d’apporter deux précisions par rapport aux versions parallèles de HBC qui ont
été proposées dans ce chapitre. Tout d’abord, MPI et OpenMP peuvent fonctionner ensemble.
MPI est conçue pour la communication entre machines (pour simplifier), et OpenMP pour le pa-
rallélisme sur les différents cœurs/processeurs d’une machine. L’architecture logicielle la mieux
adaptée dépend donc du système disponible pour l’exécution du programme. Dans un environ-
nement classique, avec une seule machine disposant de plusieurs cœurs, OpenMP est idéale.
Cependant, pour un environnement de calcul plus conséquent, avec plusieurs machines de plu-
sieurs cœurs chacune, il devient nécessaire de combiner les deux approches. Dans ce cas, les
données sont chargées dans la mémoire partagée interne à chaque machine, à laquelle accèdent
les différents cœurs de cette machine. La communication entre les machines se fait avec MPI, la
répartition au sein de chaque machine se fait avec OpenMP.

Enfin, nous n’avons exposé ici que la parallélisation qu’il est possible de réaliser sur la forma-
tion des biclusters. Cette boucle est l’étape la plus coûteuse de HBC, et donc la plus intéressante
à paralléliser. Cependant, il est possible d’appliquer le même traitement au pré-traitement des
données. Cela n’est pas nécessaire pour les attributs numériques, car la discrétisation n’est pas
coûteuse en temps d’exécution. Par contre, effectuer le clustering des séries temporelles irré-
gulières en parallèle permettrait d’en réduire considérablement le coût, d’autant plus qu’une
variante plus complexe de l’algorithme du k-medoids est utilisée (voir Section 6.2.4).

7.2 Visualisation

Dans cette seconde section, nous discutons de la visualisation des résultats du biclustering
dans le contexte qui nous intéresse : données hétérogènes, temporelles, et de grandes dimensions.
Nous exposons tout d’abord en quoi ces spécificités des données posent de nouveaux problèmes
pour la visualisation. Nous détaillons ensuite le fonctionnement de l’outil de visualisation déve-
loppé, puis son intégration au sein d’une application avec une interface utilisateur. Enfin, nous
concluons en présentant les perspectives d’améliorations pour l’application et les difficultés res-
tant à résoudre pour la visualisation.

7.2.1 Motivations et difficultés

De nombreux logiciels de biclustering proposent un outil de visualisation des résultats. Par
exemple, la Figure 7.7 montre un exemple de visualisation générée par le logiciel BicAT [14] utili-
sant l’algorithme OPSM [16], et la Figure 7.8 un résultat pour l’outil développé pour l’algorithme
ISA [83].

Pour les données supportées par ces algorithmes, la visualisation des biclusters consiste en
deux étapes assez simples :

— Réorganiser les lignes et les colonnes afin de former des blocs homogènes correspondant
aux biclusters.

— Définir un code couleur pour les valeurs de la matrice de données, afin de mettre en exergue
l’homogénéité des valeurs au sein de chaque bicluster par rapport au reste des données. Par
exemple, l’outil ISA utilise une échelle de couleurs pour les valeurs numériques (voir Figure
7.8).
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Figure 7.7 – Représentation visuelle d’un bicluster par l’outil BicAT, en haut à gauche de l’écran

Figure 7.8 – Représentation visuelle de deux biclusters par l’outil ISA, dans une structure en
damier

Cependant, les données qui nous intéressent dans le contexte de cette thèse posent plusieurs
problèmes pour ces deux étapes :

— Tout d’abord, le volume des données pose un problème évident pour la visualisation. En
effet, il est difficile de représenter l’ensemble des données si celles-ci comportent plusieurs
dizaines de milliers de lignes ou de colonnes. De plus, pour de telles dimensions, représen-
ter des biclusters comparativement beaucoup plus petits que la matrice de données (par
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exemple, quelques dizaines de lignes/colonnes) s’avère compliqué en raison des proportions.

— Un deuxième problème majeur concerne l’hétérogénéité des données. Les outils classiques
de biclustering considèrent des données homogènes, ce qui permet de définir une échelle de
couleurs identique pour l’ensemble de la matrice, comme illustré par les Figures 7.7 et 7.8.
Procéder ainsi est impossible pour les données hétérogènes, où chaque attribut couvre une
plage de valeurs différente.

— Représenter les événements temporels pose également problème, en particulier compte tenu
de l’utilisation qui en est faite dans HBC. En effet, HBC se concentre sur la séquentialité
des événements et donc leur ordre relatif, ce qui implique une transformation des données
par rapport aux valeurs de base (décrivant le temps d’occurrence des événements). Ce
problème est décrit plus en détail dans la Section 7.2.2.

— Enfin, un dernier problème est que HBC autorise un recouvrement complet (sur lignes et
colonnes) entre les biclusters découverts. La plupart des outils de biclustering, tels que
ISA (voir Figure 7.8), recherchent des structures en damier dans les données, ce qui rend
le réarrangement des lignes et colonnes évident. Ce n’est pas le cas pour HBC, où les
biclusters peuvent se recouvrir sans contraintes. Dans ce contexte, il est impossible, sauf
cas particuliers, de réordonner les lignes et les colonnes de telle sorte que chaque bicluster
soit constitué d’un seul bloc, dès qu’on considère plus de deux biclusters à représenter
simultanément.

7.2.2 Deux modes de visualisation : vue globale et vues détaillées

Nous présentons ici une méthode de visualisation prenant en compte les difficultés identifiées.
Cette méthode n’apporte pas de solution définitive à tous ces problèmes, mais permet d’obtenir
des représentations satisfaisantes compte tenu des conditions. L’outil développé prend en entrée le
fichier de données et le fichier de résultats pour le biclustering, et produit en sortie des fichiers au
format SVG (Scalable Vector Graphics) représentant les vues. Le format SVG permet d’obtenir
des images scalables, faciles à créer car syntaxiquement proches du XML, et bien adaptées à une
intégration dans des interfaces Web.

Un premier choix pour la représentation consiste à identifier deux vues différentes pour les
biclusters générés par HBC :

— La vue globale vise à représenter l’ensemble des biclusters sur une même figure afin de
montrer les recouvrements entre eux et la couverture de la matrice des données. Cette vue
ne considère pas les valeurs, uniquement les cellules de la matrice et leur couverture par les
biclusters.

— Pour chaque bicluster, une vue détaillée représente ce bicluster par rapport au reste des
données, en considérant les valeurs, afin de montrer son homogénéité.

Procéder de la sorte permet de séparer le problème de recouvrement entre biclusters des
autres problèmes. L’objectif de ce choix est de disposer d’une vue générale ressemblant à celle
de la Figure 7.9 (reprise de la Figure 5.3 de la Section 5.1.2), et de vues détaillées similaires à
celles produites par BicAT (voir Figure 7.7).

7.2.2.1 Vue globale

Nous présentons d’abord la vue globale, qui est la plus simple conceptuellement. Les deux
problèmes qui se posent pour cette vue sont la taille des données et la représentation de biclusters
avec recouvrement sur lignes et colonnes. Pour répondre au premier problème, nous choisissons
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Figure 7.9 – Représentation souhaitée pour la vue générale : chaque bicluster est représenté par
une couleur afin de visualiser la couverture de la matrice ; les valeurs sont ignorées

de ne représenter que les lignes et colonnes incluses dans au moins un bicluster. De cette ma-
nière, la vue globale vise surtout à représenter le recouvrement entre les biclusters. Le second
problème parâıt impossible à résoudre totalement ; comme mentionné précédemment, il n’est pas
possible de représenter plus de deux biclusters simultanément sous forme de blocs uniques. Afin
d’atténuer cela, le système proposé examine les lignes et les colonnes de l’ensemble des biclus-
ters, afin d’identifier celles qui ne sont couvertes que par un seul bicluster (appelées L1 et C1

respectivement). Après cela, les lignes et colonnes sont réarrangées en groupant les L1 et C1 de
manière contigue, afin d’obtenir une vue partiellement organisée sous forme d’une structure en
damier, ce qui en améliore la lisibilité. Chaque bicluster est représenté par une couleur différente.
La Figure 7.10 présente un exemple de vue globale, obtenue sur les données réelles déjà utilisées
dans la Section 6.2.6 du chapitre précédent.

La vue est séparée en quatre parties distinctes découlant du processus de réorganisation des
lignes et colonnes décrit ci-dessus. Ces zones sont délimitées par des lignes noires pour davantage
de lisibilité :

1. Les cellules de la matrice de données pour lesquelles les lignes et les colonnes sont couvertes
par plus d’un bicluster.

2. Les cellules pour lesquelles les lignes sont couvertes par plus d’un bicluster, mais les colonnes
font partie de C1 (couvertes par un seul bicluster).

3. Les cellules pour lesquelles les colonnes sont couvertes par plus d’un bicluster, mais les
lignes font partie de L1 (couvertes par un seul bicluster).

4. Les cellules pour lesquelles les lignes font partie de L1 et les colonnes font partie de C1,
correspondant à une structure en damier.

7.2.2.2 Vues détaillées

L’outil de visualisation génère autant de vues détaillées (fichiers SVG) qu’il y a de biclus-
ters (trouvés par HBC). Les problèmes afférents à cette vue sont le volume des données, leur
hétérogénéité, et leur temporalité pour certains attributs.
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Figure 7.10 – Vue générale : représentation de l’ensemble des biclusters et des recouvrements
entre eux. Chaque couleur représente un bicluster. Les quatre parties (1, 2, 3, 4) sont détaillées
dans la Section 7.2.2.1

Pour ce qui est du volume, nous faisons le choix de représenter l’intégralité du bicluster, ainsi
qu’une partie du reste de la matrice de données, de sorte que les lignes et colonnes du bicluster
représentent au moins p% des lignes et colonnes de la vue. Par exemple, pour un bicluster de 100
lignes et 20 colonnes extrait d’une matrice à 15 000 lignes et 1 200 colonnes, si on fixe p = 20%, la
vue contient 500 lignes (dont p = 20% appartenant au bicluster, soit 100 lignes) et 100 colonnes
(dont p = 20% appartenant au bicluster, soit 20 colonnes).

L’hétérogénéité des données pose problème car elle empêche d’utiliser une même échelle de
couleurs représentant les valeurs pour l’ensemble des données de la matrice. Afin de contourner
cette difficulté, l’outil de visualisation définit une échelle de couleurs pour chaque attribut en
fonction de son type :

— Pour les attributs binaires, deux couleurs pré-définies sont utilisées pour les valeurs 0 et 1.

— Pour les attributs symboliques, un ensemble de couleurs différentes, une pour chaque valeur
possible, sont utilisées.

— Pour les attributs séries temporelles et symboliques, l’outil utilise un fichier annexe in-
diquant le clustering de ces séries. Cela permet de ramener ces attributs à des attributs
symboliques et d’utiliser le même traitement que pour ceux-ci, avec une couleur par cluster
de séries.

— Pour les attributs numériques, l’outil définit une échelle de couleurs basée sur le spectre
des couleurs RGB (du rouge au vert puis au bleu). Cette échelle est conçue de sorte que la
moyenne des valeurs présentes dans le bicluster pour cet attribut corresponde à la couleur
vert (code RGB #00FF00 en hexadécimal). Ce choix est fait afin d’avoir un point de
repère similaire pour les attributs numériques présents dans le bicluster. De cette manière,
il est attendu que les valeurs numériques du bicluster soient toutes représentées dans des
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couleurs très proches du vert, ce qui permet de renforcer visuellement l’homogénéité des
valeurs. Pour ce qui est des attributs numériques en dehors du bicluster, l’échelle de couleurs
utilise l’intégralité du spectre RGB, où le rouge (#FF0000) représente la valeur minimale
et le bleu (#0000FF) la valeur maximale.

La Figure 7.11 présente un exemple de bicluster, positionné en haut à gauche de la matrice
globale, trouvé sur les mêmes données réelles que précédemment. Chaque colonne représente un
attribut dont le nom est indiqué au-dessus de la colonne. Pour des raisons de confidentialité, les
attributs ont cependant été remplacés par des châınes de caractères aléatoires. La représentation
obtenue permet d’évaluer visuellement la cohérence du bicluster. Une option de l’outil permet
de choisir les attributs à afficher en priorité en plus des attributs du bicluster. Cette option a
été utilisée sur la Figure 7.11 afin d’afficher les attributs ayant le plus de valeurs présentes. Les
valeurs manquantes sont représentées en blanc sur les vues détaillées.

Figure 7.11 – Vue détaillée pour un bicluster, situé en haut à gauche et délimité par les lignes
noires. Le bicluster contient 44 instances et 15 attributs, dont 14 numériques et 1 symbolique ;
les couleurs représentent les valeurs de la matrice de données

Le dernier problème concerne la temporalité propre à certains attributs. Afin d’y répondre, le
système développé considère l’ordre respectif des événements temporels et représente cet ordre par
des nuances d’une couleur (du rouge clair au rouge foncé). La spécificité des données temporelles
est qu’il convient d’examiner l’ensemble des attributs temporels afin d’évaluer la cohérence d’un
bicluster, et non plus chaque colonne individuellement comme pour les autres types de données.
La Figure 7.12 présente un exemple de bicluster contenant 6 instances et 4 attributs (sur données
synthétiques). Parmi ces attributs, 3 sont temporels. Le système de représentation assure que
les événements se produisant dans le même ordre sont représentés par la même suite de nuances
de couleurs. Nous présentons un exemple sur données synthétiques, car la gestion des attributs
temporels demeure problématique pour les cas réels, car le grand nombre d’attributs implique
des nuances de couleurs très proches les unes des autres en raison de l’implémentation choisie.
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Figure 7.12 – Vue détaillée pour un bicluster contenant 1 attribut binaire et 3 attributs tempo-
rels. Ceux-ci sont groupés ensemble et dans leur ordre d’apparition afin de faciliter la visualisation

Une dernière fonctionnalité de l’outil développé est la possibilité de représenter la vue détaillée
pour deux biclusters simultanément. Il est en effet toujours possible de représenter deux biclusters
sous forme de blocs uniques en réorganisant les lignes et colonnes, quel que soit le niveau de
recouvrement entre ces biclusters. La Figure 7.13 montre un exemple de vue détaillée pour deux
biclusters, sur les données réelles utilisées précédemment et anonymisées.

Le fonctionnement de cet outil est présenté dans la Figure 7.14. L’outil, appelé VisuHBC,
prend en entrée les fichiers de données et de résultats de HBC, ainsi que le fichier de clustering
des séries temporelles et symboliques si les données en contiennent. Il crée un fichier SVG pour
la vue globale, un fichier SVG par bicluster pour les vues détaillées, ainsi qu’un fichier SVG
contenant les légendes, c’est-à-dire la signification des échelles de couleurs pour chaque attribut,
pour utilisation dans l’application qui est décrite dans la suite de cette section.

7.2.3 Intégration dans une application

L’outil de visualisation VisuHBC a été intégré au sein d’une application fonctionnelle, afin
de faciliter la présentation des résultats du biclustering et d’anticiper sur le travail futur d’in-
dustrialisation des outils développés lors de la thèse. La conception et le développement de cette
application ont été réalisés en collaboration avec deux étudiants de Master 2 Informatique “E-
services” de l’Université Lille 1, El Mehdi Jardani et Youssef Id Taleb. L’application reprend les
standards de développement utilisés par la société Alicante, afin de favoriser la poursuite de son
développement en interne : langage Java, frameworks Spring et JSF, gestion des bases de données
par PostgreSQL.

La Figure 7.15 présente l’état d’avancement actuel de l’interface. Avant d’arriver sur cette
interface, une page permet de charger les fichiers nécessaires à la visualisation (données, biclusters
et fichiers SVG). Le périmètre fonctionnel de l’application est le suivant :
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Figure 7.13 – Vue détaillée pour deux biclusters avec recouvrement, délimités par des lignes
rouges (incluses dans la vue)

HBC

Fichier 
biclusters

Fichier 
données

VisuHBC

Fichier 
clustering

SVG : vue 
globale

SVG : vue 
détaillée 1

SVG : vue 
détaillée k

… SVG : 
légendes

Figure 7.14 – Fonctionnement de l’outil de visualisation VisuHBC : fichiers d’entrée et de sortie.
L’outil génère k vues détaillées, correspondant aux k biclusters découverts par HBC

— Affichage d’informations générales sur le jeu de données (en haut à droite) : nombre de
lignes et de colonnes, nombre de biclusters.
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— Possibilité de changer l’affichage entre vue globale et vue détaillée (en haut à gauche). Une
liste déroulante permet de sélectionner le bicluster à afficher pour la vue détaillée.

— Affichage d’informations sur le bicluster affiché actuellement : nombre de lignes et de co-
lonnes, mesure de qualité, liste et type des attributs.

— Affichage de statistiques descriptives. Ce module n’est pas finalisé et n’est donc pas mon-
tré sur la figure. Ces statistiques décrivent, pour chaque attribut du bicluster affiché, la
distribution des valeurs dans le bicluster par rapport à la distribution sur l’ensemble des
valeurs. Le module utilise les fonctionnalités de la librairie PrimeFaces pour la création
des graphiques. La légende décrivant la signification de l’échelle de couleurs pour chaque
attribut est également affichée à cet endroit (en-dessous de la vue présentée dans la Figure
7.15).

Figure 7.15 – Interface de l’application VisuHBC, affichant la vue détaillée pour un bicluster
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7.2.4 Perspectives

L’approche proposée ici permet de surmonter en partie les problèmes liés à la visualisation
des biclusters sur le type de données qui nous intéressent dans cette thèse. Les représentations
générées sont cohérentes et permettent de mieux comprendre les résultats que les fichiers de ré-
sultats bruts produits en sortie de HBC. Cependant, de nombreuses pistes d’amélioration restent
à explorer, tant pour la génération des vues que pour l’application liée.

Pour ce qui est des vues, le problème principal qui reste à surmonter concerne la représenta-
tion des événements temporels dans les vues détaillées, et notamment la scalabilité du processus
à des données contenant plusieurs milliers d’attributs de ce type. D’autres perfectionnements
moins importants à apporter concernent l’uniformisation des couleurs utilisées pour les diffé-
rents types de données, et la correction de défauts de clipping entre les cellules. Pour la vue
globale, poursuivre la réflexion sur une représentation plus adaptée aux besoins peut conduire à
de nouvelles solutions qui évitent l’aspect chaotique provoqué par le recouvrement des biclusters.

Pour ce qui est de l’application, le développement le plus important concerne l’intégration
de l’outil de génération des vues au sein de cette application. Cela permettrait de simplifier le
processus de visualisation en utilisant directement les résultats de HBC pour générer et afficher
les représentations de ces résultats. Cela permettrait également de générer dynamiquement des
vues à partir de l’interface, en réglant les paramètres en fonction des besoins de l’utilisateur, par
exemple une vue détaillée avec le recouvrement entre deux biclusters. Le fonctionnement souhaité
est exposé dans la Figure 7.16 : les données et résultats de HBC sont chargés directement dans
l’application, ce qui évite entre autres la gestion manuelle des fichiers SVG. Un développement
plus ambitieux concerne la communication entre l’application et HBC afin d’intégrer toutes les
étapes du biclustering dans un même processus.

HBC

Fichier 
biclusters

Fichier 
données

VisuHBC -
application

Fichier 
clustering

Interface

Figure 7.16 – Fonctionnement souhaité pour l’application VisuHBC : intégration de l’outil de
génération de vues et de l’interface de visualisation

Plusieurs autres améliorations de l’application seraient également intéressantes à apporter.

— En premier lieu, le finalisation des graphiques décrivant la distribution des données pour
chaque attribut, en particulier la conception d’un graphique adapté aux données tempo-
relles, et la gestion des séries temporelles et symboliques.
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— Ensuite, l’interactivité de la vue. Pour l’instant, il s’agit d’un SVG simple intégré dans
l’interface. Rendre cette image interactive, par exemple en affichant la légende d’un attribut
quand l’utilisateur clique dessus, améliorerait l’ergonomie de l’application.

— Enfin, l’ajout d’un outil permettant d’effectuer des requêtes (type SQL) sur les données et
d’afficher les résultats. Par exemple, il serait possible de rechercher et d’afficher les patients
appartenant à un certain bicluster, et vérifiant certaines conditions sur des attributs.

En conclusion, l’outil développé dans cette section est pour le moment au stade de prototype,
mais les résultats obtenus montrent qu’il est possible de résoudre en partie les problèmes posés
par la visualisation des biclusters sur données hétérogènes et temporelles. L’intégration au sein
d’une application fonctionnelle a été entamée et nécessite d’être poursuivie, en définissant de
manière plus formelle les cas d’utilisation souhaités et en examinant leur faisabilité.

Nous disposons à présent d’un algorithme de biclustering, HBC, capable de gérer efficace-
ment les données hétérogènes, y compris les données temporelles sous deux aspects différents.
Cet algorithme est facilement parallélisable, et un outil complémentaire, VisuHBC, permet d’en
représenter visuellement les résultats. Dans le chapitre suivant, nous appliquons HBC, développé
dans les trois derniers chapitres, à un cas d’étude concret sur données hospitalières.



Chapitre 8

Cas d’étude - identification de parcours
patients

Ce chapitre présente le travail réalisé sur un des cas d’étude du projet ClinMine. L’objectif de
ce cas d’étude est de déterminer dans quelle mesure les patients ayant un profil similaire suivent
un parcours de soins similaire. Dans une première section, nous exposons le problème posé par
ce cas d’étude et motivons l’utilisation de HBC pour y répondre. Ensuite, nous détaillons les
données utilisées pour cette étude, qui incluent un nouveau type de données, les séries symboliques
irrégulières. Nous proposons une méthode de simplification pour ces données, qui peut être
utilisée afin de gérer ces données dans HBC. Nous présentons ensuite le processus complet de
fouille de données : préparation des données, application de la méthode et analyse des résultats.
Nous concluons ce chapitre par la validation des objectifs du cas d’étude et la présentation de
perspectives d’application à des cas d’étude plus précis et plus complets.

8.1 Présentation du problème

Le problème associé au cas d’étude qui nous intéresse ici, présent dans les objectifs du projet
ClinMine, peut être formulé ainsi : Les patients ayant des profils similaires suivent-ils des
parcours de soins identiques ?

Les motivations pour cette question ont déjà été présentées dans le Chapitre 1, Section 1.2.2.2.
Il est possible de séparer la question en deux étapes :

— l’identification de groupes de patients similaires,

— la comparaison des parcours de soins au sein de chaque groupe.

La première étape correspond au type de tâches qui peuvent être résolues par le biclustering,
ce qui justifie l’emploi de HBC. Pour la seconde étape, nous définissons le parcours de soins
comme la séquence d’Unités Médicales (UM) qui forme le séjour. Il convient de noter que, dans
les données, une instance correspond aux informations disponibles pour un séjour, et non pour
un patient. Pour cette raison, le parcours de soins dont nous parlons ici est limité à la séquence
d’UM au sein d’un même séjour, et n’inclut pas les éventuelles autres hospitalisations du patient
concerné.

Ce cas d’étude présente les caractéristiques suivantes, qui en font un bon exemple de problé-
matique métier réelle :

— Comme détaillé dans la section suivante, le problème à résoudre concerne un ensemble
de données réelles, c’est-à-dire générées par l’activité de soins et extraites des bases de
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données d’un hôpital (ou de plusieurs hôpitaux). De plus, ces données exhibent les spéci-
ficités propres aux données hospitalières : hétérogénéité, temporalité (événements et séries
temporelles), provenance de plusieurs sources différentes.

— Corollairement au point précédent, ces données ont une réelle signification d’un point de
vue métier, permettant de valider la cohérence médicale des résultats obtenus. Le problème
permet également la découverte de nouvelles connaissances (via fouille de données), de cas
particuliers, intéressants ou surprenants pour les experts médicaux.

— Le cas d’étude implique un volume de données conséquent, ce qui pose des contraintes
d’efficacité et de scalabilité sur les méthodes de fouille de données utilisées. Idéalement,
l’analyse de l’ensemble des données doit pouvoir se faire sur une configuration classique,
comme un poste de travail ou un serveur d’application, sans nécessiter de recours à une
grille de calcul par exemple. De plus, l’analyse doit se faire dans des temps raisonnables
(quelques jours). Cela permet de valider les résultats et de corriger ou compléter les données,
et ce de manière itérative, ce qui est habituel en fouille de données (voir Figure 1.7 dans le
Chapitre 1 sur le Contexte).

8.2 Données utilisées

Afin de remplir les critères établis dans la section précédente, nous utilisons pour ce cas
d’étude un ensemble de données extraites des systèmes d’information du GHICL, partenaire du
projet ClinMine. Ces données couvrent deux ans d’activité, 2015 et 2016, et proviennent des trois
hôpitaux du GHICL. Ces données sont composées des ensembles suivants :

— les données PMSI,

— les informations personnelles sur les patients : âge, sexe, date de naissance, code postal,

— les informations complémentaires sur les séjours : Unité Médicale (UM), Groupement Ho-
mogène de Malades (GHM), modes d’entrée et de sortie des UM,

— les résultats d’analyses biologiques.

Les données PMSI et informations patients ont déjà été utilisées précédemment, nous
ne les présentons donc pas plus en détail. Les autres données disponibles nécessitent cependant
une description plus approfondie.

Pour ce qui est des informations complémentaires sur les séjours, nous avons déjà
présenté les Unités Médicales, qui correspondent aux différents services de soins d’un hôpital
(neurologie, chirurgie, etc.). A la fin du séjour, à partir du Résumé de Sortie Standardisé (RSS),
le Groupement Homogène de Malades (GHM) est déterminé. Le GHM correspond au “profil-
type” du séjour, c’est-à-dire la raison principale qui a motivé l’hospitalisation du patient (par
exemple, une appendicite ou un traumatisme crânien). En pratique, le GHM est un système de
classification hiérarchique, formé des six caractères suivants :

— Deux chiffres formant un code décrivant le système fonctionnel concerné par le diagnostic
principal. Par exemple, “01” désigne les affections du système nerveux et “02” les affections
de l’œil.

— Une lettre décrivant la raison d’admission à l’hôpital, permettant surtout de différencier
les consultations des hospitalisations.

— Deux chiffres décrivant plus précisément le diagnostic principal, en complément des deux
premiers chiffres.

— Une lettre indiquant le niveau de sévérité du diagnostic ou le caractère chronique de l’af-
fection.
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Par exemple, le GHM 02C051 correspond aux “Interventions sur le cristallin avec ou sans
vitrectomie, niveau 1”. Dans le code, 02 correspond aux affections de l’œil, C à la nature chirur-
gicale de l’intervention, 05 est le code permettant de préciser l’affection, et 1 décrit le niveau de
sévérité.

Les modes d’entrée ou de sortie d’UM indiquent le type de lieux de provenance ou de destina-
tion des patients par rapport à l’UM : domicile, autre UM, autre établissement hospitalier, etc.
Ces deux informations utilisent en grande partie les mêmes codes ; un mode de sortie particulier
existe cependant pour indiquer les patients décédés au cours de leur séjour dans l’UM.

Les résultats d’analyses biologiques indiquent pour chaque séjour les analyses biolo-
giques qui ont été menées et les résultats. Ceux-ci peuvent se présenter sous forme d’une valeur
numérique ou d’une châıne de caractères, en fonction de l’analyse menée. Les valeurs numériques
correspondent à des mesures biologiques, telles que la concentration en plasmocytes dans le sang,
ou le dosage de paracétamol par exemple. Les valeurs textuelles peuvent correspondre à différents
types d’information : noms de médicaments ou de pathologies, positionnement par rapport à une
norme (valeurs normale et anormale), mesures qualitatives (par exemple rares ou peu nombreux ),
etc. Ces données contiennent également les délais entre les différentes analyses menées lors d’un
séjour. Une même analyse peut être effectuée plusieurs fois au cours d’un même séjour.

En termes de volumétrie, les données contiennent 166 338 séjours et 18 184 attributs (dont
2 887 correspondant aux résultats d’analyses biologiques).

8.3 Extension aux séries symboliques

Dans la section précédente, nous avons présenté les données disponibles pour l’étude, et no-
tamment les résultats d’analyses biologiques. Les valeurs de ces résultats peuvent être numériques
ou textuelles, et font partie de séries temporelles car une même analyse peut être menée plusieurs
fois. La présence de séquences de valeurs textuelles n’a pas été considérée jusqu’à présent. Dans
cette section, nous motivons le développement d’une méthode de simplification pour ce type de
données, afin de pouvoir les utiliser dans les outils de fouille de données développés dans cette
thèse. Nous détaillons ensuite la méthode proposée à cet effet, puis présentons des expérimenta-
tions visant à valider, de manière qualitative, la cohérence des résultats de cette méthode.

8.3.1 Motivations

Dans le Chapitre 6, nous avons défini deux types de données permettant de décrire la tem-
poralité dans les données :

— les événements temporels définissent les données contenant à la fois une information binaire
(l’événement se produit) et un marqueur temporel (l’événement se produit au temps t).

— les séries temporelles définissent une suite ordonnée de paires (valeur , temps). Celles-ci sont
donc utilisées quand l’attribut concerné est défini sur un ensemble de valeurs numériques,
et qu’il peut se produire plusieurs fois.

Il reste cependant un cas qui n’est pas couvert par ces deux types de données. Il arrive qu’un
attribut se produise plusieurs fois, mais qu’il ne prenne pas de valeurs numériques. Les résultats
d’analyses biologiques en sont un premier exemple. Une maladie peut également exister sous
différentes formes, et évoluer d’une forme à l’autre. Un traitement médical peut aussi changer de
type au cours du temps. Par exemple, le diabète peut être de type 1, de type 2 ou gestationnel.
Le traitement peut se faire par injections d’insuline ou par voie orale, en fonction de la situation.
Dans ce genre de cas, les valeurs que peut prendre l’attribut sont impossibles à ordonner. Il est
donc impossible de modéliser une suite d’états pour un tel attribut comme une série temporelle.
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Pour cette raison, nous proposons un nouveau type de données, appelé série symbolique, éga-
lement défini comme une suite ordonnée de k valeurs V = {v1, v2, . . . , vk} et de leurs temps
correspondants T = {t1, t2, . . . , tk} avec ∀ti ∈ T : ti+1 > ti. La différence avec les séries tempo-
relles est qu’il n’existe aucune relation de type vi < vj entre les valeurs, uniquement des relations
de type vi = vj ou vi 6= vj . Dans le reste de cette partie, nous définissons une méthode pour
simplifier ce type de données, qui ne peuvent être traitées en l’état par les outils de fouille de
données. Le processus de simplification proposé se veut générique, et peut donc être utilisé en
pré-traitement de manière indépendante, par exemple avant utilisation par MOSC. Cependant,
comme pour les séries temporelles décrites au Chapitre 6, nous gardons à l’esprit l’intégration de
ce processus dans HBC.

8.3.2 Méthode choisie

Les séries symboliques qui nous intéressent ici ont de nombreux points communs avec les
séries symboliques que nous avons étudiées précédemment. En particulier, ces séries sont, elles
aussi, irrégulières et souvent courtes. Pour les séries temporelles, ces caractéristiques posent
de nombreux problèmes et empêchent d’appliquer la plupart des méthodes existantes. Pour les
séries symboliques, cependant, celles-ci ne posent pas de réel problème. Notamment, les modèles
de Markov (en temps continu) paraissent bien adaptés à ce problème de modélisation d’une suite
de changement d’états [10]. Par exemple, une étude utilise des châınes (et champs aléatoires)
de Markov caché(e)s pour mener une classification non-supervisée d’images radar [61]. Une telle
approche permet d’obtenir la simplification des données nécessaire à HBC en pré-traitement : les
séries sont rangées dans k classes, qui définissent donc un nombre fini de valeurs possibles (de la
même manière que le clustering). Cependant, HBC requiert également une mesure de similarité
entre valeurs, entre autres afin de calculer la qualité des biclusters. Une approche par modèles
de Markov n’est pas idéale pour ce problème. En effet, s’il est aisé de mesurer la distance entre
une série et une classe, en calculant la probabilité d’un modèle à générer cette série, il est plus
difficile de calculer la distance entre deux séries avec ces outils.

Nous remarquons également que les séries symboliques sont très proches des séries temporelles.
Pour ces raisons, nous choisissons d’utiliser une méthode de traitement similaire à celle développée
pour les séries temporelles (Section 6.2), mais adaptée aux contraintes des séries symboliques.
Nous reprenons donc le processus défini précédemment :

— Définition d’une mesure de similarité deux-à-deux

— Calcul de la matrice de similarité entre l’ensemble des séries

— Clustering sur cette matrice.

La mesure de similarité sert également pour le calcul de la qualité d’un ensemble de séries
symboliques. Dans ce cadre, la seule réelle modification à apporter concerne la mesure de simi-
larité. Pour les séries temporelles, la distance entre deux points (de deux séries différentes) est
définie comme la distance euclidienne sur les deux dimensions de la valeur (numérique) et du
temps. Pour les séries symboliques, cette distance, décrite dans l’Algorithme 13, est la différence
entre les temps des deux points (normalisée sur l’écart maximum entre deux points de ces séries)
si les valeurs sont identiques, et 1 si les valeurs sont différentes. De cette manière, nous tenons
compte à la fois des valeurs et du temps, tout en adaptant la mesure aux valeurs symboliques.

8.3.3 Expérimentations

L’objectif de cette section est simplement de présenter quelques résultats préliminaires qui
attestent que la méthode proposée génère des clusters de séries symboliques cohérents. Des ex-
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Algorithme 13 : Calcul de la similarité entre deux séries symboliques S1 et S2

Data : v1 = valeurs ordonnées pour S1

Data : v2 = valeurs ordonnées pour S2

Data : t1 = temps ordonnés pour S1

Data : t2 = temps ordonnés pour S2

begin
sizeDiff← size(S1)− size(S2);
dist← matrice avec size(S1) lignes et size(S2) colonnes;
for i=0..size(S1) do

for j=0..size(S2) do
if v1[i]==v2[j] then

dist[i][j]← |t1[i]−t2[j]|
max(|t1[i]−t2[j]|) ;

end
else

dist[i][j]← 1;
end

end

end
for j=1..size(S2)-1 do

for i=j..j+sizeDiff do
maxV al← 0;
for k=j-1..i-1 do

if dist[k][j − 1] > maxV al then
maxV al← dist[k][j − 1];

end

end
dist[i][j]← dist[i][j] +maxV al;

end

end
result← 0;
for i=size(S2)-1..size(S1)-1 do

if dist[i][size(S2)− 1] > result then
result← dist[i][size(S2)− 1];

end

end
return result;

end

périmentations plus conséquentes sont présentées dans le cas d’étude détaillé par la suite, qui
inclut une large partie de séries symboliques.

Ici, nous nous intéressons à un ensemble de données pour un cas d’étude sur le diabète. Pour
cela, nous disposons de données pour environ 10 000 patients, désignés par leur âge et par trois
séries symboliques :

— diabète type : le type de diabète, parmi {type1, type2, gestationnel, autre}.
— diabète complications : les complications entrâınées par la maladie, parmi {chroniques,

aigues}.
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— diabète traitement : le traitement prescrit pour la maladie, parmi {oral, insuline}.
Chacun de ces attributs peut également prendre une valeur supplémentaire, NA, quand au-

cune information n’est disponible pour cet attribut (donc absence, ou donnée non renseignée).
Nous avons choisi ces données plutôt que celles du cas d’étude pour valider l’approche proposée
pour les séries symboliques, car les résultats sur les données diabète sont plus aisés à interpréter,
notamment pour ce qui est des changements d’état.

Nous présentons ci-dessous plusieurs exemples de clusters de séries symboliques obtenus sur
ces données. Ces clusters sont représentés de la même manière que les séries symboliques dans
la section précédente. Cette représentation n’est pas idéale, car elle nécessite de fixer un ordre
arbitraire entre les différentes valeurs possibles pour représenter celles-ci comme différents ni-
veaux sur l’axe des ordonnées. Par exemple, pour diabète complications, nous fixons NA ⇔ -1,
chroniques ⇔ 1 et aigues ⇔ 2. Ces choix ne correspondent pas à des réalités médicales, aussi
convient-il de ne pas lire les graphes présentés comme des séries temporelles, mais davantage
comme des suites de changements d’état.

Le graphe 8.1 montre un ensemble de séries pour l’attribut diabète type, pour lesquelles des
patients précédemment identifiés comme diabétiques passent à l’état NA (-1), probablement par
manque d’information sur l’état de la maladie.

Figure 8.1 – Cluster de séries symboliques. Chaque série représente les changements d’état pour
un patient, pour le type de diabète, au fil du temps. Les patients représentés ici passent d’un
diabète type 1 (3 sur l’axe des ordonnées) à un état non renseigné (-1 sur l’axe des ordonnées)

Le graphe 8.2 montre un ensemble de séries pour l’attribut diabète traitement, pour lesquelles
les patients changent de traitement (transition de 2 à 1). Le graphe 8.2 montre également un
ensemble de séries pour l’attribut diabète traitement, pour lesquelles des patients précédemment
non-traités (ou avec une information manquante concernant le traitement) passent à un état de
traitement par insuline.

Il est intéressant de constater que les transitions d’état ne se font pas toutes au même moment.
Cela est particulièrement remarquable sur la Figure 8.1, où certaines se produisent après une
longue période à rester dans l’état initial. Cela illustre bien la capacité de la méthode à regrouper
les séries présentant des sous-parties communes, ce qui est le but recherché. Ce comportement
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Figure 8.2 – Traitement du diabète (I) Figure 8.3 – Traitement du diabète (II)

avait déjà été illustré pour la méthode permettant de gérer les séries temporelles irrégulières, et
est confirmé ici, les deux méthodes étant très similaires. A présent que le cas d’étude est défini
et que nous sommes en mesure de gérer l’ensemble des données disponibles, nous présentons le
processus de fouille de données, de la préparation des données à l’analyse des résultats.

8.4 Expérimentations et résultats

8.4.1 Préparation des données

Nous rappelons ici que la question à laquelle nous cherchons à répondre est la suivante : les
patients ayant des profils similaires suivent-ils des parcours de soins identiques ? Nous avons vu
que le biclustering permet d’obtenir des groupes de patients similaires, et que les parcours de
soins correspondent à la séquence d’UM décrivant un séjour hospitalier. Pour ce qui est de la
préparation des données, trois points importants sont à souligner.

Tout d’abord, nous choisissons d’utiliser les séquences d’UM uniquement après que les groupes
de patients sont établis. Pour cette raison, ces séquences ne sont pas incluses dans les données
utilisées pour le biclustering.

Ensuite, nous disposons du Groupement Homogène de Malades (GHM) associé à chaque
séjour, qui décrit le motif d’hospitalisation pour ce séjour. Les GHM permettent donc d’effectuer
un premier regroupement des séjours. Le GHM est un outil de classement hiérarchique, dont
les différents caractères définissent différents niveaux de détail. Nous choisissons d’utiliser cette
information complémentaire et de séparer l’ensemble des données disponibles en plusieurs jeux de
données, chacun regroupant les patients ayant des GHM similaires. Ce processus de séparation est
décrit visuellement dans la Figure 8.4. Nous ne cherchons pas à ce que les GHM dans chaque fichier
ainsi créé soient rigoureusement identiques, mais plutôt qu’ils partagent les mêmes premiers
caractères. Ainsi, nous créons deux ensembles de jeux de données, correspondant à deux niveaux
de détail dans la séparation par GHM :
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— Dans le premier, nous regroupons les séjours dont les deux premiers caractères du GHM sont
identiques. Ces deux premiers caractères correspondent au système fonctionnel concerné par
le diagnostic principal (œil, appareil respitatoire, système digestif, etc.).

— Dans le second, nous regroupons les séjours dont les cinq premiers caractères sont iden-
tiques. Ceux-ci correspondent au motif d’hospitalisation précis, avec uniquement le dernier
caractère, indiquant la sévérité, pouvant varier d’un séjour à l’autre.

Pour chacun de ces modes de séparation, nous conservons uniquement les jeux de données
(où chaque jeu correspond à GHM) contenant au moins 100 séjours. Nous obtenons ainsi 21 jeux
de données pour la première séparation, et 241 pour la seconde. HBC est appliqué sur chacun de
ces jeux de données. Nous utilisons la version parallèle de HBC avec 3 processus en parallèle, sur
la même machine que pour les expérimentations des chapitres précédents (Dell T1700 quad-core
à 3.30GHz, disposant de 4 GB de RAM, sous Ubuntu 14 avec gcc 4.8.2). L’exécution de HBC
est de l’ordre de quelques secondes à quelques minutes pour chaque jeu de données. L’ensemble
des résultats pour les deux modes de séparation est obtenu en moins de quatre heures, ce qui est
tout à fait raisonnable par rapport au temps nécessaire pour l’agrégation et la préparation des
données.

Le GHM permet de définir un premier regroupement des séjours, mais ne se substitue en
aucun cas au processus de biclustering. Nous considérons le profil patient comme un ensemble de
plusieurs informations ; le GHM seul ne permet donc pas de définir un profil patient. Des patients
ayant le même GHM partagent un motif d’hospitalisation identique, mais peuvent présenter des
caractéristiques très différentes qui les séparent en autant de groupes distincts (âge, comorbidités,
diagnostics associés, etc.). Le regroupement par GHM facilite néanmoins l’analyse des données
par biclustering, en empêchant la formation de biclusters sans intérêt compte tenu du cas d’étude.
Par exemple, un bicluster (extrait de l’ensemble des données) regroupant des séjours concernant
des patients masculins âgés admis en HdJ (Hospitalisation de Jour) et ayant subi une radiographie
du thorax, est trop générique pour en tirer des informations intéressantes. Il est impossible
d’identifier un parcours de soins type à partir de ces informations. A l’inverse, si ces patients ont
tous été admis pour un motif similaire, identifier un parcours-type peut devenir possible selon les
cas. De plus, le regroupement préalable par GHM favorise la formation de biclusters contenant
des attributs plus rares et plus spécifiques à certains types de séjours. Enfin, ce regroupement a
du sens d’un point de vue métier ; les experts médicaux raisonnent le plus souvent sur des types
de séjours spécifiques (identifiés par le GHM ou le diagnostic principal) que sur l’ensemble des
données.

Le dernier point concerne la gestion des séries temporelles (et séries symboliques). Nous
observons que, pour chaque attribut de ces types, une majorité des séquences ne contiennent
qu’un unique point. De telles séquences n’ont pas de réel aspect temporel. Nous choisissons donc
de les considérer comme un attribut non-temporel (numérique ou symbolique) séparé, ce qui
permet également d’alléger la phase de pré-traitement des séries temporelles (ou symboliques)
en diminuant le nombre de séries dans chaque attribut.

8.4.2 Résultats

Nous présentons ici une vue d’ensemble des résultats obtenus, et utilisons ces observations
pour déterminer les critères de sélection pour les biclusters à examiner plus en détail et à présenter
à des experts médicaux.

HBC crée un nombre de biclusters dépendant directement du nombre d’attributs (et de valeurs
possibles de ces attributs). Dans ce cas d’étude, en comptant l’ensemble des codes PMSI et des
analyses biologiques, les jeux de données, 21 pour la première séparation et 241 pour la seconde,
contiennent 18 184 attributs (le nombre d’instances varie d’un jeu à l’autre). Par conséquent,
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Figure 8.4 – Préparation et analyse des données pour le cas d’étude : agrégation à partir de
différentes sources, séparation par GHM et biclustering

HBC produit un nombre important de biclusters, souvent plusieurs centaines à plusieurs milliers
pour chaque jeu de données. Il est donc impossible en pratique de valider chaque bicluster. Par
conséquent, il convient de filtrer ces résultats pour en extraire les biclusters les plus intéressants
a priori. Une telle sélection des résultats est naturelle dans le cadre de la fouille de données,
surtout pour une méthode non-supervisée telle que le biclustering. Il est attendu que tous les
résultats ne soient pas utiles, et l’objectif consiste davantage à découvrir des connaissances utiles
que d’expliquer tous les résultats obtenus.

Pour cela, nous nous recentrons sur le problème posé par le cas d’étude. Nous cherchons à
comparer les parcours de soins au sein des biclusters découverts dans les données. Nous proposons
donc le mécanisme de sélection suivant, appliqué à chaque bicluster afin de déterminer s’il est
intéressant a priori pour le cas d’étude :

— Compter le nombre de séquences d’UM différentes sur l’ensemble des séjours du bicluster.

— Si ce nombre est inférieur à un certain seuil, conserver ce bicluster.

En procédant ainsi, nous sélectionnons les groupes de séjours pour lesquels le nombre de
séquences d’UM différentes est peu élevé. Nous supposons que ces biclusters correspondent aux
cas où la majorité des séjours partagent une même séquence d’UM, et où quelques séjours ont une
séquence différente. De cette manière, nous estimons pouvoir valider deux aspects de l’approche :

— La capacité à trouver des groupes de patients ayant un parcours de soins similaire, donc la
cohérence des groupes de patients ainsi formés.

— La présence de cas particuliers, c’est-à-dire de séjours ayant un parcours différent de la
norme. Ces cas peuvent ensuite être soumis pour examen à des experts médicaux. Parmi
ces cas, nous espérons découvrir des cas surprenants et ainsi apporter de nouvelles connais-
sances aux experts.
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8.4.3 Analyse et discussion

Nous appliquons le processus de sélection à l’ensemble des biclusters trouvés par HBC, pour
tous les jeux de données des deux modes de séparation par GHM (2 et 5 caractères respec-
tivement). Nous choisissons de conserver les biclusters ayant moins de cinq séquences d’UM
différentes. Après sélection, nous obtenons plusieurs centaines de biclusters pour chaque mode de
séparation, ce qui demeure impossible à analyser exhaustivement en pratique. Pour cette raison,
nous présentons ici un sous-ensemble de ces résultats qui a été montré à des experts médicaux,
avec les explications qui ont été trouvées, ou non, pour les cas particuliers (séquences déviant de
la norme).

Bicluster 1 Le premier est un bicluster contenant 471 séjours (parmi les 3 323 du jeu de
données) et les 4 attributs suivants :

— le code PMSI “Cataracte sénile nucléaire”,

— décès = non,

— HC (Hospitalisation Complète) = non,

— sexe = M,

et pour lequel la répartition des séquences d’UM est la suivante :

— {Ophtalmologie adultes, chirurgie ambulatoire} : 470 séjours

— {Ophtalmologie, hospitalisation complète} : 1 séjour

Ce bicluster paraissait intéressant en raison de la présence d’un séjour en HC, malgré le fait
que ce patient soit ressorti le jour de son arrivée. Cependant, après discussion avec les praticiens,
ce cas se produit assez souvent, et correspond à un hébergement dans un autre service (ici,
d’opthalmologie en HC) lorsque le service ambulatoire est plein ou fermé. Ce bicluster ne permet
donc pas d’apporter de nouvelles connaissances, mais il reflète de manière exacte un aspect de
l’activité hospitalière.

Bicluster 2 Un deuxième exemple est un bicluster contenant 583 séjours (parmi les 3 323 du
jeu de données) et les 6 attributs suivants :

— le code PMSI “Anesthésie générale ou locorégionale complémentaire niveau 1”,

— le code PMSI “Extraction extracapsulaire du cristallin par phakoémulsification”,

— le code PMSI “Injection de substance inerte ou organique dans la chambre antérieure de
l’oeil”,

— le code PMSI “Cataracte sénile”,

— décès = non,

— HC = non,

et pour lequel la répartition des séquences d’UM est la suivante :

— {Ophtalmologie, chirurgie ambulatoire} : 581 séjours

— {Stomatologie, chirurgie ambulatoire} : 1 séjour

— {Gastrologie, hospitalisation de jour} : 1 séjour

Ces résultats semblent étonnants, car les UM minoritaires ici (stomatologie et gastrologie)
n’ont pas pour fonction d’effectuer des opérations de l’œil. Il est cependant possible de formuler
une explication, en examinant les codes des UM concernées : 1746, 1745 et 1764. Ces numéros
étant très proches, il est envisageable que ces anomalies dans les UM soient dues à un codage
erroné. Cette explication est renforcée par la présence de plusieurs autres cas similaires parmi les
biclusters.
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Bicluster 3 Un second exemple de ce type de cas concerne un bicluster contenant 67 séjours
(parmi les 5 994 du jeu de données) et les 6 attributs suivants :

— le code PMSI “Changement d’une sonde d’urétérostomie cutanée”,

— le code PMSI“Supplément pour injection peropératoire de produit de contraste radiologique
dans les voies excrétrices urinaires pour prises de clichés radiologiques”,

— le code PMSI “Tumeur maligne de la vessie”,

— le code PMSI “Urétéropyélographie rétrograde [UPR]”,

— décès = non,

— HC = non,

et pour lequel la répartition des séquences d’UM est la suivante :

— {Urologie, chirurgie ambulatoire} : 66 séjours

— {Orthopédie, chirurgie ambulatoire} : 1 séjour

Les UM concernées portent les codes 1744 et 1743, respectivement. Ceci qui renforce l’hypo-
thèse d’un codage erroné, d’autant plus que tous ces cas proviennent du même hôpital (parmi
les trois du GHICL).

Bicluster 4 Un autre bicluster contient 187 séjours (parmi les 983 du jeu de données) et les 4
attributs suivants :

— le code PMSI “Test d’évaluation et de catégorisation des déficiences”,

— le code PMSI “Examen de contrôle après d’autres traitements pour d’autres affections”,

— décès = non,

— HC = non,

et pour lequel la répartition des séquences d’UM est la suivante :

— {Médecine physique et rééducation, HdJ} : 152 séjours

— {Gériatrie, HdJ} : 32 séjours

— {Dermatologie, HdJ} : 3 séjours

Un test d’évaluation des déficiences parâıt approprié dans les services de rééducation et de
gériatrie, mais moins dans un service de dermatologie. Après discussion avec les experts médicaux,
ce genre de cas vient confirmer leur expérience que le code pour ce test d’évaluation a tendance à
être mal utilisé, dans des situations où il ne correspond pas à l’acte qui a été réalisé en pratique.

Bicluster 5 Un autre bicluster contient 1078 séjours (parmi les 24 735 du jeu de données) et
les 5 attributs suivants :

— le code PMSI “Tumeur maligne de bronche ou du poumon”,

— le code PMSI “Séance de chimiothérapie pour tumeur”,

— décès = non,

— HC = non,

— sexe = M,

et pour lequel la répartition des séquences d’UM est la suivante :

— {Oncologie, HdJ} : 1070 séjours

— {Hématologie, HdJ} : 7 séjours
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— {Chirurgie digestive, HdJ} : 1 séjour

Dans ce cas, la plupart des séjours passent en oncologie, ce qui est normal pour une séance de
chimiothérapie. La présence de certains séjours en hématologie peut s’expliquer, car les séances
s’accompagnent parfois de transfusions, qui relèvent du service d’hématologie. Le séjour qui
passe en chirurgie digestive correspond à un cas d’implantation (par chirurgie) d’un cathéter
à chambre implantable, un dispositif facilitant l’installation des cathéters, notamment utilisés
pour la chimiothérapie. Ces cas particuliers correspondent donc à des réalités médicales, mais
indiquent aussi probablement un oubli dans le codage des UM. En particulier, le patient passé en
chirurgie digestive a vraisemblablement été transféré en oncologie pour chimiothérapie ensuite,
mais la séquence d’UM ne le reflète pas.

Bicluster 6 Tous les exemples présentés jusqu’ici ne concernent que des séquences contenant
une unique UM, en partie parce que ces cas sont plus faciles à interpréter. Le cas suivant contient
des séquences d’UM plus longues, 33 séjours (parmi les 12 895 du jeu de données) et les 4 attributs
suivants :

— le code PMSI “Dilatation intraluminale d’une artère du membre inférieur sans pose d’en-
doprothèse”,

— le code PMSI “Supplément pour imagerie pour acte de radiologie interventionnelle”,

— décès = non,

— HC = oui,

et pour lequel la répartition des séquences d’UM est la suivante :

— {Chirurgie vasculaire, HC} : 31 séjours

— {Urgences, HC ⇒ Court séjour gériatrique, HC ⇒ Chirurgie vasculaire, HC} : 1 séjour

— {Urgences, HC ⇒ Neuro-vasculaire aigue ⇒ Cardiologie, HC ⇒ Chirurgie vasculaire,
HC} : 1 séjour

Cet ensemble de séjours correspond à des hospitalisations pour traitement chirurgical d’une
artérite (rétrécissement du diamètre d’une artère), effectué dans une unité de chirurgie vasculaire.
Le second code PMSI indique qu’une radiographie a été effectuée lors du séjour. Le premier cas
particulier concerne un patient ayant été admis aux urgences, puis hébergé temporairement en
gériatrie, probablement en raison de contraintes d’occupation des lits, avant de passer en chirurgie
vasculaire pour opération. Le second cas particulier concerne un séjour atypique, avec de multiples
complications. Après examen du dossier complet par des praticiens, le patient a été admis aux
urgences pour un AVC, ce qui explique le transfert vers le service de neurologie vasculaire aigue.
Le patient a ensuite subi une chute qui a provoqué une ischémie (diminution localisée de l’apport
sanguin à un organe), et a donc été transféré au service de cardiologie. L’artérite semble s’être
produite durant le séjour, ce qui a entrâıné son transfert vers le service de chirurgie vasculaire.

8.5 Conclusions et perspectives

Dans cette partie, nous avons présenté un cas d’étude complet sur données réelles, avec les
différentes étapes que cela implique : formulation du problème, extraction et préparation des
données, fouille de données, analyse des résultats et extraction de nouvelles connaissances. Nous
avons vu que l’application de HBC permet de répondre à ce problème de manière naturelle, en
extrayant un ensemble de connaissances vraisemblables d’un point de vue médical. La nature
non-supervisée du biclustering le rend plus complexe à évaluer qu’une approche prédictive. Au
cours des travaux de cette thèse, nous avons exploré plusieurs applications pour HBC. Nous nous
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sommes concentrés, dans le présent chapitre, sur un cas d’étude plus mature et complet qui fait
aussi partie des objectifs du projet ClinMine.

Ces résultats, ainsi que leur analyse en compagnie d’experts médicaux, ont permis de soulever
de nouvelles questions dans la continuité de ce cas d’étude :

— Tout d’abord, la séparation des données peut être modifiée afin de clarifier les résultats
(biclusters) finaux. En première approche, nous avons séparé après les deuxième et cin-
quième caractères du code GHM respectivement. Séparer en fonction des trois premiers
caractères peut avoir un intérêt, car le troisième permet notamment de séparer les séjours
de médecine et de chirurgie. Ceux-ci sont intrinsèquement différents, aussi il est attendu
que les séquences d’UM associées divergent, ce qui justifie une séparation au niveau des
données.

— Au lieu de séparer en fonction du GHM, il est également possible de séparer en fonction du
diagnostic principal (un code CIM-10 contenu dans le RSS). Cela produit une séparation
plus détaillée, étant donné que le nombre de diagnostics principaux est bien plus important
que le nombre de GHM (plusieurs milliers). Une telle séparation présente l’avantage de
lever un certain nombre d’ambiguités et de faciliter l’interprétation des résultats. En effet,
avec une séparation par GHM, il arrive que les biclusters contiennent des patients ayant un
même diagnostic, mais qui est diagnostic principal pour certains séjours et diagnostic associé
pour d’autres. Ces séjours concernent donc des patients ayant des motifs d’hospitalisation
différents, pour lesquels il est vraisemblable que les séquences d’UM diffèrent sans que
cela soit anormal. Séparer par diagnostic principal permet de résoudre ces problèmes en
amont. Le problème de cette séparation est que tous les diagnostics principaux ne sont pas
présents dans suffisamment de séjours pour former des jeux de données de taille suffisante
(au moins 100 séjours, comme défini précédemment). Au plus le regroupement préalable
est fin, au plus le nombre de jeux de données à écarter car trop petits est élevé. Cela amène
à l’utilisation, au total, de moins de séjours pour l’extraction de connaissances.

— Il peut également être intéressant d’ajouter de nouvelles données à celles déjà utilisées
(PMSI, analyses...). En particulier, la société Alicante travaille à l’extraction de termes à
partir des courriers générés lors des séjours. Ces termes sont déjà utilisés dans d’autres cas
d’étude, notamment pour la prédiction de codes PMSI à partir des courriers (voir Chapitre
1), et pourraient apporter des informations complémentaires utiles à la caractérisation des
parcours de soins.

— Une suggestion des praticiens impliqués dans l’analyse des résultats est d’agréger les dif-
férents séjours d’un même patient, et donc de considérer, dans les données, une instance
comme un patient et non plus comme un séjour. De cette manière, il est possible d’avoir
une vue plus globale du parcours des patients au fil du temps. En pratique, cela permet de
comparer le devenir des patients ayant été hospitalisés pour un même motif, par exemple
afin de déterminer les facteurs permettant d’expliquer des complications ultérieures. Dans
ce contexte, un premier cas intéressant d’après les experts concerne le suivi des patients
ayant subi une opération du rachis (colonne vertébrale) et leurs éventuelles réhospitalisa-
tions futures. Un second cas concerne les patients ayant été victimes d’un AVC. Il arrive
fréquemment que des complications se produisent après un tel événement, notamment des
troubles cognitifs plus ou moins importants. Ce cas est d’un intérêt particulier, mais il est
également complexe. En effet, les complications se produisent parfois jusqu’à cinq ou dix
ans après l’AVC ; il serait donc utile de disposer des données pour une période de temps plus
longue que deux ans. Il n’est cependant pas garanti que le patient effectue tous ses séjours
dans le même hôpital sur plusieurs années. Pour cette raison, il est difficile de disposer
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de l’intégralité des données sur les séjours d’un patient, le recoupement de données d’un
hôpital à l’autre étant une tâche compliquée, notamment pour des raisons de confidentialité.

En conclusion, nous pouvons affirmer que ce cas d’étude permet de valider l’efficacité et
l’utilité de la méthode de biclustering HBC, pour répondre à des problématiques intéressantes
d’un point de vue métier sur des données hospitalières réelles. La discussion avec les experts
médicaux a permis de valider la cohérence des résultats et d’identifier plusieurs cas particuliers
apportant de nouvelles informations ou confirmant des hypothèses. Cela a également permis de
formuler des questions plus précises sur les données, pour lesquelles il est possible d’apporter
des réponses en utilisant un protocole similaire à celui suivi dans ce cas d’étude. Ces questions
nécessitent de modifier la préparation des données, mais concernent des problèmes médicaux
particulièrement intéressants. Ces nouveaux cas d’étude constituent donc autant de perspectives
au travail mené dans ce chapitre.



Conclusion et perspectives

Nous rappelons ici les contributions principales de cette thèse, en les situant par rapport
aux objectifs annoncés dans l’introduction et à ceux du projet ClinMine. Nous présentons en-
suite les différentes perspectives de ces travaux, les différents axes de recherche et perspectives
d’intégration dans des outils logiciels.

Contributions

La première partie de cette thèse s’intéresse au problème de la classification supervisée sur
données numériques et temporelles. A cet effet, les contributions de cette partie sont les suivantes.

L’extension de l’algorithme MOCA-I (Multi-Objective Classification Algorithm for
Imbalanced data) aux données numériques , appelée MOCA-IQ (Multi-Objective Clas-
sification Algorithm for Imbalanced and Quantitative data). Deux approches sont comparées :
discrétisation des données en pré-traitement, et gestion au sein de l’algorithme de classification.
Pour chacune de ces deux approches, plusieurs variantes sont proposées, afin de déterminer la
plus efficace. La comparaison des variantes les plus performantes pour chaque méthode indique
que l’approche par discrétisation permet à l’algorithme de classification de générer de meilleurs
résultats. Cette approche est donc celle retenue dans MOCA-IQ. Plusieurs améliorations de
l’algorithme de classification, indépendemment du type de données considéré, sont également
proposées et évaluées. En particulier, une méthode alternative pour l’archivage des solutions est
retenue, qui permet d’améliorer la qualité des ensembles de règles générés par MOCA-IQ.

L’extension de MOCA-IQ aux données temporelles , c’est-à-dire les informations pour
lesquelles le temps (date et heure) d’occurrence est connu. Le nouvel algorithme, appelé MOSC
(Multi-Objective Sequence Classification), permet d’utiliser des séquences d’événements tempo-
rels comme composants de règles de classification. De manière plus concrète, un nouveau type de
données est introduit, qui permet de gérer ces séquences d’événements. Des opérateurs de voisi-
nage adaptés à ce nouveau type de données et un algorithme de comparaison des séquences sont
également proposées. Des restrictions de l’espace de recherche sont introduites, qui permettent
de fortement limiter l’explosion combinatoire de la taille du voisinage. MOSC est appliqué à
différents cas d’étude sur des ensembles de données hospitalières réelles ; les résultats montrent
l’apport de la temporalité des données pour affiner les règles de classification.

La seconde partie s’intéresse au problème de la classification double non-supervisée, ou biclus-
tering, sur le même type de données (hétérogènes, numériques et temporelles). Les contributions
de cette partie sont les suivantes.
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La modélisation du biclustering sur données hétérogènes comme un problème d’opti-
misation combinatoire multi-objectif, et notamment la proposition d’une mesure de qualité pour
les biclusters sur données hétérogènes. L’algorithme de biclustering proposé, LSBC, utilise une
métaheuristique basée sur une recherche locale bi-objectif pour l’optimisation des biclusters sur
les critères de qualité et de taille. Des expérimentations montrent la capacité de LSBC (Local
Search for heterogeneous BiClustering) à générer des biclusters de grande taille et de bonne qua-
lité, mais mettent en exergue le manque de diversité des résultats, qui est fortement préjudiciable
dans le cadre de l’application aux données hospitalières.

Une heuristique efficace pour le biclustering sur données hétérogènes, appelée HBC
(Heterogeneous BiClustering) basée sur une simplification des données en pré-traitement.
HBC utilise la même mesure de qualité que LSBC, mais une approche différente, qui consiste
à générer des biclusters parfaitement homogènes sur les données simplifiées. Cela permet, une
fois les données retransformées en leurs valeurs initiales, d’obtenir des biclusters homogènes. Les
expérimentations menées indiquent que HBC génère des biclusters de bonne qualité et de grande
taille, et montrent la capacité de l’algorithme à explorer l’ensemble de la matrice de données.

L’extension de HBC aux données temporelles sous trois formes différentes : événements
temporels, séries temporelles irrégulières et séries symboliques irrégulières. Les événements tem-
porels sont identiques à ceux gérés par MOSC. Pour ceux-ci, HBC se concentre également sur
l’aspect séquentiel des événements. Les séries temporelles irrégulières sont un cas particulier de
séries temporelles. Celles-ci reflètent bien la réalité des séquences de valeurs produites par les
hôpitaux, notamment par les laboratoires d’analyses biologiques : peu de valeurs, espacées de
manière irrégulière dans le temps. Une nouvelle mesure de distance entre deux séries tempo-
relles irrégulières est proposée, qui permet de définir une mesure de qualité pour les biclusters.
Les séries temporelles sont simplifiées en pré-traitement par clustering. Les séries symboliques
irrégulières sont similaires aux séries temporelles irrégulières, mais avec des valeurs symboliques
et non numériques. Pour ce troisième type de données, un traitement proche de celui des séries
temporelles est utilisé, avec une modification de la mesure de distance deux-à-deux.

L’implémentation d’une version parallèle de HBC Deux approches sont proposées, res-
pectivement pour des architectures à mémoire distribuée et partagée. La seconde approche, mieux
adaptée aux environnements de calcul disponibles pour le projet, permet d’obtenir une accélé-
ration linéaire sur le nombre de processeurs utilisés. HBC se prête particulièrement bien à la
parallélisation, en particulier pour l’heuristique constructive de formation des biclusters, mais
également pour certaines étapes coûteuses de pré-traitement des données.

La réalisation d’un outil de visualisation pour le biclustering adapté aux données
hétérogènes, et son intégration dans une application utilisable. Cet outil permet de visualiser
à la fois l’ensemble des biclusters, et chaque bicluster indépendemment par rapport au reste
des données. Des mesures statistiques sur les valeurs des biclusters sont également intégrées à
l’interface, afin de faciliter la compréhension des résultats.

L’application de HBC sur un cas d’étude réel complet : formulation du problème,
agrégation de données provenant de différentes sources, préparation des données, application de
la méthode et analyse des résultats avec l’aide d’experts médicaux. Le problème étudié est la
comparaison des parcours de soins pour des groupes de patients présentant un profil similaire. Les
résultats trouvés correspondent à des situations réelles, tant au niveau des tendances générales
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que des cas particuliers. Parmi ces cas particuliers, certains apportent de nouvelles connaissances
ou viennent confirmer des hypothèses.

L’ensemble de ces contributions répondent aux objectifs établis au début de ces travaux, qui
visaient à développer un ensemble de méthodes de fouilles de données adaptées aux spécificités
des données hospitalières. Le cas d’étude utilisé pour la validation de HBC correspond à un cas
d’étude du projet ClinMine, et l’ensemble des travaux de cette thèse ont été menés en colla-
boration constante avec les différents partenaires du projet. L’utilisation future des méthodes
développées dans des applications fonctionnelles a été anticipée, avec le développement d’une
version parallèle ainsi que la conception d’une interface de visualisation pour le biclustering.

Perspectives

Au cours de ces travaux, plusieurs pistes d’amélioration ou nouveaux axes de recherche ont
été identifiés mais n’ont pas été explorés car jugés moins prioritaires par rapport aux objectifs
de la thèse.

Mieux exploiter les données temporelles dans MOSC Les travaux menés dans cette
thèse ont montré l’intérêt d’exploiter les données temporelles. L’algorithme MOSC pourrait bé-
néficier d’une utilisation plus systématique des dates (et heures) d’occurrence exactes des évé-
nements temporels. Pour l’instant, les règles utilisent la séquentialité et l’ordre respectif de ces
événements. Une méthode permettant de préciser les règles de classification à partir de ces in-
formations a été proposée, mais n’est pas appliquée dans tous les cas, et ces précisions n’ont
pour l’instant pas d’utilité autre qu’une description basique. Le perfectionnement de cette mé-
thode et la conception d’autres utilisations pour les dates d’occurrence peuvent constituer des
perspectives intéressantes pour certains cas d’étude. Une autre piste d’amélioration concerne les
séquences à plusieurs niveaux de temporalité, par exemple pour représenter plusieurs séjours
pour un patient. Un modèle pour deux niveaux de temporalité a été proposé, mais pas validé.
La validation de ce modèle, ou son extension pour gérer un nombre arbitraire de niveaux de
temporalité, forment des perspectives possibles. Dans l’ensemble, il est préférable que les axes de
recherche explorés s’accordent aux besoins précis de futurs cas d’étude. Le modèle proposé dans
MOSC permet de gérer la temporalité des données de manière générique ; les perfectionnements
à apporter dépendent des besoins.

Intégrer MOSC dans un logiciel MOSC est inspiré de MOCA-I, dont il reprend le fonc-
tionnement général, avec des extensions pour de nouveaux types de données. MOCA-I est ac-
tuellement intégré dans Opcyclin, un logiciel développé par Alicante, déployé sur plusieurs sites
hospitaliers. Une perspective applicative consiste donc à remplacer MOCA-I par MOSC dans
Opcyclin, afin de pouvoir gérer un spectre plus large de données.

Améliorer la mesure de qualité des biclusters En ce qui concerne le biclustering, une pre-
mière perspective est d’améliorer la mesure de qualité proposée. Dans cette thèse, nous utilisons
la somme pondérée de mesures de qualité propres à chaque type de données. Ces mesures sont
individuellement cohérentes, mais une étude plus poussée de l’impact du type d’agrégation sur
les résultats pourrait être intéressante. Le choix des mesures individuelles peut également être
étudié plus en détail. Nous nous sommes limités ici aux mesures d’homogénéité utilisées dans les
algorithmes de biclustering, mais d’autres mesures existent dans d’autres domaines, notamment
en statistiques. Une étude sur ce point est en cours dans le cadre du projet ClinMine ; les conclu-
sions pourront servir à améliorer la mesure de qualité proposée. Il est à noter que cette mesure
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de qualité n’est pas fondamentale pour HBC, car elle n’est calculée qu’à la fin de la formation
des biclusters, mais elle conserve néanmoins une utilité en post-traitement. Un autre point in-
téressant concerne la définition d’une mesure de qualité adaptée à des biclusters contenant des
données manquantes. Une telle mesure n’est pas strictement requise dans HBC, mais peut ouvrir
la voie au développement de nouvelles méthodes de biclustering pour des matrices de données
creuses.

Améliorer la scalabilité de HBC pour les séries temporelles La gestion des séries tem-
porelles (et symboliques) irrégulières dans HBC a nécessité le développement d’une mesure de
similarité pour le pré-traitement de ces données. Une limitation de la méthode actuelle est qu’elle
calcule une matrice de similarité, qui occupe un espace quadratique sur le nombre de séries. Cela
pose problème pour les cas où de très nombreuses séries (>50,000) sont disponibles pour un
attribut de ce type, et limite donc la scalabilité de la méthode sur de telles données. Cela peut
également amener à repenser la méthode de clustering des séries temporelles, dont le temps
d’exécution augmente fortement avec le nombre de séries et le nombre de clusters souhaités. La
conception de méthodes plus efficaces et moins coûteuses en espace et en temps, pour ces deux
éléments, constitue donc un axe de recherche intéressant.

Poursuivre le développement de l’outil de visualisation pour HBC Un premier ou-
til de visualisation pour le biclustering a été proposé et intégré dans une application. Cet outil
répond en partie aux problématiques posées par la visualisation de biclusters sur données hété-
rogènes, mais pourrait être amélioré ou repensé pour pallier les lacunes actuelles. En particulier,
la visualisation de volumes de données conséquents, et de biclusters se recouvrant partiellement,
forment deux pistes d’amélioration majeures. L’intégration dans l’application, notamment pour
la communication entre l’interface et la génération des images, mérite également une attention
particulière. Une perspective à plus long terme consisterait à intégrer l’ensemble du processus de
biclustering, y compris la visualisation, dans une même application.

Appliquer HBC à de nouveaux cas d’étude Enfin, différents cas d’étude plus précis ont
été identifiés à la fin du chapitre précédent, qui correspondent à de réelles problématiques mé-
dicales. Les expérimentations menées jusqu’à présent montrent que les méthodes développées
pour la fouille de données hospitalières permettent de découvrir des résultats cohérents et par-
fois surprenants. L’application de ces méthodes aux nouveaux cas d’étude identifiés nécessite
un travail supplémentaire au niveau de l’agrégation et de la préparation des données, mais doit
permettre d’apporter des réponses à ces questions médicales. Les cas d’étude traités au cours
de cette thèse répondent déjà aux objectifs du projet ClinMine, et il est naturel de chercher à
poursuivre l’application à des cas d’étude plus précis.



Annexe A

Comparaison des méthodes de clustering
pour séries temporelles irrégulières dans
HBC

Nous cherchons à évaluer la qualité des clusterings produits par les différentes méthodes exis-
tantes (k-medoids et clustering hiérarchique). Pour cela, deux aspects doivent être considérés.
Le premier aspect concerne, pour les méthodes stochastiques (k-medoids), la stabilité des clus-
terings obtenus, c’est-à-dire la similarité des clusters sur plusieurs exécutions indépendantes de
l’algorithme avec différents médöıdes initiaux. Nous comparons les trois variantes suivantes, avec
un nombre de clusters k = 5 dans chaque cas :

— Méthode 1 : algorithme k-medoids classique ; similarité entre séries temporelles calculée en
utilisant un matching optimal (voir Section 6.2.3).

— Méthode 2 : algorithme k-medoids modifié ; similarité entre séries temporelles calculée en
utilisant un matching optimal.

— Méthode 3 : algorithme k-medoids modifié ; similarité entre séries temporelles calculée en
utilisant un matching minimal.

Nous générons dix jeux de données synthétiques (ds1 à ds10), chacun comportant 80 ensembles
de 500 séries temporelles chacun. La longueur de ces séries varie de manière aléatoire entre 2
et 6 mesures. Pour chaque jeu de données et chaque méthode, 100 exécutions indépendantes du
processus de clustering sont effectuées. Après cela, nous calculons la dissimilarité entre toutes les
paires possibles de clusterings (parmi les 100 obtenus), ces résultats sont enregistrés dans une
matrice de dissimilarité. La dissimilarité entre deux clusterings C1 et C2 est calculée en utilisant
une distance de Hamming normalisée [109], qui est semblable à une fonction objectif 0-1 :

dissim(C1, C2) =
1

n

n∑
i=1

1{C1i 6= C2i} (A.1)

A noter que nous considérons la valeur minimale parmi tous les matchings possibles entre les
clusters de C1 et ceux de C2. Un score de dissimilarité dans [0, 1] est calculé pour chaque cluster.
Par conséquent, le score de dissimilarité pour k = 5 clusters est dans [0, 5]. Une fois la matrice de
dissimilarité remplie, nous calculons la moyenne sur l’ensemble des valeurs. Nous prenons ensuite
la moyenne sur les 80 ensembles de séries temporelles pour chaque jeu de données. La dissimilarité
ainsi agrégée pour chaque jeu de données et chaque variante du k-medoids est présentée dans
la Table A.1. Ces résultats montrent que le k-medoids modifié tend à produire des résultats
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ANNEXE A. COMPARAISON DES MÉTHODES DE CLUSTERING POUR SÉRIES

TEMPORELLES IRRÉGULIÈRES DANS HBC

Méthode 1 Méthode 2 Méthode 3
k −medoids classique k −medoids modifié k −medoids modifié

matching optimal matching optimal matching minimal
ds0 2.71±0.06 1.82±0.4 0.77±0.31
ds1 2.71±0.05 1.83±0.39 0.76±0.35
ds2 2.71±0.05 1.78±0.39 0.77±0.26
ds3 2.7±0.05 1.89±0.35 0.79±0.36
ds4 2.7±0.05 1.85±0.35 0.67±0.33
ds5 2.7±0.05 1.8±0.38 0.77±0.26
ds6 2.7±0.06 1.79±0.36 0.71±0.32
ds7 2.7±0.05 1.86±0.38 0.77±0.3
ds8 2.71±0.05 1.85±0.39 0.77±0.33
ds9 2.7±0.05 1.86±0.38 0.75±0.25

Table A.1 – Stabilité - mesure de dissimilarité pour les variantes de k-medoids

notablement plus stables que les autres variantes. L’utilisation d’un matching minimal pour la
mesure de distance entre séries amène également une amélioration de la stabilité.

Au-delà de la stabilité, qui n’est applicable que pour les variantes du k-medoids, nous voulons
également évaluer la qualité des clusterings générés. De nombreuses mesures ont été développées
pour cette tâche, qui peuvent être groupées en trois catégories. Les mesures intra-cluster cal-
culent la densité ou l’homogénéité des clusters. Les mesures inter-cluster calculent la distance
entre clusters ; une distance plus élevée indique que les clusters sont bien délimités. Les mesures
composites incluent les deux types précédents, et sont en général formées par le ratio d’une me-
sure intra-cluster sur une mesure inter-cluster. Pour cette étude, nous utilisons trois mesures
intra, trois mesures inter et une mesure composite :

— intra max : distance maximum entre deux points d’un même cluster (à minimiser).

— intra avg : distance moyenne entre deux points d’un même cluster (à minimiser).

— intra centre : distance moyenne d’un point au centröıde du cluster (à minimiser).

— inter single : distance entre les deux points les plus proches de deux clusters différents (à
maximiser).

— inter complete : distance entre les deux points les plus éloignés de deux clusters différents
(à maximiser).

— inter centre : distance entre les centröıdes des clusters (à maximiser).

— composite : index Davies-Bouldin [44] (à minimiser). DB =
1

n

∑n
i=1maxj 6=i

( σi + σj
d(ci, cj)

)
, où

n est le nombre de clusters, cx le centröıde du cluster x, σx est la distance moyenne des
éléments de x au centröıde cx, et d(ci, cj) est la distance entre les centröıdes ci et cj .

En plus des trois variantes du k-medoids, nous évaluons deux variantes de clustering hiérar-
chique. Celles-ci n’ont pas été incluses dans la comparaison de la stabilité car elles ne sont pas
stochastiques et produisent donc toujours les mêmes résultats.

— méthode 4 : clustering hiérarchique avec matching optimal pour la mesure de distance des
séries temporelles.

— méthode 5 : clustering hiérarchique avec matching minimal.

Au cours de la comparaison des résultats, il convient de distinguer les méthodes utilisant un
matching optimal ou minimal, car ce paramètre influe directement sur la mesure de qualité.
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Pour cette raison, un premier groupe est formé par les méthodes 1, 2 et 4 (matching optimal),
et une second groupe par les méthodes 3 et 5 (matching minimal). Les résultats sont présentés
dans les Tables A.2 à A.8.

matching optimal matching minimal
Méthode 1 Méthode 2 Méthode 4 Méthode 3 Méthode 5

ds1 9356±1487 9567±1549 9289±1528 10140±1417 9640±1473
ds2 8909±1353 9112±1471 8862±1369 9740±1278 9334±1290
ds3 9077±1466 9325±1564 8986±1462 9849±1466 9511±1370
ds4 8890±1186 9129±1346 8800±1268 9771±1141 9431±1160
ds5 9218±1283 9441±1343 9115±1348 9986±1306 9571±1277
ds6 9361±1359 9582±1444 9135±1354 10098±1310 9783±1339
ds7 9341±1252 9590±1368 9222±1375 10240±1313 9738±1341
ds8 9088±1211 9325±1303 9007±1213 9858±1155 9428±1162
ds9 9050±1172 9248±1357 8903±1203 9752±1244 9342±1294
ds10 9235±1355 9519±1511 9163±1395 9916±1366 9494±1350

Table A.2 – Intra max - distance maximale entre deux points

Méthode 1 Méthode 2 Méthode 4 Méthode 3 Méthode 5
ds1 1483±284 1480±282 1488±290 2929±557 2547±388
ds2 1471±280 1474±282 1469±285 2911±558 2517±377
ds3 1493±288 1496±284 1490±297 2940±569 2559±390
ds4 1506±279 1514±276 1509±280 2966±559 2570±383
ds5 1490±275 1487±278 1491±281 2932±553 2542±386
ds6 1475±282 1472±284 1475±281 2915±562 2548±388
ds7 1539±286 1536±283 1536±296 2990±573 2589±389
ds8 1485±282 1495±282 1481±284 2948±558 2549±378
ds9 1488±276 1482±278 1485±276 2938±559 2552±377
ds10 1455±273 1458±274 1461±272 2904±552 2523±372

Table A.3 – Intra avg - distance moyenne entre deux points

Méthode 1 Méthode 2 Méthode 4 Méthode 3 Méthode 5
ds1 1150±264 937±290 761±278 2134±755 1864±304
ds2 1158±261 948±294 732±260 2126±768 1849±317
ds3 1161±262 935±293 739±253 2127±758 1874±332
ds4 1171±260 940±299 756±265 2141±763 1863±341
ds5 1176±265 957±293 752±257 2127±756 1849±296
ds6 1168±264 950±297 754±272 2117±753 1829±285
ds7 1181±263 958±302 766±268 2136±767 1844±326
ds8 1162±263 957±291 744±258 2131±759 1852±344
ds9 1157±259 936±296 749±259 2136±760 1870±275
ds10 1145±259 939±293 748±260 2133±746 1817±290

Table A.4 – Intra centre - distance moyenne au centröıde
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ANNEXE A. COMPARAISON DES MÉTHODES DE CLUSTERING POUR SÉRIES

TEMPORELLES IRRÉGULIÈRES DANS HBC

Méthode 1 Méthode 2 Méthode 4 Méthode 3 Méthode 5
ds1 22.46±21.43 23.92±23.82 37.03±34.82 607.89±129.19 570.99±141.36
ds2 22.79±21.64 23.99±23.95 36.22±34.37 609.01±134.13 593.95±173.95
ds3 23.11±21.91 24.15±24.09 36.92±34.62 599.22±131.24 601.01±168.75
ds4 22.58±21.48 24.14±24.09 36.14±34.07 618.96±131.84 572.23±143.74
ds5 22.79±21.63 24.21±24.15 36.77±34.8 611.37±132.65 587.01±154.19
ds6 22.86±21.75 24.35±24.26 36.68±34.36 611.14±130.9 542.37±138.55
ds7 22.9±21.7 24.36±24.3 36.49±34.3 615.71±131.66 561.66±143.7
ds8 22.84±21.83 23.82±23.7 36.74±34.8 625.41±142.66 579.21±163.46
ds9 22.78±21.64 23.73±23.6 36.43±34.26 608.57±128.76 579.93±130.06
ds10 22.64±21.46 23.62±23.47 36.73±34.75 610.38±145.21 565.44±125.65

Table A.5 – Inter single - distance entre les points les plus proches

Méthode 1 Méthode 2 Méthode 4 Méthode 3 Méthode 5
ds1 8011±685 8809±648 9911±938 8809±619 8465±1004
ds2 8026±730 8788±630 9868±893 8842±561 8451±896
ds3 7950±645 8741±539 9836±831 8726±487 8367±828
ds4 7923±698 8664±525 9749±885 8781±544 8329±917
ds5 8001±678 8748±604 9928±802 8850±530 8547±892
ds6 7956±687 8751±546 9907±921 8761±577 8359±817
ds7 7912±657 8658±545 9791±809 8820±566 8383±912
ds8 8034±684 8772±552 9924±897 8915±550 8534±880
ds9 7932±719 8680±548 9739±907 8797±610 8390±931
ds10 8063±652 8868±537 9993±947 8813±604 8545±838

Table A.6 – Inter complete - distance entre les points les plus éloignés

Méthode 1 Méthode 2 Méthode 4 Méthode 3 Méthode 5
ds1 1189±270 1273±399 1268±524 1849±874 1534±346
ds2 1194±273 1290±427 1147±445 1852±901 1551±365
ds3 1205±270 1294±396 1233±479 1838±878 1536±349
ds4 1201±280 1302±401 1265±478 1849±877 1550±389
ds5 1204±276 1295±421 1207±456 1843±884 1512±328
ds6 1193±275 1304±408 1217±489 1832±866 1514±317
ds7 1198±280 1295±407 1220±421 1814±868 1511±363
ds8 1211±278 1290±419 1201±463 1836±883 1530±382
ds9 1188±274 1280±403 1256±481 1845±881 1538±303
ds10 1190±275 1292±392 1181±451 1856±876 1473±304

Table A.7 – Inter centre - distance entre les centröıdes

Il est difficile de tirer des conclusions définitives de ces résultats, hormis le fait que le k-medoids
original produit des clusterings de moindre qualité dans tous les cas. Parmi les méthodes utilisant
un matching optimal, la méthode 4 (hiérarchique) donne de meilleurs résultats sur quatre des
sept mesures, et la méthode 2 est meilleure sur deux des mesures. Parmi celles utilisant un
matching minimal, les résultats sont encore plus partagés, avec une meilleure performance sur
quatre mesures pour la méthode 3, et sur les trois restantes pour la 5. Une observation intéressante
est que les algorithmes de clustering hiérarchique tendent à produire de meilleurs résultats sur
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Méthode 1 Méthode 2 Méthode 4 Méthode 3 Méthode 5
ds1 5.13±14.93 0.85±0.44 2.46±2.43 1.71±0.45 1.9±0.59
ds2 3.25±8.03 0.85±0.41 2.12±1.77 1.74±0.47 1.87±0.46
ds3 3.56±7.75 0.85±0.45 1.96±1.28 1.72±0.46 1.96±0.68
ds4 4.36±9.92 0.89±0.48 1.95±1.44 1.72±0.46 1.86±0.43
ds5 4.17±11.79 0.83±0.4 1.98±1.4 1.73±0.47 1.86±0.49
ds6 6.05±18.05 0.87±0.48 2.82±3.99 1.72±0.43 1.83±0.42
ds7 3.53±6.55 0.85±0.45 2.68±3.87 1.76±0.46 2.0±0.78
ds8 5.71±18.02 0.87±0.46 2.08±1.32 1.76±0.46 1.89±0.45
ds9 5.56±22.04 0.83±0.41 2.19±1.84 1.72±0.48 1.89±0.67
ds10 3.67±7.89 0.86±0.46 2.9±6.17 1.7±0.45 1.96±0.57

Table A.8 – Composite - index Davies-Bouldin

les mesures intra-cluster, tandis que les k-medoids sont en général meilleurs sur les mesures inter-
cluster. Dans cette situation, on peut naturellement vouloir utiliser la mesure composite pour
départager ces approches. D’après celle-ci, les méthodes k-medoids (2 et 3) donnent de meilleurs
résultats que les autres. Cependant, cette mesure n’est pas toujours un indicateur objectif de
la qualité d’un clustering. Par exemple, des expérimentations ont révélé que l’index DB d’un
clustering contenant un fort chaining effect est très bon, alors même que quatre des cinq clusters
n’incluent qu’un unique point chacun.
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