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NOTATIONS UTILISEES 1 
: Dimension de l'espace de représentation des données 

: Taille de l'échantillon 

: Nombre de classes de l'échantillon 

: Classe k, k = 1,2, ..., K 

: Domaine modal associé à la classe Ck 

: Fonction de décision associée à la classe Ck 

: Espace euclidien de dimension N 

: Ensemble des entiers positifs ou nuls 

: Espace discrétisé de dimension N 

: Echantillon d'observations 

: Observation définie dans l'espace euclidien 

: Observation définie dans l'espace euclidien normalisée 

: n-ième coordonnée de l'observation Yq 

: Hypercube contenant l'observation 

: Pas de discrétisation de l'espace de représentation des données 

: Fonction binaire définie sur (Z+)N 

: Ensemble discret à valeur binaire 1 

: Ensemble discret à valeur binaire O 

: Ensemble symétrique de X par rapport à l'origine 

: Point du réseau d'échantillonage, à valeur binaire 1 ou O 

: n-ième coordonnée du point X 

: Elément structurant 

: Point de l'élément structurant 

-S : Point du symétrique de S par rapport à l'origine 

G : Point Origine de l'élément structurant 

S1 - : Ensemble des points de S à valeur binaire 1 

so - : Ensemble des points de S à valeur binaire O 



M - 

x os. - 
x 0s. - 

x os. - 

X e s  - 

( a s  

(XIs 

(X)S 

Cs(X) - 

S 

.x os 
X os - 

X es - 
1 

: Ensemble des points des modes morphologiques détectés 

: Dilatation de X par S 

: Erosion de X par S 

: Amincissement de X par S 

: Transformation en tout ou rien de X par S 

: Résultat de la translation de X par S, élément de S 

: Ouverture de X par S 

: Fermeture de X par S 

: Configuration locale au point X dans le domaine délimité par S 

: Famille structurante, ensemble d'éléments structurants 

: Amincissement de X par la famille S 

: Epaississement de X par la famille S 

: Transformation en tout ou rien de X par la famille S 

: Différence symétrique de deux ensembles : 

A/B = (AuB)- (AnB)  

: Union de deux ensembles 

: Intersection de deux ensembles 

: Inclusion de deux ensembles au sens strict 

: Inclusion de deux ensembles au sens large 



ABREVIATIONS UTILISEES 

FMEU : Méthode de détermination des Frontières Modales par transformation 
morphologique à Elément structurant Unique. 

DMEU : Méthode de détermination des Domaines Modaux par transformation 
morphologique à Elément structurant Unique. 

CVEM : Méthode de détermination des domaines modaux par analyse de la 
Connexité dans les Vallées par transformation morphologique à Eléments 
structurants Multiples. 

CMEM : Méthode de détermination des domaines modaux par analyse de la 
Connexité dans les régions Modales par transformation morphologique à 

Eléments structurants Multiples. 

ADMP : Technique de Classification par Assignation des observations au Domaine 
Modal le plus Proche. 

ACDP : Technique de Classification par Assignation des observations au Centre de 
gravité du Domaine modal le Plus proche. 

ASNP : Technique de Classification par Assignation Simple des observations au 
Noyau le plus Proche. 

AONP : Technique de Classification par Assignation Ordonnée des observations au 
Noyau le plus Proche. 
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- Chapitre 1- - La ciassificahahon automatique - 

LA CLASSIFICATION AUTOMATIQUE. 

1.1. INTRODUCTION. 

La classification est une démarche naturelle car, de tout temps, l'homme a 

cherché à découvrir un ordre sous-jacent à la multitude des objets constituant son 

environnement. En fait, dans de nombreux domaines de l'activité humaine, cette 

démarche devient une méthodologie dont les premiers qui en prirent conscience furent 

les naturalistes du lge siècle. Aujourd'hui, dans de nombreuses disciplines telles que la 

biologie, la botanique, la géologie, la zoologie, l'économie, ..., le spécialiste se trouve 

confronté à de grands nombres d'objets comparables, qui peuvent être décrits par des 

paramètres observables en nombre fini. Un élément important dans la compréhension 

de ces données est la définition de groupements, ou classes, au sein de l'ensemble de ces 

objets, ce qui est le but de la classification automatique. 

Il s'agit en effet de classer, de manière automatique, un ensemble fini d'objets 

de telle sorte que les objets appartenant à une même classe soient plus semblables que 

ceux appartenant à des classes différentes. Cette démarche est relativement difficile à 

formaliser, surtout quand on se place dans un contexte non supervisd, c'est-à-dire quand 

on ne dispose d'aucune information a priori sur la structure de l'ensemble des objets à 

classer. 

Dans les années 60, les techniques de classification automatique ont connu un 

essor important dû à l'utilisation des calculateurs numériques. En effet, ceux-ci ont non 

seulement permis d'augmenter les volumes de données pouvant être traités, mais ont 



également fait évoluer la philosophie de classification qui s'est adaptée à ces nouveaux 

outils. 

Les procédures de classification automatique non supervisées peuvent être 

schématiquement regroupées en deux grandes catégories selon que toutes les 

observations disponibles sont prises en compte simultanément pour découvrir l'existence 

de classes ou, qu'au contraire, on s'attache à ne considérer que les relations entre les 

observations et leurs voisines, pour découvrir la structure de leur distribution. 

Les procédures de la première catégorie, que nous qualifierons de procédures 

globales par opposition à celles de la deuxième catégorie, que nous qualifierons de 

loc'ales, sont certainement les plus populaires. 

1.2. PROCEDURES GLOBALES, 

1.2.1. A ~ ~ r o c h e  statistiaue paramétri~ue. 

Dans ce type d'approche, les modèles de distribution des observations sont 

supposés connus a priori. Sous cette hypothèse paramétrique, le problème de l'analyse 

de données peut être ramené à celui de la détermination des paramètres d'un mélange 

de fonction de densité représentant les distributions des observations provenant de 

chacune des classes en présence dans l'échantillon analysé. 

Le problème de l'estimation des paramètres d'un mélange de fonctions de 

densité à partir d'un échantillon d'observations représentatif de ce mélange a 

simultanément été abordé par des techniques d'apprentissage Bayessien et par des 

procédures d'estimation par maximum de vraisemblance. 

Dans la première catégorie, on attribue généralement à Daly [DAL - 621 la 

formulation Bayessienne de l'apprentissage des paramètres d'un mélange, mais Hillborn 

et Lainiotis donnent une formulation beaucoup plus complète en 1968 [HIL - 681. 



Sensiblement à la même époque, Hasselbald CHAS - 661 puis Day [DAY - 691 

utilisent les techniques d'estimation par maximum de vraisemblance pour aboutir à des 

résultats très semblables. Des techniques basées sur la détermination des moments des 

distributions ont également été proposées par D. Cooper et P. Cooper [CO0 - 641 

[CO0 - 671. 

Cependant, toutes ces techniques statistiques d'apprentissage non supervisé 

nécessitent, outre la possibilité d'utiliser un modèle paramétrique pour décrire les 

fonctions de densité sous-jacentes, des hypothèses souvent restrictives. Ainsi la 

connaissance du nombre de classes en présence est souvent exigée [SCH - 761, celui-ci 

pouvant même être limité à deux dans certains cas [MAK - 771 [MIZ - 751. D'autres 

hypothèses restrictives telles que l'égalité des matrices de covariance ou la connaissance 

des probabilités a priori des différentes classes sont parfois exigées [WOL - 701. 

1.2.2. A ~ ~ r o c h e  métriaue. 

Pour éviter d'avoir recours à des modèles statistiques paramétriques qui 

peuvent conduire à imposer une structure aux données plutôt qu'à découvrir leur 

organisation véritable, tout un courant de l'analyse de données fait appel à des notions 

métriques de similarité plutôt qu'à des notions de fonctions de densité paramétrables 

[SOK - 631 [BAL - 651. 

I.2.2.a. Optimisation d'un critère. 

De nombreux critères globaux indiquant la cohésion des classes ont été 

proposés [FR1 - 671 [JON - 681 [FUK - 701. La recherche des extrema de ces critères 

conduisent en général à des classifications qui maximisent la dispersion inter-classe tout 

en minimisant la dispersion intra-classe [BAL - 671 [MAC - 671 [JAX - 881. Diday a 

proposé la méthode des nuées dynamiques qui est basée sur la notion de noyaux. Ceux- 

ci sont initialement décrits par des représentants tirés au hasard dans la population 
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disponible [DID - 711. La partition obtenue dépendant du choix initial de ces noyaux, la 

notion de formes fortes a été introduite pour améliorer les performances de la 

procédure [DID - 791. 

I.2.2.b. Classification hierarchique. 

Les partitions de l'ensemble des objets à classer peuvent être représentées par 

des structures arborescentes en adoptant une démarche hiérarchique ascendante ou . 

descendante [JAM - 781. La démarche ascendante consiste à considérer initialement 

chaque objet comme une classe, et à regrouper, à chaque étape, les classes deux à deux 

en maximisant un critère de similarité. La démarche descendante consiste à grouper 

initialement tous les objets à classer dans une seule classe et, à chaque étape, à 

maximiser un critère de dissirnilarité permettant de diviser chacune d'elles en deux. 

Dans les deux cas, une hiérarchie des classes est ainsi réalisée et la partition est obtenue 

en respectant soit un nombre de classes préfixé, soit un critère prédéfini [BAY - 801 

[LAN - 671 [LUIS - 791. Une autre méthode consiste à réduire la hiérarchie des parties 

ou l'arbre des classifications sous forme d'un ensemble de noeuds significatifs, avant 

d'effectuer la partition de l'ensemble des objets à classer [GOR - 871 [LER - 911. 

1.2.3. Réduction de l'espace de représentation. 

De nombreuses techniques d'analyse de données multidimensionnelles font 

appel aux capacités de classification de l'opérateur humain dans le plan. Il s'agit de 

trouver une technique qui permette de représenter les données multidimensionnelles 

par des points dans un plan, de telle sorte que les observations appartenant à la même 

classe dans l'espace d'origine restent regroupées dans le plan, et que les observations 

provenant de classes différentes soient nettement séparées dans ce plan. 



La technique la plus couramment utilisée pour réduire ainsi la dimension des 

données est certainement l'analyse en composantes principales [CO0 - 711 [SEB - 841 

qui est basée sur la transformation de Karhunen-Loeve [AHM - 751. 

Lorsque cette technique ne permet pas de réduire suffisamment la dimension, 

du fait que trop d'informations seraient perdues si on ne conservait que deux axes 

principaux, certains auteurs proposent d'utiliser cette technique comme point de départ 

pour une technique plus élaborée [GOW - 661 [KRU - 773, appelée, en anglais, 

"multidimensional scaling". Il s'agit de minimiser des critères qui indiquent comment la 

répartition des points image dans le plan est le reflet de la répartition des observations 

dans l'espace d'origine. On peut, par exemple, tenter de conserver la relation d'ordre 

qui existe entre les distances inter-observations au niveau des distances entre les points 

image du plan [KRU - 641 [SHE - 621 [SAM - 691. 

Plutôt que de minimiser les distorsions entre les distances inter-observations et 

les distances inter-points image, d'autres auteurs cherchent à préserver la séparabilité 

entre les classes en représentant les données en deux dimensions [SAM - 701 [FUK - 711 

[FUK - 821. 

Cependant, ces techniques ne sont pas à proprement parler des méthodes de 

classification automatique. Leur r61e se limite à réduire la dimension de l'espace de 

représentation des données, laissant au système visuel humain le soin d'achever la 

classification. 

13. PROCEDURES LOCALES. 

Les méthodes globales prennent en considération l'ensemble des observations 

disponibles pour les séparer en classes, soit par des techniques d'estimation des 

paramètres, soit par des techniques d'optimisation de critères indiquant la qualité de la 

répartition entre différentes classes, soit encore en faisant appel aux facultés de 

perception et d'analyse bidimensionnelle du système visuel humain. 



A l'opposé, les méthodes locales analysent de manière plus ponctuelle la 

répartition des observations, avec pour objectif de mettre en évidence soit des 

concentrations locales d'observations qui correspondent à des classes, soit des zones 

circonscrites de l'espace relativement vides d'observations qui correspondent aux vallées 

séparant ces classes. 

13.1. Détection des modes Dar recherche des maxima locaux. 

Dans ce type d'approche, il s'agit d'analyser la fonction de densité sous-jacente 

à la distribution des observations disponibles pour extraire l'information nécessaire à 

leur classification. En effet, on peut estimer cette fonction de densité par une méthode 

non paramétrique [PAR - 621 [LOF - 651 pour mettre ses maxima locaux en évidence. 

Dans la plupart des méthodes basées sur l'estimation des fonctions de densité, il 

est admis que chaque maximum local correspond à une concentration locale 

d'observations et la recherche des classes peut alors être assimilée à la recherche des 

modes de cette fonction [DEV - 821 [ASS - 891. 

Les modes peuvent être détectés en remontant les pentes de la fonction de 

densité de probabilité selon la direction de son gradient [KOO - 761 ou en déplaçant 

progressivement les observations jusqu'à ce que chaque observation atteigne le 

voisinage d'un mode de cette fonction [BOC - 791. Une variante de cette approche 

consiste à calculer le gradient directement à partir des observations [FUK - 75al. 

En adoptant une technique de sériation, Kittler a construit une séquence de 

points de telle sorte que la majorité des points voisins de chaque mode deviennent des 

éléments successifs de cette séquence [KIT - 761. 

Toutes ces techniques sont connues pour être sensibles aux irrégularités des 

distributions des observations, et tendent à générer de nombreux modes parasites, 

difficiles à différencier des véritables modes de la fonction de densité. 
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Touzani a développé une technique de relaxation directement appliquée à la 

fonction de densité estimée, permettant de diminuer l'effet de ces irrégularités [TOU - 
881. 

13.2. Analyse de la convexité. 

Au lieu de considérer les modes comme des extrema locaux de la fonction de 

densité de probabilité, C. Vasseur et J.-G. Postaire [VAS - 801 les assimilent à des 

régions de l'espace où cette fonction est concave. Dans cette approche, l'analyse de la 

convexité de la fonction de densité est effectuée en intégrant cette dernière sur des 

domaines d'observation de taille variable [POS - 82bl. Cette analyse améliore 

co'nsidérablement la robustesse de la méthode par rapport aux techniques faisant appel 

aux notions de gradient, mais elle reste encore sensible aux irrégularités de la 

distribution des données. Des techniques d'étiquetage probabiliste ou "relaxation" ont 

été développées pour améliorer la robustesse de la méthode [OLE - 881. 

1.3.3. Extraction des contours des modes. 

A. Touzani et J.-G. Postaire considèrent les modes comme des régions 

délimitées par leur contour. Après réalisation d'un filtrage médian multidimensiomei 

de la fonction de densité, des opérateurs différentiels multidimensionnels permettent 

d'extraire les contours des modes [TOU - 891. Des techniques d'étiquetage probabiliste 

itératif [POS - 891 ont par ailleurs été mises en oeuvre pour augmenter la robustesse de 

ces méthodes. 

En résumé, toutes ces méthodes de classification font appel, directement ou 

indirectement, à des estimateurs non paramétriques de la fonction sous-jacente, ce qui 

nécessite un nombre d'observations disponibles très important surtout lorsque la 

dimension des observations est élevée. De plus, de nombreuses procédures utilisent des 

opérateurs différentiels locaux qui sont sensibles au bruit et aux irrégularités de la 



distribution des observations, ce qui nécessite un filtrage préalable et/ou des techniques 

de traitement post-opératoire afin d'améliorer la robustesse des méthodes proposées. 

De nombreux auteurs ont mis en évidence l'intérêt des méthodes locales dans le 

cas de classes de formes et de tailles très variées, les méthodes globales étant surtout 

adaptées aux classes de formes sphériques, ou tout du moins globulaires. 

1.4. CONCLUSION. 

La plupart des méthodes locales que nous venons de décrire sont 

essentiellement basées sur des considérations statistiques, et il serait intéressant 

d'analyser localement la distribution des observations de l'échantillon disponible en 

utilisant des critères géométriques. 

Nous proposons, dans ce mémoire, une nouvelle approche locale pour la 

classification automatique, l'analyse des données étant fondée sur l'utilisation de critères 

géométriques et structuraux. La base théorique de cette approche est celle de la 

morphologie mathématique. Notre objectif n'est pas de présenter une méthode 

universelle, mais de montrer l'intérêt d'une telle approche dans les domaines de 

l'analyse de données et de la reconnaissance des formes. 

Conscients des difficultés qu'éprouve en général l'analyste pour choisir une 

méthode particulière parmi toutes celles disponibles, nous nous attacherons à définir 

clairement les intérêts et les limites d'applications des méthodes proposées. A cet effet, 

nous précisons les hypothèses de travail que nous nous sommes fixés. Nous nous 

sommes placés dans un contexte non supervisé, sans aucune hypothèse paramétrique, 

afin de traiter des observations multidimensionneiles à valeurs réelles, représentées 

dans l'espace euclidien EN. Enfin, nous admettrons qu'il est possible de réaliser une 

partition de l'ensemble des données en classes, deux à deux disjointes. 
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En règle générale, les méthodes locales aboutissent à la classification des 

données par l'intermédiaire de deux étapes successives : une étape de détection des 

modes et une étape de classification des observations s'appuyant sur les modes détectés. 

En général, on s'accorde à définir un mode comme une région de forte concentration 

locale d'observations. Chaque mode peut être décrit soit par un extremum local de la 

fonction de densité, soit par un domaine de l'espace EN entourant cet extremum, soit 

encore par son noyau, que nous définirons comme l'ensemble des observations situées à 

l'intérieur de ce domaine. Le domaine modal associé à la classe Ck, k = 1,2, ..., K sera 

noté Dk, k = 1, 2, ..., K. L'étape finale de classification des observations consiste à 

assigner les observations aux différentes classes associées aux domaines modaux mis en 

évidence au cours de la procédure de détection des modes. Cette affectation est réalisée 

en respectant une règle de décision, généralement définie par un ensemble de fonctions 

de décision associées aux classes détectées. 

La nouvelle approche pour la classification automatique que nous présentons 

dans ce mémoire peut également être décrite par ces deux étapes successives. La 

détection des modes est basée sur des critères géométriques relevant de la morphologie 

mathématique dont l'adaptation aux problèmes de classification automatique est 

présentée dans la première partie de ce mémoire. Dans le second chapitre, nous 

montrons comment un ensemble d'observations multivariables représenté dans l'espace 

euclidien EN peut être transformé en un ensemble "discret" dans l'espace (Z+)N, espace 

dans lequel nous définissons les notions de base de la morphologie mathématique 

binaire. 

La deuxième partie de ce mémoire est consacrée à l'extraction des modes qui 

est réalisée par une analyse morphologique des données à classer. Les modes sont alors 

définis comme un sous-ensemble de (z+)N. En combinant deux opérateurs 

morphologiques binaires de base, nous définissons, dans le chapitre III, deux techniques 

de détection des modes, chaque mode étant défini soit par son domaine modal, soit par 

la frontière de ce domaine, appelée frontière modale. Le chapitre IV présente deux 



autres méthodes d'extraction des modes basées sur l'analyse morphologique de la 

connexité des points de l'ensemble discret. Ces méthodes ont un pouvoir de 

discrimination entre les classes plus faible que celles du chapitre III, mais elles 

permettent de classer de plus petits échantillons avec succès. 

La troisième partie de ce mémoire a pour but de montrer l'intérêt de l'approche 

morphologique en classification automatique. Dans le chapitre V, sont définies et 

comparées des procédures de classification permettant d'obtenir une partition de 

l'ensemble des observations à partir des modes extraits. Le chapitre VI illustre cette 

méthodologie de classification morphologique à l'aide d'ensembles de données générées 

artificiellement. M n  de préciser les domaines de vaiidité de cette approche, nous 

comparons les résultats obtenus à ceux de deux méthodes bien établies en classification 

automatique. 



II - ADAPTATION DES TRANSFORMATIONS 

MORPHOLOGIQUES A L'ANALYSE DES 

DONNEES MULTIDIMENSIONNELLES. 
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ADAPTATION DES TRANSFORMATIONS MORPHOLOGIQUES A 
L'ANALYSE DE DONNEES MULTIDIMENSIONNELLES. 

Nous avons vu, dans le chapitre précédent, que nous pouvions aborder le 

problème de la classification automatique sous l'angle de la détection des modes, ceux- 

ci étant définis comme des régions de l'espace euclidien de représentation des données 

présentant de fortes concentrations locales d'observations. Ces modes peuvent être mis 

en évidence par différentes techniques. Nous avons choisi de les extraire par des 

techniques d'analyse structurale et morphologique, en nous basant sur la théorie de la 

morphologie mathématique. 

La morphologie mathématique est née en 1964 d'une collaboration de G. 

Matheron et de J. Serra. De 1964 à 1968, ces auteurs ont essentiellement mis au point 

les notions de transformations en tout ou rien, les opérateurs d'ouverture, de fermeture 

et les modèles booléens, en même temps que se créait le Centre de Morphologie 

Mathématique à Fontainebleau. 

En fait, la morphologie mathématique est fondée sur des concepts de la théorie 

des ensembles, et regroupe trois aspects fondamentaux : un aspect algébrique, un aspect 

probabiliste et un de géométrie intégrale. Elle est basée sur des transformations de 

l'ensemble à analyser qui est comparé à un ensemble prédéfini, appelé &Idment 

structurant, de structure connue et généralement plus simple. Le but de ces 

transformations ensemblistes est alors d'extraire de l'ensemble analysé des 

caractéristiques structurales et morphologiques. L'élément structurant est défini par son 

origine (appelée également son centre) et par sa structure spécifique. Aux propriétés 
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géométriques de chaque élément structurant (symétrie, isotropie, connexité) correspond 

une signification géométrique ou structurale des transformations associées. 

Essentiellement appliquée aux images binaires lors de son introduction par G. 

Matheron [MAT - 753 et J. Serra [SER - 821 en France et par S. Sternberg [STE - 821 

aux Etats-Unis, la Morphologie mathématique a été étendue aux images en niveaux de 

gris [STE - 861. 

Il est possible de distinguer trois grands types d'applications des transformations 

morphologiques en analyse d'images. Tout d'abord, sont apparues les transformations 

de type tout ou rien comme la dilatation, l'érosion, l'ouverture et la fermeture [HAR - 
871 dans le but de filtrer l'image à analyser [MAR - 87a] [MAR - 87bI. Ensuite, des 

outils de la morphologie mathématique permettant de réduire l'image sans en altérer 

ses caractéristiques géométriques, telles que des transformations de type squelettisation, 

amincissement et épaississement ont également été développés [MAR - 861. Enfin, plus 

récemment, la morphologie a été utilisée pour réaliser des transformations assurant la 

décomposition des images binaires en éléments simples en vue de leur reconnaissance 

[PIT - 901. En règle générale, à chaque type de transformation est associé un type 

d'élément structurant. Récemment, J. Song et E. Delp ont montré que l'utilisation de 

plusieurs éléments structurants permettait d'améliorer les performances des filtres 

morphologiques [SON - 901. 

P o u  répondre aux contraintes des systèmes numériques de traitement d'image, 

la morphologie mathématique a été développée sur des espaces numérisés. J. Serra a 

décrit la numérisation d'une image binaire, en trois phases principales [SER - 821. 

Tout d'abord, l'espace continu E est remplacé par un rbseau de points 

régulièrement espacés, les deux principaux réseaux d'échantillonnage utilisés étant le 

réseau carré et le réseau hexagonal. On considère alors l'intersection de l'image avec ce 

réseau de points d'échantillonnage, et on assigne la valeur 1 à tous les points du réseau 

ayant une intersection non nulle avec les objets de l'image, et la valeur O à tous les 



autres points du réseau. 

La notion de réseau étant insuffisante pour permettre une analyse des images, il 

est nécessaire de définir la notion de graphe. Soit X i'ensemble des points du réseau à 
.- 

valeur 1, et % l'ensemble des points à valeur O. Un graphe, généralement noté (X, Dn) 

est défini par deux ensembles : celui des sommets, qui sont les points du réseau 

d'échantillonnage appartenant à & et celut des arêtes qui joignent les couples de points 

de l'ensemble X. A tout graphe (X, Dn) est associé le graphe complémentaire (XC, Dn), 

n indiquant le type de graphe utilisé. 

Sur le réseau carré, on définit le plus souvent, soit le graphe carré noté D4, soit 

le graphe octogonal Dg, tandis que sur le réseau hexagonal est généralement défini le 

graphe hexagonal Dg. La figure 11.1 illustre le passage d'un espace continu à un espace 

discrétisé et la figure 11.2 montre les différents graphes possibles. En règle générale, le 

réseau et le graphe hexagonal associé sont les mieux adaptés à l'analyse morphologique 

des images du fait de leur isotropie. 

Fimrre IL1 : Passage d'un espace contirru à un espace d i sdc i sk  en réseau carré. 

a - Itnage corttinue. 
b - Image disuétisée avec représentation du réseau carré. 
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Figure IL2 : Les différent3 graphes utilisés en ana@se d'images. 

a - Graphe carré associé au réseau carré. 
b - Graphe octogonal associé au réseau carré. 
c - Graphe hexagonal associé au rdseau hexagonal. 

Dans le cadre de notre étude, les données à analyser sont des ensembles 

d'observations multivariables représentées par des points dans l'espace euclidien EN. 

Afin d'appliquer la théorie de la morphologie mathématique à l'analyse de ces données, 

il est nécessaire de commencer par diicrétiser leur espace de représentation. Il s'agit 

donc de transformer l'ensemble des observations disponibles en un ensemble discret de 

points à valeurs soit binaires, par analogie à la morphologie binaire du traitement 

d'image, soit multiniveaux par analogie à la morphologie en niveau de gris. Les 

transformations que nous décrivons dans ce mémoire sont de type tout ou rien, c'est-à- 

dire que la fonction mathématique associée à la transformation prend ses valeurs dans 

l'ensemble {O, 1). D'autres travaux, actuellement en cours d'étude dans notre 

laboratoire, ont pour but d'adapter les concepts de la morphologie multiniveaux au 

domaine de la classification automatique. 

La première phase de la discrétisation de l'espace de représentation des 

données consiste à définir, sur l'espace euclidien EN, un réseau d'échantillonnage qu'il 

est nécessaire de préciser. Des travaux récents ont montré que l'on pouvait appliquer les 

outils morphologiques de base à l'analyse de données discrétisées sur un réseau 
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"pseudo-hexagonal", obtenu après translation d'un réseau carré [DOU - 91a] 

[DOU - 91bl. Néanmoins, ces transformations morphologiques n'ont été appliquées que 

dans l'espace bidimensionnel après une décomposition des données en composantes 

principales. Or, notre analyse des données a lieu directement dans i'espace 

multidimensionnel des observations et, dans ce contexte, ce réseau est beaucoup plus 

difficilement exploitable. Nous avons donc opté pour l'utilisation du réseau 

hypercubique, ce réseau étant l'équivalent du réseau carré dans l'espace bidimensionnel, 

ainsi que pour un graphe dont l'ensemble des arcs sera noté D ~ N ,  ce graphe étant 

l'équivalent du graphe octogonal dans l'espace multidimensiomei. 

Dans le second paragraphe de ce chapitre, nous montrons comment l'ensemble 

des observations est transformé en un ensemble discret de points à valeurs binaires, 

représenté sur un réseau de discrétisation hypercubique. Les paragraphes suivants ont 

pour but de présenter, dans un contexte multidimensionnel, les différentes 

transformations morphologiques binaires élémentaires, ainsi que le principe général des 

transformations à éléments structurants multiples encore nommées transformations de 

voisinage [COS - 851. Nous exploiterons ces transformations pour la détection des 

modes morphologiques. 

11.2. TRANSFORMATION DES DONNEES INITIALES EN UN 

ENSEMBLE DISCRET D'ELEMENTS A VALEURS BINAIRES. 

Soit Y* un échantillon de Q observations multidimensionnelles 

Yi, Y2, ..., Yq ..., YQ avec : 

yq = [ yq19 yq2, S.. 9 Ysn, -9 yqN lTy 

où yqn désigne la n-ième coordonnée de l'observation Yq. 

Afin d'utiliser les outils de la morphologie mathématique pour la recherche des 

modes des différentes classes constituant l'échantillon, celui-ci doit subir, dans un 

premier temps, une transformation permettant de le représenter dans l'espace discret 

(Z + )N. 
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Pour effectuer cette transformation, l'origine O de l'espace euclidien EN est 

d'abord translatée au point O' (cf. figure I1.3.a) de coordonnées : 

O' = [ min yql, min yq2 .., min yqn, ..., min yqN lT. 
9 9 9 9 

Une transformation définie par une matrice diagonale telle que : 

fqn  = b q n  - min yqn) * R/&, 
9 

où = max yqn - min yq*. 
P 9 

permet alors de travailler dans un espace où les valeurs extrêmes des N attributs 

définissant les observations sont identiques. Par conséquent, après cette normalisation, 

les observations sont situées à l'intérieur d'un hypercube de côté égal à R (cf. figure 

II.3.b). 

Chaque axe du nouvel espace de représentation des données est alors découpé 

en R intervalles adjacents égaux de longueur unité. Cette discrétisation définit un 

ensemble de RN hypercubes de côté unité, dont les centres constituent un réseau 

régulier de points d'échantillonnage (cf. figure II.3.c). Pour accélérer les calculs, chaque 

centre : 
X = [XI' ..., xn, ..., XN]T 

est repéré par les N parties entières de ses N coordonnées. On définit l'hypercube 

correspondant : 
H = [hl, ..., hn, ..., hN] T 

par N coordonnées entières, égales à celles de son centre. 

Pour simplifier la description de la distribution des observations Yq dans 

l'espace normalisé, où Yq = [fql, ..., yYqn, ..., f q ~ l T ,  on dktermine les hypercubes 

unitaires non vides. La liste de ces hypercubes non vides peut être déduite 

immédiatement de celle des observations Yq q = 1,2, ..., Q. En effet, on peut montrer 

que l'observation Yq est située dans l'hypercube de coordonnées : 
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où INT(fqn) représente la partie entiére de la n-iéme coordonnée de l'élément Yq 

[POS - 82al. 

min 
q 

il t " 
R.. . . . -. -. +. -. 4- 

I 
- -----.-.-*- I 

Fimcre 11.3 : Représeiitation d'un ensemble de doitnées multivananables par un ensemble discret. 

a - Ensemble des observations brutes. 
b - Normalisation des observations. 
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Fimre 1i.3 : Représentation d'un ensemble de données rnultivariables par un enseiitble discrvt (suite). 

c - Réseau de points dlédtatttiJJonnage (R = IO). 
d - Ensemble discret de points à vaJeun binaires. 
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En prenant la partie entic?re de toutes les coordonnées des Q observations 

disponibles, on obtient la liste des hypercubes non vides. Si plusieurs observations sont 

situées dans le même hypercube, celui-ci apparaît plusieurs fois dans la liste, mais il est 

aisé d'éliminer les répétitions. De plus, tous les hypercubes qui ne figurent pas dans 

cette liste sont vides de toute observation. Cet ensemble d'hypercubes non vides peut 

être considéré comme une version simplifiée des données initiales (cf. figure 113.d). 

Une fonction binaire B est définie sur la base de cette discrétisation de sorte qu'à 

chaque hypercube non vide du réseau d'échantillonnage est associée la valeur 1, tandis 

qu'à chaque hypercube vide du réseau est associée la valeur O. 

Plus précisément, soit X l'ensemble discret constitué des hypercubes non vides 

du réseau et soit Xc l'ensemble des hypercubes vides de ce réseau. 

La fonction binaire B est définie sur ce réseau par : 

B :  ( 2 ' ) ~  -> {O, 1) 

X i-> B(X) 

où B(X) = O lorsque l'hypercube de centre X est vide de toute observation, 

et B(X) = 1 lorsque l'hypercube de centre X est non vide. 

Le résultat de cette procédure de discrétisation est donc l'ensemble discret X 

constitué de tous les points X tels que B(X) = 1. Dans cette procédure, le seul 

paramètre à ajuster par l'opérateur est le pas de discrétisation R dont le choix est 

déterminant pour la suite des traitements. En effet, si le pas R est trop grand, la 

discrétisation est trop fine de telle sorte que les hypercubes non vides sont relativement 

isolés. Il est alors difficile de mettre en évidence les différents modes. Par contre, si R 

est trop petit, la résolution est trop faible, et il est alors difficile d'identifier les différents 

modes. En fait, le pas R dépend non seulement du nombre total Q d'observations de 

l'échantillon et de la dimension N de l'espace de représentation des données, mais aussi 

de la structure de la distribution de ces données. Or, comme nous nous sommes placés 

dans un contexte non supervisé, nous ne disposons d'aucune information concernant 
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cette structure. Nous proposons donc, dans la deuxième partie de ce mémoire, un moyen 

d'ajuster au mieux ce paramètre. 

En résumé, dans l'espace euclidien E ~ ,  les classes de i'ensemble & analyser sont 
.. 

caractériskes par une forte concentration locale d'observations séparées par des régions 

faiblement peuplées, sinon vides d'observations. Lorsque l'ensemble d'observations a 

subi la transformation précédemment décrite, ces différences de concentrations locales 

sont reflétées par la structure spatiale de l'ensemble discret X. En effet, dans l'espace 

discrétisé, les modes associés aux classes en présence sont représentés par des sous- 

ensembles connexes de points de X de sorte que chaque classe peut être identifiée à 

l'une de ces composantes connexes. 

L'examen de la structure de l'ensemble discret montre qu'au coeur des classes, 

chaque point X de X tend à avoir un grand nombre de voisins adjacents appartenant à 

X, alors qu'à leur périphérie, où les observations sont relativement éloignées les unes 

des autres, les points de X tendent à avoir moins de voisins de X immédiats, sinon à 

n'être entourés que de points de Xc (cf. figure II.4). 

- 

Fimrre 11.4 : Sbucture spatiale de l'ensemble & 

Pour détecter ces différences d'agencement spatial, nous analysons le voisinage 
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de chaque point X de X en utilisant les outils de la morphologie mathématique dont 

nous rappelons les principes de base dans le cadre de la morphologie binaire. 

113. TRANSFORMATIONS MORPHOLOGIOUES BINAIRES 

ELEMENTAIRES. 

Avant de définir les transformations morphologiques élémentaires, il est 

nécessaire de préciser les notations utilisées. 

On notera : 

X : un ensemble discret de points X tels que B(X) = 1. - 

: l'ensemble complémentaire de X de points X tels que B(X) = 0. - 

X- : l'ensemble symétrique de l'ensemble X par rapport à l'origine. 

X : un point du réseau d'échantillonnage, dont les coordonnées sont des 

entiers positifs ou nuls. 

xn : n-i&me coordonnée du point X, avec : 

Dans la suite de ce mémoire, nous utilisons indifféremment le terme de point 

ou d'hypercube. Un point X appartient à ;Y s'il est le centre d'un hypercube non vide. 

Par contre, un point de Xc correspond à un hypercube vide de toute observation. 

Comme nous l'avons mentionné précédemment, le principe fondamental de la 

morphologie consiste à comparer l'ensemble à analyser B un ensemble prédéfini appelé 

élément structurant, afin d'en extraire des caractéristiques structurales ou 

morphologiques. Le rôle de la morphologie est de transformer l'ensemble à étudier en 

un ensemble de structure généralement plus simple, sans en altérer ses principales 

caractéristiques géométriques. 

Les transformations morphologiques les plus simples pouvant être appliquées à 

un ensemble discret de points à valeurs binaires sont l'érosion et la dilatation, issues des 
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opérations ensemblistes d'addition et de soustraction définies par Minkowski. 

11.3.1. La dilatation. 

Soient X et S deux ensembles discrets de ( z ' ) ~  dont les points sont 

respectivement définis par : 
x = [ xl, x2, ..., xn, ..., XN ]T 

et par : 
S = [ si, s2, a.., Sn, ..., SN ]T 

Soit (X)S le résultat de la translation de X par S, défini par : 

La dilatation de X par S est définie à partir de l'addition de Minkowski, sous la 

forme : 

La notation utilisée ici est celle adoptée par J. Serra [SER - 821 et G. Matheron 

[MAT - 751. D'autres auteurs tels que S. Sternberg [STE - 821, R. Haralick [HAR - 871 et 

H. Heijmans [HEI - 901, ont utilisé une notation différente. Ces deux types de notations 

diffèrent dans le sens où, pour certaines opérations, il faut remplacer l'ensemble 5- des 

définitions de J. Serra par l'ensemble S pour les définitions de S. Sternberg. Néanmoins, 

les résultats fondamentaux restent vérifiés quelle que soit la notation adoptée. 

Dans cette définition de la dilatation, les ensembles X et S jouent, 

théoriquement, des rôles symétriques. Néanmoins, dans la pratique, X désigne 

l'ensemble discret associé à l'ensemble des observations à classer, tandis que S désigne 

l'élément structurant utilisé pour réaliser la transformation désirée. Désignons par G 

l'origine de l'élément structurant S. 
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Les propriétés essentielles de la dilatation sont les suivantes : 

1) Invariance par translation 

vTE(Z+)N, ( X h o S  = ( X ~ S ) T  

2) Commutativité 

X o S  = S o X  

3) Associativité 

(XoI2)oS  = X o ( R o S )  

4) Distributivité par rapport à l'union 

( X u Y ) o S  = ( X o S ) u ( X o S )  

5 )  Croissance 

Si XcX,alors X o S  c X o S  

6) Extensivité 

Si G ~ S , a l o r s  X G X o S  

Cette dernière propriété explique le terme "Dilatation". En effet, lorsque 

l'origine G de l'élément structurant appartient à l'élément structurant, la version dilatée 

de l'ensemble discret contient l'ensemble discret original. 

I13.2. L'érosion 

L'érosion, qui est issue de la soustraction ensembliste de Minkowski, est - 
l'opération duale de la dilatation par rapport à la complémentation. 

Elle est définie, avec les notations de J. Serra et de G. Matheron, par : 

où -S désigne le symétrique de S par rapport à l'origine de S. 

L'ensemble érodé est construit en translatant & par tous les éléments du 

symétrique de S par rapport à son origine et en prenant l'intersection de ces ensembles 

translatés. 
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Les propriétés essentielles de l'érosion sont les suivantes : 

1) Invariance par translation 

vTE(Z+)N, ( z ) ~ o S  = ( X o S h  

2) Composition en série 

( X o R ) o S  = X o ( R o S )  

3) Composition parallèle 

( X n Y )  S = ( x o S ) n ( X o S )  

X o ( R u S )  = ( X o I t ) n ( X o S )  - 

4) Croissance 

Si XcY,alors X o S  ç X o S  

5) Anti-extensivité 

Si G E 5,alors X o S  ç X 

Au regard de cette dernière propriété, il apparaît que si l'élément structurant 

contient son origine, l'ensemble transformé par l'érosion est contenu dans l'ensemble 

discret de départ. Cette remarque justifie la dénomination de la transformation. 

Afin de montrer l'intérêt des opérations de dilatation et d'érosion, considérons 

un échantillon Y*, présenté figure II.S.a, composé de 200 observations 

bidimensionnelles réparties selon une loi normale et générées artificiellement. 

L'ensemble discret X correspondant à cet échantillon est alors l'ensemble de tous les 

points repérés par la valeur 1 sur la figure II.5.b où le pas de discrétisation de l'espace a 

été fixé à R = 20. 

La dilatation de l'ensemble X par un élément structurant de taille 3 x 3 est 

présentée sur la figure I1.5.c tandis que l'effet d'une érosion par le même élément 

structurant est illustré par la figure II.5.d. Notons que plus l'élément structurant est 

grand, plus l'effet du filtrage est important. 

Nous rappelons que l'érosion est l'opération duale de la dilatation, c'est-à-dire : 

( X 0 S ) C  = ( z ) C o S - .  
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Par conséquent, lorsque l'élément structurant est symétrique par rapport à son 

origine, éroder un ensemble discret revient à dilater son complément. 

(b) 
Fimre IL5 : Erosion et dilatation d'un écltantillon & 200 observations normales. 

a - Ensemble des observations. 
b - Ensemble discret X (R = 20). 
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L . . . .  ' I l l *  - 
1 1 1 -  - 1 1 1 1 1  
1 1 1 1 1 1 1 1 1 1  
1 1 1 1 1 1 1 1 1 1  
1 1 ' 1 1 1 1 1 1 1  
1 1 1 1 1 1 1 1 1 1  
1 1 1 1 1 1 1 1 1 1  
1 1 1 1 1 1 1 1 1 1  
' 1 1 1 1 1 1 1 1 1  
~ 1 1 1 1 1 1 1 1 1  
1 1 1 1 1 1 1 1 1 1  
1 1 1 1 1 1 1 1 1 1  
1 1 1 1 1 1 1 1 1 1  

* 1 1 1 1 1 1 1 1  
= 1 1 1 1 1 1 1 1  
* 1 1 1 1 1 1 1 1  

- 1 1 1 1 1 1 1 1  . . ' 1 1 1 1 1 1  . . . . .  ' 1 1 1 1  . . . . . . .  1 1 1  

Figure 11.5 : Emsion et dilatation d'un échantillon & 200 obse~afi~ons nomaies (suite). 

c - Erosion & l'ensemble 
d - Dilatation & l'ensemble & 
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113.3. L'ouverture et la fermeture. 

En pratique, l'érosion et la dilatation sont rarement utilisées seules. Leurs 

combinaisons donnent naissance à deux autres opérations morphologiques : l'ouverture 

et la fermeture. 

L'ouverture de X par S, notée XS, est l'ensemble résultant d'une érosion de X - 
par S, suivie d'une dilatation de l'ensemble érodé par le même élément structurant : 

& = ( X e S ) e S  

En règle générale, l'ensemble résultant de l'ouverture XS diffère sensiblement - 
de l'ensemble de départ & L'opération d'ouverture supprime les petits détails se 

trouvant à la périphérie des sous-ensembles connexes, à condition toutefois que ces 

détails soient de taille inférieure à celle de l'élément structurant. L'ensemble ouvert est, 

en quelque sorte, une version simplifiée de l'ensemble X. 

L'opération duale, nommée fermeture et notée xS, est le résultat d'une 

dilatation suivie d'une érosion, en utilisant le même élément structurant : 

xS= ( x e S ) e S  - 

Cette opération de fermeture permet de combler les "trous" dans l'ensemble 

discret X résultant de l'irrégularité de la distribution des observations. 

A partir des propriétés de l'érosion et de la dilatation, on peut déduire que 

l'ouverture et la fermeture sont toutes deux : 

- invariantes par translation : 

+ N vT€(Z ) ~(XS)T=((EDT)S 

V T E (Z+)N, ( X' )T = ( (x) T)' 

- croissantes : 

Si X~ï!,alors 7& G & - - 

S S Si XçX,alorsX- ç Y- 
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De plus, ces transformations ont une propriété très intéressante qui est celle de 

l'idempotence, c'est-à-dire : 

Si nous reprenons l'exemple présenté sur la figure II.5, ouvrir l'ensemble X 

revient à dilater l'ensemble présenté à la figure II.5.c (cf. figure 11.6.a). De même, 

fermer cet ensemble X (cf. figure II.6.b) par un élément structurant 3 x 3 consiste à 

éroder l'ensemble présenté sur la figure II.5.d. 

Emre 11.6 : Ouvemtre et Fermeture d'un ensemble de 200 observations normales. 

a - Ouvemtre de l'ensemble 
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Figure II.6 : Ouverture et Fermeture dirn ensemble de 200 observa&-ons nonnales (suite). 

b - Fermeture de l'ensemble 

Ces résultats montrent que ces deux transformations produisent de nouveaux 

ensembles dont la forme générale est plus simple que celle de l'ensemble de départ. 

C'est pourquoi ces opérateurs morphologiques binaires de base vont être utilisés pour 

détecter les modes associés aux classes en présence dans l'ensemble à analyser. Nous 

verrons, dans la deuxième partie de cette thèse, que ce sont de très bons opérateurs de 

filtrage. 

Néanmoins, il existe d'autres types de transformations, que nous dénommerons 

transformations morphologiques à éléments structurants multiples, qui permettent 

également de mettre en évidence les modes morphologiques et ce, en utilisant une 

famille d'éléments structurants plutôt qu'un élément structurant unique. 
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11.4. TRANSFORMATIONS MORPHOLOGIOUES A ELEMENTS 

STRUCTURANTS MULTIPLES. 

11.4.1. Notion de transformation en tout ou rien. 

Les opérateurs morphologiques élémentaires, comme ceux que nous venons de 

décrire, ont pour but de modifier l'ensemble discret X à l'aide d'un élément structurant 

unique S qui est décrit par son origine et par la liste des points qui le constituent. Cet 

élément structurant peut être défini dans une fenêtre d'observation 

multidimensionnelle. En effet, on peut translater l'origine de cette fenêtre en chaque 

point X de l'ensemble discret & et analyser la structure locale de i'ensemble X dans le 

domaine délimité par cette fenêtre. Cette structure observée à travers la fenêtre est 

appelée configuration locale au point X et est notée CS(X). - Dans une fenêtre 

d'observation multidimensionnelle de taille a x a x ... x a (N fois), a étant un entier 

positif impair, l'ensemble des aN points constituant cette fenêtre est appelé le aN- 

voisinage de X (cf. figure 11.7). 

Fimtre IL 7 : Fenêtres d'observation multidimensionnelles. 

On peut alors définir un élément structurant en faisant référence à cette 

fenêtre. Dans le aN-voisinage du point G, centre de l'élément structurant, on peut 

considérer l'ensemble des points du réseau à valeur binaire 1 et ceux à valeur binaire O. 

Les points à valeur binaire 1 sont ceux qui constituent l'élément structurant au sens que 

nous avons donné à ce terme au paragraphe II.3. 
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On peut ainsi introduire une nouvelle notation qui permet de définir l'élément 

structurant dans la fenêtre d'observation. Un élément structurant S est défini par S = 

(31, p), S1 étant l'ensemble des points de S à valeur 1 et @ l'ensemble des points de S 

à valeur O (cf. figure 11.8). 

Fiwre IL8 : Définition d'un élément structurant. 

a - Première notation. 
c - Sous-e~tsemble sl. 

b - Nouvelle notation. 
d - Sous-ensemble $? 

J. Serra, en 1969, a défini la notion de transformation en tout ou rien (Hit or 

Miss ~ransformation), notée e , de la façon suivante : 

Csl(X) étant la configuration locale au point X dans le domaine défini par Sl centré en - 

X, CsO(X) - étant la configuration locale au point X dans le domaine défini par SO centré 

Dans le cas particulier où = a, la condition CsO(X) c est toujours remplie. - 
L'ensemble transformé X s S se réduit alors à : 

et la transformation tout ou rien s correspond à l'opération d'érosion que nous avons 

précédemment décrite. 

Il est possible de définir plus simplement cette transformation en tout ou rien. 

En effet, la transformée de l'ensemble X par l'élément structurant S peut être 
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caractérisée par : 
X ~ S = { X E & I B ' ( X ) = ~ )  - 

où B' est une fonction binaire, définie sur le réseau d'échantillonnage (Z+)N, décrite 

par: 

Dans ces conditions, l'ensemble transformé X e S est composé de tous les points 

X tels que B'(X) = 1. 

Ce type de transformation revient à reconnaître, dans l'ensemble z, tous les 

points X tels que leur configuration locale Cs(X) - coïncide avec l'élément structurant S. 

Pour reconnaître simultanément plusieurs configurations locales particulières 

dans l'ensemble X, on recherche la co'incidence entre la configuration locale de chaque 

point X avec l'un des éléments d'un ensemble d'éléments structurants. Cet ensemble, 

que nous appelons famille structurante, caractérise les différentes structures locales 

recherchées autour du point X. 

II.4.2. Notion de transformation mor~holoyiaue à éléments structurants 

multi~les. 

Soit S une famille de p éléments structurants correspondant aux configurations 

locales recherchées dans l'ensemble X telle que : 

S = { S& S a  ..., S i  ..., - Sd. 
La transformation en tout ou rien de l'ensemble discret S par la famille 

structurante S est définie par : 

Cette transformation en tout ou rien par éléments structurants multiples peut 

être également définie par : 
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où B' est définie par : 

k Golay a établi une nomenclature des familles structurantes les plus usuelles 

dans le cas du réseau hexagonal bidimensionnel, appelée "alphabet de Golay" (voir 

Table T2.1). 

1 : Points de X O : Points de _Xc * : Points indifférent. 

Table 72.1 : Alpltabet & Golay. 

Deux transformations morphologiques importantes peuvent être définies à 

partir de cette notion de transformation en tout ou rien. Il s'agit de l'amincissement et 

de l'épaississement. 

L'ensemble résultant d'un amincissement par la famille structurante S est défini 

par : 

x o s  = x/ (XsS) - 

où / désigne la différence ensembliste, et S une famille d'éléments structurants. 
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L'ensemble résultant d'un épaississement par la famille structurante S est défini 

par : 
XoS = Xu(XeS). - 

L'amincissement par la famille S peut être considéré comme l'élimination de 

tous les points de l'ensemble X dont la configuration locale coïncide avec l'un des 

éléments structurants de la famille structurante S. 

On peut noter que l'amincissement et l'épaississement sont deux opérations 

duales vis à vis de la complémentation. Amincir un ensemble X par une famille 

structurante S revient à épaissir son complémentaire par la famille structurante 

complémentaire : 
(X0S)C = xcosc 

De plus, quelle que soit la famille structurante S définie, la relation de double 

inclusion ci-dessous est vérifiée : 
x o s  c X C ~ O S C  

Les transformations morphologiques en tout ou rien, l'amincissement et 

l'épaississement dépendent toutes d'une famille structurante S. Les propriétés vérifiées 

par ces transformations dépendent également des propriétés vérifiées par la famille 

structurante S et ne peuvent donc pas être présentées à ce niveau. 

. - 
Voyons, par l'intermédiaire d'un exemple, comment se construit une famille 

structurante. Supposons que nous cherchions à éliminer les points isolés ainsi que les 

points extrêmes des ramifications d'un ensemble discret bidimensionnel X. Dans une 

fenêtre d'observation de taille 3 x 3, un point isolé est un point de X entouré 

uniquement de points appartenant à Xc. L'élément structurant 1 permettant de détecter 

un tel point est donc défini par : 



- Chapitre ïï - - Adapration des mnsfian'om morphologiques h I ' ~ s e  & dimnées multia7mensionnelles - 

dans lequel l'origine est repérée par une valeur en caractère gras et soulignée. 

D'autre part, un point extrémité d'une ramification est un point ne possédant, 

dans une fenêtre d'observation de taille 3 x 3, qu'un seul voisin appartenant à X. Ceci 

nécessite donc, afin de définir une tra&formation isotropique, l'utilisation de huit 

éléments structurants définis par l'élément : 

et les sept éléments structurants obtenus par rotations de n/4, 2n/4, ..., 7n/4 de celui-ci. 

En repérant par une étoile "*" un point d'une configuration locale dont la valeur 

binaire peut être indifféremment 1 ou O, la famille structurante E l  permettant de 

détecter ces points extrêmes ainsi que les points isolés est définie par : 

EI = (&,EL, ,..., a). - - - 
EI1 est de la forme : - - 

et les éléments &, ..., &- sont obtenus par les 7 rotations successives de n/4 de ml. - - 

La transformation morphologique permettant de détecter de tels points est la 

transformation en tout ou rien (X CZI El) tandis que leur 6limination est obtenue par 

l'amincissement de l'ensemble X par la famille structurante EI noté X O EI. 

Nous avons appliqué ces transformations à l'ensemble discret présenté sur la 

figure II.5.b. La figure II.9.a présente l'ensemble X  ci^ EI, définissant l'ensemble des 

points extrêmes détectés, tandis que la figure II.9.b présente l'ensemble aminci par la 

famille structurante EI. 
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Firmre 11.9 : Résultats des transformations morphologiques à éléments structurants multiples appliquées à 
I'ensemble discret de la figure II.5.b. 

a - Ensemble X @ EI constitué des points isolés &vant être éliminés. 
b - Ensemble X O EL 
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11.5. CONCLUSION. 

Dans ce chapitre, nous avons montré comment un ensemble d'observations 

multidimensionnelles pouvait être représenté sous forme d'un ensemble discret 

composé de points à coordonnées entières et positives de l'espace multidimensiomel, 

auxquels sont associées des valeurs binaires. 

Nous avons ensuite défini deux grandes catégories de transformations 

morphologiques binaires, à savoir les transformations morphologiques binaires 

élémentaires et les transformations morphologiques binaires à éléments structurants 

multiples. 

Nous avons vu que nous pouvions considérer l'ensemble discret comme une 

version simplifiée de l'ensemble des observations à classer, version dont la structure 

spatiale reflète les différences de concentration de ces observations dans l'espace de 

représentation des données. En effet, dans cet ensemble discret, les regroupements 

d'observations donnent naissance à des sous-ensembles conbexes de points à valeurs 1, 

de sorte qu'une classe peut être identifiée à chacune des composantes connexes de cet 

ensemble discret. Nous avons également remarqué que ces sous-ensembles possèdent à 

leur périphérie des irrégularités ne pouvant que nuire à la mise en évidence de ces 

composantes. 

La partie consacrée à l'extraction des modes que nous allons aborder 

maintenant va avoir pour but de régulariser la forme extérieure de ces composantes, 

permettant ainsi la mise en évidence des modes morphologiques. Ceux-ci seront 

détectés sous la forme de domaines modaux, définis soit par la liste explicite de tous les 

points qui les constituent, soit par leurs frontières extérieures. 





III - EXTRACTION DES MODES 

PAR TRANSFORMATIONS MORPHOLOGIQUES 

ELEMENTAIRES. 

A 
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EXTRACTION DES MODES PAR TRANSFORMATIONS 
MORPHOLOGIQUES ELEMENTAIRES. 

111.1. INTRODUCTION. 

Comme nous l'avons précisé dans le chapitre 1, les données à analyser se 

présentent sous la forme d'un ensemble d'observations à N dimensions pouvant être 

facilement transformé en un ensemble discret X de points à valeurs binaires (voir 

chapitre II, paragraphe 2). A chaque classe de l'ensemble d'observations, on peut ainsi 

associer un sous-ensemble connexe de points à valeur binaire 1 de l'ensemble discret. 

La deuxième partie de ce mémoire consiste à présenter différentes méthodes 

morphologiques permettant de régulariser la forme extérieure de ces sous-ensembles 

connexes de manière à les séparer facilement en composantes connexes bien 

individualisées. Les deux techniques de régularisation de ces composantes connexes 

présentées dans ce chapitre, procèdent par combinaisons des transformations 

morphologiques de base que sont l'érosion et la dilatation binaire. La première 

technique a pour but de caractériser les modes par des domaines modaux, c'est-à-dire 

par des sous-ensembles de points de X indiquant la présence de régions modales à fortes 

concentrations locales d'observations. Cette méthode de détection des modes, qui 

débouche sur une description point à point des domaines modaux, est suivie d'une autre 

technique visant à déterminer uniquement les frontières extérieures de ces domaines 

(cf. figure 111.1). 

La première méthode sera désignée sous le terme "Extraction des domaines 

modaux par transformation morphologique à élément structurant unique", et la seconde 



par "Extraction des frontiéres modales par transformation morphologique à élément 

structurant unique". 

Fimrre III. 1. : Wact ion  des modes morphologiques. 

a - Ensemble d'observations à classer. 
b - Les dornaines modaux. 
c - Les frontières modales. 

Dans les deux cas, l'analyse morphologique de l'ensemble discret X fournit 

directement un ensemble discret &f de points définissant les modes morphologiques 

associés aux classes mises en évidence. 

111.2. EXTRACTION DES DOMAINES MODAUX PAR 

TRANSFORMATIONS MORPHOLOGIOUES A ELEMENT 

STRUCTURANT UNIOUE. 

111.2.1. Princi~e de détection des domaines modaux. 

Dans le chapitre précédent, nous avons présenté les transformations 

morphologiques binaires de base que sont l'érosion, la dilatation ainsi que l'ouverture et 

la fermeture. Mous allons maintenant utiliser ces transformations pour mettre en 

évidence les domaines modaux associés aux différentes classes. 



- Chapitre III - - Extraction des modes partransfmatratrons morphologrogrques dldmenîaites - 

Comme nous l'avons déjà précisé, les domaines modaux sont constitués 

d'ensembles de points de X situés au coeur des classes dans les régions modales à forte 

concentration locale d'observations. 

Le principe de cette méthode est de sélectionner, dans l'ensemble discret X, les 

points situés dans les régions modales afin de les retenir comme points des domaines 

modaux. En d'autres termes, il s'agit d'éliminer tous les points de X situés à la 

périphérie des sous-ensembles connexes de s, afin d'obtenir des composantes bien 

individualisées. 

L'érosion transforme l'ensemble X en un ensemble érodé ne contenant que les 

points dont la configuration locale coïncide avec l'élément structurant S utilisé. En 

choisissant un élément structurant hypercubique de côté 3 unités, chacun des points de 

cet élément étant un point à valeur binaire 1, l'ensemble érodé contient alors tous les 

points de X dont les 3N - 1 voisins appartiennent à X. De tels points caractérisent une 

forte concentration locale d'observations et doivent être retenus comme points 

constitutifs des domaines modaux. Néanmoins, cette opération d'érosion ne conserve 

que l'origine de l'élément structurant. Une opération de dilatation par le même élément 

structurant hypercubique permet de retrouver la forme initiale du domaine après 

élimination des détails périphériques. 

La transformation à réaliser pour mettre en évidence les domaines modaux est 

donc une ouverture de l'ensemble discret X. En reprenant une stratégie devenue 

classique en analyse morphologique des images, une fermeture de l'ensemble ouvert 

augmente sensiblement la robustesse de cette méthode de détermination des domaines 

modaux par rapport au procédé de discrétisation spatiale de l'espace de représentation 

des données. L'ensemble discret résultant de cette détection des Domaines Modaux par 

transformation morphologique à Elément structurant unique sera noté DMEU(X). 

Le p ~ c i p e  de détection des modes morphologiques que nous venons de 

proposer peut être résumé par le schéma synoptique suivant : 
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1 ECHANTILI13N D'OBSERVATIONS Y* 1 

DISCRETISATION -- > Choix de R 

1 ENSEMBLE DISCRET 4 1 

1 ENSEMBLE OWERT IIs 1 - 

MODES DETECTES : ENSEMBLE M = DMEU(X) 

III.2.2. ~l-rithme associé. 

Les performances de cette procédure dépendent à la fois du choix de l'élément 

structurant 5 et du pas de discrétisation R. 

Puisque nous ne possédons aucune connaissance a priori sur la structure de 

l'échantillon et qu'aucun critère analytique ne permet de choisir l'élément structurant S, 

nous nous sommes imposés la taille de cet élément structurant, laissant à l'opérateur le 

soin d'ajuster le pas de discrétisation R. Pour être plus précis, nous avons défini : 

- un élément structurant (3 x 3) dans l'espace bidimensionnel, 

- un élément structurant cubique (3 x 3 x 3) dans l'espace tridimensionnel, 

- un élément structurant hypercubique (3 x 3 x 3 x ... x 3) dans les espaces de 

dimension supérieure. 
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L'ajustement du pas de discrétisation R est basé sur le concept de stabilité du 

nombre de modes détectés [EIG - 741. Lorsque l'ensemble à analyser est composé de 

plusieurs classes distinctes, les modes associés doivent en effet apparaître pour un grand 

intervalle de valeurs de R. 

Par conséquent, l'ajustement du pas R consiste à appliquer l'algorithme de 

détection des domaines modaux pour toutes les valeurs entières positives de R jusqu'à 

ce que tous les domaines modaux aient disparu. Ceci permet de déterminer le plus 

grand intervalle de valeurs de R pour lesquelles le nombre de modes détectés reste 

stable et différent de 1 (résultat trivial). Selon une technique heuristique éprouvée 

(POS - 811 [TOU - 881, le pas de discrétisation est finalement ajusté'au milieu de cet 

intervalle. 

111.2.3. Identification des modes détectés. 

L'identification des modes morphologiques consiste à extraire les différentes 

composantes connexes contenues dans l'ensemble discret M. 

Ces composantes connexes sont définies de la manière suivante : 

- Tous les points d'une composante connexe C appartiennent à M. 

- Entre tout couple de points A et B appartenant à ç il existe un 

chaînage de points appartenant à C. 

- Tout ensemble de points de hl, contenant C, ne satisfait pas aux deux 

premières conditions. 

Les deux premières conditions assurent la connexité des points d'une 

composante C, la dernière condition permet de s'assurer qu'on a trouvé le plus grand 

ensemble de points connexes. 

Rappelons qu'il existe un chaînage entre deux points A et B lorsqu'on peut 

trouver une séquence de points A = q, XI, Xû ..., XI, ..., XL = B telle que Xi soit un 
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voisin de pour tout 1 = 1,2, ..., L au sens du voisinage choisi. Nous avons opté pour 

un 3N-voisinage constitué des 3N - 1 voisins situés dans l'hypercube centré sur Xi et de 

côté égal à 3 unités. 

Cette deuxième partie du mémoire présente différentes méthodes de détection 

des modes morphologiques associés aux classes en présence dans un ensemble 

d'observations donné. Pour comparer ces méthodes entre-elles, il nous a semblé 

intéressant de les confronter en utilisant un même exemple d'évaluation. Nous avons 

choisi un échantillon de 700 observations bivariables générées artificiellement et 

réparties en deux classes distinctes de 350 observations chacune. 

Les deux attributs yl, y2 décrivant ces observations, sont définis par : 

y1 = Al cos e + B1 

y2 = A2 sin €3 + B2 

où €3 est une variable aléatoire normale de moyenne m et de variance s;et où B1 et B2 

sont des variables aléatoires normales de moyennes p  et de variance a [FUK - 841. Les 

valeurs de ces paramètres sont détaillées dans la table T3.1. 

Table T3. I : Patam2h.e~ statistiques des 700 données génékes artrflciellement. 

Population 1 

Population 2 

L'ensemble des données dont les paramètres sont explicités dans la table T3.1 

est présenté par la figure 111.2. 

8 

m = 0" 
s = 50" 

m = 180" 
s = 50" 

B1 

Pl = 0 
al = 2 

pl  = 2 
al = 2 

B2 

p2 = -5 
02 = 2 

P2 = 5 
02 = 2 

Al 

Al = 10 

Al = 10 

A2 

As = 10 

A2 = 10 
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Fierire 111.2 : Représentation de I'ensemble de 700 données générées a&jïcieIIement conformément aux 
paramèires de la table T3.1. 

La procédure de détection des modes consiste à réaliser successivement 

l'ouverture puis la fermeture de X afin d'extraire les sous-ensembles connexes 

correspondant aux modes morphologiques. Afin d'analyser les performances de cette 

méthode, la procédure de détection a été effectuée pour différentes valeurs du pas R de 

discrétisation de l'espace de représentation des données. La figure III.3.a montre l'effet 

de ce paramètre R sur le nombre de composantes connexes détectées lorsque l'on ne 

réalise qu'une ouverture sur l'ensemble discret, tandis que la figure III.3.b montre l'effet 

de ce même paramètre sur le nombre de modes détectés en réalisant une ouverture 

suivie d'une fermeture. 
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nombre de modes 
détectés. 

Pas de dicrétisation R 

nombre de modes 
détectés. 

5s 
4 - 
3 - 
2 - 
1 - Pas de dicrétisation R 

O I I 1 1 I I 
L - 

O 10 20 30 40 50 60 

Firmre III.3 : Effet du paramètre R sur le nombre de ntodes détectés. 

a - Ett réalisa une simple ouverture surX, 
b - En réalisant une ouvemre suivie d'une femteture. 

Lorsque l'on réalise une simple ouverture, le plus grand intervalle de valeurs de 

R pour lesquelles les deux modes sont détectés est [11, 161 tandis qu'avec une opération 

supplémentaire de fermeture, l'intervalle de stabilité est [26, 341. Ceci montre bien 

comment la transformation de fermeture permet d'élargir la plage de stabilité. 

La figure II1.4.a présente l'ensemble discret obtenu à partir de l'échantillon de 
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la figure 111.2, avec un pas R = 30 qui correspond au milieu du plus grand intervalle de 

valeurs de R pour lesquelles le nombre de modes détectés reste constant. La figure 

I11.4.b montre la prksence de trois modes morphologiques apr2s une simple operation 

d'ouverture, alors que la figure IIL4.c illustre le rôle de la fermeture qui, succédant A 

l'ouverture, permet de retrouver les deux modes auxquels on s'attendait. 

Fipive 111.4 : Détection des domaines ~ p a r ~ o n i l a t i ~ o m  morphologiques d kl&ments structurmts 
uniques. 

a - Ensemble disuet & points ri valeurs binaires (R = 30). 
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Figire 111.4 : Détection des dontaines ntodaux par tra~zsfonitatio~zs nzorphologiques à éléments sbucfurants 
uniques (suite). 

b - Les trois modes détectés après une simple ouverhue. 
c - Les 2 dontaines modaux obte~tus après une ourwîure suivie d'une fennetltre. 
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111.2.5. Conclusion. 

Nous venons de présenter une méthode de détection des modes 

morphologiques en utilisant successivement les transformations élémentaires 

d'ouverture et de fermeture, l'ouverture consistant en une érosion suivie d'une 

dilatation, la fermeture étant l'application d'une dilatation suivie d'une érosion. 

Le fait de commencer cette détection par une opération d'érosion permet 

d'écarter, dès le début de la procédure, les points n'étant pas situés dans les régions à 

forte concentration locale d'observations. Cette première érosion contribue également à 

l'individualisation des modes morphologiques en creusant les vallées qui séparent ces 

différentes composantes. 

111.3. EXTRACTION DES FRONTIERES MODALES PAR 

TRANSFORMATIONS MORPHOLOGIOUES A ELEMENT 

STRUCTURANT UNIOUE. . - 

1113.1. Introduction. 

Les transformations morphologiques élémentaires décrites dans le paragraphe 

11.3 peuvent également être utilisées pour déterminer les frontières des domaines 

modaux associées aux classes en présence dans l'échantillon d'observations à analyser. 

La méthode que nous proposons maintenant a pour but de déterminer les 

frontières modales par combinaison des transformations de dilatation et d'érosion de 

l'ensemble discret X. 

1113.2. Princi~e de détermination des frontières modales. 

Après discrétisation de l'ensemble des observations à classer, l'ensemble discret 

X est érodé avec un élément structurant 5. L'ensemble érodé ainsi obtenu, noté Es(X), - - 
est alors dilaté par le même élément structurant S, définissant ainsi une ouverture de 
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l'ensemble discret X. L'ensemble résultant noté OS@) est ensuite comparé à l'ensemble - 
érodé ES@&). Les frontières modales sont déterminées en réalisant une simple - 
différence entre les ensembles Os(X) - et ES@), - donnant ainsi l'ensemble FMEU(X) 

constitué des points frontières des domaines modaux. 

Cette méthode de détection des Frontières Modales par transformation 

morphologique à Elément structurant unique (FMEU) peut être résumée par le schéma 

synoptique suivant : 

ECHANTILLON DE DONNEES Y* 

I 
4 

11 DISCRETISATION 

1 
ENSEMBLE DISCRET X 

I 

-- > Choix de R. 

ENSEMBLE ERODE Es (X) - I 

1 MODES DETECTES Y = FMEU(x) 1 

, * 

Comme pour la méthode précédente, l'érosion a pour but d'écarter tous les 

points se trouvant à la périphérie des composantes connexes qu'il s'agit d'individualiser. 

L'ensemble érodé  ES(^) peut être considéré comme une version "amincie" de - 
l'ensemble discret de départ. La dilatation permet d'ajouter des points à la périphérie 

ENSEMBLE DILATE OS (g) - 
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des composantes de l'ensemble érodé qui peuvent être isolées par la différence entre 

ces deux ensembles. 

L'ensemble FMEU(X), composé des points des frontières modales, est défini 

par : 

FMEU(X) = Os(X) - / Es(X), - 

où / désigne l'opération de différence de deux ensembles. 

En conservant les notations initialement définies au chapitre II, cette 

transformation est définie par : 

111.33. Al~orithme associé. 

Les performances de cette procédure dépendent, comme pour la méthode 

précédente, à la fois du choix de l'élément structurant S et du pas de discrétisation R. 

Nous nous sommes imposés le même élément structurant S que précédemment, 

soit : 

- un élément structurant (3 x 3) dans l'espace bidimensionnel, 

- un élément structurant cubique (3 x 3 x 3) dans l'espace tridimensionnel, 

- un élément structurant hypercubique (3 x 3 x 3 x ... x 3) dans les espaces de 

dimension supérieure. 

Le pas de discrétisation R est, ici encore, le seul paramètre de cette procédure 

de détection des modes à définir par l'opérateur. Son ajustement est, comme pour la 

méthode de détermination des domaines modaux mettant en oeuvre les opérateurs 

d'ouverture et de fermeture, basé sur le concept de la stabilité du nombre de modes 

détectés. 
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1113.4, Amélioration de la méthode de détermination des frontières 

modales. 

Après l'opération d'érosion, il peut subsister certains points isolés dans 

l'ensemble érodé Es(X). A titre d'exemple, nous présentons sur la figure III.5.b le - 
résultat de l'érosion de l'ensemble discret de la figure III.S.a, obtenu à partir de 

l'exemple de la figure III.2. L'érosion fait apparaître un point isolé, encadré sur la figure 

III.S.b, qui va nuire à la détection correcte des deux modes. Nous allons donc, avant de 

réaliser l'opération de dilatation, chercher à éliminer de tels points isolés. 

Notons que les 3N - 1 points voisins d'un point isolé sont des points du réseau 

d'échantillonnage appartenant à Xc. La transformation morphologique permettant 

d'éliminer ces points consiste à rechercher la coïncidence entre la configuration locale 

en chaque point X de l'ensemble érodé ES@) - et un élément structurant spécifique 

caractéristique de tels points. 1 est défini sur une fenêtre hypercubique de taille 

3 x 3 x 3 x ... x 3 (N fois) dont l'origine, située au centre géométrique de 1, a pour valeur 
+- 

1. Tous les autres points de cette fenêtre hypercubique ont pour valeur O. Il s'agit donc 

de l'amincissement de l'ensemble Es(X) - par l'élément structurant 1, noté Es(X) O I. - 

Lorsque tous les points isolés de l'ensemble érodé sont éliminés, la dilatation 

peut avoir lieu, ainsi que la comparaison aboutissant à la détection des modes 

morphologiques, ces modes étant décrits par leurs frontières modales toujours fermées. 

La transformation morphologique qui permet de déterminer l'ensemble des 

points des frontières modales FMEU(X) est définie par : 

En reprenant les notations définies au chapitre II, cette transformation peut 

être décrite par la relation : 



-. Chapitre : 

Fimtre 111.5 : Mise en éviderlce despoittts isolés aprés I'opératiorz &érosioiiorz. 

a - Ertsenzble discret X (R = 24). 
b - Résultat de I'érosio~z de & 
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Le schéma synoptique de cette procédure de détection des frontières modales 

devient : 

1 ECHANTILMN DE DONNEES Y* 1 

DISCRETISATION 0 
ENSEMBLE DISCRET X z 

ENSEMBLE ERODE ES (X) z 
SUPPRESSION DES ISOLES s 

ENSEMBLE 

-- > Choix de R. 

1 ENSEMBLE DILATE D s  (Es (X) O I) 1 - - 

- 

MODES DETECTES : M = FMEU(X) 
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La procédure de détection des frontières modales, qui consiste à réaliser 

successivement les opérations d'érosion, d'amincissement par l'élément structurant 1, de 

dilatation et de différence ensembliste, a été appliquée, à partir de l'exemple 

d'évaluation de la figure IIL2, pour l'ensemble des valeurs entières positives de R pour 

lesquelles le nombre de modes détectés était non nul (voir figure 111.6). 
. - 

nombre de modes 
détectés. 

O 10 20 30 40 * 50 
Fimrre 111.6 : Effet du parantètre R sur le nontbre de modes détectés. 

5 -A 

La figure III.7.a présente l'ensemble discret obtenu avec un pas de 
.. . 

discrétisation fixé à R = 21. La figure III.7.b montre l'ensemble des points constituant 

4 - 
3 - 
2 - 
1 - 
O 

les frontières modales morphologiques individualisées. 

I Pas de dicrétisation R 

I I I I 1 
9 

Cet exemple montre comment cette méthode permet de détecter les modes 

morphologiques, en fournissant un ensemble discret des modes M constitué des points 

des différentes frontières modales. M n  de limiter l'effet du pas de discrétisation R sur . . 

le nombre de modes détectés, nous avons inclus un traitement intermédiaire 

d'amincissement par l'élément structurant qui élimine les points isolés de l'ensemble 

érodé. Cette amélioration a permis d'augmenter la robustesse de la méthode puisque la 

plage de stabilité est passée, pour l'exemple présenté, de 111, 161 sans cet amincissement 

à [Il ,  271. 
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Firmre 111.7 : Détection des modes par détennination des ffonh-ères modales. 

a - Ensemble discret (R = 21). 
b - Les d e u  ntodes détectés. 
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111.4. CONCLUSION. 

Les méthodes que nous venons de présenter reposent essentiellement sur 

l'utilisation, simple ou composée, des opérations de dilatation et d'érosion. La première 

méthode fournit une description des modes morphologiques par leurs domaines 

modaux, la deuxième les définit par les frontières de ces domaines. Ces deux méthodes 

commencent toutes deux par une érosion de l'ensemble discret, ce qui permet l'analyse 

d'ensembles d'observations présentant un chevauchement des classes relativement 

important. Néanmoins, lorsque la dimension N de l'espace de représentation des 

données devient élevée, cette opération d'érosion tend à éliminer presque tous les 

points de l'ensemble discret puisqu'un point de X ne sera conservé que s'il possède 3N - 

1 voisins appartenant eux-mêmes à X. A titre d'exemple, pour N = 5, un point 

quelconque de l'ensemble discret est éliminé s'il ne possède pas ses 242 voisins dans 

l'ensemble discret! Ces deux méthodes sont donc fiables à condition que le nombre N 

d'attributs décrivant les observations ne soit pas trop grand. 

Etant donnée cette restriction, nous abordons maintenant le problème de la 

recherche des modes morphologiques en adoptant une démarche différente. En effet, au 

lieu de sélectionner les points situés au coeur des classes par une transformation 

morphologique à élément structurant unique, nous allons analyser la connexité des 

points du réseau d'échantillonnage par des transformations morphologiques à éléments 

structurants multiples afin d'élargir les vallées ou de mettre en évidence les régions 

modales. 



IV - EXTRACTION DES MODES 

PAR ANALYSE MORPHOLOGIQUE 

DE LA CONNEXITE. 
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EXTRACTION DES MODES PAR ANALYSE MORPHOLOGIQUE DE 

LA CONNEXITE. 

N.1. INTRODUCTION. 

Nous avons vu, dans le chapitre précédent, deux techniques de mise en évidence 

des modes basées sur l'hypothèse qu'un point de l'ensemble discret X peut être 

cohsidéré comne un point d'un mode morphologique lorsque tous ses points voisins 

appartiennent à l'ensemble discret S. Nous avons donc régularisé les composantes 

connexes représentant les domaines modaux en ne conservant que les points situés au 

coeur des classes. 

Nous allons maintenant baser notre étude de recherche des modes 

morphologiques sur une analyse de connexité des points de l'ensemble discret. Dans 

l'espace euclidien EN, les modes, caractérisés par des régions de forte concentration 

locale d'observations, sont séparés par des régions faiblement peuplées, sinon vides de 

toute observation, que l'on dénomme vallées. Dans l'espace discrétisé (Z+)N, ces 

différences de concentrations locales sont reflétées par la structure spatiale de 

l'ensemble discret X. En effet, dans les vallées où les observations sont dispersées, les 

hypercubes non vides du réseau d'échantillonnage sont entourés d'un grand nombre 

d'hypercubes vides de toute observation. Par contre, au coeur des classes où les 

observations se regroupent, les hypercubes non vides du réseau sont entourés d'un grand 

nombre d'hypercubes non vides. 

Comme nous l'avons défini dans le chapitre II, le centre d'un hypercube non 

vide du réseau d'échantillonnage est un point de l'ensemble discret X à valeur binaire 1, 

tandis que le centre d'un hypercube vide est un point de l'ensemble Sc à valeur 
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binaire 0. 

L'extraction des modes morphologiques peut être ramenée à la détermination 

des domaines modaux par élimination des points de l'ensemble discret X situés dans les 

vallées, qui tendent à avoir un grand nombre de voisins adjacents appartenant à Xe. 

Les domaines modaux peuvent également être caractérisés par l'ensemble des 

points de l'ensemble discret X, situés au coeur des classes c'est-à-dire dans les régions 

modales, et qui tendent donc à avoir un grand nombre de voisins adjacents appartenant 

à x. 

Ces deux points de vue nous ont conduits à deux méthodes distinctes de 

détermination des domaines modaux par analyse morphologique de la connexité des 

points de z, soit dans les vallées, soit dans les régions modales. 

IV.2. DETERMINATION DES DOMAINES MODAUX PAR ANALYSE 

MORPHOLOGIOUE DE LA CONNEXITE DANS LES VALLEES. 

IV.2.1. Princi~e général de la méthode. 

Les domaines modaux, constitués de la liste explicite des points X de l'ensemble 

discret X situés au coeur des classes, peuvent être déterminés en éliminant des vallées 

tous les "intrus" qui sont des points de l'ensemble X plus ou moins i s~ lés  et donc 

entourés de nombreux points de Xe. La connexité de ces voisins constitue, de plus, un 

indice intéressant de présence d'une vallée. Plus les voisins d'un point X appartenant à 

Xc sont connexes entre-eux et plus le point considéré a de chance de se trouver au 

coeur d'une vallée. 

L'élimination de ces points plus ou moins isolés de X peut être effectuée à l'aide 

d'une transformation morphologique par une famille structurante CV, chaque élément 

structurant de cette famille caractérisant une configuration locale possible dans le 



- Chapim IV- - Ettraction des modes pm anaiyse motphologrogrque de la conneneS1tt - 

voisinage des points "intrus" qu'il s'agit de détecter. L'ensemble discret résultant de cette 

analyse de la Connexité dans les Vallées par une transformation morphologique à 

Elément structurant Multiple sera noté CVEM(X). - 

Le principe général de cette méthode peut être résumé par le schéma 

synoptique suivant : 

IV.2.2. Définition de la famille structurante CV. 

ECHANTILLON D'OBSERVATIONS Y* 

1 

Le but de ce paragraphe est de définir la famille structurante CV permettant de 

reconnaître, dans l'espace discrétisé, les configurations locales qui caractérisent un point 

de X à éliminer dans une vallée. fi de permettre une visualisation simple de la 

procédure proposée, celle-ci est présentée, dans un premier temps, dans un contexte 

bidimensionnel avant d'être généralisée aux espaces multidirnensionnels. 

I DISCRETISATION 

Soit l'ensemble bidimensionnel discret X illustré par la figure N.l qui résulte 

de la discrétisation d'un ensemble de 300 observations sur un réseau de 202 carrés 

élémentaires. Les carrés non vides, représentés par la valeur 1 et définissant l'ensemble 

- > Choix de R 

+ 
ENSEMBLE DISCRET g 

9 

ANALYSE MORPHOLOGIQUE DE LA CONNEXITE DANS LES VALLEES 

O 

ENSEMBLE DES DOMAINES MODAUX M = CVEM(3) 
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X, forment ici deux modes morphologiques qu'il s'agit d'individualiser. 

Fipure IV: 1 : Ensemble discret X à analyser. 

Considérons un élément structurant E ,quelconque défini, dans l'espace 

bidimensionnel, sur une fenêtre d'observation de taille 3 x 3 et constitué de points à 

valeurs binaires 1 ou O dont l'origine est située au centre de la fenêtre. 

L'examen de la structure spatiale de l'ensemble discret X permet d'affirmer 

que, lorsque la majorité des voisins d'un point X de l'ensemble X situés dans la fenêtre 

d'observation centrée en X, sont des points appartenant à & le point considéré est 

certainement à l'intérieur d'un domaine modal, où la concentration des observations est 

élevée. A l'opposé, si la majorité des voisins du point X situés dans cette fenêtre 

appartiennent à Xc, cela signifie que ce point est, soit situé à la périphérie d'un domaine 

modal, soit dans une vallée quasiment vide d'observation. 

On pourrait admettre que si la majorité des points situés dans la fenêtre, c'est-à- 

dire cinq points sur neuf, appartiennent à le point X appartient à une vallée. Mais 

cette condition doit être rendue plus forte car une vallée se caractérise par une certaine 
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connexité de points de Xc. Nous imposons donc que le point X soit éliminé des vallées 

si et seulement si il a au moins cinq voisins appartenant à Xc connexes entre-eux. 

Cette contrainte de connexité conduit à la définition d'une famille structurante 

CV de huit éléments structurants caractérisant les points des vallées, telle que : 

cv = KY, - a, - S., a8) 

L'élément structurant al est défini par la configuration : - 

dans laquelle les cinq " 0  sont connexes et où les étoiles "*" indiquent des points des 

configurations locales pouvant être indifféremment à 1 ou à 0. 

Les éléments structurants C&, ..., CV_S sont obtenus par sept rotations - 
successives de n/4 de al. - 

N.23. Transformation mor~holo~iaue associée à la famille structurante 

cv. - 

La transformation morphologique permettant d'éliminer les points de X dont la 

configuration locale coïncide avec l'un des huit éléments structurants définis ci-dessus 

est un amincissement par la famille structurante CV (cf. paragraphe 11.4). L'ensemble 

résultant de cette transformation est noté X O CV. 

Au cours de cette phase du traitement, l'ordre dans lequel les points de X sont 

pris en compte n'influe pas sur le résultat obtenu. En effet, les points dont la 

configuration locale répond au critère morphologique ne sont définitivement éliminés 

que lorsque tous les points de X ont été traités. 



- - -- -- - 

- Chapilre odes par anaiyse morphologrogrque de la conneriré - 

La procédure d'amincissement que nous venons de définir est implantée en 

mode itératif afin d'éliminer progressivement tous les points de X appartenant aux 

vallées. Lorsqu'il y a stabilisation du nombre de points de i'ensemble résultant, noté 

CVEM(X), tous les points de l'ensemble aminci possèdent moins de cinq voisins 

appartenant à Xc et connexes entre-eux (cf. figure IV.2). 

Fimire ZK2 : Atnincissetitent itératif par la fatitille structilrartte 

a - Ensetizble X à  analyser. b - Résultat de I'antincissenrent après ime itération. 
c - Résicltat de lbtitincissentent après 2 itérations. d - Résultat stabilisé CVEhi(x_) après 5 itérariotts. 
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La transformation que nous venons de présenter dans un espace bidimensionnel 

peut être facilement généralisée dans un contexte multidimensionnel. Dans un espace à 

N dimensions, la procédure d'amincissement itératif permettant l'analyse 

morphologique des vallées consiste à tester la coincidence entre l'un des éléments 

structurants de la famille CV et la configuration locale en chaque point X de l'ensemble 

discret X, dans chacun des (N * (N - 1) ) / 2 plans définis par le point X et les axes de 

l'espace normalisé pris deux à deux. Lorsque la configuration locale Ccv(X), définie 

dans l'un de ces plans, coïncide avec l'un des éléments structurants de la famille CV, le 

point est éliminé de l'ensemble & Aprb plusieurs itérations, lorsqu'il y a stabilisation 

du résultat, on obtient l'ensemble M = CVEM(X) constituant les domaines modaux 

IV.2.4. Exemple d'Application. 

Nous allons maintenant montrer les résultats obtenus par cette technique avec 

le même exemple d'évaluation que pour le chapitre précédent. La procédure de 

détermination des domaines modaux par analyse morphologique de la connexité dans 

les vallées a été appliquée pour toutes les valeurs du pas de discrétisation R jusqu'à ce 

que le nombre de modes détectés soit nul (cf. figure N.3). 

Fipitre iK3 : Effet du parantétre R sur le notitbre de ntodes dktectés par amincissement itkratif. 

nombre de modes 
détectés. 

A 

Contrairement aux courbes du même type relatives aux méthodes présentées au 

chapitre III, on peut remarquer que le nombre maximum de modes détectés n'excède 

2 - 
1 - 

Pas de 

dicrétisation R 

O I 1 1 I I I 1 & 

O 10 20 30 40 50 60 70 
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pas deux. Cette propriété est directement liée au principe général de la méthode, qui est 

de renforcer les vallées sans chercher à réduire les régions modales, qui, de ce fait, ne se 

scindent pas en plusieurs parties. 

En choisissant le pas de discrétisation au milieu de la plage de stabilité [21, 601, 

l'amincissement itératif de l'ensemble discret de la figure IV.4.a par la famille CV 

permet de mettre en évidence deux modes bien individualisés comme le montre la 

figure IV.4.b. 

De plus, on peut voir sur cette figure que la forme des domaines modaux reflète 

- fidèlement la forme des deux groupes d'observations. 

Fimtre N.4 : Détemination des dot~taittes modalw par analyse morpltologrogrque de la connexité dans les vallées. 

a - Ettsetitble discret de poittts à saleurs binaires (R = 40). 
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Figure N.4 : Détermination des domaines modawpar analyse morphologique & la connexié dans les vallées 
(suite). . 

b - M k  morphologiques détectés. 

IV.2.5. Conclusion. 

Dans ce paragraphe, nous proposons une technique de détermination des 

domaines modaux par analyse morphologique de la connexité dans les vallées. Pour 

cela, le voisinage de chaque point de l'ensemble discret X est comparé à chaque élément 

structurant de la famille CV, ce qui débouche sur une procédure d'amincissement 

itératif. Cette méthode est simple à implanter puisqu'elle ne met en oeuvre que des 

opérateurs logiques tels que ET et OU. De plus, l'ordre de passage des éléments 

structurants et l'ordre dans lequel les points de X sont pris en compte n'interviennent 

pas sur le résultat obtenu. 
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IV.3. DETERMINATION DES DOMAINES MODAUX PAR ANALYSE 

MORPHOLOGIUUE DE LA CONNEXITE DANS LES REGIONS 

MODALES. 

N.3.1. Pr4nci~e ~énéral de la méthode. 

La détermination des domaines modaux vient d'être abordée par une analyse 

morphologique de la connexité des points de l'ensemble discret X situés dans les vallées, 

afin d'éliminer tous les points qui répondent à certains critères morphologiques de 

connexité. 

Les domaines modaux peuvent également être déterminés par une analyse 

morphologique de la connexité des points de l'ensemble discret X situés dans les régions 

modales. Comme précédemment, la recherche des points situés dans ces régions nous a 

conduit à la définition d'une nouvelle famille structurante CM. L'ensemble résultant de 

la détermination des domaines modaux par analyse de la annexité dans les régions 

Modales par une transformation morphologique à séments structurants Multiples est - 

noté CMEM(X). 

Le principe général de détermination des domaines modaux que nous venons 

de présenter peut être résumé par le schéma synoptique suivant : 

ECHANTILLON D ' OBSERVATIONS Y * 

1 
DISCRETISATION -- > Choix de R 

1 
ENSEMBLE DISCRET 3 

1 
ANALYSE DE LA CONNEXITE DANS LES REGIONS MODALES 

1 
MODES DETECTES M = CMEM(X) 
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IV.3.2. Définition de la famille structurante CM. 

Pour permettre une visualisation simple de la méthode proposée, nous la 

présentons dans un contexte bidimensionnel avant de la généraliser aux espaces 

multidimensionnels. 

Considérons l'ensemble discret X présenté sur la figure IV.l (cf. paragraphe 

IV.2.2). Le but de la méthode que nous proposons maintenant est de conserver tous les 

points de l'ensemble qui appartiennent aux régions modales. 

Nous avons déjà précisé que les points X de l'ensemble discret X dont la 

majorité des voisins situés dans une fenêtre d'observation 3 x 3 centrée en X, 

appartiennent à l'ensemble X ont de grandes chances d'être situés dans des régions 

modales. 

Cependant, l'analyse approfondie de la répartition spatiale des points de ces 

régions nécessite une condition supplémentaire de connexité. Ainsi, chaque point de 

l'ensemble discret X sera conservé comme point constitutif des domaines modaux si et 

seulement si il possède, dans une fenêtre d'observation de taille 3 x 3 centrée en ce 

point, au moins quatre voisins appartenant à X et connexes entre-eux. 

La famille structurante CM permettant de rechercher de tels points est 

composée de huit éléments structurants telle que : 

CM = ( m l ,  - ml2, .a, a&]. 
L'élément structurant est défini par : - 

les éléments structurants m2, .., a- sont obtenus par les sept rotations successives - 
de n/4 de CM1. - 
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N.33. Définition de la transformation morpholo-iaue associée. 

La transformation morphologique qui permet de conserver tous les points X 

dont la configuration locale CcM(X) coïncide avec l'un des huit éléments structurants de 

la famille CM est la transformation en tout ou rien définie par X e CM. 

Afin d'écarter progressivement tous les points de l'ensemble discret qui ne 

répondent pas à ce critère morphologique,.la transformation en tout ou rien X e CM est 

itérée jusqu'à stabilisation du nombre de points de l'ensemble résultant CMEM(X) (cf. 

figure IV.5). 

x 2  x 2 

Finrrre W5 : Altalyse ntoqlzologique itérative de la coit~zexité dans les régions iito&Ies. 

a - Ertseritble X à aiialyser. b - Résultat de la trartsfonnation après uile itération. 
c - Ré.~~rltat stabilisé CMEA.i(XJ après 2 itératioirs. 



Pour des données multidimensionnelles, on opère de la même manière que 

pour l'amincissement itératif, en filtrant plan par plan, c'est-à-dire en prenant les axes 

deux à deux. Il faut donc, dans un espace à N dimensions, considérer les (N * (N - 1))/2 

plans perpendiculaires aux axes de cet espace. 

Si, dans chacun des plans de travail ainsi définis, le point X de X possède au 

moins quatre voisins appartenant à X et connexes entre-eux, il est conservé comme 

point de CMEM(X), sinon il est éliminé. 

Afin de comparer les différentes techniques présentées dans cette deuxième 

partie, nous avons également fait varier le pas de discrétisation afin de relever le 

nombre de modes détectés pour chaque valeur de R, comme le montre la figure IV.6. 

nombre de modes 
détectés. 

Figure N.6 : Effet du parantèh*e R nu le nombre de ntodes détectés par artaZyse morphologrogrque de la conrtaer?td 
dans les régions mo&Zes. 

Les domaines modaux déterminés par analyse morphologique de la connexité 

dans les régions modales de l'ensemble discret X de la figure IV.7.a sont présentés sur la 

figure IV.7.b. 
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Fimire N.7 : Détemination des domaines modaiwpnr analyse inorphologique de la connmlé dans les régiolts 
ntodales. 

a - E~isetnble discret (R = 21). 
b - Les 2 modes détectés. 
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N3.5. Conclusion. 

Nous venons de proposer une méthode de détermination des domaines modaux 

par analyse morphologique de la connexité des régions modales. 

Cette technique itérative présente les mêmes avantages que celle basée sur 

l'analyse morphologique de la connexité dans les vallées. Ainsi, elle est simple à mettre 

en oeuvre et non séquentielle, c'est-à-dire que l'ordre de prise en compte des points de 

l'ensemble discret X ainsi que l'ordre de passage des éléments structurants de la famille 

CM n'interviennent pas sur le résultat obtenu. 

De plus, cette méthode permet l'analyse d'échantillons où les classes présentent 

un degré de chevauchement plus important que dans le cas de la détermination des 

domaines modaux par analyse morphologique des vallées. C'est la configuration des 

points, dans chaque plan d'étude, situés à la périphérie immédiate des composantes 

connexes que nous cherchons à individualiser, qui expliquent le plus clairement cette 

propriété. 

En effet, ces régions périphériques sont à la fois trop peuplées pour qu'au moins 

cinq voisins adjacents aux points de ces régions appartiennent à XC, et insuffisamment 

peuplées pour que ces mêmes points aient au moins quatre voisins adjacents 

appartenant à X. Ces points ne sont donc pas éliminés des vallées lors de l'analyse de 

leur connexité et ne contribuent donc pas à leur élargissement. Ils ont donc tendance à 

limiter le procédé d'individualisation des classes de la première méthode proposée dans 

ce chapitre. Par contre, ils sont éliminés par la méthode d'analyse de la connexité dans 

les régions modales et ne sont donc pas conservés pour définir les domaines modaux. 

Leur disparition dans la seconde méthode proposée dans ce chapitre, contribue donc à 

individualiser les classes. 
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N.4. COMPLEXITE DES ALGORITHMES D'EXTRACTION DES 

MODES. 

Le temps de calcul nécessaire à l'extraction des modes est un facteur important. 

En effet, pour toutes les techniques d'extraction des modes que nous présentons dans ce 

mémoire, la procédure de détermination des domaines modaux ou de leurs frontières 

doit être itérée jusqu'à ce que le nombre de modes détectés soit nul afin de déterminer 

le pas de discrétisation. 

Nous avons donc évalué le temps d'exécution des procédures associées aux 

différentes méthodes d'extraction des modes proposées dans ce mémoire (cf. table 

T4.1), pour différentes tailles d'échantillons et différentes valeurs de la dimension des 

données. 

Table T4.1: Codifcahahon des différentes méthodes d'evtraction des modes morphologiques présentkes dans la 
dmeuXl2me partie de ce mémoire. 

CODE 
METHODE 

DMEU 

FMEU 

CVEM 

CMEM 

Les données utilisées pour cette évaluation sont des observations normales 

réparties en deux classes distinctes. Les vecteurs moyennes associés sont définis par 

T T Ml = [2,2, ..., 21 et M2 = [-2, -2, ..., -21 , les matrices de covariance étant des matrices 

unités. 

INTITULE DE LA METHODE DE DETECTION 

DES MODES MORPHOLOGIQUES 

Détermination des Domaines Modaux par Hément structurant 
Unique. - 

Détermination des Frontières Modales par Elément structurant 
Unique. - 

Analyse de la Connexité des mllées par transformation 
morphologique à méments structurants Multiples. 

Analyse de la Connexité des régions Modales par transformation 
morphologique à Eléments structurants Multiples. 



Comme le but de ces simulations est de montrer les effets de la dimension de 

l'espace de représentation des données et de la taille des échantillons sur le temps de 

calcul nécessaire à l'extraction des modes, tous les essais ont été effectués avec le même 

pas de discrétisation R sur chacun des axes, ici fixé à R = 20 (cf. figure IV. 8). 

Temps d'exécution (s) 

A DMEU 
o FMEU 

rn CVEM 

0 CMEM 

Dimension 

Fintre N.8 : Ewlution du tentps d'euécution des procédures a2 détection des ntodes en fonction de la 
dimension de l'espace et & la taille des échantillons. 

.Bien que ces temps d'exécution dépendent de l'environnement informatique 

utilisé pour effectuer les,simulations, ils donnent une idée générale du temps de calcul 

nécessaire à l'extraction des modes. 

N.5. CONCLUSION. 

Nous avons présenté, dans ce chapitre, deux méthodes de détermination des 

domaines modaux reposant sur l'analyse morphologique de la connexité des points de 

l'ensemble discret, soit dans les vallées, soit dans les régions modales, ce qui nous a 

conduit à la définition de deux transformations morphologiques à éléments structurants 

multiples distinctes. 
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L'illustration des procédures associées sur un exemple d'évaluation commun à 

toutes les méthodes, a montré que la forme géométrique des domaines modaux reflète 

bien la forme géométrique des classes de l'échantillon. 

A l'issue de la deuxième partie de ce mémoire, nous disposons de quatre 

procédures distinctes d'extraction des modes morphologiques. Ces modes 

morphologiques sont décrits soit par les domaines modaux (méthodes DMEU, CMEM, 

CVEM) soit par les frontières de ces domaines (méthode FMEU). 

Nous allons aborder maintenant la troisième partie de ce mémoire dont le but 

est, d'une part, de présenter les techniques de classification des observations pouvant 

être mises en oeuvre après détermination des domaines modaux, d'autre part, de 

montrer les résultats obtenus par l'ensemble de ces techniques à l'aide d'exemples de 

données simulés. 





V - CLASSIFICATION DES DONNEES A PARTIR 

DES MODES MORPHOLOGIQUES. 
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CLASSIFICATION DES DONNEES A PARTIR DES MODES 
MORPHOLOGIQUES. 

V.1. INTRODUCTION. 

La deuxième partie de ce mémoire a été consacrée à la présentation de 

différentes techniques d'extraction des modes morphologiques en présence dans 

l'ensemble des observations à analyser. Une étude de l'effet du pas de discrétisation sur 

le nombre de modes détectés a permis de dégager, pour chaque technique, une plage de 

stabilité où les modes morphologiques peuvent être facilement identifiés. 

L'ensemble des observations à analyser peut ainsi être partitionné en K classes 

Cb chacune des classes Ck mises en évidence étant définies à partir d'un domaine 

modal Dk, k = 1, 2, ..., K. Dans le cadre de notre étude, les domaines Dk sont définis 

par l'ensemble discret M constitué soit de tous les points des domaines modaux soit 

uniquement des points situés à la frontière de ces domaines (cf. figure V.l). 

Fimtre K 1 : Definitiott des donlaittes ntodaicx permettant la cIassificatiott des obsen~atiotts. 

a - Ensetitble des observations à classer. 
b - Elrset~tble discret M cottstitué des dotnaitres ntodmu. 
c - Elisenlble discret M cortstificé des frontières tnodales. 
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De manière générale, l'objectif de la classification est d'affecter chacune des 

observations de l'échantillon à la "meilleure" classe possible. Plusieurs méthodes 

peuvent être mises en oeuvre pour effectuer cette opération. Les deux premières 

techniques que nous présentons dans ce chapitre utilisent directement les points de 

l'ensemble &J pour affecter les observations. Les deux dernières techniques commencent 

par définir les observations situées à l'intérieur des domaines modaux Dk comme 

prototypes des classes Ck correspondantes, pour réaliser ensuite la classification des 

observations extérieures à ces domaines (cf. figure V.2). L'ensemble des prototypes de 

la classe Ck constitue le noyau de la classe Ck. 

(a) (b) 
Fimre V;2 : Dei t ion  des prototypes des classes situés à I'inténeur des domaines modaux 

a - Protoiypes situés à l'infdrieur des domaines modaux 
b - Aiotoîypes situés à I'inténeur desfionti2res modales. 

Nous précisons qu'un point désigne un élément de l'ensemble discret &l 

constitué des domaines modaux ou de leurs frontières, tandis qu'un prototype désigne 

une des observations constitutives du noyau d'une classe. 

Aux quatre méthodes d'extraction des modes que nous avons présentées, nous 

allons associer maintenant quatre techniques de classification. Afin de ne pas alourdir la 

présentation des résultats, nous avons analysé ces quatre techniques de classification en 

nous appuyant sur deux exemples. Les modes morphologiques sont extraits, pour chaque 

exemple, par l'analyse morphologique de la connexité dans les régions modales 

présentée au paragraphe IV.3. 
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Le seul moyen d'évaluer les performances d'une procédure de classification non 

supervisée est de l'appliquer à un ensemble d'observations générées artificiellement, et 

de comparer le résultat obtenu avec la véritable structure des données. Nous allons donc 

analyser les résultats obtenus par les quatre techniques de classification présentées dans 

ce chapitre à l'aide de deux exemples distincts. Le premier est i'exemple d'évaluation 

que nous avons utilisé dans les chapitres III et IV. Le deuxième exemple est un 

ensemble de 660 observations normales réparties en trois classes de 220 observations 

chacunes. Dans ce dernier cas, nous comparerons les résultats obtenus à ceux de la 

classification optimale définie par la règle de Bayes, que nous rappelons succintement. 

V.2. CLASSIFICATION OPTIMALE DE BAYES. 

Dans le cas où l'échantillon est composé d'observations tirées indépendamment 

de K classes Ck, k = 1, 2, ..., K, selon des lois de probabilités conditionnelles P(Y/Ck) 

connues, il est possible de déterminer la probabilité pour qu'une observation Y 

appartienne à la classe Ck. 
. . 

Par application du théorème de Bayes, cette probabilité, appelée probabilité a 

postenori de la classe Ck, est donnée par la relation : 

- f(Y) désigne la valeur de la fonction de densité de probabilité sous-jacente à la 

distribution des observations provenant de l'échantillon au point Y, 

- P(Ck) désigne la probabilité a prion de la classe Ck de telle sorte que : 

- P(Y/Ck) désigne la probabilité conditionnelle de la classe Ck, c'est-&dire la fonction 

de densité de probabilité sous-jacente à la distribution des observations provenant de la 

classe Ck. 
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Dans ces conditions, le risque d'erreur lié à l'assignation de l'observation Y à la 

classe Ck est : 

R(Ck/Y) = 1 - P(CIJY) 

Pour obtenir un classement optimal, il faut affecter toute observation Y à la 

classe Ck qui minimise ce risque, donc qui maximise la probabilité a posteriori. 

Le problème de la classification d'une observation Y peut être résolu en 

adoptant la règle de décision suivante : 

Décider CS si P(Cs/Y) > P(Ck/Y), v k = 1,2, ..., K, k z S. 

En appliquant la règle de Bayes, ceci revient à déterminer un ensemble de 

fonctions de décision dk(Y), k = 1, 2, ..., K, telles que l'observation Y est assignée à la 

classe Ck si et seulement si : 

- 
Dans les conditions particulières où les échantillons ont la structure de 

mélanges gaussiens, la fonction de densité est donnée par : 

K 
f(Y) = C P(Y/q) * P(q) 

k=l 

où la probabilité conditionnelle de la classe Ck est définie par : 

Yk étant le vecteur moyenne de la classe Ck, 

et Mk la matrice de covariance de la classe Ck. 

Ainsi, les fonctions de décision dk peuvent être prises, après simplifications 

réalisées en prenant le logarithme népérien et en supprimant le coefficient 

multiplicateur constant, sous la forme : 

1 1 
dk(~)=-z~~glql-2(~- yklT y - l  (Y - ykjT + LO~(P(S)) 

la fonction Log étant une fonction croissante monotone. 
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Cette règle de classification est optimale, c'est-à-dire qu'aucune autre 

procédure ne peut conduire à un taux d'erreur plus petit [DUD - 731. Nous utiliserons 

donc les résultats de cette règle comme références de classification dans le cas 

d'échantillons ayant la structure de mélanges gaussiens générés artificiellement et dont 

nous connaissons parfaitement les caractéristiques statistiques. 

V.3. PRESENTATION DES DIFFERENTES TECHNIOUES DE 

CLASSIFICATION ETUDIEES. 

V3.1. Assignation des observations au domaine modal le  lus  roche. 

La première technique de classification considérée est simple. Les domaines 

modaux, qui sont définis soit par l'ensemble des points les constituant, soit par les points 

situés à leurs frontières, vont permettre de classer chaque observation de l'échantillon à 

la classe associée au domaine modal le plus proche. La notion de distance s'entend 

entre l'observation considérée et tous les points définissant les domaines ou leurs 

frontières. Le domaine modal le plus proche est celui contenant le point le plus proche 

de cette observation. 

Les fonctions de décision ainsi que l'algorithme de classification peuvent être 

déduits directement de ce principe. 

Soit Nk le nombre de points de M caractérisant le domaine modal Dk, et soient 

Xk,& X k -  ...., Xkn, ..., XkNk les points de &J constituant le domaine Dk, où Xkn désigne 

le n-ième point du domaine Dk. Considérons un échantillon Y* constitué de Q 

observations tel que : 
Y* = (Y1, YB ..., Yq. ..., YQ}. 

Pour toute observation Yq de l'échantillon Y*, les fonctions de décision dk 

permettant la classification sont définies par : 
Nk 

dk(Yq) = - Min d(Yq, Xk,i), k = 1.2, ..., K, 
i= 1 



où d(Yq, Xki) désigne la distance euclidienne de l'observation Yq au point Xki. 

La règle de décision est la même que celie que nous avons déjà définie 

précédemment, à savoir : 

Décider CS si ds(Yq) > dk(Yq), v k = 1,2, ..., K, k + S. 

L'algorithme correspondant à ce principe est le suivant : 

Pour chaque observation Yq , q vmiant de 1 & Q Faire 

d lVq)  = d(Yq, X1,d 
Pour chaque point i vananant de 2 & Nd Faire 

dlVq) > d v q 9  Xl,9 &D dl(Yq) = d(Yq, Xlti) &i 
Finvour 

dlcYq) = - dl(YqJ 
S = l  

P a r  chaque domaine Dk , k variant de 2 K Faire 

dkcYq) = d(Yq, Xk 1) 

P a r  chaque point Xki , i variant de 2 d Nk Faire 

& dk(Yq) > d(Yq J k i )  & dkwq) = d(Yq z k i )  
&i 

Finpour 

dk(Yq) = - dk(Yq) 

&i dsVq)  < dk(Yq) S = k Fimi 
Finvour 

Affecter Yq à la clare CS 
Finuour 

Y.3.2. Assirnation des observations au centre de gravité du domaine modal 

le ~ l u s  proche. 

Une deuxième solution consiste à déterminer le centre de gravité de chaque 

domaine modal afin d'assigner chaque observation à la classe associée au centre de 

gravité le plus proche. 
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La définition des fonctions de décision nécessaires à l'implantation de la règle 

de décision précédemment décrite est alors quelque peu différente de celle de la 

méthode précédente. 

Considérons le centre de gravité Xk des Nk points constituant le domaine 

modal Dk. Chaque coordonnée Xki du centre Xk est définie par : 

où Xkb Xk,2, ...., Xkn, ..., Xk,Nk sont les points appartenant au domaine Dk. 

Dans ces conditions, les fonctions de décision dk permettant la classification de 

chaque observation Yq de l'échantillon Y* sont définies par : 

dk(Yq) .= - d (Yq, Xk), k = 1, 2, ..., K. 

L'algorithme correspondant à ce principe est : 

Pour chaque domaine Dk , k variant de 1 & K Faire 
~éterminer zk 

Finpour 
Pour chaque observaiion Y*, q variant de 1 & Q Faire 

S = I  

dicYq) = - d (Yq, Tl) 
P-r chaque centre de gravité x k ,  k vnnMI de 2 & K Faire 

dk(Yq) = -d(Yq.jYk) 
Si ds(Yq) < dk(Yq) alom S = k Fimi 

Fin~our 
Affecter Yq à la classe CS 

Fin-iour 
FIN 

Les deux méthodes de classification que nous venons de présenter sont basées 

sur l'affectation des observations en fonction de leurs distances aux diEFérents points des 

domaines modaux. Dans les paragraphes suivants, nous allons nous intéresser 

directement aux observations contenues dans les différents domaines modaux de 

l'ensemble discret qui constituent les noyaux des classes en présence. 



- Chapitre V- - Uassifi~~tion des données b p d r  des modes motphologrogrques - 

V.33. Assimation sim~le des observations au novau le ~ l u s   roche. 

Cette technique de classification peut être décomposée en deux phases 

successives. La première étape consiste à affecter toutes les observations situées à 

l'intérieur de chaque domaine modal Dk à la classe Ck associée à ce domaine. Les 

prototypes des classes ainsi définis constituent les noyaux des classes en présence dans 

l'échantillon. Nous rappelons que les domaines modaux peuvent être décrits, soit par 

l'ensemble des points discrets les constituant, soit par leurs frontières. Le noyau Nk 

associé à la classe Ck est donc constitué, soit de l'ensemble des prototypes situés à 

l'intérieur du domaine modal Dk, soit de l'ensemble des prototypes inclus dans la 

frontière de ces domaines (cf. figure V.3). 

Figure K3 : D@ition des noyau des classes en présence. 

a - N o y a  défnis par les domaines modmuc. 
b - Noyaux aëjïnis par les frontières modales. 

La deuxième étape de la procédure de classification consiste à assigner chacune 

des observations situées à i'extérieur des domaines modaux au noyau le plus proche. 

Notons que la distance d'une observation à un noyau Nk est définie par la distance 

euclidienne minimale de cette observation aux différents prototypes du noyau Nk. 

La méthode de classification la plus connue permettant de classer les données à 

l'aide de prototypes est la méthode des k plus proches voisins [COV - 671. Néanmoins, le 

temps de calcul nécessaire à la recherche des k plus proches voisins a conduit au 



développement d'un ensemble d'algorithmes qui permettent soit de diminuer le nombre 

de prototypes nécessaires à la classification [CHA - 741 [ULL - 741 [YUN - 761, soit de 

supprimer les évaluations de distance inutiles [FUK - 75b] [NIE - 881. 

Covert & Hart [COV - 671 ont montré que l'utilisation de la méthode du 1 plus 

proche voisin assure un taux d'erreur de classification ne pouvant pas excéder deux fois 

le taux d'erreur défini par la règle de Bayes. De plus, lors de l'utilisation de la méthode 

de classification par les k plus proches voisins, le choix de la valeur de k est souvent 

arbitraire [DUB - 901. C'est pourquoi nous avons adopté la méthode du 1 plus proche 

voisin, la généralisation aux k plus proches voisins étant immédiate. 

La technique de classification basée sur l'utilisation des prototypes des classes 

que nous présentons dans ce paragraphe a pour but d'affecter toute observation non 

encore classée à la classe dont le prototype est le plus proche. On considère 

l'observation concernée par chaque nouvelle affectation comme un nouveau prototype, 

et on itère la procédure jusqu'à ce que toutes les observations aient été affectées. 

Plus précisément, soit le nombre de prototypes de la classe Cl, c'est-à-dire 

le nombre d'observations situées à l'intérieur du domaine Dk ou de sa frontière. 

Les fonctions de décision à appliquer aux observations Y restant à classer sont 

définies par : 

NPk 
&(Y) = - Min d(Y, Yki), i = 1,2, ..., K. 

i= 1 

où Yk i désigne le i-ème prototype du noyau Nk. 

La règle de décision à appliquer aux observations restant à classer est alors 

composée de deux assertions : 

- Décider CS si ds(Y) > dk(Y), v k = 1,2, ..., K, k z S. 

- N P s = N P s +  1 
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L'algorithme associé à ce nouveau principe de classification est explicité ci- 

après. 

Pour k variant de I & K Faire 
Déteminer les NPk prototypes de la classe Ck 

Fin~our 
Nbre - obervatibns - classees = NPI + NP2 + ... + NPK 

Tantque (Nbre - obsen)atïons - classees < Q) Faire 
Considérer une observation non classée Y 

dl(Y) = d(Y; Y1,l) 
Pour chaque point i variant de 2 NPJ Faire 

Sd l (Y )  > d(Y, Y I $  a load lm = d e  Y I $  
Finpour 

d l 0  = - dl(V 
S = I  
P a r  chaque domaine Dk , k variant de 2 & K Faire 

d k 0  = d G  Y ~ ; I )  
Pour chaque point Y k i ,  i variant de 2 NPk Faire 

Sdk(Y)  > d(Y;Yk$ alorsdk(Y) = d(Y;Yki) 
F> 

Fin~our 

d k 0  = - d k 0  
dsfl,) < dk(Yq) alors S = k Fimi 

Finpour 
Afiecter Yq à la clisse CS 
NPs = NPs + 1 
Nbre - observatibm - chsees = Nbre - observations - classees + 1 

Fintantque 

FIN 

L'algorithme associé à cette méthode reste simple. Néanmoins, cette technique 

traite les observations restant à classer dans un ordre aléatoire, ce qui risque de 

provoquer des phénomènes de chaînage importants. La méthode que nous proposons 

maintenant permet de réduire considérablement ces phénomènes. 
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V.3.4. Assi~nation ordonnée des observations au noyau le plus proche. 

Cette technique est une amélioration de la technique précédente. En effet, nous 

commençons également par la définition des noyaux Nk associés à chacun des domaines 

Dk. Par contre, au lieu de prendre chacune des observations restant à classer dans un 

ordre aléatoire, nous allons chercher celle qu'il est préférable de classer en priorité. Il 

s'agit, à chaque nouvelle affectation, de déterminer l'observation la plus proche des 

prototypes des différents noyaux, de la classer dans la classe à laquelle appartient ce 

prototype, puis de la considérer comme un nouveau prototype, et ce, jusqu'à épuisement 

des observations restant à classer. 

Compte tenu de ce principe, nous ne redécrivons, ni les fonctions de décision, ni 

les règles de décision associées, car ce sont les mêmes que pour la méthode 

d'assignation des observations au noyau le plus proche (paragraphe V.3.3). 

De même, en ce qui concerne l'algorithme, il suffit de remplacer dans 

l'algorithme décrit au paragraphe V.3.3, l'action intitulée "Considérer une observation 

non classée Y par l'action "Rechercher l'observation non classée la plus proche des 

prototypes", dans la boucle de classification des observations restant à classer. 

V.4. EXEMPLES D'APPLICATION. 

Nous allons maintenant analyser les performances de ces quatre techniques de 

classification à l'aide de deux échantillons d'observations bidimensionnelles générées 

artificiellement. 

V.4.1. Exemple 1. 

L'exemple 1 est l'exemple d'évaluation qui nous a permis d'illustrer les 

méthodes de détection des modes morphologiques présentées dans les chapitres III et 

IV. L'appartenance des observations à chacune des deux classes de cet exemple apparaît 

sur la figure V.4. 
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Fipure i l 4  :Appartenance a h  observations 6 

8 : Observations de la classe Cl. 
+ : Observations de la eLwc C2. 

19 

Les deux domaines modaux déterminés par une analyse morphologique de la 

connexité dans les régions modales (méthode CMEM) de l'ensemble discret résultant 

de la transformation de l'échantillon de l'exemple 1 sont présentés sur la figure V.5. 

Fiacre K5 : Les deux donlaittes modaux identifiés de l'euentple 1. 

- 86 - 

17.58 

6-03 

-5.52 - 

-17.07 - 
-10.55 
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5.34 13.29 
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* * 4 * 4  2: :: :: :: :: :: .. ........ ............ 4 0 9 .. 

...... :: :: 2: ...... 
3: :: 2: 2: 2: .... .... ............ ............ .... :: 2: 2: :: .. 0. .......... .......... 
:: :: :: 

3 I 

-+ : Points du domaine modal Dl. 
:: : Points du domaine modal D2. 
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La codification utilisée pour distinguer les différentes techniques de 

classification est donnée dans la table ci-dessous. 

Table T5.1: Codification des méthodes de classification. 

CODE 

METHODE 

ADMP 

ACDP 

ASNP 

AONP 
, 

Les résultats de la classification des 700 observations de cet exemple illustrent 

bien les performances de chacune des quatre techniques utilisées (cf. figure V.6). En 

effet, lorsque les observations sont assignées au domaine modal le plus proche 

(technique ADMP), la forme géométrique des groupements d'observations obtenus 

reflète celle des domaines modaux. Notons que les domaines modaux ne recouvrent pas 

complètement la répartition spatiale des observations qui provie~ent des deux classes 

en forme de croissants, surtout aux extrémités de ces derniers. Il en résulte des erreurs 

d'assignation notables au niveau de ces extrémités (cf. figure V.6.a). 

INTITULE DE LA METHODE DE CLASSIFICATION 

bsignation des observations au Domaine Modal le plus Proche. 

bsignation des observations au Centre de gravité du Domaine 
modal le plus Boche. 

bsignation Simple des observations au Noyau le plus Boche. 

bsignation Ordonnée des observations au Noyau le 
plus oroche. 

Dans la figure V.6.b, le nombre d'observations mal classées situées aux 

extrémités des classes en forme de croissants est eiicore plus important. Ceci est dû au 

fait que le principe d'assignation des observations au centre de gravité du domaine 

modal le plus proche ne prend pas en compte la forme non sphérique des classes. 

Dès qu'on affecte les observations à la classe du prototype le plus proche, en 

considérant chaque observation nouvellement classée comme un prototype, les 

observations sont mieux classées (figure V.6.c). Néanmoins, le résultat final dépend de 
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l'ordre dans lequel les observations sont prises en compte de telle sorte que les 

différentes régions de l'espace de représentation des données associées à chacune des 

classes ne peuvent pas être clairement délimitées. Il suffit de changer l'ordre de prise en 

compte des observations pour que la définition des régions soit différente. Par contre, si 

on ordonne l'assignation des observations, le résultat est nettement amélioré, comme 

l'illustre la figure V.6.d. 

Toutes ces constatations sont confirmées par les taux d'erreur de classification 

associées à chacune de ces quatre techniques, ainsi que par l'analyse des matrices de 

confusion (cf. table T5.2). Dans ces matrices, les colonnes représentent les classes telles 

qu'elles ont été générées, les lignes indiquant la taille des classes obtenues après 

classification. Par exemple, l'élément d'une matrice se trouvant en ligne 2, colonne 1, 

représente le nombre d'observations assignées à la classe 2 alors qu'elles ont été 

générées dans la classe 1. 

Le taux d'erreur le plus faible est effectivement obtenu, pour cet exemple, à 

l'aide de la méthode AONP assignant chaque observation au noyau le plus proche selon 

un ordre prédéfini. 

Table T5.2 : Résultats de la classijïcation de l'txemple 1 par les quatre techniques de classijication. 

METHODE DE 

CLASSIFICATION 

ADMP 

ACDP 

ASNP 

AONP 

. 

TAUX D'ERREUR 

737 % 

10,28 % 

5,oO % 

2,14 % 

MATRICE DE CONFUSION 

3 19 22 
31 328 

312 34 
38 316 

319 4 
31 346 

340 5 
10 345 
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Fimre K6 : Obsenwtio~zs classkes de l'ereinple 1 par les îi#éxntes teclmiques de cla~~ijï~ation. 

b - Métl~ode ADMP. 
a - Métltode ACDP. 
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1 1 
I O .  55 

1 

-2.60 
I 

5.34 13.29 
(4 

Figue K6 : Observatio~ls classées de l'acrnple 1 par les différentes tecllniques de classification (suite). 

c - Mkt110de ASNP. 
d - Métllode AONP. 
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L'exemple 2 est composé de 660 observations réparties en trois classes de 220 

observations normales chacunes dont la reprbsentation est illustrée figure V.7.a et dont 

les param5tres statistiques sont explicités dans la table T5.3. Les observations classées 

apparaissent sur la figure V.7.b. 

POPULATION 1 

POPULATION 2 

POPULATION 3 

PROBABILITE 
A PRIORI 

VECTEUR 
MOYENNE 

1MATRICE 
DE COVARIANCE 

Table T5.3 : Pwamètres statistiques de I ' m p l e  2 

- 

Pipure K7 : Exemple 2 - Echarttilloit de 660 o b s ~ ~ o n s  nonnales. 

a - Représentation des dorutées à analyser. 
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x : Observations de la classe Cl. 
+ : Observations de la classe C2. 
a : Observations de la classe C3. 

F i w e  V.7 : Eru>ple 2 - Eclziultillon de 660 observations normales (suite). 

b -Appartenance des obseryatiorts & l'exemple 2. 

Pour ce second exemple, les trois domaines modaux déterminés par analyse 

morphologique de la connexité des points de l'ensemble discret situés dans les régions 

modales (méthode CMEM) sont présentés figure V.8. 

................ ................ ............ ............ ........ ........ 
Q : Points du domaine modal Dl. 
= S: Points du domaine modal D2. 

-4.54 * : Points du domaine modal D3. 

11.45 
Fimue V.8 : Enset~tble M des rizodes rnorpliologiq><es pennettarzt la clarsifiahrion des observatioizr de l'me~nple 

2 (R = 31). 
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Les classes en présence dans cet échantillon étant de formes sphériques, les 

résultats de la méthode de classification basée sur l'affectation d'une observation au 

centre de gravité du domaine modal le plus proche (ACDP) sont relativement 

satisfaisants, comme le montre la figure V.9.b. 

La méthode d'affectation des observations au domaine modal le plus proche 

(ADMP) donne, dans cet exemple, des résultats comparables à ceux de la technique 

ACDP (cf. figure V.9.a). Ces bonnes performances s'expliquent par le fait que, dans cet 

exemple particulier, la forme des domaines modaux reflète bien la forme sphérique des 

classes de l'échantillon. 

La méthode ASNP n'assigne pas les observations situées à la frontière des deux 

classes représentées respectivement par des '+' et des ' 0 ', aux mêmes classes que les 

méthodes ADMP et ACDP (cf. figure V.9.c). Ceci est essentiellement dû au fait que les 

observations restant à classer sont prises en compte, dans cette technique ASNP, dans 

un ordre aléatoire. Il suffit donc qu'une première observation située à la frontière de ces 

deux classes soit affectée à la classe '+' pour que les observations voisines soient 

également affectées à cette classe par un effet de chaînage intempestif. Cet effet de 

chaînage est fortement réduit lorsqu'on utilise la technique AONP (cf. figure V.9.d). 

L'examen de la table T5.4, qui indique les différents taux d'erreur ainsi que les 

matrices de confusion associés à chacune des quatre techniques de classification, montre 

que la méthode ADMP est la moins performante dans le cas de l'analyse de classes de 

formes sphériques. Nous précisons que les taux d'erreur obtenus par ces techniques sont 

à comparer au taux optimal de 1,67 % défini par la règle optimale de Bayes. 
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Fimire V. 9 : Obsenwtions classées de I'mmple 2pv les différentes techniques de classification. 

a - Métlzode ADMP. 
b - Métliode ACDP. 
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Finfre V.9 : Observations c l d e s  & l'erentple 2par les différentes techniques de classijkation (suite). 

c - Métltode ASNP. 
d - Méthode AONP. 
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Table TS.4 : Résultats & la classification de l'exemple 2par les quatre techniques de class@ca&-on. 

V.4.3. Conclusion. 

MATRICE D E  COIWUSION 

209 O 1 
8 218 3 
3 2 216 

208 O 1 
10 210 2 
2 2 217 

219 3 10 
1 214 1 
O 3 209 

212 O 3 
5 219 5 
3 1 212 

METHODE D E  
CLASSIFiCATION 

ADMP 

ACDP 

ASNP 

AONP 

Dans ce paragraphe, nous avons présenté les résultats obtenus par les quatre 

techniques de classification proposées dans ce chapitre, en nous basant sur deux 

échantillons distincts. Nous avons ainsi mis en évidence, pour chacun des exemples, les 

différents taux d'erreur ainsi que les matrices de confusion obtenus à l'aide de ces 

quatre techniques. 

TAUX D'ERREUR 

2,543 % 

2,58 % 

2,72 % 

2,58 % 

Néanmoins, le choix d'une méthode de classification ne peut se faire sur le seul 

critère du taux d'erreur. En effet, toutes les procédures de classification que nous venons 

de décrire dans ce chapitre se basent sur l'ensemble discret M constituant les domaines 

modaux associés aux différentes classes en présence dans l'échantillon à analyser. Or, 

ces domaines ont été déterminés après avoir choisi une méthode d'extraction des modes 

morphologiques parmi les quatre que nous avons proposées dans les chapitres III et IV, 

et après avoir fixé un pas de discrétisation unique. Il est important d'analyser le 

comportement des techniques de classification de ce chapitre vis à vis du choix du pas de 

discrétisation R et vis à vis du choix de la méthode de détermination des domaines 

modaux. De plus, les temps d'éxécution nécessaires à fa classification ont été évalués 

pour chaque technique afin d'évaluer la complexité des procédures proposées. 
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V.5. COMPARAISON DES DIFFERENTES METHODES DE 

CLASSIFICATION. 

V.5.1. Variations du taux d'erreur en fonction du Das de discrétisation. 

Le seul paramètre à ajuster par l'opérateur est le pas de discrétisation R. Nous 

allons montrer l'effet du choix de la valeur de ce paramètre sur le résultat final de la 

classification des observations. Dans ce but, nous avons relevé les différents. taux 

d'erreur obtenus pour chacune des quatre techniques de classification, pour toutes les 

valeurs du pas de discrétisation R de la plage de stabilité, en nous appuyant sur les deux 

exemples précédemment utilisés dans ce chapitre. Le graphe de la figure V.1O.a reflète 

les variations du taux d'erreur de classification en fonction du pas R pour l'exemple 1, 

tandis que celui de la figure V.1O.b montre les différents taux d'erreurs en fonction de R 

pour l'exemple 2. 

t Taux d'erreur (8) 

1 Pas de 
16 17 18 19 20 21 22 23 24 25 2x5 2i * discrétisation R 

6 ,  

5 - 
4 - 
3 - 

Fimire K IO : Variations du taux d'erezcr & classification en fonction du pas de discrétisaâion R 

/'\ 
A 

/ \ / 
/ -.-. ACDP 

-- / ------,/ \ - J  - ADMP -- ASNP 
........ AONP 

a - Résultats pour l'ewemple 1. 
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Taux d'erreur (8) 
4 

-.- ACDP 
- ADMP 

6 .  -- 
5. 

ASNP 
A ...... AONP 

(b) 

Fipre KI0 : VmM&.ons du taux d'erreur de classificcatin en fonction dupas de discre'tisation R (suite). 

b - Résulta pour l'exemple 2. 

1. 

Ces graphes montrent clairement que les résultats des techniques ADMP et 

ACDP sont très sensibles aux variations du pas de discrétisation R. En effet, pour deux 

valeurs de R distinctes, il peut exister plus de 2 % d'écart entre les taux d'erreur 

résultants. En ce qui concerne la technique ASNP, l'importance des variations du taux 

d'erreur dépend de la forme de l'échantillon. En effet, les r6sultats de cette technique 

sont relativement peu sensibles il l'ajustement de R dans le cas de l'exemple 1, mais très 

sensibles dans le cas de l'exemple 2. Enfin, la méthode AONP donne des résultats 

constants, indépendamment de la valeur du pas R et ceci pour i'exemple 1 comme pour 

l'exemple 2. 

Par conséquent, si nous nous basons sur ce seul crit&re, nous opterons pour la 

méthode AONP. Nous allons maintenant voir s'il est nécessaire de nuancer ces résultats 

au regard des temps d'exécution. 

Pas de 
~ % % ' 2 k & 2 d 3 1 ~ 3 ~ & 3 5 3 6 3 ? % ~ & *  dis-tisation R 
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V.5.2. Com~araison en t e m ~ s  d'exécution, 

Un deuxième critère permettant d'évaluer ces méthodes est celui des temps 

d'exécution. Nous avons donc mesuré, pour tous les pas de discrétisation de la plage de 

stabilité, les temps d'exécution de la classification de l'échantillon avec chacune des 

quatre techniques. Le graphe de la figure V.1l.a présente les temps de calculs 

nécessaires il la classification des observations de i'exemple 1, tandis que le graphe 

présenté figure en V.1l.b illustre ces temps dans le cas de l'exemple 2. 

Temps d'exécution (s) 

-. -. ACDP 

I ADMP 

............... .......... .......... 
.__..-*-.. 

..... 
- - - -- 

--. ASNP 
....... .............. ........ 5 AONP 

\ -----------/--- - 4 
/ 

. -1 - . - . - . - . - . - . - . - . - . - . -  

Pas de 
1 

l 1 I I I l 1 I I I I l b 
1 6 1 7 1 8 i 9 2 û 2 1 2 2 2 3 % Z % Z  discrbtisation R 

Temps d'exécution (s) 

-. - ACDP 

I - . - . - . - . - . - . - . - - -1 - . - - - . - . - . - . - . - . - . - . - . - . -  

Pas de 
I I I I I I b 

25 a6 28 29 3 31 32 33 3 35 36 37 38 39 40 discrbtis&ionR 

10 - 

(b) 
Firmre K 11 : VmMatiation du temps d'aécution des dirféraites métlzodes de ~Iassification en fonction du pas de 

discrétisation R 
a - Résultats pour Z'eremple 1. 
b - Résultats pour I'exentple 2. 

- ADMP 
-- ASNP 
....... AONP 
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Ces graphes illustrent bien le fait que la technique ACDP est la plus rapide et 

que la méthode AONP est la plus lente. De plus, comme la méthode ACDP est basée 

sur l'affectation des observations à la classe associée au centre de gravité du domaine 

modal le plus proche, le temps de calcul, pour un échantillon donné, reste insensible aux 

variations du pas de discrétisation. Par contre, les trois autres techniques (ADMP, 

ASNP et AONP) étant basées sur l'assignation des observations au domaine modal ou 

au noyau le plus proche, le temps d'exécution de chacune de ces techniques dépend soit 

du nombre de points constituant les domaines modaux (ou les frontières modales), soit 

du nombre de prototypes constituant les noyaux. 

Malgré ces légères différences de temps d'exécution, aucune des méthodes de 

classification ne conduit à des volumes de calcul prohibitifs, de telle sorte que le critère 

"temps d'exécution" n'est pas déterminant pour le choix d'une méthode particulière. 

V.53. comparaison par rapport à la méthode de détection. 

Nous allons maintenant examiner comment varient les taux d'erreur de 

classification en fonction de la méthode de détection des modes utilisée. Pour cela, nous 

avons, pour les deux exemples, réalisé la classification des observations par les quatre 

techniques, pour les quatre méthodes d'extraction des modes. La codification des 

méthodes d'extraction utilisée sur la figure V.12 est celle que nous avons déjà explicitée 

dans la table T4.1 du chapitre IV. Ces graphes indiquent les valeurs moyenne des taux 

d'erreur de classification obtenues pour chacune des techniques de classification dans 

l'intervalle de stabilité. Nous avons choisi de ne représenter que la valeur moyenne pour 

minimiser l'effet des variations du taux d'erreur en fonction de la valeur du pas de 

discrétisation. 

Sur les deux graphiques, on peut remarquer que c'est la technique de 

classification AONP qui fournit le taux d'erreur le plus constant et le plus faible en 

valeur moyenne. De plus, on peut voir que les performances des quatre techniques de 
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classification se classent de la même manière au regard du taux d'erreur obtenu, et ce, 

quelle que soit la méthode de détection utilisée. 

Taux d'erreur (5%) 

t "Oyen 

Méthodes de 
Classification 

11 - 
10 - 
9 - 
8 ,  
7 - 
6 - 
5 - 
4 - 
3 - 
2 - 
1 - 

0 ACDP 
A ADMP 
0 ASNP 
rn AONP 

....... ... .. o................. 0 .  0 

. . . . . .o.... . . . . . . . . . . . . . . . .  0 .................................... 

a-. .... -. -.. - .. .......... O-.-.. " --....O 

..................".*....................m.................. ... 8 

Méthodes de détection 

Méthodes de 
Taux d'erreur (%) classification 

Moyen 
O ACDP 

........ .... p................ ..-.""" .:::::O:::: ........ .... A ADMP 
.-. 0 ASNP 

$ rn AONP 

DMEU FMEU CVEM CMEM des modes 

Fimrre K 12 : Vananations de la valeur moyenne du taux d'erreur en fonction de la rnétlzode d'extraction des 
modes morpl~ologiques utilisée. 

1 - 

a - Résultats pour I'eremple 1. 
b - Résultats pour I'eremple 2. 

Méthodes de détection 
DMEU FMEU CVEM CMEM des modes 



V.5.4. Réca~itulatif des résultats obtenus Dour les exem~les 1 et 2. 

Dans ce mémoire, nous présentons quatre méthodes de détection des modes 

ainsi que quatre techniques de classification. Nous avons illustré nos propos à l'aide de 

deux exemples distincts. Les plages de stabilité obtenues par les différentes méthodes de 

détection ainsi que les taux d'erreurs obtenus par les techniques de classification sont 

réunis dans la figure V.13 pour l'exemple 1 et dans la figure V.14 pour l'exemple 2. 

On constate la cohérence des résultats qui mettent en évidence l'incidence des 

mkthodes de classification et les performances comparables des quatre méthodes de 

détection des modes. 

De plus, l'analyse des résultats montre que la qualité de la classification est 

d'autant plus difficile à assurer que les classes s'éloignent de la forme sphérique. 
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V.6. CONCLUSION. 

Dans ce chapitre, nous venons de présenter quatre techniques de classification, 

basées sur l'affectation de chaque observation A une classe donnée après détermination 

des domaines modaux par extraction morphologique. En nous appuyant sur deux 

exemples dont les observations définissent des classes de formes différentes, nous avons 

montré que les techniques ACDP et ADMP basées sur l'assignation des observations au 

domaine modal le plus proche permettaient d'obtenir des résultats satisfaisants dans le 

cas de classes de formes sphériques mais assez médiocres dans le cas de classes de 

formes quelconques. Par ailleurs, les résultats de la technique ASNP sont meilleurs dans 

le cas d'échantillons de formes non sphériques que dans le cas d'échantillons de formes 

sphériques. 

La technique ASNP qui assigne de manière ordonnée chacune des observations 

au noyau le plus proche en réactualisant les noyaux à chaque nouvelle affectation, est la 

moins sensible aux variations du pas de discrétisation. De plus, le taux d'erreur résultant 

de la classification par cette technique ASNP est quasiment indépendant de la méthode 

de détection des modes employée. C'est pourquoi nous préconisons l'utilisation de cette 

technique bien que ce soit la plus lente, le but de l'analyse de données n'étant pas de 

fournir le résultat de la classification le plus rapidement possible mais le plus justement 

possible. 



VI - RESULTATS EXPERIMENTAUX. 
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1 RESULTATS EXPERIMENTAUX. 1 

VI.1. INTRODUCTION. 

Afin de montrer l'intérêt de l'approche morphologique dans le domaine de la 

classification automatique, nous considérons maintenant quelques exemples de données 

générés artificiellement. La simulation d'exemples bidimensionnels et 

miltidimensionnels a pour but de faciliter l'analyse des resultats obtenus, le nombre de 

classes à mettre en évidence ainsi que leurs caractéristiques statistiques étant 

parfaitement connus. 

De plus, afin de préciser les domaines de validité de cette méthodologie 

morphologique, nous allons comparer les résultats de cette approche à l'aide de deux 

méthodes classiques en analyse de données, à savoir les procédures dites "ISODATA" et 

"des K-MEANS" dont nous raqpelons succintement les principes généraux. 

VI.2. PRESENTATION GENERALE DE DEUX METHODES 

CLASSIOUES EN ANALYSE DE DONNEES. 

VI.2.1. L'algrithme Isodata. 

Le terme Isodata est le résultat de la contraction de "&rative &If-Qrganizing 

Data balysis -chniques A, la derni(?re lettre A ayant pour but de faciliter la - 

prononciation du terme ISODATA [BAL - 671. 

La méthode Isodata entre dans le cadre d'un ensemble de techniques métriques 

de partitions dites adaptatives. Dans l'ensemble de ces méthodes, on commence par 



choisir arbitrairement K représentants RI, R2, ..., Rk, ..., RK de K classes Cl, C2, ..., Ck, 

..., CK défiissant une représentation R et une partition C telles que : 

Chacune des observations à classer est assignée à i'une des classes Ck selon une 

mesure de similarité entre chaque représentant Rk et i'observation considérée. La 

partition C ainsi obtenue est utilisée pour redéfinir une nouvelle représentation R [DID 

- 821. 

Ce processus itératif, qui inclut les deux phases de définition de la partition C et 

la réactualisation de la représentation R, prend fin lorsqu'un critère mesurant 

l'adéquation de la représentation R à la partition C est optimisé. 

Dans la méthode Isodata que nous présentons dans ce paragraphe, le 

représentant de chaque classe Ck est défini par son centre Tk, et la mesure de similarité 

utilisée est la distance euclidienne de chacune des observations aux différents centres 
- 
Yk> k = 1, 2, ..., K. L'algorithme général de cette technique peut être résumé en six 

points principaux : 

1 - Choisir arbitrairement le nombre K de classes, ainsi que les centres vk de 

ces K classes, k = 1,2, ..., K. 

2 - Assigner chaque observation à la classe associée au centre le plus proche au 

sens de la distance euclidienne. 

3 - Si une classe ne contient pas suffisamment d'observations, la supprimer, 

aller en 2. 

4 - Recalculer les centres Fk des classes Ck compte tenu de la nouvelle 

partition définie en 2. 

5 - Calculer la norme de la matrice de covariance de chaque classe et le 
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comparer à la valeur autorisée. Si la norme de la matrice de covariance 

d'une classe Ck est trop grand et que la distance moyenne des observations 

de cette classe il son centre vk est supérieure 5 la valeur moyenne des 

distances des observations des différentes classes à leurs centres respectifs, 

scinder la classe Ck considérée en deux classes distinctes et aller en 2. 

6 - Calculer toutes les distances séparant les différents centres les uns des 

autres. Si certaines de ces distances sont plus faibles que la distance 

minimum autorisée séparant deux centres, regrouper les deux classes 

considérées en une seule, et aller en 2. 

Cet algorithme, que nous venons de décrire dans sa version de base, nécessite la 

spécification de nombreux paramètres tels que le nombre de classes, les valeurs des 

différents seuils de scission et de regroupement, les coordonnées des différents centres 

initiaux. Les performances de cette procédure dépendent fortement des valeurs de ces 

paramètres prédéfinies par l'opérateur. C'est pourquoi de nombreux auteurs ont 

cherché à minimiser le nombre de paramètres nécessaires à la mise en oeuvre de cet 

algorithme en exploitant des informations pouvant être extraites des observations elles- 

mêmes [FOR - 741 [DAV - 791 [TOU - 791. 

En ce qui nous concerne, nous avons utilisé cette technique dans une version 

simplifiée, le but de cette utilisation n'étant pas de scinder les classes ni de les regrouper 

mais seulement d'obtenir une partition C de l'échantillon en différentes classes afin de 

fournir une base d'évaluation universellement reconnue pour analyser les résultats 

obtenus par l'approche morphologique. 

Nous avons donc donné au paramètre K la valeur correspondant au nombre 

exact de classes constituant chacun des échantillons soumis à l'analyse. Les K centres 

ont également été placés très près des véritables centres des classes. Nous verrons que, 

même dans ces conditions privilégiées, les résultats obtenus par cette technique peuvent 

être moins bons que ceux résultant de l'approche morphologique. 
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La version simplifiée de l'algorithme Isodata que nous avons utilisée peut être 

résumée de la façon suivante : 

1 - Donner le nombre réel K de classes constituant l'échantillon et indiquer K 

centres vk proches de ceux des K classes, k = 1 , 2  ..., K. 

2 - Classer les observations de l'échantillon en les assignant à la classe associée 

au centre le plus proche. 

3 - Recalculer les centres vk des classes Ck compte tenu de la nouvelle 

partition définie en 2. 

4 - Si l'un des centres a changé, aller en 2, sinon arrêter. 

VI.2.2. L'algorithme des K-Means. 

La deuxième technique que nous avons utilisée pour évaluer les différents 

résultats de l'approche morphologique est également une technique métrique de 

partionnement adaptatif basée sur l'optimisation de l'adéquation d'une représentation R 

à une partition C composée de K classes. 

Dans cette technique dite des K-Means qui est aussi connue sous le nom de 

procédure de minimisation de l'erreur quadratique [DUD - 731, la représentation Rk de 

chaque classe Ck est définie par son centre yk, et la mesure de similarité retenue est la 

distance euclidienne d(Yq, yd de chacune des observations Yp de l'échantillon aux 

différents centres yk Ainsi, chaque coordonnée i du centre Vk des QI observations de la 

classe Ck est définie par : .. 

Le critère à optimiser est défini par : 

La partition C* qui optimise ce critère est définie par : 

J ( C * )  = m i n  J (C) . 
C 
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L'algorithme général de la méthode que nous avons utilisée est la suivante : 

1 - Donner le nombre réel K de classes, ainsi qu'une partition C des Q 

observations de l'échantillon en K classes. 

2 - Calculer J(C), et vh k = 1'2, ..., K. 

3 - Pour chaque observation Yq affectée initialement A la classe Ci, q variant de 

1 à Q. faire : 

* Calculer dk(Yq), v k = 1 , 2  ..., K. 

* Affecter Yq L la classe Cs telle que : 

ds(Yq) dk(Yq), V k = l,2, ..., K. 

* Calculer Fi et Ys. 

* Calculer J(C) = J(C) - di(Yq) + ds(Yq) 

Fin~our. 

4 - Si J(C) a changé durant la phase 3 retour au 3, sinon arrêter. 

Dans cet algorithme, les fonctions de décision dk permettant l'assignation des 

observations aux différentes classes sont définies par : 

Nous avons également utilisé cet algorithme dans cette version de base, son 

exploitation se limitant A la comparaison de la partition obtenue C avec celle définie par 

la technique morphologique. 

VI.3. EXEMPLE BIDIMENSIONNEL COMPOSE DE TROIS CLASSES 

NORMALES NON SPHERIQUES. 

Les données utilisées dans ce premier exemple sont des observations issues de 
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trois classes normales non sphdriques et non equiprobables dont les param8tres 

statistiques ainsi que le nombre d'observations par classe sont prdcisés dans la table 

T6.1. La figure VI.1 presente i'dchantillon tel qu'il a dtC simule (exemple VI.1.a). 

NOMBRE 
D'OBSERVATIONS 

POPULATION 1 

VECTEUR 
MOYENNE 

POPULATION 2 

Table T6.1: Paramètres staîiiîiques & l'exemple 1i1.1. 
(Parantélres recaiculés apds gé~t&ration des donnkes) 

MATRICE 
DE COVARLWCE 

350 

POPULATION 3 

Fimre V7.1: Représentation grapltique de l'échantillon de l'eremple 1i1.l.a 

300 

Nous avons, pour cet exemple, déterminé les différents modes morphologiques 

0.0277 

0.0073 

250 

9.1639 0.0717 

0.0717 1.4571 

7.0393 

5.91 15 

1.9541 0.0670 

0.0670 5.7348 

-0.071 1 

6.0252 

2.677 1 -0.0052 

-0.0052 3.5 141 
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obtenus par chacune des quatre méthodes d'extraction morphologique. La figure VI.2 

présente l'ensemble discret ainsi que les domaines modaux déterminés par la méthode 

DMEU, le pas retenu étant situé au milieu de la plage de stabilité. 

Figure VI.2 : Détermination des domaitzes rnodarupar la méthode DMEUpour l'aetntple VI.1.a. 

a - Ense~izble discret (R = 40). 
b - Les trois dot~taittes inoda l~  
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La figure VI3 presente l'ensemble discret ainsi que les frontières modales 

déterminées par la méthode FMEU, la figure VI.4 présente l'ensemble discret et les 

domaines modaux obtenus par la méthode CVEM, tandis que la technique CMEM est 

illustrée en fîgure VIS. 

a - Ensemble discret (R = 41). 
b - Les fio~ztières modales. 

(a) 

1 

12.99 

7.30 - 

1.60 - 

-4.09 - 

(b) 

Détemination des frontières modales par la méthode FMEU pour I'acenlple 

.................... 

... .... ....... . . . . . .  - .. . . . .  . . .  .... 

'i I I 

-8.74 -2.19 4.36 10.90 



Figure V7.4 : Détennitzation des domaï3tes modaux par la métlzode CTIEMpour l'erenzple Vl.1.a- 

a - Ensentble discret (R = 59). 
b -Les trois dontaitzes modaux 
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F i m  W.5 : Dt!teminahahon des domailtes modaux par la méthode CMEMpour l'exemple W.1.a. 

a - Ensemble discret (R = 37). 
b - Les @ois domaines modaruc 

Après recherche de l'intervaile de stabilité du nombre de modes détectés pour 

chacune des quatre méthodes de détection des modes morphologiques, nous avons, pour 

chaque valeur du pas de discrétisation R de l'intervaile de stabilité, déterminé les 

domaines modaux ou leurs frontières. Nous avons ensuite effectué la classification des 



observations de cet échantillon à l'aide des quatre méthodes de classification présentées 

dans le chapitre V à partir de ces différents domaines. Nous avons enfin calculé la 

valeur moyenne des taux d'erreur obtenus par chacune de ces méthodes sur la plage de 

stabilité. Le récapitulatif des divers résultats de cette approche morphologique est 

présenté en figure VI.6. 

La technique de classification AONP est, une fois de plus, celle qui donne les 

résultats les plus stables vis à vis du pas de discrétisation, quelle que soit la méthode de 

détection des modes utilisée pour déterminer les domaines modaux ou leurs frontières. 

C'est pourquoi nous n'avons comparé les résultats des méthodes Isodata et K-means 

qu'à ceux obtenus à l'aide de cette technique de classification AONP. 

La figure VI.7 présente, d'une part l'appartenance des observations aux 

différentes classes générées (cf. figure VI.7.a)' et d'autre part les observations classées 

par la technique Isodata (cf. figure VI.7.b), par la technique des K-means (cf. figure 

VI.7.c) et par la technique morphologique composée de la méthode de détection des 

modes CVEM et de la technique de classification AONP (cf. figure VI.7.d). Le choix de 

la technique d'extraction des modes n'est pas déterminant, puisque le même taux 

d'erreur est en fait obtenu avec les quatre méthodes. 

La table T6.2 reflète les différents taux d'erreur obtenus par ces trois 

techniques, qui sont à rapprocher du taux optimal de 3,04 % défini par la règle de 

Bayes. De plus, cette table présente les différentes matrices de confusion ainsi que les 

paramètres statistiques des groupements obtenus par chacune des trois techniques. 

La différence d'assignation des observations entre les deux techniques 

classiques et la méthode morphologique CVEM + AONP concerne essentiellement les 

observations situées à la frontière des classes schématisées par des '+' et des ' O  ' sur la 

figure VI.7. Cette différence s'explique par le principe même de l'approche 

morphologique, telle que nous la présentons dans ce mémoire, qui est de renforcer les 

vallées. Une fois les vallées creusées, les observations situées de part et d'autre de 

chaque vallée sont assignées différemment comme le montre la figure VI.7.d. 





Fimire W. 7 : Résultats de la classification des obse?vatratrons de l'exemple W. 1.a. 

a -Appartenance des observations de l'exemple m. 1.a 
b - Rhltats de la classificafio~t des observations par la teclinique Isodata. 
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Figure M.7: Résultats de la classificatio~z des observations de I'mmpie VI.1.a (suite). 

c - Résultats de la chsification des observations par la technique K-Means. 
d - Résultats de la classification des observations par la technique morphologrogrque 

(CVEM + AONP). 



Table T6.2 : Valeitrs desparant2tres statistiqttes de la dislribtttioit bidi~itet~sio~titclle de l'excntple W.1.a. et 

paramdtres statistiques des classes obterti~cs par les tecltitiqi~es Isodata, K-Meuns et ( C m M  + AONP). 

r 

Population 1 

Population 2 

Population 3 

Taux d'erreur 

Matrices 
de  

Confusion 

Donndes g6n6rdes 

Nombre 

d'observations 

350 

300 

W )  

Rdsultats d91sodata 

Vecteur 

moyenne 

0.0217 

0.0073 

7.0393 

5.91 15 

-0.0711 

6.0252 

Nombre 

d'observitlona 

353 

310 

237 

Matrice de 

covariance 

9.1639 0.0717 

0.0717 1.4571 

1.9541 0.0670 

0.0670 5.7348 

26771 -0.0052 

-0.0052 3.5141 

Rdsultats de K-Means 

3.33 1 

338 2 13 

11 297 2 

1 1 235 

Vecteur 

moyenne 

-0.1579 

0.0659 

7.0314 

5.7220 

-0.0854 

6.2667 

Nombre 

d'observations 

349 

3 15 

236 

Résultats Morphologiques 

Matrice de 

covariance 

7.9446 0.0966 

0.0966 1..5294 

1.9059 0.1181 

0.1 181 6.6053 

25213 0.0339 

0.0339 26252 

Nombre 

d'okenatiana 

380 

288 

232 

3.66 % 

335 1 13 

14 298 3 

1 1 234 

Vecteur 

moyenne 

-02174 

0.0576 
-- 

6.9945 

5.6580 

-0.1002 

6.2709 

Mitrice de 

covariance 

7.7152 0.0641 

0.06~1 1.5277 

1.9753 02328 

02328 6.8200 

24802 0.0488 

0.0488 26321 

4.77 % 

349 19 12 

O 279 9 

1 2 229 

Vecteur 

moyane 

035% 

0.1005 

6.9788 

6ZW 

4.1840 

62761 

Mitrice de 

covariance 

10.623 03589 

0.3589 15070 

22709 0.0748 

0.0748 4.3064 

23934 0.1658 

0.1658 2,6392 
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Nous avons cherché à rapprocher les classes les unes des autres afin 

d'augmenter leur chevauchement pour définir les limites de la méthode morphologique 

proposée. Lorsque les données générées (cf. figure VI.8) sont définies par les différents 

paramètres de la table T6.3, les résultats de la classification des observations de 

l'échantillon par les techniques Isodata, K-means et (CVEM + AONP) sont ceux 

présentés en figure VI.9. 

Dans la table T63 figurent également les caractéristiques des groupements 

obtenus par l'ensemble des trois techniques Isodata, K-means et (CVEM + AONP). 

Cette table contient aussi les matrices de confusion ainsi que les différents taux d'erreur 

relatifs à chacune de ces trois techniques. Précisons que ces taux d'erreur sont à 

rapprocher du taux optimal de 4,47 % fourni par la règle de Bayes. 

On peut remarquer que l'approche morphologique donne des résultats plus 

proches de ceux obtenus par les deux autres techniques que dans le cas de l'exemple 

VI.1.a. 



Table T6.3 : Valeurs desparamktres statistiqttes de la distribtttio~l bidinie~isiorznelle de I'euentple M.1.b et 

paramétres statistiques des classes obtenues par les techniques Isodata, K-Means et ( W M  + AONP). 

Population 1 

- 

Population 2 

Population 3 

Taux d'erreur 

Matrices 
do  

Confusion 

RBsultats Morphologiques 

Nombn 

d'obervitianr 

381 

289 

230 

Résultats de K-Means 

Nombre 

d'obsenatloni 

354 

3 17 

229 

5.66 % 

347 19 15 

O 278 11 

3 3 224 

Vecteur 

moyenne 

03175 

0.0932 

6.4976 

6.1984 

03473 

5.7846 

Données g6nérées 

hiuice de 

eovidance 

10352 0.2743 

02743 1.4877 

211% 0.0691 

0.0691 43824 

22330 -0.0171 

-0.0171 25582 

5.55 % 

333 3 18 

16 293 8 

1 4 224 

Vecteur 

moyenne 

-0.2177 

0.0812 

6.5150 

5.6526 

0.3952 

5.8370 

Nombre 

d'observations 

350 

300 

250 

Rtsultats d'Isodata 

hinuice de 

covidincr 

7.6965 0.0445 

0.0445 1.5816 

1.9081 0.llûû 

0.1 108 6.8368 

23389 -0.05% 

-0.05% 24643 

Nombre 

d'obeervationr 

363 

3 12 

225 

Vecteur 

moyenne 

0.0277 

0.0073 

6.5393 

5.9115 

0.4288 

5.525 

5.88 % 

336 5 22 

13 291 8 

1 4 220 

Vecteur 

moyenne 

-0.1300 

0.1168 

6.5352 

5.7368 

0.3862 

5.8890 

hinuice de 

covidance 

9.1639 0.0717 

0.0717 1.4571 

1.9541 0.0670 

0.0670 5.7348 

26771 -0.0052 

-0.0052 3.5141 

Macrice de 

covadince 

7.8349 0.0960 

0.0960 1.6338 

1.9105 0.0080 

0.0080 6,4937 

2.3667 -0,0332 

-0.0332 23530 



Fimtre W.9 : Résrtltats de la class$catiorrl des obse~atl~o~w de l'exemple KT.1.b. 

a - Appartetratrce des observatio~rs de I'excr?tple W.1.b. 
b - Résliltats de la classifcatiorr des obsen7ationspar la tecllnique Isodata. 



- Chapitre VI - 

Fimre W.9 : Résultats de la classification des obsen~ations de l'exemple VI.1.b (suite). 

c - Résultats de la classification des observations par la technique K-Means. 
d - Résultats de la classification des observations&r la techni&e nzorpl~ologique 

( C E M  + AONP). 



Lorsque les classes sont encore plus proches (6. figure VI.lO), les vallées sont 

alors si peu marquées que la méthode de détection des modes FMEU ne permet plus 

d'individualiser les différents modes morphologiques de manière stable. Par contre, les 

résultats morphologiques obtenus à partir des modes extraits par les methodes CVEM, 

CMEM ou DMEU sont, dans cet exemple, supérieurs à ceux fournis par les techniques 

M a t a  et K-Means (cf. table T6.4). Le taux d'erreur défini par la règle optimale de 

Bayes est de 5,58 %. Ce taux fournit, comme pour les résultats précédents, une valeur de 

référence qui permet d'évaluer les résultats obtenus. L'appartenance des observations 

aux différentes classes en présence ainsi que les observations classées par chacune des 

trois techniques d'évaluation sont présentées en figure VI.11. 

Fimtre W.10 : Représentatio~z graplzique des obse~ations de l'exemple W.1.c. 



Table T6.4 : Valeurs desparantètrcs statisriqt~es de la distribtltion bidirttertsionrtcllele de l'cxentplc W.l.c, el 

parantdtres statistiqt~es des classes oobtcrtiles par les tccltrtiques Isodata, K-Mearts et ( W M  + AONP). 

Population 1 

Population 2 

Population 3 

Taux d'erreur 

Matrices 
d e  

Confusion 

Donntes gCntrCes 

Nombn 

d'observations 

350 

300 

W )  

Vecteur 

moyenne 

0.0277 

0.0073 

6.0393 

4.91 15 

-0.0711 

5.5252 

RCsultats d'Isodata khuitats  Morphologiques 

Matrice de 

cova~iince 

9.1639 0.0717 

0.0717 1.4571 

1.9541 0.0670 

0.0670 5.7348 

26771 -0.0052 

4.0052 3.5141 

RBsultats de K-Means 

Nombre 

d ' o k n a t i w  

329 

342 

229 

Matrice de 

covariance 

6.1922 0.0512 

0.0512 1.6932 

1.9552 0.2907 

0,2907 7,1044 

2.4129 0.1313 

0.1313 23654 

Nombre 

d'observations 

338 

j38 

224 

Nombn 

d'observation8 

338 

338 

224 

8.44 % 

3 12 3 23 

37 293 8 

1 4 219 

Vecteur 

moyenne 

4.55 11 

0.1110 

59600 

4,4009 

4.1093 

5.9476 

7.55 % 

3 13 1 15 

36 295 11 

1 4 2% 

Vecteur 

moyenne 

4.5906 

0 . W  

5.9388 

43650 

-0.1442 

5.8205 

8.44 % 

3 12 3 23 

37 293 8 

1 4 219 

Mitrice de 

covadance 

6.1299 02742 

02742 15330 

1.9897 02484 

O M  7,6838 

23031 0.0633 

0.0633 2,4823 

Vecteur 

moyenne 

4.5511 

0.1110 

5.9(i00 

4.409 

-0.1093 

5,9476 

hinidcc de 

covadince 

6.1922 0.0512 

0.0512 1.6932 

1.9552 02907 

02907 7.1044 

24129 0.1313 

0.1313 2.3654 



- Chapitre i4 - - Résultats qéritnentaux - 

Fimcre V7.11 : Résultats de la classifica~on des obsewatio~ts de l'exemple V7.l.c. 

a -Appartenance des obsetvatio~zs & i'erentple V7.1.c 
b - Résultats de la classifiado~z des obsen~atiom par la teclt~tique Isodata. 



Fipure VI. 11 : Résultats & la classif'iatiott des obsewahatrons de l'eremple VI.1.c (suite). 

c - Résultats de la classificaiiahott des observatlatlotts par la ted~nique K-Meutas. 
d - Résultats de la ~Iassificatioit des observations par la tecltnique morpltologique 
( m M  + AONP). 



- Chapitre K' - - Résultats qérimentaux - 

VI.4. EXEMPLE BIDIMENSIONNEL COMPOSE DE TROIS CLASSES 

NON SPHERIQUES NON NORMALES. 

L'ensemble des données bidimensionnelles considéré dans ce deuxième 

exemple est constitué d'une classe sphérique et de deux classes en forme de croissants 

(cf. figure VI.12). 

La première population est constituée de 250 observations normales dont les 

paramètres statistiques sont définis par : 

Les deuxième et troisième populations sont composées de 450 observations 

chacune. Les attributs yl, y2 décrivant ces observations sont définis par : 

où 8 est une variable aléatoire normale de moyenne m et de variance s, et où B1 et B2 

sont des variables aléatoires normales de moyennes p et de variance a. Les valeurs de 

ces différents paramètres sont détaillées dans la table T6.5. 

Table T6.5 : Parantètres statistiques des populafions 2 et 3 de I'eremple V1.2. 



- Chapitre Ki 

Fimrre M. 12 : Représentation graphique des obsetvaii-ons de l'mmple W.2. 

La recherche des domaines modaux par les différentes méthodes d'extraction 

des modes a abouti aux résultats présentés en figure VI.13 pour les méthodes DMEU, 

FMEU, et CMEM et en figure VI.14 pour la méthode CVEM. Notons que la forme 

géométrique des différents domaines obtenus reflètent correctement la forme des 

classes constituant l'échantillon analysé. 

Après détermination des domaines modaux par la technique CVEM, nous 

avons effectué la classification des observations de l'échantillon par les techniques 

Isodata, K-Means et AONP (cf. figure VI.15). Ces résultats montrent bien l'intérêt de 

rapproche morphologique dans ce cas de f i p e .  En effet, les deux techniques classiques 

Isodata et K-Means ne prement pas en compte la forme géométrique des classes. Les 

observations situées aux extrémités des classes en forme de croissants ont tendance à 

étre assignées à la classe sphérique gaussieme centrale schématisCe par des '+' (cf. 
figure VLl5.b et VL15.c). Par contre, comme l'approche morphologique prend en 

considération ces différentes formes, l'assignation est plus correcte (cf. figure VI.15.d). 

Les résultats numériques relatifs aux différentes classifications obtenues sont 

fournis dans la table T6.6 par l'intermédiaire des matrices de confusion et des différents 

taux d'erreur. 



- Chapitre V;I - - Résultats exptti~nentaux - 

Fiercre a 1 3  : Détenninatiott des doittaiizes nto&ux de I'eremple V7.2. 

-r 

- 

- 

a - Eiiseitible disuet (R = 37). 
b - Doittaiiies iliodaru: détenniiiés par la ntéthode DAIEU. 

. . . .  ..... . . . . . . . . . . .  . . . . . . . . . . .  . . . . . . . . .  ........ ....... ...... - .  ....... 
S . . . . . .  . . . a .  

a . . . . . . . .  I..... ..... . . . . . . . . . . . . .  ...... a . . . .  . . . . .  ....... S . . . . . . .  . . m . .  . . . . . . . . . . . . . . .  ....... 
. . . a .  . . . . a . . . . . .  . . . a . .  ...... a . . . . - . . . . .  .... . . . . . . . . . .  .... .... 
. . . a .  m . . . . . . . . . . . .  . . . ... . . . . . . . . . . . . . .  .... .m.. ........... . . . . .  ...... 

S . . . . . .  m . . . . . . . . . .  . . . . . .. 
a . . . .  ..... ..... 

. . . . . a  . . . . . . . . . . . . . . . . .  
..a.. . . . . . . . a . . . .  . . . . . . . . .  ..a. 

m . . . . . .  . . - . . . . . . . .  ...... a . .  . . .... . . 
I . . . . .. . .a.. - . .  . . . . . . . .  . . . . . . . . . . . . . .  ............ . . . . . . . .  



- Cltapitre Ki - 

Fiaire W. 13 : Détennittation des dot?zaitzes mo&u de i'exernple V1.2 (suite). 

c - Frotztières ttzodales déterntitzées par la méthode FMEU. 
d - Dotizaitres nlodaiu détenttitzés par la t7tétlzode CMEM. 



Fiatre W. 14 : L)éfenilirtatiott des dotitaines nrodatu: de l'euemple V7.2. 

a - Ertsetitble discret (R = 51). 
b - Dor71airtes nzodaia défemlinés par la ntéfllode CVEM. 



- Chapitre VI  - - Résultats eipénmerttaux - 

Figire VI.15 : Résultats de la classificatiott des observatiorts de l'exet~tple W.2. 

a - Apparterzartce des obsenlatiorts de I'erentple W.2. 
b - Résultats de la classificatiorz des obsen~atioiu par la teclzrtique Isodata. 



Fimtre W.15 : Résultats de la classification des observations de I'eremple W.2 (suite). 

c - Résultats de la classification des observations par la technique K-Means. 
d - Résultats de la classificatioi~ des obsen>otions&u la technique morphoIogrogrque 

(CVEM + AONP). 



Table T6.6 : Résultats de la classifiction de I'écltantillon de l'eremple 1/1.2par les trois procédures. 

VIS. EXEMPLE MULTIDIMENSIONNEL. 

Résultats Morphologiques 

5.91 1 

250 32 21 

O 411 8 

O 7 421 

Taux d'erreur 

Matrices 
de confusion 

L'échantillon que nous allons étudier maintenant est composé de deux classes 

de 800 observations normales chacune, caractérisées par trois attributs (cf. figure VI. 16). 

Les caractéristiques statistiques de chacune des classes générées sont définies dans la 

table T6.7. 

Fimire V7.16 : Représetztation des obsenlatiotu de I'exetltple VI.3 corttposé de 1600 observations 
tni~ltiditizertsiottneIles. 

Résultats d' Isodata 

1 6.34 96 

246 1 10 62 

2 331 3 

2 9 385 

Résultats de K-Means 

16.69 % 

2A7 104 76 

2 340 3 

1 6 371 



- Chapiîre W - - Résultats expén'mentaux - 

Population 1 

Population 2 

Taux d'erreur 

Matrices de 
confusion 

Table T6.7 : Valeurs des paran~èû-es stafistiques de la distribution multiàimensionnelle de I'erenple W.3 telle 

qu'elle a été sinlulée, paramètres statistiques des classes obtenues par les techniques Isodaia, K-Means et 

(CVEM + AONP). 

Population 1 

Population 2 

Taux d'erreur 

Matrices de 
Confusion 

Donnbes gbnérées 

Vecteur 

Moyenne 

1.0138 

0.9545 

1.9488 

6.0754 

4.0812 

5.0390 

Résultats d'isodata 

Résultats de K-Means 

W c e  

de covariance 

29465 -0.1299 -0.1987 

-0.1299 3.0983 0.1W 

-0.1987 0.1û2 29211 

29723 -0.0390 -0.1523 

-0.0390 1.9843 -0.0090 

-0.1523 -0.0090 3.0858 

Vecteur 

Moyenne 

0.9734 

0.9404 

19389 

6.0904 

4.0855 

5.0433 

Vecteur 

Moyenne 

0.9734 

0.9404 

1.!328!9 

6.0904 

4.0855 

5.0433 

Resultats Morphologiques 

Matrice 

de covariance 

2 .?749 -02119 -0.2761 

-02119 3.0880 0.0507 

-02761 0.0507 28870 

28618 -0~758 -02225 

-0.0758 1.9616 -0.0141 

-02225 -0.0141 3.0441 

Matrice 

de covariance 

2.7749 -02119 -0.2761 

-02119 3.0880 0.0507 

-0~61 0.0507 2 ~ 7 0  

2.8618 -0.0758 -02225 

-0.0758 1.%16 -0.0141 

-02225 -0.0141 3.0441 

Vecteur 

Moyenne 

0.9542 

0.9543 

1.9301 

6.0902 

4.0602 

5.0305 

2-25 % 

780 16 

a) 784 

2.25 9% 

780 16 

a) 784 

Matrice 

de covariance 

2.7228 -02129 -0.2882 

-02139 3.1876 0.0856 

-02882 0.0856 29003 

2.8168 -0.0040 -02û39 

-0.0040 1.9893 0.0341 

-0îû39 0.0341 3.0681 

2.31 8 

778 15 

22 785 



- Chupipe Ki - - Résultats expbri~ttentaur - 

Les différents domaines ou frontières déterminés par chacune des quatre 

techniques d'extraction des modes morphologiques sont présentés sur la figure VI.17 

pour les méthodes DMEU et FMEU, sur la figure VI.18 pour la méthode CVEM et sur 

la figure VI.19 pour la méthode CMEM. 

Fimire w.17 : Détemti~latiotl des modes morphologiqires pur les méthodes DMEU et FMEUpour i'ererilple 
w.3. 

a - Ettsetlible discret (R = 19). 
b - Détennii~atiort des domaines niodailxpar la méthode DMEU. 



- Chapitre M - -Résultats erpérimenroux - 

Fimre M.17 : Détermination des modes morpltologiques par les méthodes DMEU et FMEUpour l'exemple 
W.3 (suite). 

c - Détemination des frontières modalespar la métltode FMEU. 

(a) 

Fimtre W.18 : Déten7tirtan'ort des modes morpltologrogrques par la méthode W p o u r  l'exetrzple W.3. 

a - Ensemble discret (R = 33). 



- Chapitre W - 

Fimrre M.18 : Détemlination des rnodes mophologgques pmhz méthode CKEMpour I'eremple m.3 (suite). 

b - Détenninatiott des domaines modmrxpar la m W &  CVEM. 

* * 

(a) 

Firmre M.19 : Dktenninatiott des rnodes ntorplrolog~ques par la ntéthode CMEMpoitr Z'eie~tlple M.3. 

a - Etisemble discret (R = 25). 



- Chapitre lil - - Résultats expérimentaux - 

Firpre VI. 19 : Détermination des modes mo~ltologiques par la méthode CMEMpour l'txemple V1.3 (suite). 

b - Détemination des domaines ntodauxpar la méthode CMEM. 

Nous avons associé à chacune des quatre méthodes de détection des modes 

morphologiques les quatre techniques de classification du chapitre V. Les résultats 

correspondants sont répertoriés sur la figure VI.20. 

Nous avons également réalisé la classification des observations par les 

techniques Isodata et K-Means. - La .. figure VI.21 présente l'appartenance des 

observations de l'échantillon à analyser (cf. figure VI.2l.a), les résultats de la 

classification des observations par la technique Isodata (cf. figure VI2lb), par la 

technique K-Means (cf. figure VI.2l.c) et par la technique morphologique (DMEU + 
AONP) (cf. figure VI.2l.d). 

La table T6.7 montre que le taux d'erreur obtenu par la méthodologie 

morphologique est assez proche de ceux fournis par les méthodes Isodata et K-Means. 



- Chapitre M - 



Fiare V7.21: Rhtltats de la classificatiorr des obsewafions de l'ae~nple V1.3. 

a - Appaftenartce des observatratro~zs de l'aetnple W.3. 
b - Résctltats de la classification des obsenlations par la tecl~itique Isodata. 



- Résultats erpt?riinecifaux - 

Fimre U.21: Résultats de la classificatiori des obsenfatioiis de i'exemple M.3 (suite). 

c - Résultats de la classifcatiorz des obsenlariotts par la teclznique K-Mearts. 
d - Résultats de la classificatio~z des obsen~arionspar la technique nrotpl~ologique 

(DMEU t AONP). 



- Chapitre I/I - - Résultats t?xpc!timentaux - 

VI.6. CONCLUSION. 

Dans ce chapitre, nous avons présenté les résultats obtenus par la méthodologie 

morphologique que nous proposons dans ce mémoire à l'aide d'exemples 

bidimensionnels et multidimensionnels constitués de classes de formes variées. 

Une comparaison de ces résultats à cew fournis par deux méthodes classiques 

en analyse de données a permis de montrer l'intérêt d'une telle approche, 

essentiellement dans le cas de classes non sphériques. Enfin, dans le cas d'échantillons 

composés de classes sphériques, les résultats obtenus par les techniques classiques 

restent comparables à ceux résultant de l'emploi des techniques morphologiques. 



VI1 - CONCLUSION GENERALE. 



- Chapitre VI1 - Conclusion gdt~érale. 

CONCLUSION GENERALE. l 

Dans ce mémoire, nous avons proposé une nouvelle approche de l'analyse de 

données multidimensionnelles. La méthodologie morphologique que nous avons 

développée a pour but, d'une part, d'extraire les modes morphologiques associés aux 

différentes classes en présence dans l'échantillon soumis à l'analyse, d'autre part, de 

regrouper en classes les observations de l'échantillon analysé à partir de ces modes 

morphologiques. 

Nous avons montré que, dans un contexte non supervisé dans lequel on ne 

dispose d'aucune information a priori sur les données à classer, les outils de la 

morphologie mathématique binaire permettent la détection des modes dans le cas 

d'échantillons constitués de classes de formes et de tailles variées. 

A cet effet, nous avons, dans la deuxième partie de ce mémoire, présenté quatre 

méthodes distinctes d'extraction des modes morphologiques. Les deux premières 

(DMEU et FMEU), basées sur l'utilisation d'un élément structurant unique, sont bien 

adaptées aux classes de formes sphériques, présentant un degré de chevauchement assez 

important. Elles nécessitent néanmoins toutes deux un nombre d'observations d'autant 

plus important que la dimension des données est élevée. Elles seront donc plutôt 

réservées aux données de dimension réduite. 

Les deux autres méthodes que nous avons développées (CVEM et CMEM) sont 

basées sur l'utilisation d'éléments structurants multiples constituant des familles 

structurantes. Ces méthodes sont bien adaptées à la détection de classes de formes non 

sphériques, mais à condition qu'elles présentent un degré de chevauchement plus faible 

que celui autorisé par l'emploi des deux méthodes précédentes. Par contre, elles 



permettent l'analyse d'échantillons de plus petite taille et de dimension plus élevée que 

les méthodes basées sur l'utilisation d'un élément structurant unique. 

Chacune de ces quatre méthodes d'extraction est précédée d'une phase de 

discrétisation de l'espace de représentation des données. Le réseau hypercubique ainsi 

introduit facilite l'utilisation des outils morphologiques binaires. Le seul paramètre à 

ajuster par Ilopérateur durant cette phase d'extraction des modes est le pas de 

discrétisation. Nous avons proposé, dans ce mémoire, un moyen d'ajuster au mieux ce 

paramètre, mais une autre solution consisterait à prendre l'intersection de tous les 

domaines modaux obtenus pour la valeur du nombre de modes la plus fréquente. Par 

ailleurs, cette discrétisation de l'espace de représentation des données avec un pas f i e  

limite la détection correcte des modes morphologiques lorsqu'on se trouve en présence 

de groupements d'observations de densités très différentes. Il serait intéressant 

d'améliorer cette étape de discrétisation de l'espace de représentation des données en 

tenant compte des variations de densité dans la distribution des observations. 

Au cours de cette étape de discrétisation de l'espace de représentation des 

données, nous avons uniquement pris en compte la présence ou l'absence d'au moins 

une observation dans chaque hypercube du réseau d'échantillonnage. Nous avons ainsi 

montré que les outils de la morphologie mathématique binaire pouvaient être 

favorablement adaptés à l'analyse de données, les différents modes morphologiques 

étant facilement individualisés. Ces résultats encourageants nous poussent à croire que 

la prise en compte de la densité l o d e  sous-jacente à la distribution des observations, 

estimée en chaque point d'échantillonnage, ne pourrait que favoriser l'adaptation des 

outils morphologiques multiniveaux à l'analyse de données. 

En ce qui concerne la deuxième phase de cette méthodologie morphologique 

présentée dans la troisième partie de ce mémoire, nous avons analysé quatre techniques 

de classification des observations après extraction des modes morphologiques. Les deux 

dernières techniques sont basées sur le principe classique de la classification par les k 

plus proches voisins. Tous les résultats que nous avons présentés dans ce mémoire 



- Chapitre V I  - Conclusion généra le. 

obtenus par cette technique ont été déterminés par la méthode du 1 plus proche voisin, 

ce qui correspond aux conditions les plus défavorables de l'utilisation de cette méthode. 

Nous avons fait ce choix pour montrer que même dans de telles conditions, les résultats 

sont satisfaisants. 

Comme nous nous sommes situés dans un contexte non supervisé, le seul moyen 

d'évaluer les résultats obtenus par la méthodologie morphologique était de les comparer 

à ceux obtenus par des méthodes bien établies en analyse de données. Une 

confrontation avec les méthodes Isodata et des K-means a montré l'intérêt de 

l'approche morphologique, surtout dans le cas d'échantillons composés de classes non 

sphériques. Dans le cas d'échantillons composés de classes sphériques, nous ne pouvons 

que recommander l'utilisation de ces techniques classiques, qui donnent d'excellents 

résultats difficiles à surpasser. 

Un dernier point important est celui du nombre d'attributs décrivant chacune 

des observations de l'échantillon à analyser. Nous avons précisé, au long de ce mémoire, 

que certaines techniques d'extraction des modes étaient mal adaptées à l'analyse de 

données de dimension très élevée. Dans ce cas, il serait peut-être intéressant de 

diminuer la dimension de l'espace de représentation des données, soit par une 

technique classique d'analyse en composantes principales, soit mettant en oeuvre des 

réseaux neuronaux multicouches avant d'utiliser ces techniques morphologiques. 

Ce travail, ainsi que ses prolongements en cours de développement, montre que 

la détection des modes morphologiques associés aux différentes- classes constitue une 

approche intéressante aux problèmes de la classification automatique non supervisée. 
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