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NOTATIONS UTILISEES 

: Dimension de l'espace de représentation des données. 

: Nombre de classes de l'échantillon. 

: Taille de l'échantillon. 

: Classe q, q=l, 2, ... , Q. 

:Nombre de prototypes associé à la classe q, q=l, 2, ... , Q. 

:Noyau des prototypes associé à la classe q, q=l, 2, ... , Q. 

:Domaine modal associé à la classe q. 

: Fonction de décision associée à la classe Cq. 

:Observation définie dans l'espace euclidien, k=l, 2, ... ,K. 

: i-ème coordonnée de l'obsetvation xk. 

: Fonction discriminante. 

: Vecteur désiré associé à l'obsetvation Xk. 

: Transposé du vecteur poids. 

: Ensemble des réels de dimension N. 

: Ensemble des entiers positifs. 

: Ensemble discrétisé de dimension 2. 

: Vecteur sortie du réseau associé à l'obsetvation X k. 

: Gradient de la fonction de coût J. 

: Vecteur de sortie produit par la couche cachée du réseau à la présentation 

de l'observation xk. . 

: Ensemble discret à valeur binaire 1. 

: Ensemble discret à valeur binaire O. 

: Echantillon d'observations. 

Notations utilisées 
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· Echantillon d'observations réduites 

. Observation définie dans l'espace normalisé 

ok 
: Carré contenant l'observation Y 

: Fonction binaire définie sur ( z+ )
2 

: Point du réseau d'échantillonnage, à valeur binaire 1 ou O. 

: Elément structurant 

: Erosion de Y par S.. 

: Dilatation de Y par S.. 

: Ouverture de Y par S_. 

: Fermeture de Y par S. . 

: Résultat de la translation de Y par S, élément de ~. 

: Configuration locale au point Y dans le domaine délimité par ~. 

: Ensemble des points de ~ à valeur binaire l. 

: Ensemble des points de~ à valeur binaire O. 

:Transformation en tout ou rien. 

: Famille structurante, ensemble d'éléments structurants. 

: Amincissement de Y par la famille structurante S. 

: Epaississement de Y par la famille structurante S. 

: Dilatation de X par ~, conditionnellement à Y. 

: Dilatation conditionnelle jusqu'à idempotence. 

: Union de deux ensembles. 

: Intersection de deux ensembles. 

: Différence symétrique. 

: Appartenance d'un élément à un ensemble. 

: Ensemble vide. 

Notations utilisées 
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CHAPITRE! 

LA CLASSIFICATION AUTOMATIQUE 

1.1. INTRODUCTION 

La classification est une démarche naturelle car, de tout temps, l'homme a cherché à découvrir 

un ordre sous-jacent à la multitude des objets constituant son environnement. Déjà, les grecs de 

Suse avaient essayé d'élaborer un système pour classer les espèces. Mais c'est Aristote qui, le 

premier, a proposé des procédés efficaces pour classer les espèces du monde animal. Il 

commençait par diviser les animaux en deux groupes principaux : les vertébrés et les invertébrés. 

Puis il subdivisait les deux groupes, prenant en compte le fait qu'ils mettaient au monde leurs 

petits vivants ou pondaient des oeufs, et continuait ainsi par dichotomies successives. 

Aujourd'hui, l'analyse des données fournit des outils de compréhension et d'exploitation dont 

les possibilités, décuplées par les traitements informatiques, ont contribué à _ènrichir nos 

connaissances. L'exploitation des outils informatiques donne lieu à l'élaboration· de nouvelles 

méthodes et cette dynamique a touché toutes les branches de l'analyse des données. Parmi elles, 

la classification automatique, dont le but est de découvrir dans une population d'objets la 

présence de classes au sein desquelles se regroupent des objets semblables, a subi une évolution 

La classification automatique 
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tout à fait remarquable. En effet, dans ce domaine où la résolution des problèmes repose sur des 

algorithmes fonnalisés, il est clair que le développement des traitements informatiques a eu une 

influence particulièrement sensible. 

L'utilisation croissante des ordinateurs qui permettent, entre autre, de mettre à la portée de 

l'utilisateur des quantités d'informations très importantes, a entraîné la création de masses de 

données dans de nombreux domaines de l'activité humaine. Les traitements de ces données, en 

posant des problèmes d'un genre tout à fait nouveau, a stimulé l'élaboration de nombreux outils. 

En classification automatique, la combinaison de ces phénomènes a donné naissance, en quelques 

années, à un foisonnement de méthodes. En dépit de leur diversité, on retrouve cependant dans 

toutes ces méthodes la même préoccupation : faire émerger, d'un ensemble de données, une 

structure particulière qui restitue l'essentiel de l'information tout en réduisant la masse de 

données [MAR- 91]. 

En général, dans un problème de classification, les données à analyser sont relatives à des 

objets caractérisés par un ensemble d'attributs qui constituent des observations 

multidimensionnelles. li est corrunode de représenter ces observations par des points dans des 

espaces multidimensionnels, en associant à chacune d'elles un vecteur X appartenant à RN, tel 

que X=[x,,x2 , ••• ,x., ... ,x.,f, où x,,X1 , ... ,x., ... ,x .. sont les N attributs utilisés pour caractériser 

les objets à classer parmi Q classes, notées cq, q=l, 2, ... , Q. 

Les procédures de classification peuvent être schématiquement regroupées en deux grandes 

catégories, selon que l'on dispose ou non de prototypes dont on connaît l'appartenance aux 

différentes classes. Les procédures de classification de la première catégorie sont dites 

supervisées, par opposition à celles de la deuxième catégorie qui sont dites non supervisées. 

L2. CLASSIFICATION SUPERVISEE 

Dans le contexte supervisé, l'objectif poursuivi est de concevoir une machine, ou classifieur, 

capable d'assigner toute observation inconnue qui lui est présentée à une classe parmi Q classes. 

Le classifieur nécessite une phase d'apprentissage avant d'être exploitable. Lors de cette phase 

La classification automatique 
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d'apprentissage, le classifieur divise l'espace de représentation des observations en régions, en 

utilisant les observations prototypes dont l'appartenance aux différentes classes a été 

préalablement déterminée par un superviseur. Chaque région correspond à l'une des Q classes 

possibles. Lors de la phase d'exploitation, pour classer une observation inconnue X', telle que 

xk =[xl_k,x2,k'···,xn,k ···,xN,k] k=l, 2, ... , K, le classifieur identifie la région de l'espace dans 

laquelle elle se trouve et assigne ainsi l'observation à la classe correspondante. Pour assurer de 

bonnes performances à cette stratégie de classement, il est nécessaire que l'ensemble 

d'apprentissage représente fidèlement les populations soumises à l'analyse. 

L'apprentissage supervisé peut être envisagé sous deux aspects différents. 

Le premier consiste à utiliser des informations de type statistique, relatives aux différentes 

classes, obtenues sur la base de l'ensemble d'apprentissage. On parle alors de classement 

statistique. 

La seconde approche ne fait aucune référence aux notions de probabilité et de distribution des 

éléments de chaque classe. Les méthodes non statistiques tombant dans ce cadre sont souvent 

basées sur l'exploitation de la notion de distance pour évaluer les similarités entre les 

observations soumises à l'analyse. ll s'agit alors de méthodes de classement métrique. 

1.2.1. APPROCHE STATISTIQUE 

ll existe deux approches statistiques pour aborder le problème du classement automatique. La 

première consiste à se donner, a priori, la forme des fonctions de densité de probabilité qui 

caractérisent les distributions des observations dans l'espace de représentation des données. n 
reste alors seulement à déterminer un certain nombre de paramètres qui permettent de décrire 

complètement ces fonctions. Cest la technique dite de classement paramétrique. Si, par contre, 

aucune hypothèse n'est formulée quant à la forme des densités de probabilités, lès techniques 

correspondant à cette seconde approche sont regroupées sous le nom de classement non 

paramétrique. 

La classification automatique 
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1.2.1.1. A PPROCIIE I'ARAI\1ETRIQUE 

Nous envisageons maintenant des procédures de classement faisant appel aux caractéristiques 

statistiques de la distribution des observations. La théorie de la décision constitue une approche 

statistique fondamentale des problèmes de classement qui se trouvent posés en tennes 

probabilistes. Elle permet d'effectuer un classement optimal, basé sur la connaissance des 

probabilités a priori et des probabilités conditionnelles associées à chaque classe. Cependant, en 

pratique on ne dispose pas de ces informations. Elles doivent être estimées à partir de l'ensemble 

des prototypes de chaque classe. 

Si on ne possède aucune information sur les observations à classer, on peut supposer qu'elles 

proviennent d'un mélange de fonction de densités de probabilité gaussiennes. Les paramètres à 

estimer sont alors les vecteurs moyennes et les matrices de covariance des distributions associées 

aux différentes classes [DUD - 73]. 

Il faut cependant remarquer que le classement sous une hypothèse paramétrique ne sera 

satisfaisant que dans la mesure où les distributions des observations suivent effectivement des 

lois gaussiennes. Certaines méthodes permettent de s'affranchir de la contrainte constituée par le 

choix a priori d'une forme de densité de probabilité. Elles consistent à estimer les fonctions de 

densité de probabilité de manière explicite à partir des observations de l'ensemble d'apprentissage 

et sont regroupées sous le terme de méthodes non paramétriques 

L2.1.2. APPROCHE NON PARAMETRIQUE 

Si aucune hypothèse restrictive n'est faite quand à la nature des distributions, on est amené à 

utiliser des méthodes non paramétriques, comme la méthode du noyau de Parzen ou celle des k 

plus proches voisins, pour estimer les fonctions de densité de probabilité. Une fois de plus, la 

théorie de la décision permet de trouver les surfaces de séparation entre les différentes classes à 

partir des distributions estimées [DUD - 73]. 

Dans un contexte totalement différent, sans faire référence aux notions de probabilité, d'autres 

méthodes permettent de trouver des surfaces de séparation à partir des observations de l'ensemble 

d'apprentissage. Parmi celles ci, les méthodes métriques constituent une approche très utilisée. 

La classification automatique 
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L2.2. APPROCHE METRIQUE 

Cette approche ne fait aucune référence aux notions de probabilité et de distribution statistique 

des éléments de chaque classe. Pour réaliser un classifieur, on peut supposer que les surfaces de 

séparation sont définies par une équation mathématique dont il s'agit de calculer les coefficients 

pendant la phase d'apprentissage. Beaucoup des surfaces séparatrices peuvent être envisagées, les 

plus simples correspondent au cas linéaire. D'autres surfaces de séparation d'ordre supérieur à 1 

peuvent également être utilisées, par exemple des surfaces quadratiques telles que hypersphères, 

paraboloïdes, ellipsoïdes, etc. Les possibilités sont alors supérieures à celles d'un classifieur 

linéaire, mais le défaut de cette démarche est que le nombre de coefficients à ajuster, dépend 

directement de la dimension de l'espace des observations. Cest la raison pour laquelle on se 

limite souvent à des surfaces de séparation de type hyperplan. Cette démarche est détaillée ci 

après. 

1.2.2.1. CAS DE DEUX CLASSES. 

Considérons un problème à deux classes C
1 

et C
2

• On dispose d'un ensemble d'apprentissage 

de K observations x• k=l, 2, ... , K Chaque observation appartient à l'une des deux classes. La 

sortie du classifie ur doit prendre la valeur + 1 si l'observation qui lui est présentée appartient à la 

classe 1 ou la valeur 0 si l'observation appartient à la classe 2. Les valeurs désirées d., à la sortie 

du classifieur sont donc : 

d"= +1 pour x• E classe 1 

d•= 0 pour x• E classe 2 

Une fonction discriminante linéaire est une application de l'ensemble des observations dans 

l'ensemble des réels. Elle peut s'écrire sous la forme suivante : 

avec 

d(X) = W T X+ w N + l 

La classification automatique 
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T 
W = [ w 1, w 2, __ ., w q, __ ., wN] est appelé vecteur poids. La fonction d(X) a l'inconvénient de 

faire jouer un rôle particulier au paramètre wN+l _ Pour cette raison, on préfère souvent travailler 

avec un vecteur d'observation et un vecteur de poids dits étendus : 

Y =(X, If 

La fonction discriminante d(X) peut s'écrire : 

Dans la suite, on utilisera des vecteurs poids et des vecteurs observations étendus. D'un point 

de vue géométrique, l'apprentissage supervisé consiste à déterminer le vecteur W de telle sorte 

que l'hyperplan d'équation d( Y) = 0 sépare les observations des deux classes (cf. figure. I.l). 

x 

d(X)>O 

0 0 
0 

00 0 0 

d(X)=O 

d(X)<O 

Figure 1.1: Exemple de surface de séparation 

Si on peut trouver un hyperplan d'équation d(X) = 0 tel que : 

d(X) > 0 pour tout X E Classe 1 

d(X) < 0 pour tout X E Classe 2 

d(X) = 0 Classe indéfmie, 

alors les deux classes sont dites linéairement séparables. 

La figure !.2 montre des classes linéairement séparables {a) et des classes non-linéairement 

séparables (b) (c). 

La classification automatique 
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b) 

Figure 12: Séparabilité des classes 
a) classes linéairement séparables 

b) etc) classes non linéairement séparables 

c) 

Plusieurs généralisations directes à plusieurs classes sont accessibles. La généralisation la plus 

simple est présentée au paragraphe suivant. 

1.2.2.2. GENERALISATION AU CAS DE PLUSIEURS CLASSES 

Un problème à Q classes, avec Q > 2, peut être converti en Q(Q- 1)/2 sous problèmes à deux 

classes, en considérant les classes deux à deux. Cela revient à définir· Q(Q - 1)/2 fonctions 

discriminantes linéaires déterminées par di (X)= WiTX . 

La classification automatique 
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d (X)=d (X) 
1 2 

c 
3 

Figure 1.3 :_surfaces de décision dans le cas de plusieurs classes 

La règle de décision est : 

Avec cette règle de décision, l'espace est divisé en Q régions (cf. figure 1.3). A chacune des 

régions est associée une classe C; telle que : 

C, ={x j d,(X) > dj(X); j = 1, ... , Q, j * ï} , i = 1, ... , Q 

Les surfaces de décision qui séparent ces régions sont définies par: 

Plusieurs algorithmes ont été proposés dans la littérature qui permettent de déterminer des 

surfaces de séparation linéaires [DUD - 73 ]. 

L3. CLASSIFICATION NON SUPERVISEE 

Le but de la classification non supervisée est de détecter des groupements, ou classes, au sein 

de la population d'apprentissage sans aucune connaissance a priori sur les donnée$ à classer. En 

effet, il n'est pas toujours possible de disposer d'observations prototypes, représentatives de 

chaque classe. n est donc impossible, dans de tels cas, de procéder à la phase d'apprentissage qui 

La classiftcation automntique 
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Les procédures de classification automatique non supervisées peuvent être schématiquement 

regroupées en deux catégories, selon que toutes les observations disponibles sont prises en 

compte simultanément pour découvrir l'existence de classes ou, qu'au contraire, on s'attache à ne 

considérer que les relations entre les observations et leurs voisines, pour découvrir la structure de 

leur distribution. 

Les procédures de la première catégorie, que nous qualifierons de procédures globales par 

opposition à celles de la deuxième catégorie, que nous qualifierons de locales, sont certainement 

les plus populaires. 

Les méthodes globales prennent en considération l'ensemble des observations disponibles pour 

les séparer en classes, soit par des techniques d'estimation des paramètres, soit par des techniques 

d'optimisation de critères indiquant la qualité de la répartition entre les différentes classes, soit 

encore en faisant appel aux facultés de perception et d'analyse bidimensionnelle du système 

visuel humain. 

A l'opposé, les méthodes locales analysent de manière plus ponctuelle la répartition des 

observations, avec pour objectif de mettre en évidence soit des concentrations locales 

d'observations qui correspondent à des classes, soit des zones circonscrites de l'espace 

relativement vides d'observations qui séparent ces classes. 

L3.1. PROCEDURES LOCALES. 

1.3.1.1. DETECTION DES MODES PAR RECHERCHE DES MAXIMA LOCAUX. 

Dans ce type d'approche, il s'agit d'analyser la fonction de densité sous-jacente à la distribution 

des observations disponibles pour extraire l'information nécessaire à leur classification. On peut 

estimer cette fonction de densité par une méthode non paramétrique [PAR - 62] [LOF - 65] pour 

mettre ses maxima locaux en évidence. 

Dans la plupart des méthodes basées sur l'estimation des fonctions de densité, il est admis que 

chaque maximum local correspond à une concentration locale d'observations et la recherche des 
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classes peut alors être assimilée à la recherche des modes de cette fonction (DEY - 82] [ASS -

89]. 

Les modes peuvent être détectés en remontant les pentes de la fonction de densité de 

probabilité selon la direction de son gradient fKOO - 76] ou en déplaçant progressivement les 

observations jusqu'à ce que chacune d'elles atteigne le voisinage d'un mode de cette fonction 

[BOC - 79]. Une variante de cette approche consiste à calculer directement le gradient à partir 

des observations [FUK- 75a]. 

En adoptant une technique de sériation, Kittler a construit une séquence de points de telle 

sorte que la majorité des points voisins de chaque mode deviennent des éléments successifs de 

cette séquence [KIT- 76]. 

Toutes ces techniques sont connues pour être sensibles aux irrégularités locales des 

distributions des observations, et tendent à générer de nombreux modes parasites, difficiles à 

différencier des véritables modes de la fonction de densité. 

Touzani a développé une technique d'étiquetage probabiliste itératif, ou relaxation, 

directement applicable à la fonction de densité estimée, permettant ainsi de diminuer l'effet de 

ces irrégularités rrou - 88]. 

1.3.1.2. ANALYSE DE LA CONVEXITE. 

Au lieu de considérer les modes comme des_ extrema locaux de la fonction de densité de 

probabilité, C. Vasseur et J.-G. Postaire [VAS - 80] les assimilent à des régions de l'espace où 

cette fonction est concave. Dans cette approche, l'analyse de la convexité de la fonction de 

densité est effectuée en intégrant cette dernière sur des domaines d'observation de taille variable 

{POS - 82b]. Cette analyse améliore considérablement la robustesse de la méthode par rapport 

aux techniques faisant appel aux notions de gradient, mais elle reste encore . sensible aux 

irrégularités de la distribution des données. Des techniques d'étiquetage probabiliste, ou 

relaxation ont également été développées pour améliorer la robustesse de cette approche [OLE -

88]. 
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1.3.1.3. EXTRACTIOi" DES CO l'TOURS DES MODE.'>. 

A. Touzani et J.-G. Postaire considèrent également les modes comme des régions délimitées 

par leurs contours. Après réalisation d'un filtrage médian multidimensionnel de la fonction de 

densité, des opérateurs différentiels multidimensionnels permettent d'extraire les contours des 

modes [TOU - 89]. Ici aussi, des techniques d'étiquetage probabiliste itératif [POS - 89] ont été 

mises en oeuvre pour augmenter la robustesse de ces méthodes. 

1.3.1.4. DETECTION DES MODES PAR MORPHOLOGIE MATHEMATIQUE 

La plupart des méthodes locales que nous venons de présenter sont essentiellement basées sur 

des considérations statistiques, mais il est également intéressant d'analyser localement la 

distribution des observations de l'échantillon disponible en utilisant des critères géométriques. 

J.-G Postaire, R. D Zhang etC. Lecoq [POS- 93] proposent une méthode originale qui permet 

la détection des modes. Cette méthode est basée sur des critères géométriques relevant de la 

morphologie mathématique. 

l3.2. PROCEDURES GLOBALES 

L3.2.1. APPROCHE METRIQUE 

Pour éviter d'avoir recours à des modèles statistiques paramétriques qui peuvent conduire à 

imposer une structure aux données plutôt qu'à découvrir leur organisation véritable, tout un 

courant de l'analyse de données fait appel à des notions métriques de similarité plutôt qu'à des 

notions de fonction de densité [SOK - 63] [BAL - 65]. 

1.3.2.l.a. Optimisation d'un critère. 

De nombreux critères globaux, indiquant la cohésion des classes, ont été proposés [FRI - 67] 

[ION - 68] [FUK- 70]. La recherche des extrema de ces critères conduit, en général, à des 

classifications qui maximisent la dispersion inter-classe tout en nùnimisant la dispersion intra

classe [BAL- 67] [MAC- 67] [JAl - 88]. Diday a proposé la méthode des nuées dynamiques qui 

est basée sur la notion de noyaux. Ceux-ci sont initialement décrits par des représentants tirés au 

hasard dans la population disponible [DIO- 71]. La partition obtenue dépendant du choix initial 
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des ces noyaux, la notion de fonnes fortes a été introduite pour améliorer les performances de la 

procédure [DIO- 79]. 

l.3.2.l.b. Classification hiérarchique. 

Les partitions de l'ensemble des observations à classer peuvent être représentées par des 

structures arborescentes en adoptant une démarche hiérarchique ascendante ou descendante [JAM 

- 78]. La démarche ascendante consiste à identifier initialement chaque observation à une classe, 

puis, à chaque étape, les classes sont fusionnées deux à deux en maximisant un critère de 

similarité. La démarche descendante consiste à grouper initialement tous les objets en une seule 

classe et, à chaque étape, à maximiser un critère de dissimilarité permettant de diviser chaque 

classe en deux. Dans les deux cas, une hiérarchie des classes est ainsi réalisée et la partition est 

obtenue en respectant soit un nombre de classes préfixé, soit en recherchant l'extremum d'un 

critère prédéfini [BA Y - 80] [LAN - 67] [LUK - 79]. Une autre méthode consiste à réduire la 

hiérarchie des parties, ou l'arbre des classifications, sous forme d'un ensemble de noeuds 

significatifs, avant d'effectuer la partition de l'ensemble des objets à classer [GOR - 87] [LER -

91]. 

L3.2.2. APPROCHE STATISTIQUE 

Dans ce type d'approche, les modèles de distribution des observations sont supposés connus a 

priori. Sous cette hypothèse paramétrique, le problème de l'analyse de données peut être ramené 

à celui de la détermination des paramètres d'un mélange de fonctions de densité représentant les 

distributions des observations provenant de chacune des classes en présence dans l'échantillon 

analysé. 

Le problème de l'estimation des paramètres d'un mélange de fonctions de densité à partir d'un 

échantillon d'observations représentatif de ce mélange a simultanément été abordé par des 

techniques d'apprentissage Bayesien et par des procédures d'estimation par maximum de 

vraisemblance. 
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Dans la première catégorie, on attribue généralement à [DAL - 62] la formulation Bayesîenne 

de l'apprentissage des paramètres d'un mélange, mais Hillborn et Lainiotis donnent une 

fom1ulation beaucoup plus complète fHIL- 68]. 

Sensiblement à la même époque, Hasselbald [HAS - 66] puis Day [DA Y - 69] utilisent les 

techniques d'estimation par maximum de vraisemblance. Des résultats très semblables ont 

également été proposés par D. Cooper et P. Cooper [COO- 64] [COO- 67]. 

Cependant, toutes ces techniques statistiques d'apprentissage non supervisé nécessitent, outre 

la possibilité d'utiliser un modèle paramétrique pour décrire les fonctions de densité sous

jacentes, des hypothèses souvent restrictives. Ainsi la connaissance du nombre de classes en 

présence est souvent exigée [SCH- 76], ce nombre pouvant même être limité à deux classes dans 

certains cas [MAK - 77][MIZ - 75]. D'autres hypothèses restrictives, telles que l'égalité des 

matrices de covariance ou la connaissance des probabilités a priori des différentes classes sont 

parfois exigées. 

Postaire et Vasseur (POS- 81] [POS- 82c] proposent d'analyser la convexité de la fonction de 

densité sous-jacente pour approcher tous les paramètres nécessaires à la description d'un mélange 

gaussien totalement inconnu. Bien que limitée aux distribution normales, leur approche ne 

nécessite aucune information a priori sur les données et ne fait intervenir aucune hypothèse 

restrictive. Elle permet d'envisager une classification optimale pour un échantillon totalement 

inconnu. 

1.3.2.3. REDUCTION DE LA DIMENSION DE L'ESPACE DE REPRESENTATION. 

De nombreuses techniques d'analyses de données multidimensionnelles font appels aux 

capacités de classification de l'opérateur humain dans le plan. ll s'agit, en général, de trouver une 

technique qui permet de représenter les données multidimensionnelles par des points dans un 

plan, de telle sorte que les observations appartenant à la même classe dans l'espàce d'origine 

restent regroupées dans le plan, et que les observations provenant de classes différentes soient 

nettement séparées dans ce plan. 
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La technique la plus couramment utilisée pour réduire ainsi la dimension des données est 

certainement l'analyse en composantes principales (COO- 71] [SEB - 84] qui est basée sur la 

transformation de Karhunen-Loeve [AHM- 75). 

Lorsque cette technique ne permet pas de réduire suffisamment la dimension, du fait que trop 

d'informations seraient perdues si on ne conservait que les deux axes principaux, certains auteurs 

proposent d'utiliser cette technique comme point de départ pour une technique plus élaborée 

appelée, en anglais, "multidimensional scaling" [GOW - 66] [KRU - 77]. Il s'agit de minimiser 

des critères qui indiquent comment la répartition des points image dans le plan est le reflet de la 

répartition des observations dans l'espace d'origine. On peut, par exemple, tenter de conserver la 

relation d'ordre qui existe entre les distances inter-observations au niveau des distances entre les 

points image du plan [KRU- 64] [SHE- 62] [SAM- 69]. 

Plutôt que de nünimiser les distorsions entre les distances inter-observations et les distances 

inter-points image, d'autres auteurs cherchent à préserver la séparabilité entre les classes en 

représentant les données en deux dimensions [SAM- 70b] [FUK- 71] [FUK- 82]. 

Ces techniques ne sont pas à proprement parler des méthodes de classification automatique. 

Leur rôle se limite à réduire la dimension de l'espace de représentation des données, laissant à 

l'opérateur le soin d'achever la classification [CHI- 78][SAM- 70a]. L'intérêt de faire appel aux 

capacités de discrinùnation du système visuel humain constitue cependant une démarche très 

intéressante où l'analyste conserve un certain pouvoir de contrôle, sinon de décision sur la 

procédure de classification. 

1.4. CONCLUSION 

Nous proposons, dans ce mémoire, de nous intéresser à ce type d'approche où- l'analyste est 

fortement impliqué dans le processus de classification en représentant les données dans un espace 

bidimensionnel grâce à la mise en oeuvre de réseaux neuronaux. En donnant à l'opérateur des 

moyens interactifs qui l'aideront à mettre en évidence les groupements des points dans le plan, 

cette visualisation devient le support privilégié de la procédure de classification et l'analyste 
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garde ainsi un certain contact avec les données qu'il traite. A cet effet, nous précisons que 

l'analyste se place dans un contexte non supervisé, sans aucune hypothèse paramétrique, afin de 

traiter des observations multidimensionnelles à valeurs réelles, représentées dans l'espace 9\N. 

Le chapitre II présente les notions fondamentales nécessaires à la définition d'un réseau de 

neurones et à l'étude de sa dynamique. Nous développons en détail les réseaux de neurones 

multicouches dont l'apprentissage est effectué par l'algorithme de rétropropagation de gradient. 

Le chapitre III expose une technique qui fait partie des procédures globales. Elle permet la 

réduction de la dimension de l'espace de représentation des observations par un réseau neuronal 

multicouche. Nous verrons comment un ensemble d'observations multidimensionnelles 

représentées dans l'espace 9\N peut être transformé en un ensemble d'observations dans l'espace 

9\2
• Ce chapitre expose les liens qui existent entre l'analyse en composantes principales et les 

réseaux multicouches linéaires. Une analyse théorique, dans le cas où le réseau multicouche est 

non linéaire, permet de montrer la supériorité de ce type de réseau dans certains problèmes de 

classification. Ces résultats sont confirmés par une analyse comparative entre l'analyse en 

composantes principales et l'utilisation des réseaux non linéaires. 

Cette représentation bidimensionnelle est exploitée avec l'appui de techniques classiques de 

classification, telle la procédure ISO DATA avec laquelle l'analyste gardera un certain contact 

avec les données. Cela permettra d'éviter les inconvénients de la méthode ISODATA où il est 

difficile, sans contrôle visuel des données, de choisir le nombre de classes et d'initialiser leurs 

centres. Mais nous verrons que la procédure ISO DA TA, même contrôlée visuellement par 

l'opérateur, ne donne de bons résultats que lorsque les classes sont sphériques. 

Pour les cas où les classes ne sont pas sphériques, nous proposons, dans le chapitre IV, une 

nouvelle approche locale pour la classification des données bidimensionnelles. Cette_ approche est 

fondée sur l'utilisation de critères géométriques et structuraux en faisant appel à Ia· morphologie 

mathématique. 

En règle générale, les méthodes locales aboutissent à la classification des données par 

l'intermédiaire de deux étapes successives : une étape de détection des modes et une étape de 
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classification des observations s'appuyant sur les modes détectés. On s'accorde à définir un mode 

comme une région de forte concentration locale d'observations qui correspond à un extremum 

local de la fonction de densité sous-jacente. L'étape finale de classification consiste à assigner les 

observations aux différentes classes associées aux domaines modaux mis en évidence au cours de 

la procédure de détection des modes. Cette affectation est réalisée en respectant une règle de 

décision, définie par un ensemble de fonctions de décision associées aux classes détectées. 

Nous montrons dans le chapitre IV comment l'ensemble d'observations bidimensionnelles 

représentées dans l'espace euclidien 9\2 peut être transformé en un ensemble discret dans l'espace 

(z+ )2 
auquel nous appliquons des transformations morphologiques. La nouvelle approche pour 

l'exploitation des données bidimensionnelles que nous proposons dans le chapitre V peut être 

également décrite par les deux étapes successives c'est à dire la détection des modes , et la 

classification . La détection des modes est réalisée par application de l'algorithme de la ligne de 

partage des eaux. C'est une méthode non paramétrique locale qui permet de trouver des lignes de 

séparation entre les différents modes, même si les classes présentent un chevauchement 

important. Les modes sont alors définis comme des sous ensembles de ( z+ Y. 

Le chapitre VI illustre cette méthodologie de classification interactive à partir de données 

générées artificiellement. Afin de préciser les domaines de validité de chacune des méthodes, 

nous comparons les résultats obtenus avec chacune d'elles. Suivant la nature des données, 

l'analyste pourra utiliser les méthodes ISODA TA et ISO DA TAB décrites au chapitre III ou la 

technique de la ligne de partage des eaux décrite au chapitre V pour classer les observations. 
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CHAPITRE II 

LES RESEAUX DE NEURONES 

Le concept de ce qu'il est convenu d'appeler "réseaux neuronaux" est apparu avec les travaux 

de Clark et Farley qui, les premiers, ont simulé sur un calculateur numérique un système de 

"neurones" rebouclé comportant des connexions dynamiquement variables [KAM- 90]. Mais la 

première machine adaptative ayant remporté un certain succès est le Perceptron [ROS - 62], 

principalement en raison de l'existence d'un théorème de convergence de l'algorithme 

d'apprentissage [ROS - 62]. L'ouvrage de Duda et Hart [DUO- 73] constitue une synthèse très 

complète de ces premiers travaux. 

L'élément de base de ces réseaux est le neurone formel de Mc Culloch et Pitts. Ce modèle, 

simplifié à l'extrême, effectue une somme pondérée de ses entrées. Cette somme est comparée à 

un seuil. Lorsqu'elle est supérieure à ce seuil, la sortie de l'élément est égale à + 1; dans le cas 

contraire, elle est égale à 0 (ou à -1). Les possibilités d'un neurone formel sont limitées [COV-

65], mais il est possible d'assembler de tels éléments en réseaux. 

Comparé aux machines séquentielles,·. un réseau de neurones formels offre un contraste 

frappant. ll se présente en effet comme un dispositif de calcul caractérisé par un haut degré de 

parallélisme où le traitement de l'information est largement distribué au travers de toute la 
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structure. Une des raisons qui explique le renouveau d'intérêt actuel pour les réseaux de neurones 

est que les progrès technologiques récents en matière de circuits intégrés à grande échelle 

permettent précisément de construire beaucoup plus facilement des machines parallèles, de sorte 

que la construction de réseaux de neurones est devenue maintenant un objectif parfaitement 

réalisable (KNE- 91J[ALL- 91]. 

Le parallélisme, qui pennet d'atteindre des vitesses de calcul très importantes au moyen de 

constituants simples, n'est pas le seul attrait des réseaux de neurones. Un second avantage 

provient du fait que l'information, ainsi que son traitement, sont distribués à travers· toute la 

structure. Il en résulte une plus grande robustesse vis-à-vis d'un éventuel mauvais fonctionnement 

d'un petit nombre d'éléments [KER- 92]. 

La nature de la fonction à assurer par le réseau est principalement définie par sa topologie. 

Quant aux sources de connaissances nécessaires pour assurer cette fonction, elles sont codées 

dans les connexions auxquelles sont associés des poids. Ceci permet de stocker une quantité 

importante de connaissances dans un réseau ne comportant qu'un nombre modéré de neurones. 

Une des caractéristiques communes à une grande majorité de réseaux de neurones est que ce 

codage des connaissances ne doit pas nécessairement se faire explicitement en imposant, à priori, 

les valeurs des pondérations des connexions, mais qu'elle peut s'acquérir implicitement par des 

techniques d'apprentissage. 

L'essor considérable qu'ont connu les réseaux de neurones depuis une dizaine d'années a fait 

apparaître une grande variété de types de réseaux qui, tout en partageant les propriétés 

essentielles mentionnées ci-dessus, se distinguent entre eux par les application visées [LIP -

87][W AS - 89], la topologie et le type d'apprentissage utilisé pour en ajuster les paramètres 

[KOH- 88][HEC- 87][PAO- 90]. 

Dans ce chapitre, on ne considérera qu'un seul type de réseaux, connu sous le nom de réseaux 

de neurones multicouches. La procédure d'apprentissage la plus utilisée, qui permet de modifier 

les poids des connexions, est la technique de rétropropagation qui a été proposée simultanément 

par deux équipes différentes [LEC- 86][RUM- 85]. 
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Cet algorithme est certainement l'un des plus simples et des plus efficaces. Bien que son 

apparition soit récente, il a fait l'objet de très nombreuses publications. L'idée de la 

rétropropagation a été présentée dans [LEC - 87] [PAR - 85], mais l'article de référence est 

[RUM- 85]. 

En raison du caractère pluridisciplinaire du domaine et de l'éparpillement des publications 

relatives à l'algorithme de rétropropagation, il nous a semblé utile de rappeler un certain nombre 

de concepts qui sont à la base des recherches actuelles au niveau des réseaux neuronaux. Nous 

rappelons principalement l'algorithme du Perceptron ainsi que l'algorithme de Widrow Hoff. 

11.2. LE NEURONE FORMEL 

ll.2.1 DEFINITIONS 

Figure 11.1: Neurone formel de Mc Culloch 

La description des neurones vivants montre la très grande variété et la complexité des 

éléments qui constituent le système nerveux [PLS - 92]. Les neurones artificiels se caractérisent, 

au contraire, par leur simplicité, qui rend possible leur description mathématiqùe, mais dont 

l'adéquation à la réalité biologique est contestable. L'élément de base est le "neurone formel" (ou 

simplement neurone), inspiré du modèle proposé par McCulloch et Pitts [MCC- 43]. C'est un 

automate binaire dont l'état actif correspond à une sortie égale à +1 alors que la sortie est nulle ou 
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égale à -1 dans l'état inactif (cf. figure ILl). Le neurone formel actualise son état de la façon 

suivante : il calcule la somme pondérée de ses entrées qui sont, les sorties d'autres neurones du 

réseau. Dans les problèmes de classification qui nous concernent, les neurones d'entrée sont 

destinés à recevoir des infon11ations provenant des observations multidimensionnelles Xk à 

classer. Pour des observations de dimension N, on prévoit en général N neurones d'entrée, chacun 

d'eux étant activé par la valeur d'un des attributs xn.k, n = 1, 2, ... , N, k = l, 2, · · ·, K, constituant 

Xk. Le neurone prend alors une décision en comparant cette somme pondérée de ces entrées à un 

seuil e : si la somme pondérée est supérieure au seuil e, le neurone se met dans son état actif ; 

dans le cas contraire, il se met dans son état inactif. 

Dans ce qui précède, les deux valeurs possibles de l'état sont notées 0 et 1 pour des raisons de 

cohérence avec la logique, néanmoins il est plus commode, dans certaines situations, de noter les 

deux états -1 et +1. 

ll.2.2. FONCTION D'UN NEURONE FORMEL 

Pour analyser le fonctionnement d'un neurone formel, considérons un tel neurone à deux 

entrées x 1 et x2 • (cf. figure 11.2) 

xl k 
S c00U+1 

x2 

Figure 11.2 :Neurone formel de Mc Cu/foch avec deux entrées 

Tout d'abord, il faut préciser que les neurones d'entrée sont des automates formels qui 

réalisent la fonction identité. Ils sont organisés sous la forme d'une couche d'entrée qui reçoit les 
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informations apportées par une des observations X k = ( x1.k, x2.J, k= l, 2, .. ,K lorsque celle ci 

est présentée au réseau. Chaque neurone l" de cette couche est sollicité par l'attribut xn,k du 

vecteur observation xk. Le neurone de la seconde couche calcule la somme p des attributs du 

vecteur observation xk, pondérés par les composantes du vecteur poids \V= ( w 1
, w 2

) 

On compare ensuite cette somme p au seuil e . Si w 1 xl.k + w 2 x2.k > e alors la sortie s est 

+1, sinon elle est nulle. Géométriquement, cela signifie qu'on a divisé le plan de l'espace de 

représentation des observations en deux régions par une droite d'équation 

w, x,.k + w 2 x2.k -8 = 0 (cf. figure IL3). 

Figure 11.3: Interprétation géométrique d'un neurone formel à deux entrée 

e 
+-
~ 

De manière plus générale, nous pouvons dire qu'un neurone fonnel permet de séparer un 

ensemble d'observations en deux classes par un hyperplan. 

Nous allons aborder, dans le prochain paragraphe, certains algorithmes détenninistes qui 

permettent de concevoir un classifieur linéaire. 
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IL3. LES ALGORITHJ\1ES D'APPRENTISSAGE 

II.3.l. APPRENTISSAGE DES POIDS D'UN NEURONE FORMEL. 

On dispose d'un ensemble d'observations à N dimensions {X', X 2 
,···, XK}. Chacune de ces 

observations, représentée par un vecteur Xk appartenant à 9\N, provenant soit de la classe C, soit 

de la classe C2 • L'ensemble d'apprentissage est donc décrit par un ensemble de paires 

(x~<, o~< ), k = 1, · · ·, K, où Dk est la sortie désirée associée à l'observation Xk. 

ll s'agit, dans le cas qui nous occupe, de trouver un vecteur poids W qui permet au neurone de 

répondre + 1 lorsqu'on lui présente une observation appartenant à la classe C1, et 0 dans le cas 

contraire. L'apprentissage itératif désigne la procédure où, durant la phase d'apprentissage, les 

observations sont présentées une à une, avec autant de répétitions que nécessaire, pour obtenir un 

résultat satisfaisant. Après chaque présentation, le vecteur poids est éventuellement modifié, de 

telle sorte que le vecteur W = ( w1, w2, · · ·, WN )T des poids du neurone définit un l'hyperplan 

WTX = 0 qui sépare les observations des deux classes "le mieux possible", c'est à dire en 

minimisant une certaine fonction de coût. Nous verrons dans la suite que les procédures 

d'apprentissage se distinguent essentiellement par la fonction de coût à minimiser. Par contre, 

l'algorithme qui permet de minimiser la fonction de coût est toujours du même type. 

ll.3.2. METHODES DU GRADIENT 

On peut formuler le problème de l'apprentissage comme un problème d'optimisation. En effet 

il s'agit de minimiser une fonction de coût notée J(W), dépendant de W, qui est déterminée par 

l'ensemble des valeurs des sorties désirées o~<, k=l, 2, ... , K et par l'ensemble des valeurs des 

sorties réelles S" du classifieur quand on présente à ses entrées les K observations disponibles. 

La minimisation de J(W) peut être effectuée à l'aide de méthodes du gradient [MIN - 83], ou 

dans certains cas, à l'aide d'une formulation algébrique en utilisant la matrice pseudo inverse de 

Menrose [MIN- 83]. 
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La fonction de coüt total J(W) est la somme de fonctions de coût partielles Jk (W), chacune 

d'elles étant relative à une observation xk de l'ensemble d'apprentissage : 

K 

J(W) = ~Jk(W) 
k=l 

Deux méthodes du gradient sont envisageables pour minimiser J(W). 

La première, dite méthode du gradient du coût total, consiste, à chaque itération de rang t, à 

effectuer une modification du vecteur W des poids après avoir présenté au classifieur toutes les 

observations de l'ensemble d'apprentissage. Cette modification s'opère dans la direction de la plus 

grande pente de la fonction de coût, c'est à dire dans le sens opposé à celui du gradient. 

W( t + 1) = W( t) - J.lt _JJ_,__(W-'-) 
aw 

où W(t+l) et W(t) représentent respectivement les vecteurs poids aux itérations de rang t, et t+l. 

J.lt est le pas qui pondère l'effet du gradient à l'itération de rang t. 

La deuxième méthode du gradient, dite méthode du gradient stochastique, consiste à modifier 

W à chaque présentation d'une observation en utilisant la fonction de coût partiel relative à 

l'observation x" : 

W(k + 1) = W(k)- J.l~:: ()J"(W) 
aw 

où W(k) et W(k+1) représentent respectivement les poids après avoir présenté k observations et 

k+ 1 observations. J.l* est le pas du gradient à l'itération de rang k. 

En utilisant la méthode du gradient, on est confronté aux problèmes habituels liés à cette 

procédure {MIN - 83] car il est possible que la fonction de coût J(W) possède des minima locaux. 

Dans ce cas, l'algorithme peut être piégé dans ces minima locaux et ne permet pas de trouver des 

vecteurs solution satisfaisants. Un autre problème concerne le choix du pas. Si celui-ci est trop 

petit, la convergence de l'algorithme vers un vecteur solution peut être inutilement lente; par 

contre, s'il est trop grand, les modifications trop brutales de W peuvent conduire à une 
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divergence de l'algorithme. Pour les exemples discutés dans notre travail, nous avons ajusté le 

pas de manière interactive, en le gardant constant, positif et inférieur à 1, de manière à assurer 

une convergence relativement rapide. 

Il.3.3. ALGORITHME DE MINIMISATION DE LA FONCTION DE COUT DU 
PERCEPTRON 

Un Perceptron est formé de trois couches. La première, appelée RETINE, permet de présenter 

les observations. La seconde, dite couche d'association, permet de calculer une fonction sur tous 

les neurones de la rétine, ou seulement sur une partie. La troisième, enfm, décide de la 

classification de l'observation présentée sur la rétine. Seuls les poids des connexions du neurone 

de décision avec les neurones d'association son modifiables.( cf. figure ll. 4) 

Figure l! 4 : Perceptron 

L'algorithme du Perceptron, proposé par Rosenblatt [ROS - 62] est le plus simple des 

algorithmes d'apprentissage. Le neurone de décision est du type Mc Culloch et Pitts,..comme nous 

l'avons dit précédemment, pour des raisons de commodité, les sorties possibles de ce neurone 

son t-l et+ 1. 
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11.3.3.1. 1\111\'li\HSATIOT' IlE LA FOi"Cl10N DE COUT DU I'ERCEI'TRON l'AR LA METHODE DU GRADIE1\'T DU 
COUT TOTAL 

L'algorithme d'apprentissage utilisant un neurone du type McCulloch et Pitts, dans la version 1 

simplifiée [DUO - 73], consiste à minimiser la fonction de coût total suivante : 

J(w) = ~(-ok. wT.xk) 
X'EM 

par rapport à W. 

M est l'ensemble des observations mal classées, c'est à dire telles que : 

En effet, on a les règles de décisions suivantes : 

WT. XIe > 0 pour tout xk E Classe 1 

WT. xk < 0 pour tout xk E Classe 2 

WT. xk = 0 Classe indéfinie 

Puisque la sortie désirée est égale à + 1 ou à -1, suivant la classe à laquelle appartient 

l'observation, on déduit immédiatement que : 

Dk. WT. xk > 0 pour toute observation xk bien classée 

où Xk = [x1,k,x2.k• ···, xN.k• 1f, k=l, 2, ... , K, est le vecteur observation sous la forme étendue. 

W = [ W l, W 2, • • ·, W N, W N+l r est le Vecteur poidS SOUS la forme étendue asSOCié au neurone de 

décision avec w N+l = e' et D k est la sortie désirée associée à l'observation XIe. Les équations 

précédentes défmissent un hyperplan qui partage l'espace en deux régions, d'une part une région 

qui contient les observations bien classées qu'on appellera le côté positif de l'hyperplan, et d'autre 

part une région qui contient les observations mal classées qu'on appellera le côté négatif de 

l'hyperplan. 

L'algorithme du Perceptron permet de trouver une solution au système d'inégalités linéaires 

suivantes: 

Dk. WT. xk > 0 pour toute observation XIe. 
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J(W) n'est jamais négatif, J(W) est égal à zéro si l'observation X' appartient à la surface de 

décision d'équation W1 _X' = 0 

Géométriquement, J(W) est proportionnel à la somme des distances des observations mal 

classées à la surface de décision_ Le gradient V(J(W)) de la fonction de coût total par rapport à 

West: 

VJ = :L(-ok_xk) 
X"EM 

où: 

v J = ( a J , ---, ~ J , ---, a a J )T 
dW1 aW J WN+l 

L'algorithme du gradient du coût total conduit à la modification du vecteur poids de la façon 

suivante: 

w(t+ 1) = w(t) +JJ-t I,(ok_xk) 
X"EM 

Polack [POL - 66] a démontré que pour des classes linéairement séparables, une valeur de 

W(O) arbitraire et ~~ satisfaisant les conditions suivantes : 

m 

li rn I, J.11 = oo 
rn-+~ 

t=l 

W converge vers une solution qui satisfait l'inégalité Dk _ WT _ Xk > 0 pour tout x~ ~ M. 

ll.3.2.2. MINIMISATION DE LA FONCTION DE COUT DU PERCEPTRON PAR LA METHODE DU GRADIENT 
STOCHASTIQUE 
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La version originale de l'algorithme du Perceptron, proposée par Rosenblatt, consiste à 

minimiser J(W) à l'aide de la méthode du gradient stochastique. Le gradient de la fonction de 

coût partiel est : 

éJJk(w) =-ok xk 
a(w) · 

On présente les observations de l'ensemble d'apprentissage dans un ordre quelconque. La 

modification du vecteur W s'effectue à la présentation de chaque observation x~<+I avec sa sortie 

désirée n~<+I. Soit W(k) le vecteur poids calculé après avoir présenté k observations. A la 

présentation de l'observation x~<+t, la procédure du Perceptron calcule l'expression 

o~<+t. WT .x~<+I_ Si cette expression est négative, cela signifie que l'observation x~<+t est mal 

classée. Par conséquent il faut remettre les poids à jour en les déplaçant dans le sens opposé au 

gradient Si, par contre, l'expression n~<+~_ WT. x~<+I est positive, alors cela signifie que 

l'observation x~<+l est bien classée, les poids ne subissent donc aucune modification. 

hyperplan(k+ 1) 

k+1 
x 

+ 

W(k) 

hyperplan (k) 
+ 

Figure !!.5 :Construction de l'hyperplan séparateur par l'algoritlune du Perceptron 

L'interprétation géométrique de cet algorithme est particulièrement simple. Considérons 

l'hyperplan défmi par les composantes du vecteur poids W(k), c'est à dire l'hyperplan obtenu 
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après la présentation de k observations, et une observation x•·• avec ok+l = + 1 pour laquelle 

ok+l. WT. xk+l < 0 ( cf. figure 1!.5). Comme x··· est mal classée, x··· ne se trouve pas du côté 

positif de l'hyperplan défini par W(k). L'algorithme du Perceptron consiste à ajouter Dk+lxk+l à 

W(k), ce qui approche x•·• du côté de l'hyperplan positif défini par W(k+ 1), c'est à dire le côté 

de l'hyperplan tel que Dk+l. WT. xk+l > 0 . 

Si les classes sont linéairement séparables, l'algorithme du Perceptron converge en un nombre 

fini d'itérations. Si les classes ne sont pas linéairement séparables, alors l'algorithme ne converge 

pas. Pour une démonstration du théorème de convergence, voir par exemple [DUD- 73]. 

Le fait que l'algorithme ne converge pas si les classes ne sont pas linéairement séparables 

constitue un problème pratique considérable. C'est pour ce1te raison que d'autres algorithmes ont 

été proposés. Ils conduisent, en un nombre fini d'itérations, soit à un hyperplan séparateur s'il en 

existe un, soit à la conclusion que les classes ne sont pas linéairement séparables. C'est le cas par 

exemple de l'algorithme de Ho et Kashyap [HO- 65] qui a fait l'objet d'applications très récentes 

en diagnostic industriel [DUB- 90]. 

Un autre problème se pose : si les classes sont linéairement séparables, alors il existe une 

infinité de plans séparateurs. Ce problème a donné lieu à des variantes de J'algorithme du 

Perceptron afin d'aboutir à une solution optimale. On peut citer J'algorithme du "MinOver" 

proposé par [KRA - 87] ou l'algorithme "Pocket'' proposé par [GAL- 86]. 

Pour déterminer l'hyperplan séparant deux classes, l'algorithme du Perceptron utilise une 

fonction de coût qui minimise le nombre d'observations mal classées sans tenir compte de autres 

observations. Par contre, l'algorithme des moindres carrés détermine l'hyperplan séparateur en 

tenant compte de l'ensemble des observations. 

II.3.4. METHODE DES MOINDRES CARRES 

Nous avons vu, dans le paragraphe précédent, que l'algorithme du Perceptron tient compte 

uniquement des observations mal classées. La fonction de coût des moindres carrés, que nous 
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allons présenter maintenant, fait intervenir toutes les observations xk de l'ensemble 

d'apprentissage. 

La méthode consiste, pour un ensemble d'apprentissage constitué de K observations, à 

remplacer le système de K inéquations : 

par le système d'équations suivant : 

La fonction de coût peut donc être mise sous la forme : 

K 2 

J(W)= L:(nk-wTxk) 
k=l 

autrement dit: 

avec: 

T _ [xl xz xK ]T _ [ 1 2 K ] T - , , ... , et D - D , D , ... , D 

Ce critère peut être minimisé par un calcul de type matriciel, qui conduit à la solution 

suivante: 

La matrice TTT est en général de rang N, donc inversible. T+ est la matrice de Moore

Penrose. 

-
On peut également minimiser la même fonction de coût J\W) par une méthode du gradient, ce 

qui évite d'inverser une matrice de grande taille [MIN - 83]. 

11.3.4.1. MINIMISATION DE LA FONCTION DE COUT DES MOINDRES CARRES PAR LA METHODE DU 
GRADIENT DU COUT TOTAL 
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Le gradient de la fonction de coût total J(W) se présente sous la forme : 

ce qui conduit à la modification du vecteur poids W à l'itération de rang t selon le schéma 

suivant: 

W(t+l) et W(t) représentent respectivement les vecteurs poids aux itérations de rangs t+1 et t. 

Une modification des coefficients est obtenue après présentation de l'ensemble des K 

observations disponibles. Si l'on choisit ~t = h, où ~0 est une constante positive inférieure à 1, 
t 

alors l'algorithme converge. 

ll.3.4.2. MINIMISATION PAR LA METHODE DU GRADIENT STOCHASTIQUE 

La règle de Widrow-Hoff consiste à appliquer la méthode du gradient stochastique à la 

fonction de coût partiel : 

Si on dérive cette fonction de coût partiel associée à l'observation Xk, alors : 

A la présentation de l'observation x•·•, on progresse dans la direction du gradient partiel, le 
sens étant donné par le signe de (nk+I- WT(k)Xk+I) :. 

Pour que l'algorithme converge, on peut choisir ~k = h . 
k 

TI faut bien remarquer que les deux rangs d'itération t et k correspondent à des stratégies 

d'itération totalement différent. En effet, t est augmenté de 1 après la présentation de toutes les 
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observations Xk, donc test indépendant des observations Xk. Par contre, k est augmenté de 1 

après la présentation de chacune des observations xk. 

En conclusion, l'algorithme du Perceptron tient compte des observations mal classées, 

indépendamment de leur distance à l'hyperplan séparateur. La règle de Widrow-Hoff, appelée 

aussi la règle Delta, amplifie la contribution des observations situées loin de cet hyperplan. 

11.3.4.3. LA REGLE DELTA GENERALISEE 

La règle Delta généralisée, que nous allons maintenant présenter, utilise une fonction sigmoïde 

définie par: 

1 
f( X) = -1---.,..(x-+9-:-) 

+e 

Pour calculer la sortie du neurone. Il s'agit alors de minimiser une fonction de coût 

quadratique par rapport à cette sortie (cf. figure. 11.6). 

f(x) 
..... 

+1 ~---------------------

1 
0 e .... x 

Figure II.6: Fonction sigmoïde 

Cette fonction dont la valeur est comprise entre [0, 1] est dérivable. La pente à l'origine vaut 

f(x)=l/2. 8 est appelé le biais de la fonction sigmoïde. 

Cette fonction est particulièrement bien adaptée à la classification, puisqu'elle permet de 

prendre en compte de manière pratiquement linéaire les observations qui sont proches de 
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l'hyperplan, tandis que le réseau a quasiment les mêmes sorties s ( s=+ 1 ou s=O) pour les 

observations éloignées de l'hyperplan, qui contribuent donc peu à la fonction de coût. 

La fonction de coût total à minimiser par la règle Delta généralisée s'écrit : 

K K 2 

J(w) = ~)k (w) = I(nk -sk) 
k=l k=l 

A l'itération de rang t, lorsqu'on dispose du vecteur poids W(t), le gradient du coût total prend 

la forme: 

Ceci conduit à une modification du vecteur poids donnée par la règle suivante: 

K 

W(t+ 1) = W(t)+~<I(ok -sk)*f' (W(t)TT)xT 
k=l 

On choisit le pas Il, constant, positif et inférieur à 1. 

Pour le gradient stochastique, on obtient, après la présentation de chaque observation, une 

modification des coefficients selon le schéma: 

On choisit le pas llk constant, positif et inférieur à 1. 

IL4. LES RESEAUX MULTICOUCHES 

Nous avons présenté, dans les paragraphes précédents, des classifieurs qui fournissent des 

surfaces de séparation linéaires. Cependant, dans les cas où les classes ne sont pas linéairement 

séparables, il est nécessaire de faire appel à des classifieurs non linéaires capables de fournir des 

surfaces de séparation plus complexes de types non linéaires. 

Les réseaux neuronaux 



-Page 45-

Ces limitations ont été clairement mises en évidence dès les premiers travaux sur le 

Perceptron. De nombreux travaux ont été proposés au début des années 1960 pour tenter de les 

lever. Bien que certaines de ces tentatives se soient avérées fructueuses pour des applications 

particulières, aucune n'a atteint un degré de généralité satisfaisant. Les méthodes proposées à 

l'époque, ainsi que de plus récentes, sont fort variées, mais reposent toutes sur l'utilisation de 

réseaux à plusieurs étages de traitement, c'est à dire plusieurs couches de neurones dont les poids 

sont modifiables, et qui comportent également des boucles dans leur graphe de connexions. 

x 
1,k 

x 
2.k 

x 
N,k 

couche d'entrée couche cachée couche de sortie 

Figure Il.7: Réseau multicouche 

Comme pour les classifieurs non linéaires à une seule couche, on dispose des valeurs désirées 

pour les neurones de sortie qui prennent la décision de classer une observation parmi les Q 

classes présentes dans l'échantillon. Contrairement aux deux types Madaline 1 et II [WID - 88] 

qui font intervenir des neurones du type McCulloch-Pitts, les réseaux présentés ici sont constitués 

de neurones qui calculent leurs sorties à l'aide d'une fonction monotone croissante, bornée et 

dérivable, comme par exemple la fonction sigmoïde. En fait, plusieurs auteurs ont démontré 

qu'un réseau à une couche cachée (cf. figure II.7) peut approcher avec une précision fixée toute 

fonction, pourvu que le nombre de neurones de la couche cachée soit suffisant [FUN - 89]. 

Malheureusement ce théorème mathématique d'existence d'une approximation dans un espace 

fonctionnel ne donne pas d'algorithme d'apprentissage pour construire un tel réseau. La règle 

d'apprentissage ne peut reproduire celle du Perceptron. En effet, comme on ne connaît pas, lors 

de la présentation d'une observation, l'état souhaité des neurones cachés, c'est à dire des 

neurones qui ne sont ni des neurones d'entrée ni des neurones de sortie, on ne peut pas modifier 

les poids des connexions suivant l'algorithme du Perceptron. C'est le problème de la répartition 
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de l'erreur, en Anglais "The credit assignment problem". En effet, seules les cellules de sortie 

disposent d'une information directement exploitable pour modifier leurs poids, aucune 

information externe ne spécifie directement si les états des neurones cachés sont corrects ou non. 

L'algorithme de rétro propagation (RP), développé simultanément par Parker [PAR - 85], 

Rumelhart [RUM - 85] et Le Cun [LEC - 87], donne une solution au problème de la répartition 

de l'erreur. La RP est essentiellement une généralisation de la règle de Widrow-Hoff. On utilise 

des neurones dont la transformation non linéaire est une fonction dérivable. Ces neurones sont 

organisés en couches. L'algorithme permet de calculer rapidement les dérivées partielles de 

l'erreur en sortie par rapport à tous les poids des neurones du réseau, y compris ceux des 

neurones cachées. 

Il.4.1. ARCHITECTURE DES RESEAUX MULTICOUCHES 

Un réseau multicouche est constitué d'une couche d'entrée qui reçoit l'information apportée 

par les observations. Soient les K observations multidimensionnelles de dimension N, 

Xk = [ x1,k, x 2.k, ... , xn.k, ... , xN.kf qui constituent l'échantillon disponible. La couche d'entrée est 

constituée deN neurones In, n= 1, ... , N, de telle sorte que le neurone In soit sollicité par l'attribut 

xn,k de l'observation Xk lorsque celle ci est présentée au réseau. Le réseau est constitué d'une 

couche de sortie constituée de D'neurones 0., d'=l, 2, ... , D', et enfin d'une ou plusieurs couches 
d 

cachées. 

Dans le réseau, le neurone j produit une sortie notée si en effectuant une somme pondérée pi 

des sorties des neurones auxquels il est connecté, et en transformant cette somme pi par une 

fonction non linéaire dérivable f. La fonction est souvent choisie de type sigmoïde, mais toute 

fonction continue et croissante est valable. Nous avons donc : 

II.1 

où Sj est la sortie d'un neurone de la couche précédente, et les w ' 1 · 
'·J representent es pOids des 

liaisons entre les neurones Ni et Nj. Afin que notre formalisme soit identique pour tous les 

neurones du réseau, nous considérons que les entrées des neurones de la couche d'entrée sont 
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où Si est la sortie d'un neurone de la couche précédente, et les wi.i représentent les poids des 

liaisons entre les neurones N, et le neurone N,. Afin que notre formalisme soit identique pour 

tous les neurones du réseau, nous considérons que les entrées des neurones de la couche d'entrée 

sont pondérées par la valeur 1, et que la fonction de transition des neurones de la couche d'entrée 

est la fonction identité. 

ll.4.2. PRINCIPE DE L'APPRENTISSAGE 

Une phase d'apprentissage se déroule de la façon suivante. Les paires de vecteurs observation 

et sorties désirées (xk, Dk ), k = 1, .. ·, K, sont présentées séquentiellement au réseau. 

Dk = [ d1,k, d2,k, .. ·, d 0 •• k r, k= 1, 2, ... , K, est la sortie du réseau désirée. Dans les problèmes de 

classification qui nous concernent, les sorties désirées peuvent être les classes auxquelles 

appartiennent les observations. Pour être plus précis, supposons qu'on a Q classes. Un codage du 

vecteur désiré souvent utilisé est le suivant : Dk = ( 0, 0, · · ·, 1, · · ·, 0 f, le "1" à la qi ème position 

dans ce vecteur Dk, signifiant que l'observation Xk appartient à la qième classe. Mais ce type de 

vecteur désiré n'est pas le seul possible. Nous utiliserons, dans le prochain chapitre, un autre type 

de codage. On présente donc un vecteur d'entrée aux neurones d'entrée. Un vecteur de sortie est, 

quand à lui, présenté sur les neurones de sortie. Naturellement, aucune information n'est donnée 

de l'extérieur concernant l'état des neurones appartenant aux couches intermédiaires. 

11.4.2.1. TRANSFORMATION DES DONNEES INITIALES: 

Avant de présenter les observations au réseau, il est obligatoire de normaliser les variations 

des attributs constituants les observations entre 0 et 1 car les valeurs prises par la fonction 

sigmoïde sont comprises dans l'intervalle [0, 1 ]. Par conséquent, si on ne normalise pas les 

données, la fonction sigmoïde saturera si les valeurs prises par les observations sont grandes et le 

réseau ne convergera jamais. Dans notre travail, la procédure adoptée est la suivante : 

Soit x· un échantillon de K observations multidimensionnelles X 1
' X2' .. ·, xk ' ... , XK telles 

que Xk = [ Xl,k, X2,k, · · ·, Xn,k, · · ·, XN,k r, OÙ Xn k désigne le n ième attribut de la k ième 

observation. 
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On effectue tout d'abord une translation de l'origine 0 de l'espace euclidien de représentation 

de ces observations. Soit 0' la nouvelle origine telle que : 

0' =[min xl k' min x2k' ···,min xnk····, min XNk]T n = 1, 2, ... , N; k = 1, 2, ... , K 
lt • k • k • k • 

Cette translation est suivie par d'une transformation telle que : 

( xn,k - mJn xn,k) 
Yn.k = L 

n 

n =1,2, .. ·, N 

avec: 

Ln = max x" k - min x" k, k = 1, 2, · · ·, K k • k , 

Dans ce nouvel espace, les composantes des observations sont normalisées de telle sorte que : 

O~ykn~l k=1,2, ... ,K, n=l,2, ... ,N. 

Ainsi toutes les observations sont situées dans un hypercube de côté unité (cf. figure II.8). 

Les réseaux neuronaux 
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(b) 

Figure ll.8 : a- Ensemble des observations brutes 
b- Normalisation des observations. 

II.4.2.2. PHASE D'APPRENTISSAGE 

La phase d'apprentissage, au cours de laquelle le réseau "apprend" la structure des données qui 

lui sont présentées, est de la toute première importance. 

On présente successivement à l'entrée du réseau les K observations disponibles. Pour chacune 

de ces observations, le réseau fournit une sortie multidimensionnelle qui est fonction des poids 

des différentes connexions. Ce calcul est appelé propagation en avant. 

Le but recherché est d'obtenir en sortie une réponse du réseau aussi proche que possible de la 

sortie désirée, et cela pour l'ensemble de toutes les observations disponibles. On utilise l'erreur, 

au sens quadratique du terme, entre l'entrée et la sortie pour modifier les poids des connexions. 

Les réseaux neuronaux 
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Cet ajustement des poids s'effectue de manière itérative, chaque différence entre l'entrée et la 

sortie pour chaque observation présentée contribue de la même manière à l'ajustement des poids. 

On arrête la procédure d'apprentissage quand l'erreur associée à chacune des observations, ou 

sur toutes les observations, est inférieure à un certain seuil choisi par l'utilisateur, ou encore à la 

suite d'un certain nombre d'itérations au cours desquelles on a présenté successivement au réseau 

l'ensemble des K observations. 

Cette procédure d'apprentissage peut être considérée comme un problème de minimisation de 

l'erreur quadratique commise sur l'ensemble disponible. 

II.4.2.3. DEFINITION DE LA FONCTION DE COUT 

A l'instar des règles d'apprentissage simples, il s'agit ici de trouver une configuration de poids 

qui minimise un certain critère. En l'occurence, ce critère ne doit directement dépendre que des 

états des neurones de sortie, et non des états des neurones cachés. Pour être plus précis, soit 

Sk = [ s1,k, S2,k, · · ·, S0 .. kr la sortie du réseau à l'issue de la présentation de l'observation x• et SOit 

ok = [ dl,k' d2,k' .. ·, dD',k r la sortie du réseau désirée. On cherche à minimiser l'erreur quadratique 

suivante entre la sortie réelle et la sortie désirée : 

l D' ( )
2 

E=- I ct. k-s. k 
2 i=l l, l, 

Il s'agit maintenant de calculer les dérivées partielles de E par rapport à tous les Wi,j de 

manière à être en mesure d'appliquer l'algorithme du gradient: 

()E 
w .. (t+l) =w .. (t)-11-

'·l I,J aw .. 
1,) 

II.4.2.4. L'ALGORITHME DE RETRO PROPAGATION 

Cet algorithme permet de modifier les poids du réseau sans connaissance sur l'état des 

neurones des couches cachées. Pour les poids directement attachés aux cellules de sortie, la 

dérivée partielle de la fonction de coût est très simple à calculer. Pour les autres poids, attachés 

aux neurones cachés, la dépendance est indirecte. En effet, la relation de dépendance entre l'état 
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d'un neurone caché et un poids interne est totalement non-linéaire, et dépend en général des poids 

et des états de presque tous les autres neurones du réseau. 

Le calcul dans le réseau se fait de la façon suivante. La présentation d'une observation au 

réseau permet de calculer, grâce aux équations 11.1., la sortie du réseau (cf. figure 11.9). Cette 

sortie est comparée à la sortie désirée, ce qui permet de calculer le gradient au niveau des sorties 

de la couche cachée (cf. figure II.lO). Ensuite, le calcul du gradient attaché à chaque neurone des 

couches cachées utilise les poids qui le relient en aval. Ces poids sont utilisés à l'envers pour 

pondérer les gradients des neurones situés en aval. Après les deux phases de propagation, 

antérograde pour les états, rétrograde pour les gradients, nous disposons pour chaque neurone de 

deux quantités : les sorties de chaque neurone, et les gradients. Ces deux quantités permettront de 

modifier les poids du réseau. 

couche d'entrée couche de sorti 

wiJ - ' J ... -· 
Figure 11.9 :Propagation de l'information dans le réseau. 
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Figure ll.JO :Propagation de l'erreur dans le réseau 

Nous allons considérer deux variantes de l'algorithme de rétropropagation. Tout d'abord celle 

qui utilise le gradient de la fonction de coût partiel et ensuite celle qui utilise le gradient de la 

fonction de coût total. 

II.4.2.4.a. Gradient de la fonction de coût partiel. 

Pour apprendre une tâche à un réseau, on doit ajuster les poids de chaque neurone afin de 

minimiser la différence entre la sortie désirée et la sortie effective. Ce procédé impose de calculer 

la dérivée de la fonction de coût par rapport aux poids, c'est à dire comment l'erreur E varie 

quand chaque poids augmente ou décroît légèrement. La méthode la plus utilisée pour déterminer 

ces dérivées est la rétropropagation. 

On peut décrire un réseau de neurones en considérant un neurone j de la couche de sortie, et 

un neurone ide la couche précédente. Un neurone de la couche de sortie calcule sa sortie par les 

opérations suivantes. Tout d'abord, il calcule la somme Pj en utilisant l'équation II.l. 

Puis le neurone calcule la sortie Sj provoquée par la somme Pj en utilisant une fonction de 

transfert, telle la fonction sigmoïde : 
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On peut considérer e i comme le poids d'une connexion d'un neurone dont l'entrée est toujours 

égale à 1. 

Une fois que les sorties de tous les neurones de sortie ont été déterminées, le réseau calcule le 

coût E défini précédemment. 

L'algorithme de rétropropagation comporte quatre étapes : 

1 - Calculer comment la fonction de coût évolue quand la sortie d'un neurone de sortie varie. On 

note Eak le vecteur gradient du coût E par rapport à la sortie. Les composantes du vecteur 

gradient du coût E peuvent être interprétées comme étant les sensibilités de E par rapport aux 

différentes sorties si.k, k = 1, 2, ···,K. Elles sont la différence entre la sortie effective du réseau et 

la sortie désirée : 

k aE 
Ea. =--=s.k -d.k j=1, 2, ... ,D'; k=1, 2, ... ,K. 

J as. j. j. 
j,k 

En d'autres termes Ear représente la sensibilité par rapport à la sortie si.k lors de la présentation 

de l'observation Xk au réseau, k = 1, 2, ···,K. 

2 - Calculer comment le coût évolue lorsque l'entrée totale d'un neurone de sortie est modifiée. 

On note Eek le gradient du coût E par rapport à l'entrée totale. Les composantes du vecteur 

gradient Eek du coût E peuvent être interprétées comme étant les sensibilités de E par rapport 

aux différentes entrées totales Pi.k, k = 1, 2, ···,K. Elles sont égales à la sensibilité obtenue à 

l'étape 1 multipliée par le taux de variation de la sortie d'un neurone par rapport à son entrée 

totale. En effet, 

Ee~ =~ =(~J*(asi.k J = Ea~*si.k*(1-si.k) 
ap.k as.k ap.k J, j, j, 

j=l, 2, ... , D'; k=l, 2, ... ,K. 

où Eek représente la sensibilité par rapport à l'entrée totale p
1
. k, de la fonction de coût lors de la 

J • 

présentation de l'observation xk au réseau. 
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3- Calculer comment le coût varie lorsqu'un poids d'une liaison à un neurone de sortie varie. On 

note Ewk le vecteur gradient du coût E par rapport au poids d'une liaison. Les composantes du 

vecteur gradient Ewk du coût E peuvent être interprétées comme étant les sensibilités de E par 

rapport aux différents poids wi_j· Elles sont égales à la sensibilité obtenue à l'étape 2 multipliée 

par la sortie du neurone qui se trouve en entrée de cette liaison. En effet, 

Ew~ = ~ = ( ()E )*( ()pj.k) = Ee~*s;.k 
aw.. ap.k aw. 

1.] J. I,J 

i=l, 2, ... ,D', j=l, 2, ... , H; k=l, 2, ... ,K 

4 -Calculer comment le coût varie lorsque la sortie d'un neurone de la couche précédente varie. 

C'est l'étape cruciale qui permet à la rétropropagation de s'appliquer à des réseaux multicouches. 

Quand la sortie d'un neurone de la couche précédente varie, tous les neurones de la couche de 

sortie auxquels il est relié sont modifiés. C'est pourquoi, pour calculer l'effet total sur l'erreur, il 

faut additionner tous ses effets séparés sur les neurones de sortie. Chaque effet est facile à 

calculer : c'est la sensibilité obtenue à l'étape 2 multipliée par les poids de la liaison à ce neurone 

de sortie: 

En utilisant les étapes 2 et 4, nous pouvons nous servir des vecteurs gradients Eak calculés 

pour les neurones d'une couche pour calculer les vecteurs gradients Eak pour les couches 

précédentes. Cette procédure peut être répétée pour obtenir les vecteurs gradients Eak 

correspondant à autant de couches que nécessaire. Une fois connus, les vecteurs gradients Eak, 

nous pouvons utiliser les étapes 2 et 3 pour calculer les les vecteurs gradients Ew" 

correspondant à ses liaisons d'entrée. 

5 - Une fois tous les gradients calculés, on obtient pour le gradient stochastique, après la 

présentation de chaque observation, une modification des poids selon le schéma suivant : 

()E 
ôw .(k) =-Tt-

l.j aw .. 
I.J 
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L'étape 3 implique : 

A - *Ek* LJ.W--TJ e sk_ 
1.J J 1. 

L'étape 2 implique : 

!'J.w (k) = -11 * Eak *sk *(1-sk)*s.k 
l,j J j, ). 1, 

Si j est l'indice d'un neurone de la couche de sortie, alors d'après l'étape 1 : 

fl.w ( k) = -11 * ( s k - d ") * s . " * ( 1 - s " ) * s . .k I,J J. ].. J. J, 1 

Sij est l'indice d'un neurone d'une couche cachée, alors d'après l'étape 4: 

fJ. w ( k) = -Tj * "' ( EPk * w . h ) * s k * ( 1 - s k ) * s k 
'·l L.,; -n l· J· l· '· 

h 

où h est l'indice d'un neurone de la couche précédente. 

Finalement on peut rassembler les équations précédentes dans une seule équation : 

/::..w. -(k) = 11 * Ùk * s.k I,J ], 1, 

Si j est l'indice d'un neurone de la couche de sortie, alors : 

Si j est l'indice d'un neurone de la couche cachée, alors : 

ù j.k = L ( ùb.k * w j.b ( k)) * si.k * ( si.k - 1) 
h 

On répète les étapes 1, 2, 3, 4, et 5 pour chacune des observations. On arrête la procédure 

d'apprentissage quand l'erreur associée à chacune des observations ou à toutes les observations est 

inférieure à un certain seuil choisi par l'utilisateur, ou à la suite d'un nombre arbitraire d'itérations 

fixe au cours desquelles on a présenté successivement au réseau l'ensemble des K observations 

disponibles. 
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Pour remédier à certains problèmes d'instabilité qui risquent d'apparaître au cours de la phase 

d'apprentissage, Rumelhart (RUM - 85 ] a introduit dans la règle de mise à jour des poids un 
terme "momentum" a tel que : 

Dans, cet algorithme on a considéré les seuils de la fonction sigmoïde associés à chaque 

neurone comme des composantes du vecteur poids, ce qui simplifie le formalisme. 

II.4.2.4.b. Gradient de la fonction de coût total. 

Avec la stratégie de minimisation de la fonction de coût total, on présente l'ensemble complet 

des K observations à une itération donnée, en effectuant une rétropropagation à chaque 

présentation. On mémorise les poids ainsi calculées et finalement on additionne les différences 

L\,w;,j avec Llkwi,i =w;_/k)-w;}k-1). La modification des poids est donc effectuée après la 

présentation de toutes les observations, et elle provoque un ajustement du vecteur poids dans la 

direction opposée à celle du gradient de la fonction de coût total. 

On procède donc de la façon suivante, on calcule les variations .l'lk wi.j pour chacune des 
k=K 

observations Xk, k = 1, 2, ···,K. Ensuite, on calcule la somme I,11k w;,j de toutes ces variations. 
k=l 

Enfin, on calcule les variations totales pour chaque poids de la façon suivante : 

k=K 

L'lw .. (t) = """ilkw .. l,J L.J l,J 
k=l 

ILS. CONCLUSION 

De nombreuses expenences ont été réalisées qui ont prouvé l'efficacité _·des réseaux 

multicouches dans de nombreux domaines, comme la reconnaissance de caractère [KNE- 91], le 

diagnostic médical [LEC- 85] ou le diagnostic industriel [SOR - 91 ]. 

Gallinari a bien montré le lien qui existe entre les réseaux neuronaux multicouches, dont les 

neurones utilisent des fonctions de transfert linéaires, et l'analyse discriminante [GAL- 88]. 
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Toutes ces applications nécessitent une sortie désirée pour chaque vecteur d'entrée, car la 

rétropropagation telle qu'elle a été présentée, est une procédure d'apprentissage supervisé. Or, il 

existe de nombreux problèmes où les classes ne sont pas connues a priori. Une façon d'utiliser la 

rétropropagation dans un contexte non supervisé, est de faire un apprentissage en imposant que 

les valeurs désirées des sorties soient interpétées comme les composantes d'un vecteur de même 

dimension que les observations présentées au réseau. L'apprentissage se fait alors en modifiant 

les poids du réseau de telle sorte que les sorties ainsi obtenues soient le plus proche possibles aux 

entrées, au sens des moindres carrés. 

Les réseaux neuronaux 
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CHAPITRE III 

REDUCTION DE LA DIMENSION DES DONNEES 
PAR RESEAUX MULTICOUCHES 

ll.l. INTRODUCTION 

Nous avons présenté, au cours du chapitre précédent, l'architecture des réseaux neuronaux 

multicouche, ainsi que l'algorithme de rétropropagation qui permet d'effectuer l'apprentissage 

des poids des connexions dans le but de reconnaître et de classer des observations 

multidimensionnelles. Un reproche que nous pouvons formuler à l'égard de cet algorithme est 

d'être une procédure d'apprentissage supervisé. En effet, ce type de réseau nécessite de 

connaître la valeur désirée de la sortie pour chaque vecteur d'entrée. Dans le cas d'un 

apprentissage supervisé, les sorties désirées peuvent être les classes auxquelles appartiennent 

les observations. Or, lorsque nous ne disposons à priori d'aucune information sur les données 

à classer, autrement dit quand nous nous plaçons dans un contexte non supervisé, nous ne 

disposons pas de cette information. Nous allons donc adopter une stratégie totalement 

différente qui consiste à prendre le vecteur désiré Dk égal à Xk, avec k=l, 2, ... , K. Une 

architecture particulière du réseau peut être utilisée à cette fin. Ce type de réseau est constitué 

d'une couche d'entrée, d'une ou plusieurs couches cachées de tailles inférieures à celle de la 

couche d'entrée et d'une couche de sortie identique à la couche d'entrée (cf. figure ITI.l). 

Réduction de la dimension des données par réseaux multicouches 
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Les K observations disponibles sont présentées successivement à la couche d'entrée du 

réseau. Pour chacune de ces observations, le réseau fournit une sortie multidimensionnelle, 

fonction des poids des différentes connexions. Le but recherché est d'obtenir en sortie une 

réponse du réseau aussi proche que possible de son entrée, et cela pour l'ensemble de toutes 

les observations disponibles. On cherche donc à minimiser l'erreur quadratique suivante entre 

la sortie réelle et la sortie désirée : 

l k=Ki=N 2 

J =2 L L:(xi,k -si,k) 
k=l i=l 

N unités 

d'entrée 

P unités 

cachées 

Figure IJJ.l :Réseau à trois couches 

N unités 
de sortie 

La couche cachée du réseau est volontairement limitée à P neurones, où P<N. Au cours de 

la phase d'apprentissage, cette couche réalise un codage des observations présentées à l'entrée. 

Une telle architecture, appelée "autocodeur", qui permet de comprimer les données, n'est pas 

nouvelle. Elle a été utilisée pour la première fois par Ackley, Hinton, et Sejnowski [ACK-

85] avant d'être reprise par Rumelhart [RUM - 85]. Pour expliquer cette idée, considérons, 

par exemple, un réseau à huit neurones d'entrée, trois neurones cachés et huit neurones de 

sortie (autocodeur 8-3-8). On commence par une phase d'apprentissage. Pendant cette phase, 

on présente successivement au réseau des observations de dimension huit, jusqu'à ce qu'un 
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critère d'arrêt soit atteint. Quelle que soit l'observation présentée au réseau, les huit entrées se 

combinent dans les trois neurones cachés. Si le codage est bien fait, les huit neurones de sortie 

doivent afficher une valeur très proche de l'observation d'entrée. 

Pour contrôler l'état du réseau après la phase d'apprentissage, on lui présente à nouveau 

successivement les huit observations, et pour chacune d'elle on affiche les sorties des 

neurones de la couche cachée. Le tableau T3.1 indique les sorties des neurones cachés. Le 

réseau a généré un codage très élaboré des observations au niveau de la couche cachée. En 

effet, sur le tableau T3.1, on constate que les poids de la couche cachée ont permis de coder 

les observations. Les poids liés à la sortie ont réalisé un décodage. Cependant, les résultats 

très intéressants obtenus avec cette simulation correspondent à des observations à valeurs 

orthogonales et binaires. 

Observations d'entrée Sorties de la couche cachée Sortie du réseau 

10000000 0.5 0 0 10000000 

01000000 0 1 0 01000000 

00100000 1 1 0 00100000 

00010000 1 1 1 00010000 

00001000 0 1 1 00001000 

00000100 0.5 0 1 00000100 

00000010 1 0 0.5 00000010 

0000000 1 0 0 0.5 0000000 1 

Tableau 3.1 :Codage réalisé par les neurones cachés. 
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Cottrel, Munro, Zipser l COT - 88] ont repris cette technique en compression d'images en 

niveaux de gris. Pour interpréter les résultats obtenus dans le cas d'un réseau de neurones 

linéaires, ils ont utilisé l'analyse en composantes principales (ACP) comme outil théorique. 

L'objectif de l'ACP est de trouver un sous-espace de rang r, r < N, tel que la projection des 

données dans ce sous espace, conserve au maximum l'information initialement contenue dans 

les données. La stratégie de l'ACP consiste à trouver une matrice de passage de rang r, telle 

que les transformées des données initiales aient une matrice de covariance qui soit la 

meilleure approximation au rang r de la matrice de covariance des entrées. Pour cela, l'ACP 

détermine une base de srrr' constituée der vecteurs unitaires orthogonaux, tels que la variance 

des projections du nuage des K observations X", k = 1, 2, ···, K sur chaque vecteur de cette 

base soit maximale [SAP - 90][LAG - 83]. 

Les axes factoriels du nuage de points sont les vecteurs propres de la matrice de 

covariance. La valeur propre correspondant à un vecteur, rapportée à la somme des valeurs 

propres, exprime la part d'inertie, ou de variance totale du nuage, expliquée par l'axe factoriel 

défini par ce vecteur. 

En rangeant les axes factoriels dans l'ordre des valeurs propres décroissantes, on peut ne 

conserver que les premiers pour représenter les données. 

Dans le cas d'un réseau à trois couches, dont la fonction de transfert des neurones est 

linéaire, Bourlard et Kamp [BOU - 90] ont étudié le problème de l'encodage sur le plan 

théorique. Ces auteurs ont montré que les poids optimaux du réseau peuvent être obtenus en 

utilisant la technique de décomposition en valeurs singulières et ont démontré le-théorème 

suivant: 

Pour tout réseau multicouche ayant N neurones d'entrée, P unités cachées et N neurones de 

sorties, si l'on fait l'hypothèse que les vecteurs d'entrée sont indépendants, et si l'on note 

H', H2
, ••• , HK les vecteurs de sortie produits par la couche cachée du réseau à la présentation 
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respective des observations X1
, X2 

,. - ., xK, alors les vecteurs H', H 2
,-- ., HK sont la meilleure 

approximation de rang P du nuage observations X 1
, X 2

, ... ,XK_ 

Les auteurs montrent également que l'introduction d'unités non linéaires au niveau de la 

couche cachée ne change pas la solution optimale obtenue par le réseau. Cependant, dans le 

cas où les unités de la couche de sortie sont non linéaires, le résultat précédent n'est plus 

valable. 

Les résultats de Bourlard et Kamp ne donnent pas d'indication sur le choix de la fonction 

de coût à minimiser dans le cas linéaire. Baldi [BAL- 89] [BAL- 91] donne un résultat très 

intéressant : 

Soit B la matrice de dimension P x N des poids de connections des unités d'entrée de la 

couche cachée, soit A la matrice de dimension N x P des poids de connections des unités 

cachées de la couche de sortie, et soit Si la sortie du réseau à la présentation de l'observation 

xi_ 

Dans le cas linéaire, la fonction à minimiser peut s'écrire: 

i=K 
J(A,B) = I, llsi -ABxill 

i=l 

La fonction J présente un minimum local et global unique qui correspond à la projection 

orthogonale dans l'espace vectoriel engendré par les vecteurs propres, de l'ensemble des 

observations contribuant à l'apprentissage. Tous les autres points critiques de J sont-des points 

de selle [BAL- 91]. 

En effet, supposons que la matrice de covariance de l'ensemble d'apprentissage de rang N, 

et possède donc N valeurs propres distinctes A1 > A2 >---> AN. Soit 

3 = {i1, i2 ,- ·-, iP} ( 1:::;; i1 ~---~ iP ~ N) un ensemble d'indices quelconques et 

U 3 =[ Ui,, Ui
2 
,···, uiJ la matrice Orthonormale (U3U3T = 1) formée par les vecteurs propres 

TloAurtinn np ln dimension des données par réseaux multicouches 
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de la matrice de covanance associés aux valeurs propres A;, A; , ---,A; . Alors, l'unique 
1 2 p 

minimum local et global de J con·espond à l'ensemble d'indices suivant gg = {1, 2,---,P}, tels 

que les matrices A et B de rang P valent : 

A=UC 
g 

B=c-·ur 
g 

où C est une matrice inversible et où Ug est la matrice des vecteurs propres. Toutes les autres 

combinaisons de l'ensemble des indices correspondent à des points de selle. 

Si C est la matrice identité de rang P, c'est à dire si C = I , alors B = U r et on a ainsi les p g 

deux propriétés suivantes: 

• Le vecteur poids de la première unité de la couche cachée est égal au premier vecteur 

propre associé à la plus grande valeur propre de la matrice de covariance des observations de 

l'ensemble d'apprentissage. 

• Les sorties de la couche cachée à la présentation d'une observation Xk sont 

u;x1o:, u;x1o:, ... , u!xlo:. 

On retrouve donc les propriétés de l'analyse en composantes principales. 

La minimisation de l'erreur J peut être obtenue par des techniques d'algèbre linéaire très 

classiques [BAL - 91]. Cependant, la mise en oeuvre de ces techniques nécessite des 

hypothèses de travail parfois contraignantes telles que la non singularité de certaines' matrices. 

Lorsque l'opérateur ne possède aucune connaissance sur la structure des observations ainsi 

que sur les propriétés de l'ensemble d'apprentissage, l'algorithme de rétropropagation devient 

intéressant, car il peut être mis en oeuvre sans aucune hypothèse particulière sur les données. 

Cependant, lorsqu'on utilise la méthode du gradient pour minimiser la fonction J, la solution 

finale obtenue ne correspond pas à celle obtenue par l'A CP pour laquelle on aurait C = Ip. Par 
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conséquent, les vecteurs poids sont différents des vecteurs propres de la matrice de covariance 

des observations de l'ensemble d'apprentissage. Dans ce cas, nous pensons que l'information est 

répartie dans les deux unités de la couche cachée. Nous interprétons ce résultat par la 

propagation de l'erreur dans Je réseau où elle est distribuée sur ces deux unités, sans distinction 

entre elles. 

III.2. EFFET DES NON LINEARITES SUR LE COMPORTEMENT DES 
RESEAUX DE NEURONES. 

Tous les résultats que nous venons de présenter ne sont valables que si l'on suppose que le 

réseau est linéaire. 

Les réseaux neuronaux multicouches non linéaires constituent un outil difficile à 

appréhender mathématiquement. Afin de comprendre leur fonctionnement et de montrer 

l'effet de la non linéarité au niveau de la couche de sortie, nous considérons des échantillons 

d'observations bidimensionelles x• , k=l, 2, ... , K telles que x• = (xl)c, x
2
,J, dont la structure 

peut être aisément visualisée. 

Pour commencer, nous allons considérer un réseau à trois couches : une couche d'entrée 

constituée de deux unités, une couche cachée constituée d'une seule unité, et enfin une couche 

de sortie identique à la couche d'entrée (cf. figure III.2). 

2 unités 

d'entrée 

1 unité 

cachée 

2 unités 

de sortie 

Figure J/!.2 :Réseau à trois couches (2-1-2) 
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Au cours de la phase d'apprentissage, les K observations sont présentées au réseau. Pour 

chacune de ces observations, le réseau calcule la sortie h k de l'unité de la couche cachée. Le 

réseau fournit alors la sortie S' = [ s,', s;r telle que: 

Deux cas sont envisageables : 

1er cas : Les unités de la couche de sortie sont linéaires. 

Dans le cas où fest linéaire, on a les relations : 

En éliminant le Hk entre les deux équations, on obtient : 

D'après cette dernière équation, la relation entre les sorties des unités de la couche de sortie 

est linéaire. Ce résultat est très intéressant car cela veut dire qu'en fin d'apprentissage, lorsqu'on 

aura trouvé une configuration de poids qui minimise le critère quadratique, on aura pour 

chaque observation xk = [ xl,k, xl);: r' une sortie sk = [s. k, s2 kr qui vérifie l'équation 

précédente. Autrement dit, toutes les sorties se trouvent sur une droite dans le plan défini par 

les deux axes s~ , s~ . TI est à remarquer que, même s'il existe une non linéarité au niveau de la 

couche cachée, celle ci n'influencera pas le résultat final. Ce résultat est donc en accord avec 

les remarques faites par Bourlard et Kamp [BOU - 90] et Cottrel [COT - 88]. Cependant, si les 

composantes des observations sont liées par des équations non linéaires alors, les sorties que 

l'on désire aussi proches que possible des entrées, ne pourront pas représenter fidèlement la 

structure de l'échantillon analysé. 
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2 ème cas : Les unités de la couche de sortie sont non linéaires. 

Dans le cas où fest une fonction non linéaire, par exemple une fonction sigmoïde, on a : 

Après élimination de hk, on obtient la relation suivante: 

Dans ce cas, l'équation précédente indique la relation non linéaire qui existe entre les 

sorties du réseau. Cette non linéarité apporte donc des résultats intéressants si les composantes 

des observations soumises à l'analyse sont liées par une relation qui peut être approchée 

fidèlement par l'équation précédente. En effet, dans ce cas, les sorties du réseau seront plus 

proches des observations présentées à son entrée. L'exemple présenté confirme l'analyse que 

nous venons d'effectuer. Les données bidimensionnelles ont été générées d'une manière 

artificielle. Les composantes des observations constituant l'échantillon soumises à l'analyse ne 

sont pas liées par une relation linéaire. Nous avons tout d'abord effectué un apprentissage, 

ensuite on a présenté chacune des observations au réseau qui a fourni pour chacune d'elles, 

une sortie bidimensionelle. On constate sur la figure ill.3 a) qu'il est difficile, en utilisant un 

réseau, de trouver une droite qui représenterait correctement la distribution des observations 

analysées. La figure III.3 b) présente ces sorties dont la structure reflète plus fidèlement celles 

des données d'entrée. 
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Ill 

0,9 +données de départ • • • 
0,8 Il sortie du réseau • ... • • 0,7 • 0,6 • • Ill! • 0,5 •• 0,4 • • • 0,3 • 
0,2 Il\ • 
0,1 •• • • 

0 

0 0,1 0,2 0,3 0,4 0,5 0,6 0,7 0,8 

(a) 

1 

0,9 + données de départ ~·· 0,8 A sorties du réseau • Â 
A 

0,7 . . "" • 
0,6 • 
0,5 ~· 
0,4 &..• • 
0,3 
0,2 A • 
0,1 • p.• • 

0 
0 0,2 0,4 0,6 0,8 

(b) 

Figure l/13 : Ensemble d'observations dont les composantes sont liées par une relation non linéaire. 

a -Sorties d'un réseau dont les neurones de sortie sont liénaires 

b - -Sorties d'un réseau dont les neurones de sortie sont non liénaires 

Nous avons cherché à identifier certaines classes de problèmes pour lesquels les réseaux 

non linéaires sont intéressants. Nous aurons recours à l'expérimentation pour juger de la 

similitude de leurs comportements avec l'analyse en composantes principales. 
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III.3. EXEMPLES D'APPLICATION. 

Nous avons réalisé un certain nombre d'expériences qui illustrent les potentialités des 

réseaux non-linéaires. Les réseaux non linéaires que nous avons utilisés ont tous une couche 

cachée et une couche de sortie dont les neurones sont non linéaires. Par soucis d'homogénéité 

des réseaux, nous avons systématiquement utilisé des neurones non linéaires pour la couche 

cachée comme pour la couche de sortie. L'utilisation des neurones identiques permet, de plus, 

de bomer les sorties entre 0 et 1. 

lll.3.1. EXEMPLE 1: LES IRIS DE FISHER [FIS- 36]. 

Cet exemple est un ensemble de données à quatre dimensions souvent utilisé pour évaluer 

des procédures de classification. 

ll s'agit de mesures effectuées par Fisher sur 3 espèces différentes d'Iris : les iris Sétosa, 

Versicolor et Virginia. Pour chaque spécimen, Fisher a mesuré, en millimètres, la longueur et 

la largeur des sépales et des pétales. La base de données contient 150 observations, à raison 

de 50 pour chaque espèce. 

IIL3.1.1. TRAITEMENTS PAR L'ANALYSE EN COMPOSANTES PRINCIPALES. 

L'utilisation de l'ACP a fourni les deux axes principaux, qui conservent 99 % de 

l'information initiale. 

La projection des observations dans le plan factoriel (cf. figure ID.4) fait apparaître une 

classe bien séparée, celle des Iris Sétosa (classe 1) et deux classes proches : les Iris Versicolors 

(2) et les Iris Virginia (3). 
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Figure 111.4: Projection des données initiales sur le premier plan factoriel. 

lll.3.1.2. TRAITEMENTS PAR RESEAU MULTICOUCHE NON LINEAIRE. 

La base d'apprentissage de Fisher a été tout d'abord normalisée suivant la procédure 

indiquée au chapitre n, paragraphe ll.4.2.1. 

Nous avons utilisé une architecture à 3 couches : une couche d'entrée constituée de 4 

neurones, une couche cachée formée de deux neurones non linéaires et une couche de sortie 

constituée de 4 neurones non linéaires. 

La forme des nuages obtenus par le réseau multicouche d'une part (cf. figure lll.5) et 

l'analyse en composantes principales d'autre part (cf. figure ID.4) sont tout à fait comparables. 

La classe 1 est bien séparée des deux autres, les classes 2 et 3 sont plus proches. Dans ce cas, 

l'introduction des non linéarités n'apporte rien de nouveau par rapport à l'ACP. car la relation 

entre les composantes des observations peut être représentée par une relation linéaire,. En 
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effet, d'après l'analyse qui a été effectuée au paragraphe précédent, il n'y a aucun intérêt à 

mettre des non linéarités au niveau de la couche de sortie pour approcher des observations 

dont les composantes sont liées par une relation linéaire. 

0.89 

(1.81 

0.73 

0~ 

0.$ 

l 
'( 

c.~ ~ 
IJ.<C ~ 

0.32 J 
3 

0.2( 
3 

3 

O.fi 

0.13 Cl.21 o.2S o.3S o.~ o.~ o.57 
x 

2 
2 

2 

1 

0.11 o.7ll o.es 

Figure III .5 : Visualisation des sorties des neurones de la couche cachée 

ID.3.2. EXEMPLE 2 

Le second exemple est composé de 1000 observations réparties en deux classes de 500 

observations normales chacune, dont les paramètres statistiques sont explicités dans le tableau 

T3.2. 
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NOMBRE VECTEUR MATRICE DE 

DE POINTS MOYENNE COVARIANCE 

3 1 0 0 0 

3 0 1 0 0 

3 0 0 1 0 

500 3 0 0 0 1 

POPULATION 1 

6 1 0 0 0 

6 0 1 0 0 

6 0 0 1 0 

POPULATION 2 500 6 0 0 0 1 

Tableau T32 :Paramètres statistiques de l'exemple 2. 

111.3.2.1. TRAITEMENTS PAR L'ANALYSE EN COMPOSANTES PRINCIPALES. 

L'utilisation de l'ACP a fourni les deux axes principaux, qui conservent 83,5 % de 

l'information initiale. 

La représentation graphique des projections dans le plan factoriel fait apparaître deux 

classes bien séparées (cf. figure III.6) 

IIL3.2.2. TRAITEMENTS PAR RESEAU MULTICOUCHE NON LINEAIRE 

Nous avons utilisé une architecture à 3 couches : une couche d'entrée constituée de 4 

neurones, une couche cachée formée de deux neurones non linéaires et une couche de sortie 

formée de 4 neurones non linéaires. 
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Après une phase d'apprentissage, le réseau a appns la structure de données. Les 500 

observations sont alors présentées l'une après l'autre. Pour chacune des observations, le réseau 

a fourni une sortie au niveau des neurones cachés. Ces sorties sont présentées sur la figure 

ID.7. 

Dans cet exemple, la visualisation des sorties des neurones de la couche cachée a pennis de 

faire apparaître deux classes bien distinctes. Nous retrouvons donc à peu près les résultats de 

l'analyse en composantes principales. Ce résultat confirme les résultats que nous avons 

développés précédemment. Les non-linéarités au niveau de la couche de sortie n'auront pas 

beaucoup d'influence. 

l.Q3 

O.a3 2 
2 

1 
2 2 ~ o.~ 1 1 1 1 

1 

0.~5 1 2 
1 

0.26 

y 
0.07 1 

1 
-o.13 

11 

-o.32 2 
1 

-o.51 
1 

-o.70 

-o.9l 1 

-1.60 -1.27 -o.94 -o.61 -o.28 o.~ o.37 0.70 1.03 1~ l.f,ll 
x 

Figure 1116 : Projection des données sur le premier plan factoriel 
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Figure 1/1.7 : Visualisation des sorties des neurones de la couche cachée 

ITL3.3. EXEMPLE 3 

L'ensemble de données considéré dans cet exemple est constitué de deux classes en formes 

de croissants en dimension 3. 

Les deux populations sont composées de 700 observations chacune. Les attributs x1, ~' ~ 

sont définis par : 

x1 = A1cosecosp+B1 

x2 = A2 sinecosp + 8 2 

x3 = A3 sinp+B3 

où e et p sont des variables aléatoires normales de moyennes et de variances 

respectivement m, m1, s, s1 , et où Bt, B2, B3 sont des variables normales de moyennes 

J.11, ~. J.L3 et de variances crl' cr2 , 0'3• Les valeurs de ces paramètres sont détaillées dans le 

tableau T3.3 

Réduction de la dimension des données par réseaux multicouches 



-Page 74-

e p BI B7 B, Al A7 A< 

Population 1 m=O mr=O J...l1=0 J...l2= -JO J...L3=0 Al=JO A2 =IO AyiO 

s= 8 SI= 40 
01=2 03= 2 03 = 2 

Population 2 m=O m1= 180 J...l1=0 J...l2= -15 J...l3= JO Al=JO A2=IO A y JO 

s= 8 si= 40 
01=2 03= 2 03= 2 

Tableau T3.3 :Paramètres statistiques pour l'exemple trois. 

ffi.3.4.1. TRAITEMENTS PAR L'ANALYSE EN COMPOSANTES PRINCIPALES. 

L'utilisation de l'ACP a fourni ces deux axes prmc1paux qui apportent 89,29 % de 

l'information initiale (cf. figure ID.8). 

ffi.3.4.2. TRAITEMENTS PAR RESEAU MULTICOUCHE NON LINEAIRE. 

Les formes des nuages obtenus par le réseau multicouche non linéaire (cf. figure ID.l 0) et 

les résultats de l'analyse en composantes principales de la figure ITL9 sont totalement 

différents. En comparant la structure des données projetées (cf. figure Till 0) et la structure 

des données dans leur espace de départ (cf. figure Ill.8), on constate qu'avec le réseau 

multicouche non-linéaire, on retrouve la structure des données de départ. Ce résultat confirme 

nos résultats précédents. En effet, la structure des observations est non linéaire, de telle sorte 

que si les neurones de sorties sont linéaires, alors les sorties de la couche de sortie qui 

approchent les entrées du réseau au sens des moindres carrés appartiendront à un hyperplan. 

Par contre, si les neurones de la couche de sortie sont non linéaires, alors les sorties 

n'appartiennent pas à un hyperplan, mais à une surface non linéaire. Dans notre cas, cette 

surface non linéaire s'est avérée plus proche de la relation non linéaire entre les composantes 

des observations. Par conséquent, la compression réalisée par la couche cachée est meilleure 

que celle qu'on aurait pu obtenir avec un réseau multicouche linéaire. 

V~riurtinn nP ln dimrnsinn des données var réseaux multicouches 



-Page 75-

Figure Jl/.8: Une vue des observations dans l'espace à trois dimensions 
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Figure 1/1.9: Projection des données sur le premier plan factoriel 
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u u u u u-u ~ u ~ 
x 

Figure 111.10 :Visualisation des sorties des neurones de la couche cachée 

III.S. SYSTEME DE CLASSIFICATION INTERACTIF. 

lli.S.l. ROLE DE L'OPERATEUR HUMAIN EN CLASSIFICATION 
AUTO MA TIQUE. 

La visualisation dans un plan d'un ensemble d'observations multidimensionnelles ne 

constitue qu'une technique de réduction de la dimension. En donnant à l'opérateur des moyens 

interactifs qui l'aideront à mettre en évidence les groupements de points dans le plan, cette 

visualisation devient un support privilégié d'une procédure de classification où l'analyste 

garde un certain contact avec les données qu'il traite. 

L'utilisation de la souris et l'exploitation de l'affichage en couleur vont permettre à 

l'analyste d'identifier lui même les groupements qui apparaissent sur l'écran. 
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Pour le décharger au maximum des contraintes qui seraient liées à un tracé interactif des 

frontières entre les groupements des observations, nous avons laissé à l'analyste le soin de 

choisir le centre des différents regroupements. En effet, le tracé interactif, déjà utilisé par 

Sammon [SAM - 69] et récemment repris par Esson {ESS - 89], permet de tracer les 

frontières entre les différentes classes. Néanmoins, quand les classes se chevauchent, il 

devient difficile de tracer la frontière entre les différentes classes sans risquer de commettre 

des erreurs de positionnement qui conduisent à des taux d'erreur de classification élevés. Nous 

avons donc choisi de confier à l'analyste la possibilité de repérer avec la souris le centre des 

différents groupements qu'il découvre visuellement sur l'écran du calculateur. Lorsque ceux-ci 

présentent un fort degré de chevauchement, le repérage du centre est plus facile que le 

positionnement de leurs frontières. Une fois ces centres 'cliqués' sur l'écran, la procédure 

classique ISODATA est mise en oeuvre. 

111.5.2. L'ALGORITHME ISODATA. 

La méthode ISO DATA entre dans le cadre d'un ensemble de techniques métriques de 

partitionnement dites adaptatives, pour lesquelles on commence par choisir arbitrairement Q 
représentants R,, R2 , ···, Rq, ·· ·, RQ des Q classes C,, C2 , • ··, Cq, · · ·, CQ en présence [BAL- 67]. 

A partir de ces représentants, on définit une partition C des données en Q classes Ct, C2, ... , 

CQ· 

On note: 

R={R R ···R ··· R} 
•' 2' q' ' Q 

C={C C ···C ··· C} •" 2' q' ., Q 

Chacune des observations à classer est assignée à l'une des classes Cq selon une mesure de 

similarité entre les représentants Rq et l'observation considérée. La partition C ainsi obtenue 

est utilisée pour redéfinir une nouvelle représentation R [DIO- 82]. 

Ce processus itératif, qui inclut la phase de définition de la partition C et celle de 

réactualisation de la représentation R , prend fin lorsqu'un critère mesurant l'adéquation de la 

représentation R à la partition C est optimisé. 
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Dans la méthode ISO DATA que nous présentons dans ce paragraphe, le représentant de 

chaque classe Cq est défini par son centre Yq, et la mesure de similarité utilisée est la distance 

euclidienne de chacune des observations aux différents centres Yq, q=l, 2, ... ,Q. L'algorithme 

général associé à cette technique peut être résumé en six points principaux : 

1 - Spécifier le nombre Q de classes en présence, ainsi que les centres Yq de ces classes, 

q=l,2, ... , Q. 

2 - Assigner chaque observation à la classe associée au centre le plus proche, au sens de la 

distance euclidienne. 

3 - Si une classe ne contient pas suffisamment d'observations, la supprimer et aller en 2. 

4 - Recalculer les centres Yq des classes Cq, compte tenu de la nouvelle partition définie en 

2. 

5 - Calculer la norme de la matrice de covariance de chaque classe et la comparer à une 

valeur autorisée. Si la norme de la matrice de covariance d'une classe Cq est trop grande et 

que la distance moyenne des observations de cette classe à son centre Y<~ est supérieure à la 

valeur moyenne des distances des observations des différentes classes à leurs centres 

respectifs, scinder la classe C q considérée en deux classes distinctes et aller en 2. 

6 - Calculer toutes les distances séparant les différents centres les uns des autres. Si 

certaines de ces distances sont plus faibles qu'une certaine distance minimum autorisée 

séparant deux centres, regrouper les deux classes considérées en une seule et aller en 2. 

Cet algorithme, que nous venons de décrire dans sa version de base, nécessite la 

spécification de nombreux paramètres tels que le nombre de classes, les valeurs des différents 

seuils de scission et de regroupement, les coordonnées des différents centres initfuux. Cest 

pourquoi de nombreux auteurs ont cherché à minimiser le nombre de paramètres nécessaires à 

la mise en oeuvre de cet algorithme en exploitant des informations pouvant être extraites des 

observations elles-mêmes [FOR- 74] [DA V- 79] [TOU- 79]. 

En ce qui nous concerne, nous avons utilisé cette technique dans une version simplifiée. 

Nous tirons profit de la visualisation qui permet d'initialiser correctement la procédure 
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ISODATA afin de décharger l'opérateur des multiples paramètres à ajuster. Ensuite, cette 

procédure assigne d'elle même, et avec une très grande facilité, les points aux différentes 

classes mises en évidence. 

La version simplifiée de l'algorithme ISO DATA que nous avons utilisée, que nous 

appellerons !SODA TAB (]l comme Bidimensionel) peut être résumée de la façon suivante : 

Soient H', H\ ... , HK les sorties de la couche cachée du réseau correspondant aux 

' · d b · x' x 2 xK presentations es o servauons , , ... , . 

1 - L'opérateur choisit le nombre de classes Q constituant l'échantillon d'une manière 

interactive en cliquant sur les différents centres Hq qu'il localise visuellement, q=l, 2, ... , Q. 

2 - Les observations de l'échantillon sont classées en les assignant à la classe associée au 

centre le plus proche. 

3 - Les centres H
1 

des classes Cq sont réajustés compte tenu de la nouvelle partition 

définie en 2. 

4- Si l'un des centres a changé, la procédure est reprise au point 2. Sinon elle est arrêtée. 

5 - Les observations Xk de l'échantillon de départ sont classées en les assignant à la classe 

correspondant au centre le plus proche. 

L'assignation d'une couleur d'affichage différente à chaque classe mise en évidence permet 

à l'analyste de juger visuellement de la qualité des résultats obtenus. 

A tout moment, il peut initialiser différemment le processus ISO DATA, afin de faire 

apparaître de nouvelles classes, d'en faire disparaître, ou de modifier les centres initiaux afin 

de regrouper différemment les points observés. 

Une fois satisfait de la classification des points à l'écran, l'analyste dispose immédiatement 

des caractéristiques multidimensionnelles des classes d'observations ainsi créées et de 

l'assignation de chaque observation disponible à chacune d'elles. 
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111.6. EXEMPLE D'APPLICATION 

11!.6.1. EXEMPLE 2 

Nous reprenons l'exemple 2 et, afin d'exploiter la représentation de la figure III.7, nous 

avons utilisé l'algorithme ISODATAB. En "cliquant" sur les centres des deux classes 

présentes, nous transmettons simultanément à ISO DA T AB le nombre de classes et les 

coordonnées des centres. La figure III.ll indique l'appartenance des observations classées par 

la technique ISO DA T AB. 

Dans la table T3.4 figurent les caractéristiques statistiques des groupements obtenus 

respectivement avec les procédures ISO DA T AB et avec l'algorithme classique ISO DA TA 

multidimensionnel. Cette table contient les matrices de confusion ainsi que les taux d'erreur. 

Dans ces matrices, les colonnes représentent les classes telles qu'elles ont été générées, les 

lignes indiquant la taille des classes obtenues après classification. Par exemple, l'élément 

d'une matrice se trouvant en ligne 2, colonne 1, représente le nombre d'observations assignées 

à la classe 1 alors qu'elles ont été générées dans la classe 2. On peut remarquer que l'approche 

qui utilise ISODATAB donne les mêmes résultats que la procédure ISODATA. 

Nombre d'observations Vecteur Matrice de 
moyenne covariance 

3.04 

['œ 
0.10 0.13 ·~] 0.01 1.18 0.05 0.06 

3.01 
0.13 0.05 0.98 0.10 

Population 1 504 2.98 0.07 0.06 0.10 1.08 

2.97 

5.94 

r~ 
0.02 -0.02 ~-~] 0.02 0.97 0.00 0.02 

6.06 
-0.02 0.00 0.99 0.07 

Population2 496 6.00 -0.04 0.02 0.07 1.01 

6.03 

[- "] Matrice de 
confusion 

4 496 

Taux 
d'erreur 0.4% 

Tableau T3.4: Paramètres statistiques estimés par la procedure TSODATAB et par la procédure TSODATA 

multidimensionnelle 
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Les deux procédures ISODATA et ISODATAB nous ont permis d'avoir les mêmes 

résultats de classification. Cependant, l'utilisation de la procédure ISO DATA nécessite la 

connaissance du nombre de classes, et le choix du centre de gravité des différentes classes 

choisies. Ce choix est répété plusieurs fois pour différents centres de gravité jusqu'à 

l'obtention d'une configuration stable. 

0.72 

0.61 

0.55 

0.49 

y 0.44 

~.38 

0.32 

0:0 

0.21 

0.15 

1 

2 

2 

~ w ~ d u u u ~ u ~ 
l( 

1 

Figure 11/.11 :Résultats de la classification des observations par la technique ISODAT AB. 

lll.6.2. EXEMPLE 3 

L'ensemble de données considéré dans cet exemple est constitué d'une classe sphérique et 

de deux classes en formes de croissants en dimension 3 (cf. figure ill.12). 

La première population est constituée de 500 observations normales dont les paramètres 

statistiques sont définis par : 

M=[-~ ] L=[~ ~ ~] 
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La deuxième et la troisième populations sont composées de 700 observations chacune. Les 

attributs xi> x2 , x3 sont définis par: 

X 1 =A1 cosecosp+B, 

x 2 = A 2 sine cosp + 8 2 

X 3 =A 3 sinp+B 3 

où e et p sont des variables aléatoires normales de moyennes et de variances respectivement 

rn, rn 1> s, s 1 , et où B 1, B2, B3 sont des variables nonnales de moyennes J..LP J.12, J..L 3 et de 

variance cr1, cr2 , <J3 • Les valeurs de ces paramètres sont détaillées dans le tableau T3.3 

e jl B, B? B~ A, A? A~ 

Population 1 
m=O m1=0 J..l1=0 J..l2= .Jo J.l3=0 Al=JO A2 =JO A3=10 

s= 8 sl= 40 
0"1= 2 0"2= 2 0"3= 2 

Population 2 m=O m1= 180 J.11=0 J..l2= -15 J..l3= JO A1=10 A2 =JO A y JO 

s= 8 si= 40 
0"1=2 0"2= 2 0"3= 2 

Tableau T3.5 :Paramètres statistiques pour l'exemple trois. 

Nous reprenons l'exemple 3 et, afin d'exploiter la représentation de la figure III.l3, nous 

avons utilisé l'algorithme ISO DA T AB. 

Dans les tables T3.6 et T3.7 figurent les matrice de confusion ainsi que les taux d'erreur 

obtenus respectivement aves les procédures ISO DA T AB et ISODA TA. 

On remarque que le taux d'erreurs obtenu avec ISO DA TAB est supérieur à celui obtenu 

avec ISODATA appliqué directement dans l'espace multidimensionnel. Ceci est dû au fait 

que ces trois classes sont éloignées dans l'espace d'origine, mais leurs projections en deux 

dimensions ont tendance à se chevaucher. En appliquant ISO DA TAB, les observations situées 

à l'extrérni!P de la classe numérotée "l" en forme de croissant ont tendance à être assignées à 

la classe gaussienne, car la technique d'ISO DA T AB ne prend pas en compte la forme 

géométrique des classes (cf. figure III.14), ce qui donne un taux d'erreur de classification 

élevé. Il faudrait tenir compte de la forme géométrique des classes, si on veut de meilleurs 
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résultats. Nous développerons, dans les prochains chapitres, une méthode qui tient compte de 

la forme géométrique des classes. 

[:" 
2 

68 ] 590 101 

0 500 
Matrice de confusion 

Taux erreur 9% 

Tableau T3.6: Matrice de confusion et taux d'erreùr par ISODATA B. 

Matrice de confusion 

Taux erreur 0.03% 

Tableau T3.7: Matrice de confusion et taux d'erreur par ISODATA multidimensionnel. 

Figure //1.12 : Une vue des observations dans l'espace à trois dimensions. 

Réduction de la dimension des données par réseaux multicouches 



-Page 84-
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0.71 
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0,9; 

0,41 

0.34 

0.26 

0,11 
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x 

Figure JJI.J3 :Visualisation des sorties des neurones de la couche cachée 
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Figure ll/.14_: Résultats de la classification des observations par la technique ISODATAB. 
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IV.7. CONCLUSIONS. 

Dans ce chapitre, nous avons montré que l'utilisation des réseaux multicouches avec 

l'algorithme de rétropropagation comme algorithme d'apprentissage permet de réduire la 

dimension des données. Nous avons aussi montré que lorsque les données de départ sont non 

linéaires, l'introduction des non linéarités au niveau de la couche de sortie permet de préserver 

cette non linéarité lors de la réduction de la dimension. Pour certains exemples, les résultats 

obtenus par les réseaux multicouches non linéaires sont même meilleurs que ceux obtenus par 

l'analyse en composantes principales. 

Cette représentation bidimensionelle n'aurait aucun intérêt si elle ne pouvait être exploitée 

en utilisant des routines graphiques ainsi que des procédures de classification automatique. 

L'algorithme d'ISO DA TAB peut exploiter cette représentation de manière très efficace si les 

classes sont de forme globulaire. Les résultats obtenus quand les données de départ 

appartiennent à des classes sphériques sont encourageants. 

Cependant, quand les classes ne sont pas sphériques, il faut tenir compte de la forme 

géométrique des classes si on veut obtenir de meilleurs résultats. Dans le prochain chapitre, 

nous proposons une nouvelle méthode qui permet de tenir compte de la forme des classes. 

Cette méthode s'inscrit dans le cadre de la morphologie mathématique. 
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CHAPITRE IV 

EXPLOITATION DE LA REPRESENTATION 
BIDIMENSIONNELLE DES DONNEES PAR 

MORPHOLOGIE MATHEMATIQUE 

IV.l. INTRODUCTION. 

Dans le chapitre précédent, nous avons montré que l'utilisation des réseaux multicouches, avec 

l'algorithme de rétropropagation comme algorithme d'apprentissage, permet de réduire la 

dimension des données. Cette représentation bidimensionnelle n'aurait guère d'intérêt si elle ne 

pouvait être exploitée par des procédures de classification automatique. L'algorithme ISODAT AB 

nous a permis d'exploiter cette représentation de manière très efficace quand les classes sont de 

formes globulaires. Cependant, quand les classes ne sont pas sphériques, il faut tenir compte de 

leur forme géométrique si on veut obtenir de meilleurs résultats. Nous proposons une nouvelle 

approche qui est fondée sur l'utilisation de critères géométriques et structuraux. La _base de cette 

approche est celle de la Morphologie Mathématique. 

La Morphologie Mathématique a un avantage remarquable : les résultats de la plupart des 

transformations utilisées peuvent être visualisés immédiatement sous une forme 
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perceptible par l'opérateur, même si l'algorithmique sous-jacente est parfois complexe. En effet, 

la morphologie améliore la lisibilité des données réduites en éliminant les détails superflus et en 

faisant ressortir les éléments saillants de leur structure. Cette propriété est très importante si on 

veut intégrer l'opérateur dans le processus de classification. 

La Morphologie Mathématique est née en 1964 d'une collaboration de Matheron et de Serra. 

De 1964 à 1968, ces auteurs ont essentiellement mis au point les notions de transformations en 

tout ou rien, les opérateurs d'ouverture, de fermeture et les modèles booléens, en même temps 

que se créait le Centre de Morphologie Mathématique de Fontainebleau. 

En fait, la Morphologie Mathématique est fondée sur des concepts de la théorie des 

ensembles, et regroupe trois aspects fondamentaux : un aspect algébrique, un aspect topologique 

et un aspect probabiliste. Elle est basée sur des transformations de l'ensemble à analyser qui est 

comparé à un ensemble pré-défini, appelé élément structurant, de structure connue et 

généralement très simple. Le but de ces transformations ensemblistes est d'extraire de l'ensemble 

analysé des caractéristiques structurales et morphologiques. L'élément structurant est défini par 

son origine (appelée également son centre) et par sa structure spécifique. Aux propriétés 

géométriques de chaque élément structurant, (symétrie, isotropie, connexité) correspond une 

signification géométrique ou structurale des transformations associées. 

Essentiellement appliquée aux images binaires lors de son introduction par Matheron [MAT -

75] et Serra [SER- 82] en France et par Sternberg [STE- 82] aux Etats-Unis, la Morphologie 

Mathématique a été ensuite étendue aux images en niveaux de gris [STE - 86]. 

n est possible de distinguer trois grands types d'applications des transformations 

morphologiques en analyse d'images. Tout d'abord, sont apparues les transformations de type 

tout ou rien, comme la dilatation, l'érosion, l'ouverture et la fermeture [HAR - 87] dans le but de 

filtrer les images à analyser [MAR- 87a][MAR- 87b]. Des outils morphologiques permettant de 

réduire l'image sans altérer ses caractéristiques géométriques, telles que des transformations de 

type squelettisation, amincissement et épaississement ont ensuite été développés [MAR - 86]. 

Enfin, plus récemment, la Morphologie a été utilisée pour réaliser des transformations assurant la 
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décomposition des images binaires en élément simples en vue de leur reconnaissance [PIT - 90]. 

En règle général, à chaque type de transformation est associé un type d'élément structurant. 

Récemment, Song et Delp ont montré que l'utilisation de plusieurs éléments structurants 

permettait d'améliorer les performances des filtres morphologiques [SON - 90]. 

Pour répondre aux contraintes des systèmes numériques de traitement d'image, la Morphologie 

Mathématique a été développée sur des espaces numérisés. Serra a décrit la numérisation d'une 

image binaire en trois phases principales [SER- 82]. 

Tout d'abord, l'espace continuE est remplacé par un réseau de points régulièrement espacés, 

les deux principaux réseaux d'échantillonnage utilisés étant le réseau carré et le réseau hexagonal. 

On considère alors l'intersection de l'image avec ce réseau de points d'échantillonnage, et on 

assigne la valeur 1 à tous les points du réseau ayant une intersection non nulle avec les objets de 

l'image, et la valeur 0 à tous les autres points du réseau. 

La notion de réseau étant insuffisante pour permettre une analyse des images, il est nécessaire 

de définir la notion de graphe. Soit Y l'ensemble des points du réseau à valeur 1, et yc 

l'ensemble des points à valeur O. Un graphe, généralement noté (Y,Dn), est défini par deux 

ensembles : celui des sonunets, qui sont les points du réseau d'échantillonnage appartenant à Y, 

et celui des arêtes qui joignent les couples de points de l'ensemble Y. A tout graphe (Y, D n) est 

associé le graphe complémentaire ( yC, D n), n indiquant le type de graphe utilisé. 

Sur le réseau carré, on définit le plus souvent soit le graphe carré noté D4, soit le graphe 

octogonal Dg, tandis que, sur le réseau hexagonal, est généralement défini le graphe D6· La 

figure IV.l illustre le passage d'un espace continu à un espace discrétisé et la figure IV.2 montre 

les différents graphes possibles. En règle générale, le réseau et le graphe hexagonal associé sont 

les mieux adaptés à l'analyse morphologique des images du fait de leur isotropie. 
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Figure IV.l :Passage d'un espace continu à un espace discrétisé sur un réseau carré. 
a -Image continue. 

(a) 

b- Image discrétisée avec représentation du réseau carré. 

(b) 

Figure IV.2 :Les différents graphes associés au réseau. 
a- Graphe carré associé au réseau carré. 

b- Graphe octogonal associé au réseau carré. 
c - Graphe hexagonal associé au réseau hexagonal. 

(c) 

Dans le cadre de notre étude, les données à analyser sont des ensembles d'observations 

bidimensionnelles représentées par des points dans l'espace euclidien 9\2. Afin d'appliquer la 

théorie de la Morphologie Mathématique à l'analyse des données, il est nécessaire de commencer 
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par discrétiser leur espace de représentation. Il s'agit donc de transformer l'ensemble des 

observations disponibles en un ensemble discret de points à valeurs soit binaires par analogie à la 

Morphologie binaire, soit multiniveaux par analogie à la Morph9logie en niveau de gris. Les 

transformations que nous décrivons dans ce mémoire sont de type tout ou rien, c'est à dire que la 

fonction associée prend ses valeurs dans l'ensemble { 0, 1 } . 

Le point de départ de notre étude est la représentation bidimensionnelle que nous avons 

obtenue dans le chapitre précédent. Les observations réduites sont les sorties des neurones 

cachés. Ces sorties sont définies dans un espace euclidien 9\2. Afm de pouvoir appliquer les 

outils de Morphologie Mathématique binaire, cet espace doit être discrétisé. 

La première phase de la discrétisation de l'espace de représentation des données consiste à 

définir, sur l'espace euclidien 9{2, un réseau d'échantillonnage qu'il est nécessaire de préciser. 

Des travaux récents ont montré que l'on pouvait appliquer les outils morphologiques de base à 

l'analyse de données [DOU- 91a] [DOU- 91b] dans un espace bidimensionnel. Néanmoins, le 

nombre de dilatations et le nombre d'érosions doivent être contrôlés par l'opérateur, ce qui n'est 

pas toujours facile, puisque l'on ne dispose à priori d'aucune connaissance sur le nombre de 

classes en présence et par conséquent, il y a risque de faire disparaître des classes en procédant à 

des dilatations ou à des érosions multiples. Postaire, Zhang et Botte-Lecocq [BOT- 91][POS -

93] ont adapté les outils morphologiques binaires de base à l'analyse des données 

multidimensionnelles. Cependant, lorsque la dimension N de l'espace de représentation des 

données devient élevée, l'opération d'érosion par exemple tend à éliminer presque tous les points 

de l'ensemble discret. En effet, avec un élément structurant hypercubique de taille 3N, un point 

de Y ne sera conservé que s'il possède 3N -1 voisins appartenant eux-mêmes à Y. Les méthodes 

utilisées ne sont donc fiables qu'à condition que le nombre N d'attributs décrivant les 

observations ne soit trop grand 

En fait, tous les travaux que nous venons de présenter ont un point en commun, ils utilisent 

tous les outils de base de la Morphologie Mathématique comme des filtres. 
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La technique que nous allons utiliser est la méthode de la ligne de partage des eaux (LPE) qui 

n'est pas, à proprement parler, une notion purement issue de la Morphologie Mathématique. Le 

concept a son origine en topographie et en hydrogéologie. La LPE a été introduite en 

Morphologie par Beucher pour la segmentation des images [BEU - 90]. Avant d'introduire 

l'algorithme de LPE, nous allons définir les transfonnations de Morphologie Mathématique dont 

nous aurons besoin par la suite. 

IV.2. TRANSFORMATION DES DONNEES REDUITES EN UN 
ENSEMBLE DISCRET D'ELEMENTS A VALEURS BINAIRES. 

Soit H* un échantillon de K observations bidimensionnelles H1, H2 , ···, Hk, ···, HK avec: 

L'ensemble H* doit subir, dans un premier temps, une transformation permettant de le 

représenter dans l'espace discret ( z+ )2
• 

Pour effectuer cette transformation, l'origine 0 de l'espace euclidien 9\2 est d'abord translatée 

au point 0' (cf. figure IV.3.a) de coordonnées : 

T 

0' =[min h1 k' min h2 k] 
k ' k ' 

Une transformation telle que: 

où: 

y' -(h -minh )*~ n,k- n,k k n,k Ln 

Ln = max h k -minh k n = 1, 2 k n, k n, 

permet alors de travailler dans un espace où les valeurs extrêmes des attributs défmissant les 

observations projetées sont identiques. Par conséquent, après cette normalisation, les 

observations sont situées à l'intérieur d'un carré de côté égal à R (cf. figure IV.3.b ). 
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Chaque axe du nouvel espace de représentation des données est alors découpé en R intervalles 

égaux de longueur unité. Cette discrétisation définit un ensemble de R 2 carrés de côté unité, dont 

les centres constituent un réseau régulier de points d'échantillonnage (cf. figure IV.3.c). Pour 

accélérer les calculs, chaque centre : 

est repéré par les parties entières de ses coordonnées. On définit le carré correspondant : 

C=[c,,cJ 

par deux coordonnées entières, égales à celles de son centre. 

Pour simplifier la description de la distribution des observations y•k dans l'espace normalisé, 

où Y,.'=(y'l.k, y'2,k], on détermine les carrés unitaires non vides. La liste de ces carrés non vides 

peut être déduite immédiatement de celles des observations y•k, k=l, 2, ... ,K. En effet, on peut 

montrer que l'observation Y'k est située dans le carré dont le centre a pour coordonnées : 

CCk = ( INT(y' t.k ), INT(y' 2.k) r 
où INT(y' n,k ), n = 1, 2, représente la partie entière de la n-ième coordonnées de l'élément y•k 

[POS- 82a]. 
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(b) 

Figure IV 3 :Représentation d'un ensemble de données bidimensionnelles par un ensemble discret. 
a - Ensemble des observations brutes. 
b- Normalisation des observations. 
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(d) 

Figure TV 3: (suite) Représentation d'un ensemble de données bidimensionnelles par un ensemble discret. 
c -Réseau de points d'échantillonnage (R=lO). 

d - Ensemble discret de points à valeurs binaires. 

En prenant la partie entière de toutes les coordonnées des K observations bidimensionnelles, 

on obtient la liste des carrés non vides. Si plusieurs observations sont situées dans le même carré, 

celui-ci apparaît plusieurs fois dans la liste, mais il est facile d'éliminer les répétitions. De plus, 

tous les carrés qui ne figurent pas dans cette liste sont vides de toute observation. Cet ensemble 
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de carrés non vides peut être considéré comme une version simplifiée des données initiales (cf. 

figure IV.3.d). Une fonction binaire est définie sur la base de cette discrétisation de sorte qu'à 

chaque carré non vide du réseau d'échantillonnage est associée la valeur 1, tandis qu'à chaque 

carré vide du réseau est associée la valeur O. 

Plus précisément, soient Y l'ensemble discret constitué des carrés non vides du réseau et yc 

l'ensemble des carrés vides de ce réseau. La fonction binaire B est définie sur ce réseau par : 

B : ( z+ )2 
-7 { o, 1} 

Y HB(Y) 

où B(Y) = 0 lorsque le carré de centre Y est vide de toute observation et où B(Y) = 1 lorsque le 

carré de centre Y est non vide. 

Le résultat de cette procédure de discrétisation est donc l'ensemble discret Y constitué de tous 

les points Y tels que B(Y)=l. Dans cette procédure, le seul paramètre à ajuster par l'opérateur est 

le pas de discrétisation R dont le choix est déterminant pour la suite des traitements. En effet, 

quand le pas R est trop grand, la discrétisation est trop fine de telle sorte que les carrés non vides 

sont relativement isolés. ll est alors difficile de mettre en évidence les différents modes. Par 

contre, quand R est trop petit, la résolution est trop faible, et il est alors difficile d'identifier les 

différentes classes en présence. En fait, le pas R dépend de la structure de la distribution des 

données. Or, comme nous nous plaçons dans un contexte non supervisé, nous ne disposons 

d'aucune information concernant cette structure. Nous proposerons par la suite un moyen 

heuristique qui permet d'ajuster au mieux ce paramètre. 

Dans la suite de ce mémoire, nous utilisons indifféremment le terme de point ou de carré. Un 

point Y appartient à Y s'il est le centre d'un carré non vide. Par contre, un point de yc 

correspond à un carré vide de toute observation. 

En résumé, dans l'espace euclidien 9{2, les classes de l'ensemble à analyser sont caractérisées 

par une forte concentration locale d'observations séparées par des régions faiblement peuplées, 

sinon vides d'observations. Lorsque l'ensemble d'observations a subi la transformation 

précédemment décrite, ces différences de concentrations locales sont reflétées par la structure 
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spatiale de l'ensemble discret Y . En effet, dans l'espace discrétisé, les modes associés aux classes 

en présence sont représentés par des sous-ensembles connexes de points de Y, de sorte que 

chaque classe peut être identifiée à l'une des composantes connexes de Y. Pour détecter ces 

différentes composantes connexes, nous utiliserons l'algorithme de la ligne de partage des eaux 

(LPE). 

IV.3. TRANSFORMATIONS MORPHOLOGIQUES BINAIRES 
ELEMENT AIRES. 

Avant de définir les transformations morphologiques élémentaires, il est nécessaire de préciser 

les notations utilisées. 

On notera: 

Y :un ensemble discret de points Y tels que B(Y)=l. 

yc : l'ensemble complémentaire de Y, constitué des points Y tels que B(Y)=O. 

Y : un point du réseau d'échantillonnage, dont les coordonnées yi> y2 sont des entiers positifs 

ou nuls: 

IV.3.1. NOTION D'ELEMENT STRUCTURANT 

Comme nous l'avons mentionné précédemment, le principe fondamental de la Morphologie 

consiste à comparer l'ensemble à analyser à un ensemble de structure connue, appelé élément 

structurant, afin d'en extraire des caractéristiques structurales ou morphologiques. En quelque 

sorte, chaque élément structurant fait apparaître l'ensemble à analyser sous un jour nouveau. Tout 

l'art consiste à choisir le ou les bons éléments structurants. 

Exploitation de la représentation bidimensionnelle des données par morphologie mathématique 



-Page 97-

Les transformations morphologiques les plus simples pouvant être appliquées à un ensemble 

discret de points à valeurs binaires sont l'érosion et la dilatation, issues des opérations 

ensemblistes d'addition et de soustraction définies par Minkowski. 

IV.3.2. LA DILATATION 

Soient Y et S deux ensembles discrets de ( z+ r dont les points sont respectivement défmis 

par: 

y =(y1.Y2r 

s = [ s1,s2r 
Soient (Y)

5 
le résultat de la translation de Y parS, définie par: 

(Y)
5 
=[TE Z2 1 T= Y +S, Y E Y] 

La dilatation de Y par .S. est définie à partir de l'addition de Minkowski, sous la forme : 

YE9~ = ~(Y)5 =(YI (~)Y nY :1= 0, Y E Y] 

Dans cette définition de la dilatation, les ensembles Y et .S. jouent, théoriquement, des rôles 

symétriques. Néanmoins, dans la pratique. Y désigne l'ensemble discret associé à l'ensemble des 

observations à classer, tandis que .S. désigne l'élément structurant utilisé pour réaliser la 

transformation désirée. 

IV.3.3. L'EROSION 

L'érosion, qui est issue de la soustraction ensembliste de Minkowski. est l'opération duale de 

la dilatation par rapport à la complémentation. Elle est définie par : 
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Afin de montrer l'intérêt des opérations de dilatation et d'érosion, considérons l'échantillon Y* 

présenté figure IV.4.a, composé de 250 observations bidimensionnelles réparties suivant une loi 

normale et générées artificiellement. L'ensemble discret Y correspondant à cet échantillon est 

alors l'ensemble de tous les points repérés par le symbole • sur la figure IV.4.b où le pas de 

discrétisation de l'espace a été fixé à R=20. 

L'érosion de l'ensemble Y par un élément structurant de taille 3*3 est présentée sur la figure 

IV.4.c, tandis que l'effet d'une dilatation par le même élément structurant est illustré par la figure 

IV .4.d. Notons que plus l'élément structurant est grand, plus l'effet du filtrage est important. 

Nous rappelons que l'érosion est l'opération duale de la dilatation, c'est à dire: 

Par conséquent, lorsque l'élément structurant est symétrique par rapport à son origine, éroder 

un ensemble discret revient à dilater son complémentaire. 
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• • ·, .. _ • :· 1 1 'Ir. • .. • •• -- ·- :.,. -·. "··= . ·-_ ... -- -. -~ . --.. . .. . ·.- . --. .- -- ---

-3.71-
~.,---.,--..---..---..---.-.--~.-..---~.--~.--~. 

-4.12 -3.30 -2.49 -1.67 -0.66 -O.G4 O.ï7 1.59 2.40 3.22 4.03 

(a) 

• • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • . - • • • • • • • • • • • • • • • 
(b) 

Figure JV.4 :Erosion et dilatation d'un échantillon de 250 observations distribuées normalement. 
a -Ensemble des observations. 

b- Ensemble discret Y (R=20). 
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• • • • • • • • • • • • • • • • • • 
• 

(c) 

• • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • 1 1 • • • • • • • • • • • • • • 1 • • • 1 

• • • • • • • • • • • • 1 • • • • • • • • • • • • • • • • • • 1 • • • 1 • • • • • • • • • • • • • • 1 • • • • • • • • • • • • • • • 1 • • 1 • • 1 

• • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • 1 1 • • • -. • • • • • • • • 1 • • 1 • 1 1 • 1 

• • • • • • • • • 1 • Il • • • • • • • • • • • • • 1 1 • • • • • • • • • • • • • 1 1 

• • • • • • 1 • • • 1 • 1 1 • • • • • •• • • • 1 1 • 1. 1 1 • 
(d) 

Figure N.4: (Suite) Erosion et dilatation d'un échantillon de 250 observations normales 
c- Erosion de l'ensemble de Y 
d- Dilatation de l'ensemble Y 
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IV.3.4. L'OUVERTURE ET LA FERMETURE. 

En, pratique, l'érosion et la dilatation sont rarement utilisées seules. Leurs combinaisons 

donnent naissance à deux autres opérations morphologiques :l'ouverture et la fenneture. 

L'ouverture de Y par ~. notée ~ est l'ensemble résultant d'une érosion de Y, suivie d'une 

dilatation de l'ensemble érodé par le même élément structurant : 

En règle générale, l'ensemble résultant de l'ouverture diffère sensiblement de l'ensemble de 

départ. L'opération d'ouverture supprime les petits détails se trouvant à la périphérie des sous

ensembles connexes. L'ensemble ouvert est plus régulier et moins riche en détails que l'ensemble 

initiaL La transformation par ouverture adoucit donc les contours. Elle joue le rôle d'un filtre de 

régularisation. 

L'opération duale, nommée fermeture et notée Y~, est le résultat d'une dilatation suivie d'une 

érosion, en utilisant le même élément structurant : 

Cette opération de fermeture permet de combler les "trous" dans l'ensemble discret résultant 

de l'irrégularité de la distribution des observations. 

A partir des propriétés algébriques de l'érosion et de la dilatation, on peut déduire que ces 

deux transformations sont invariantes par translation et croissantes. 

De plus, ces transformations ont une propriété très intéressante qui est celle de l'idempotence, 

c'est à dire : 

(Ys) =Ys - ~ -

(y~)~= y~ 

Si nous reprenons l'exemple présenté sur la figure IV.4, ouvrir revient à dilater l'ensemble 

présenté à la figure IV.5.c (cf. figure IV.5.a). De même, fermer cet ensemble (cf. figure IV.5.b) 

par un élément structurant 3*3 consiste à éroder l'ensemble présenté sur la figure IV.5.d. 
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• • • • • • • • • • • • • • • • • • • • • • • • • 1 • • • • • • • • • • • • • • • • • 1 • • • • 1 • • • • • • • • • • • • • • • • • • • • • 

(a) 

• • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • 1 • • • • • • • • • • • • • 1 • • • • • • • • • • • • • 1 

• • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • 1 1 

• • • • • • • • • • • 1 

• • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • •• 
(b) 

Figure N.5: Ouverture et Fermeture d'un ensemble de 250 observations normales. 
a -Ouverture de l'ensemble Y 
b- FermetÙre de l'ensPmb/e Y 
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IV.4. NOTION DE TRANSFORMATION MORPHOLOGIQUE A 
ELEMENTS STRUCTURANTS MULTIPLES. 

IV.4.1. NOTION DE TRANSFORMATION EN TOUT OU RIEN. 

Les opérateurs morphologiques élémentaires, comme ceux que nous venons de décrire, ont 

pour but de modifier l'ensemble discret Y à l'aide d'un élément structurant unique ~ qui est 

décrit par son origine et par la liste des points qui le constituent. Cet élément structurant peut être 

défini dans une fenêtre d'observation bidimensionnelle. En effet, on peut translater l'origine de 

cette fenêtre en chaque point Y de l'ensemble discret Y, et analyser la structure locale de 

l'ensemble Y dans le domaine délimité par cette fenêtre. Cette structure observée à travers la 
fenêtre est appelée "configuration locale" au point Y et est notée c5(Y). Dans une fenêtre 

d'observation de taille 3*3, l'ensemble des 9 points constituant cette fenêtre est appelé le 9-

voisinage de Y (cf. figure IV.7). 

G 

Figure IV.7 :Fenêtre d'observation. 

On peut alors définir un élément structurant en faisant référence à cette fenêtre. Dans le 9-

voisinage du point G, centre de l'élément structurant, on peut considérer l'ensemble des points du 

réseau à valeur binaires 1 et ceux à valeurs binaires O. Les points à valeurs 1 sont ceux qui 

constituent l'élément structurant au sens que nous avons donné à ce terme au paragraphe IV.3. 

Pour définir un élément structurant, nous utiliserons la notation de J. Serra [SER - 82]. Un 

élément structurant ~ est défini par~= ( ~1 , ~O} ~1 est l'ensemble des points de S. à valeurs 1 et 

~0 l'ensemble de ceux à valeurs 0 (cf. figure IV.8). 
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0 1 0 1 0 0 

1 1 1 1 1 1 

0 1 0 1 0 0 

a) S. 

Figure N.B :Définition d'un élément structurant. 

J. Serra définit la notion de transformation en tout ou rien (Hit or Miss Transformation) , 

notée 0 , de la façon suivante : 

C~, (Y) étant la configuration locale au point Y dans le domaine défini par S.1 centré en Y, 

C~0(Y) étant la configuration locale au même point Y, mais dans le domaine défini par S.0 centré 

en Y. 

Dans le cas particulier où S.0= 0, la condition C~o(Y) c yc est toujours remplie. L'ensemble 

érodé Y 0 ~ se réduit alors à : 

Dans ce cas la transformation en tout ou rien correspond à l'opération d'érosion que nous 

avons précédemment décrite. 

Il est possible de définir plus simplement cette transformation en tout ou rien. En effet, la 

transformée de l'ensemble Y par l'élément structurant S. peut être caractérisée par : 

où B' est une fonction binaire, définie sur le réseau d'échantillonnage (z+ )2
, décrite par: 

{
B'(Y) = 1 si C~(Y) = ~ 
B'(Y) = 0 si C~(Y) * ~ 
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Dans ces conditions, l'ensemble transformé Y <8> §. est composé de tous les points Y tels que 

B'(Y) = 1. Ce type de transformation revient à reconnaître, dans l'ensemble Y, tous les points Y 

tels que leur configuration locale C~(Y) coïncide avec l'élément structurant §.. . 

Pour reconnaître simultanément plusieurs configurations locales particulières dans l'ensemble 

Y, on recherche la coïncidence entre la configuration locale autour de chaque point Y avec l'un 

des éléments d'un ensemble d'éléments structurants. Cet ensemble, que nous appelons "famille 

structurante", caractérise les différentes structures locales recherchées autour du point Y. 

IV.4.2.TRANSFORMATIONS MORPHOLOGIQUES A ELEMENTS STRUCTURANTS 
MULTIPLES. 

Soit S une famille de p éléments structurants correspondant aux configurations locales 

recherchées dans l'ensemble Y, telle que: 

S = {âJ' â~, .. ·, âi' .. ·, âE} 

La transformation en tout ou rien de l'ensemble discret Y par la famille structurante S est 

définie par : 

Y <8> S = {Y E Y 13 j = 1, · · ·, p, C ~,1 c Y, C ~o1 c yc } 

Cette transformation en tout ou rien par éléments structurants multiples peut être également 

définie par : 

où B' est défini par: 

B'(Y)=1siC~(Y)=.Si ;i=1,2,--·,p 

B'(Y)=OsiC~(Y);t:.Si ;i=1,2,--·,p 

A. Golay a établi une nomenclature des familles les plus usuelles dans le cas du réseau 

hexagonal bidimensionnel, appelé "alphabet de Golay" (cf. Table T4.1). Une étoile "*" est un 

point d'une configuration locale dont la valeur binaire peut être indifféremment 1 ou O. 
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L M D c E 

1 1 1 * 0 * 1 * * * 

* 1 * 1 1 0 0 1 l 1 l * 0 1 0 

0 0 1 * 0 * 1 * 0 0 

I F F' H R 

0 0 1 0 1 1 1 1 * * 

0 1 0 0 1 1 * 1 * 1 1 1 * 1 0 

0 0 1 0 * * 1 1 * * 

1: Point de Y 0 : Points de Yc * : Points indifférents. 

Table 4.1 Alphabet de Golay 

Deux transformations morphologiques importantes peuvent être définies à partir de cette 

notion de transformation en tout ou rien. Il s'agit de l'amincissement et de l'épaississement. 

L'ensemble résultant d'un amincissement par la famille structurante S est défini par : 

Y amin S = Y 1 (Y® S) 

où 1 désigne la différence ensembliste, et S une famille d'éléments structurants. 

L'ensemble résultant d'un épaississement par la famille structurante S est défini par : 

Yepai S = Yu(Y®S) 

L'amincissement par la famille S peut être considéré comme l'élimination de tous les points de 

l'ensemble Y dont la configuration locale coïncide avec l'un des éléments structurants de la 

famille structurante S. 

On peut noter que l'amincissement et l'épaississement sont deux opérations duales vis à vis de 
la complémentation. Amincir un ensemble Y par une famille structurante S revient à épaissir son 

complémentaire par la famille structurante complémentaire : 
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De plus, quelle que soit la famille structurante S utilisée, la relation de double inclusion ci-dessous 

est vérifiée : 

Y a min S c Y c Y epai sc 

Les transformations morphologiques en tout ou nen, l'amincissement et l'épaississement, 

dépendent toutes d'une famille structurante S. Les propriétés vérifiées par ces transformations 

dépendent également des propriétés de la famille structurante. 

IV.4.3. EXEMPLE D'APPLICATION 

Voyons, par l'intermédiaire d'un exemple, comment se construit une famille structurante. 

Supposons que nous cherchions à éliminer les points isolés ainsi que les points extrêmes des 
ramifications d'un ensemble discret bidimensionnel Y. Dans une fenêtre d'observation de taille 

3*3, un point isolé est un point de Y entouré uniquement de points appartenant à yc. L'élément 

structurant l permettant de détecter un tel point est donc défini par : 

0 0 0 

0 1 0 

0 0 0 

D'autre part, l'extrémité d'une ramification est un point ne possédant, dans une fenêtre 

d'observation de taille 3*3, qu'un seul voisin appartenant à Y. Ceci nécessite donc, afin de 

définir une transformation isotropique, l'utilisation de huit éléments structurants définis par 

l'élément: 

0 1 0 

0 1 0 

0 0 0 

. . 1 f. . b . d 1t 21t l1t d 1 . . ams1 que es con 1gurat10n o tenues par rotations e -,-, · · ·, - e ce m-eL 
4 4 4 
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En repérant par une étoile "*" un point d'une configuration locale dont la valeur binaire peut 

être indifféremment 1 ou 0, la famille structurante El permettant de détecter ces points extrêmes 

ainsi que les points isolés est définie par : 

où El! est de la forme : 

0 * 0 

0 1 0 

0 0 0 

et les éléments El~, · · ·, El~ sont obtenus par les 7 rotations successives de : de E1. 

La transformation morphologique permettant de détecter de tels points est la transformation en 
tout ou rien Y 0 El, tandis que leur élimination est obtenue par l'amincissement de l'ensemble 

Y par la famille structurante El noté (Y a min El). 

A partir de la dualité de l'amincissement et de l'épaississement v1s à vis de la 

complémentation, il est possible d'effectuer des épaississements homotopiques avec la famille de 

structurante inverse (cf. figure IV.9). 

1 * 1 

1 Q 1 

1 1 1 

Figure JV.9: Exemple de famille structuraiue inverse 

Nous avons appliqué ces transformations à l'ensemble discret présenté sur la figure IV.4.b. La 

figure IV.lO.a présente l'ensemble aminci par la famille structurante El, et enfin la figure IV.lO.b 

présente l'ensemble épaissi par la famille structurante Elc. 
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•• • • • • • • • • • • • • • • • • • • • • • • • • • • 1 1 

• • • • • 1 • • • 1 

• • • • • • • • 1 

• • • • • • • 1 • • 1 1 
1 1 1 • • 1 1 • 1 1 • • 1 1 

• • • • • 1 • • • 1 1 

• • • • 1 • • • • 1 1 • • 1 

• • • • • 1 • • • 1 1 

•• • • • • 1 

• • • 

(a) 

1 
1 • • 1 

1 Il • 1 Il Il 
1 1 Il Il 1. • Il •• Il • 1. Il •• 1 • • • • 1 
1. Il Il •• • • • •• • Il •• 1 • 1 • • Il • 1 Il Il 1 • • • • 1 • 1 • • • • • 1 1 • • 1 1 

• 1 • • • • • 1 1 • • • 1 • • • • • • • 1 1 •• • 1 • 1 1 • • 1 
1 • • • • • 1 1 • 1 1 1 

1 1 1 Il 

• 1 • 1 1. 
1 1. 

• • 
(b) 

Figure N.JO: Résultats des transformations morphologiques à éléments structurants multiples appliquées à 
l'ensemble discret de la figure /V.4.b. 

a- Ensemble (Y amin El) 
b) Ensemble (Y epai EIC). 
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IV.S. CONCLUSION 

Dans les paragraphes précédents, nous avons montré comment un ensemble d'observations 

bidimensionnelles pouvait être représenté sous forme d'un ensemble discret composé de points à 

coordonnées entières et positives de l'espace bidimensionnel, auxquels sont associées des valeurs 

binaires. 

Nous avons vu que nous pouvions considérer l'ensemble discret comme une version simplifiée 

de l'ensemble des observations à classer, version dont la structure spatiale reflète les différences 

de concentrations de ces observations dans l'espace de représentation des données. 

Nous avons introduit ensuite deux grandes catégories de transformations morphologiques 

binaires, à savoir les transformations morphologiques binaires élémentaires et les transformations 

morphologiques binaires à éléments structurants multiples. 

Les notions que nous venons d'introduire ont été exploitées en analyse de données 

multidimensionnelles par Postaire, Zhang et Botte [POS - 93][BOT- 91]. Ces auteurs ont utilisé 

les outils morphologiques comme des filtres. Cette démarche est très intéressante quand le 

chevauchement entre les différentes classes en présence n'est pas trop grand. Elle permet alors 

d'améliorer la séparabilité des classes et est utilisée comme un prétraitement avant la phase de 

classification proprement dite. Dans l'approche proposée au chapitre suivant, nous allons 

présenter une méthode qui permet d'obtenir la classification par la morphologie et non pas 

seulement faire un prétraitement. Une autre critique que l'on peut formuler à l'égard de ces 

travaux est qNe les transformations appliquées sur l'ensemble Y de départ peuvent facilement 

déborder sur le complémentaire yC. En effet, des transformations telles que les ouvertures ou les 

fermetures appliquées à l'ensemble Y de départ ajouteront de nouveaux points à cet ensemble. 

Par conséquent, l'ensemble de points constituant les modes n'est pas toujours fidèlement 

représentatif de l'échantillon de départ. 

Nous allons donc présenter une démarche générale qui utilise les transformations 

morphologiques binaires élémentaires et les transformations morphologiques binaires à éléments 

structurants multiples pour l'extraction des domaines modaux : la séparation de régions qui se 

recouvrent Résoudre ce problème nécessite dans un premier temps le marquage correct des 

composantes que l'on veut séparer. Cette démarche est en fait naturelle: c'est celle qu'adopterait 

une personne à qui on demanderait de montrer du doigt les différents modes présents dans 

l'ensemble discret Y [BEU- 8S]. 
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Cette démarche est assez générale en morphologie mathématique où toute extraction des 

modes est pilotée par des marqueurs. Une fois les marqueurs déterminés, il s'agit de passer à 

l'étape de l'extraction proprement dite, c'est à dire l'extraction des objets marqués. Ce faisant, il 

faudra nécessairement utiliser des opérateurs extensifs. Pour préserver le marquage effectué, ces 

opérateurs devront vérifier les deux critères suivants. 

l. - Ne pas connecter de marqueurs, conserver leur nombre et leurs relations de voisinage. Les 

opérateurs morphologiques qui satisfont ce critère sont appelés transformations homotopiques. 

2 - Travailler uniquement sur l'ensemble Y. Il est en effet inutile sinon interdit que ces 

opérateurs débordent de Y, puisque les points de yC sont sans intérêt. Pour formaliser ce type 

d'opérateurs morphologiques, on introduit la notion de transformations conditionnelles. 
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CHAPITRE V 

EXTRACTION DES MODES PAR LA TECHNIQUE DE 
LA LIGNE DE PARTAGE DES EAUX 

V.l. INTRODUCTION 

Lorsque les classes sont de forme globulaires et peuvent être représentées de manière 

relativement fidèle par leur centre, l'algorithme ISODA TA apporte une solution efficace au 

problème de la classification interactive. Cependant, rien ne garantit que, dans un problème réel, 

les classes puissent être assimilées à leurs centres respectifs. Dans le cas de classes de formes non 

sphériques, il s'agit de proposer une méthode qui soit capable d'identifier des groupements 

d'observations de formes quelconques. La morphologie mathématique constitue une approche 

intéressante à ce problème. Dans le chapitre précédent, nous avons rappelé les bases des outils 

morphologiques et montré comment les données visualisées dans le plan à l'aide d'un réseau de 

neurones peuvent être transformées en un ensemble discret Y de points à valeurs binaires prêts à 

subir des transformations morphologiques. Dans ce chapitre nous proposons une technique qui 

permet d'abord de mettre en évidence les différents groupements d'observations identifiables dans 

la représentation plane des données. n s'agit d'une technique de marquage qui fait appel à la 

notion d'érodés ultimes. 

Une fois ces différents groupements marqués, ceux ci sont reconstitués à partir des ces 

marqueurs initiaux par une série d'épaississements conditionnels. Cette technique a la propriété 
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de faire apparaître des lignes de partage qm définissent les différents groupements dans 

l'ensemble des données de départ. 

V.2. TRANSFORMA TI ONS HOMOTOPIQUES ET CONDITIONNELLES 

Il est parfois nécessaire de transformer l'ensemble discrétisé Y en préservant certaines 

caractéristiques topologiques des observations qui le constituent. Une des propriétés essentielles 

de certaines transformations morphologiques est l'homotopie. 

V.2.1. NOTION D'HOMOTOPIE 

Une transformation est dite homotopique si elle préserve les caractéristiques de connexité, à 

savoir les nombres de composantes connexes et de trous, donc si elle ne crée ni supprime des 

composantes ou des trous. Rappelons qu'un ensemble Y est connexe si à toute paire de points 

{A, B} appartenant à l'ensemble Y, on peut associer une séquence de points 

A= Y0 , Y1, ···,y;,···, YL = B telle que y; soit un voisin de y;_1 pour tout 1= 1, 2, ... ,Lau sens du 

voisinage choisi. Nous avons opté pour un 8-voisinage constitué des huit voisins situés dans le 

carré centré sur ~ et de côté égal à 3 unités. 

•1·,· 
• • • • 
• • • 

• • • 
•• • • 
• • • 

Ensanbl< X de t«<1CXitt 1 L•trodcdc X est de conncxilé2 

•l•l• 
• •• • • 

• • • • • • 
• • • • • 

• • • • • • 
• • • • • 

• • • 

Le dilatt de X est dccomcxitt 1 

Figure V. 1 :Exemples de transformations non honwtopiques 
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Notons d'abord que ni l'érosion ni la dilatation ne sont des transformations homotopiques (cf. 

figure V.l). 

Si nous prenons une configuration de voisinage homotopique, nous obtiendrons une 

transformation homotopique, sinon nous obtiendrons une transformation non homotopique. C'est 

le cas de l'élément structurant de la figure V.2.b qui n'est pas homotopique, avec lequel ni 

l'érosion, ni la dilatation ne sont homotopiques [COS - 85]. 

La connexité est recherchée à plusieurs niveaux. Tout d'abord, au niveau de la discrétisation, il 

faut choisir un bon pas de discrétisation, pour ne pas altérer la structure générale des 

observations. En effet, si le pas R est trop grand, la discrétisation est trop fine. On peut donc 

créer des composantes connexes non significatives. Par contre, si R est trop petit, la résolution est 

trop faible et on peut fusionner des composantes connexes qui ne devraient pas l'être. Ensuite, au 

niveau de certaines transformations, deux conditions doivent être vérifiées par les familles 

structurantes utilisées par ces transformations. 

La première condition recherchée au niveau de la famille structurante nécessite l'existence d'au 

moins un voisin au centre de l'élément structurant qui soit égal à 1, et au moins un des voisins qui 

soit égal à 0, pour ne pas créer et ne pas supprimer de trous. 

La seconde condition nécessite que tous les voisins du centre de l'élément structurant qui ont 

une valeur 1, sans compter le point central, forment une seule composante 8-connexe pour ne pas 

rompre la connexité d'une région connexe [ROS- 69]. 

Afin d'expliquer cette dernière condition que doivent remplir les familles structurantes pour 

que les transformations associées soient homotopiques, prenons l'exemple des configurations de 

la figure V .2. 
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0 1 0 1 1 1 1 1 0 

1 1 0 1 1 1 1 1 0 

1 0 1 1 1 1 1 1 0 

a) b) c) 

0 0 /1 0 

0 1/ 
•• 

Q 0 

11 0 1 

d) 

v- 1 0 1r-~ 0 

11- ~ 0 1 0 0 

1-- 0 1'-~ 0 

e) 

Figure V.2. Transformation en tout ou rien par différentes configurations. 

La configuration de la figure V.2 a) n'est pas homotopique. En effet, les voisins du centre de 

l'élément structurant qui ont une valeur 1 (sans compter le point central) ne forment pas une seule 

composante 8-connexe, mais forment deux composantes connexes (cf. figure V.2.d). 

La configuration de la figure V.2. b) ne préserve pas la connexité, car l'élément central ne 

possède pas de voisin égal à O. Cela explique pourquoi la dilatation et l'érosion ne sont pas des 

transformations homotopiques. Dans ces deux cas, une transformation en tout ou qen peut créer 

ou supprimer un trou. 

Le dernier exemple (cf. figure V.2.c) est une configuration qui préserve la connexité car elle 

répond à toutes les conditions précédentes (cf. figure V.2.e). 
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V.2.2. DILATATION CONDITIONNELLE 

La dilatation de X par H conditionnellement à Y est définie par : 

Cette opération est souvent itérée jusqu'à atteindre l'idempotance, c'est à dire : 

X EBH·Y=X 
-n -'- -n 

où xn est le résultat de la dilatation conditionnelle à l'étape n. 

La dilatation conditionnelle jusqu'à l'idempotance sera notée : [X E9 H; YL. Pour l'exemple 

de la figure V.3, l'idempotance est atteinte au bout de deux itérations à partir d'un seul point 

marqueur, X est un singleton. La figure V.3 montre comment, à partir de points quelconques de 

Y, on peut reconstruire cet ensemble par des dilatations conditionnelles . 

• • 
• • 

• • • 
• • • 

• • 

Ensemble .Y Ensemble X 

• • • • . • • . . • • . 
• • . • • • • . 
• • . • • • • . • • • 

Première itération Seconde itération 

• Dilatation de X • Résultat après intersection avec Y 

Figure V.3 :Exemple de dilatation conditionnelle. 
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Considérons maintenant un ensemble connexe X inclus dans Y. Si l'on dilate X 

conditionnellement à Y, on est sûr de ne pas déborder de Y, quel que soit le nombre de 

dilatations. De plus, en dilatant suffisamment X, on obtient Y intégralement, c'est à dire 

l'ensemble des différentes composantes connexes de Y marquées par X. La transformation que 

nous venons d'effectuer s'appelle une reconstruction. Il est clair que la reconstruction va nous être 

d'un grand secours dans les problèmes d'extraction des modes. En effet, comme nous l'avons vu, 

elle permet d'extraire de façon simple toutes les composantes connexes marquées par les 

éléments d'un ensemble marqueur X. Cependant, cet outil ne suffira pas, car le résultat de la 

reconstruction est inchangé quel que soit le nombre de marqueurs par composantes connexe. 

Pour produire des outils de séparation puissants, il faut à présent adjoindre à ces 

transformations conditionnelles la notion d'homotopie précédemment décrite. Si Y est constitué 

de n composantes connexes, le résultat de la reconstruction sera constitué de n parties disjointes. 

Les marqueurs que nous allons utiliser dans notre travail sont les érodés ultimes 

V.3. ALGORITHME DE LA LIGNE DE PARTAGE DES EAUX 

V.3.l. NOTION D'ERODE ULTIME 

Les érodés ultimes d'un ensemble Y apparaissent au cours d'une succession d'érosions de Y. 

Ils sont constitués par l'union des derniers éléments des composantes connexes, juste avant leur 

disparition totale au cours de ces érosions successives. Pour être explicite, nous notons U( Y) 

l'ensemble de ces érodés ultimes et nous appelons Y; l'érodé de rang ide l'ensemble discret Y et 

Yi+I l'érodé de rang i+ 1 : 

Y;= Y- iH =(((Y-H)-H)-···H) i érosions 

Y;+1 =Y- (i+l)H 
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1 1 1 

1 1 1 

1 1 1 

Il est possible d'introduire les érodés ultimes U( Y) d'un ensemble discret Y en utilisant la 

notion de dilatation conditionnelle. 

Les érodés ultimes Ui (Y) de rang i peuvent être obtenus par différence symétrique entre Y, 

et le dilaté conditionnel de Yi+l par rapport à Yi, c'est à dire: 

U =Y t[(Y 1 EDH)·Y] 
1 -1 -t+ '-t 00 

Par union, on a finalement : 

Dans la pratique, on utilise l'ensemble des érodés ultimes comme marqueurs, pour compter les 

sous ensembles de points qui constituent des groupements significatifs même s' ils présentent un 

chevauchement très important. A partir de ces définitions, on peut donc donner le principe de 

détection des modes par la technique dite de la ligne de partage des eaux. 

V.3.2. PRINCIPE DE DETECTION DES MODES PAR LA LIGNE DE PARTAGE DES 
EAUX. 

On peut présenter l'idée de base de la ligne de partage des eaux (LPE), en raisonnant sur un 

ensemble composé de la réunion de deux sous ensembles connexes. La LPE consiste à séparer les 

deux sous-ensembles puis à les reconstruire en préservant leur ligne de séparation. En effet, toute 

striction apparente dans la forme d'un ensemble est le point de départ d'une scission en sous 

ensembles connexes (cf. figure V.4). Sur cet exemple on obtient deux érodés ultimes car l'érosion 

n'est pas une transformation homotopique. En général, on obtient autant d'érodés ultimes que 

d'ensembles discrets convexes. En partant des érodés ultimes, il suffit ensuite de reconstruire les 

ensembles de telle manière que l'on conserve entre eux une ligne de séparation. La reconstruction 
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consiste à épaissir les érodés ultimes conditionnellement par rapport aux érodés successifs de 

l'ensemble initial Y, les érodés jouant en quelque sorte le rôle de guides pour les épaississements. 

On ne peut pas utiliser une dilatation car c'est une transfonnation non homotopique, et on serait 

obligé, dans ce cas, de tester si le nombre de composantes connexes n'a pas changé avant et après 

la dilatation. 

• • • • • • • 
• • • • • • • 
• • • • • • • 
• • • • • • • 
• • • • • • • 

• • • • • • • • • • 
• • • • • • • 
• • • • • • 
• • • • • • 
• • • • • • 

• • • • • 
• • • • • 
• • • • • 
• • • • • 
• • 

• • • • 
• • • • 
• • • • 

• • • 
• • • 

• • 

Figure V.4 :Scission d'un ensemble présentant une striction en deux sous ensembles 

par érosions successives. 

L'idée de la ligne de partage des eaux peut paraître un peu complexe. Pour expliquer cette idée 

d'une manière intuitive, supposons que l'on troue une surface topographique aux emplacements 

des minima. Plongeons-la alors lentement dans l'eau. L'eau va passer par les trous en 

commençant par ceux percés aux minima les plus profonds et va ensuite progressivement inonder 
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les cavités de la surface. Complétons l'expérience en se donnant pour mission de construire un 

barrage en tout point où les eaux provenant de deux minima disjoints pourraient se rejoindre. A 

la fin de la procédure d'immersion, lorsque la surface topographique est intégralement noyée, les 

barrages construits forment des lignes de partage des eaux provenant des minima considérés. 

L'algorithme de la ligne de partage des eaux peut être décrit de la façon suivante 

Soit nmax le plus grand nombre d'érosions de Y qu'il faut pour avoir: 

Y- nmaxH est nécessairement un sous ensemble de l'érodé ultime. Soit Y·- cet ensemble. 

Considérons à présent l'érodé de Y de rang immédiatement inférieure, soit Y -(nmax -l)H. 

On a la relation d'inclusion suivante : 

Soit Yn"""'-1 l'ensemble des marqueurs apparaissant au niveau d'érosions nmax -1. Comme ce 

qui est valable pour une composante connexe l'est pour toutes, yn--1 sera constitué du résultat 

de l'épaississement conditionnel de yn- par rapport à Y -(nmax -l)H auquel viennent s'ajouter 

les composantes connexes de l'érodé ultime obtenues au rang d'érosions nmax -1. 

Cette procédure de reconstruction peut être réitérée aux rangs nmax -2, nmax -3, etc ... jusqu'au 

rang o. De façon plus formelle, soit nE ]0; nmax]' et soit un (Y) l'ensemble constitué des 

composantes connexes de l'érodé ultime de Y au rang n. 

La formule de récurrence entre les niveaux n et n-1 s'écrit alors : 

L'ensemble Y0 obtenu à l'aide de cette procédure constitue les "modes morphplogiques" de 

l'ensemble de données de départ. 

La famille structurante M doit être homotopique, nous choisissons la famille structurante 

suivante: 
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1 1 * 

M= 1 1 0 

1 1 * 

ainsi que les configurations obtenues par rotations de ~ , ~ , ·. ·, 7;. 

Cet élément est intéressant car il permet d'épaissir yn même s'il est réduit à un seul point. 

Cet algorithme appelle quelques commentaires. Des irrégularités locales situées à la périphérie 

de l'ensemble Y peuvent provoquer l'apparition de deux érodés ultimes au lieu d'un seul. Pour 

éviter ce problème, on peut réaliser un filtrage itératif appliqué sur l'ensemble de départ Y. 

L'objet de cette opération est de combler les trous apparaissant à l'intérieur des concentrations 

locales et de supprimer les points isolés [BOT- 91]. 

A la Ïm de cet algorithme, on peut effectuer un amincissement par la famille structurante 

suivante: 

0 0 0 

E= 0 1 0 

0 * * 

pour supprimer les points parasites. 

V .3.3. EXEMPLE D'APPLICATION: DETECTION DES MODES. 

Afin d'illuster les différentes méthodes que nous allons utiliser. Nous allons nous servir de 

l'exemple 2 du paragraphe m.6.2. qui nous a permis d'illustrer l'utilisation de la méthode 

ISODATAB. En effet, en appliquant ISODATAB, les observations situées à l'extrémité de la 

classe en forme de croissant avaient tendance à être assignées à la classe gaussienne, car la 
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technique d'ISO DA TA ne prend pas en compte la forme géométrique des classes, ce qui donnait 

un taux d'erreur de classification élevé. 

L'ajustement du pas de discrétisation est basé sur le concept de stabilité du nombre de modes 

[EIG - 74]. Lorsque l'ensemble à analyser est réellement composé de plusieurs classes 

différentes, les modes associés doivent en effet apparaître pour un grand intervalle de valeurs de 

R. 

Par conséquent, l'ajustement du pas R consiste à appliquer l'algorithme de détection des 

domaines modaux pour toutes les valeurs positives de R jusqu'à ce que tous les domaines modaux 

aient disparu. Ceci permet de déterminer le plus grand intervalle de valeurs de R pour lesquelles 

le nombre de modes détectés reste stable et différent de 1 (résultat trivial). Selon une technique 

heuristique éprouvée [POS - 81][TOU - 88], le pas de discrétisation est finalement ajusté au 

milieu de cet intervalle. 

La figure V.5 montre l'effet du paramètre R sur le nombre de composantes connexes détectées 

par l'algorithme de la ligne de partage des eaux. Le plus grand intervalle de valeurs de R pour 

lequel le nombre de modes détectés reste constant est [16, 22]. 

Dans cet exemple nous n'avons pas effectué de filtrage au début de la procédure, par contre 

nous avons effectué un amincissement avec l'élément structurant E défini précédemment 

La figure V.6.a présente l'ensemble discret obtenu à partir de l'échantillon de la figure ID.l2, 

avec un pas de R=19 qui correspond au milieu du plus grand intervalle de valeurs pour lesquelles 

le nombre de modes détectés reste constant. La figure V.6.b montre les trois modes 

morphologiques ainsi extraits. 
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nombre de divisions 

Figure V 5 :Effet de la variation du pas de discrétisation sur le nombre de 
composantes connexes détectées . 

• • • • • • • • • • • • • • • • • • • 1 1 1 • 1 • 
1 • 1 1 1 • 1 • • • 1 • 1 1 1 1 
1 1 • 1 1 1 1 • 1 • 1 1 • • 1 • 1 • 1 1 1 1 1 1 1 1 1 • 1 1 1 • • • 1 1 1 • 1 • • • • 1 • • 1 1 
1 • • 1 • 1 1 • • • 1 • 1 1 

• • • • • • • • • • • • • 1 • 1 • • 1 1 • • 1 1 

• • 1 • 1 • • • 1 

• 1 1 • • 1 1 1 

• 0 • 1 • 1 • 1 • • • 1 • 1 • • 1 • • 1 1 1 

• 1 • • • • • • 1 1 1 1 
1 1 1 1 1 • • 1 • • • 1 1 1 

1 1 • 1 • • 1 1 1 • • • 1 1 

• 1 • • 1 1 • • 1 1 • • • • 1 • • 1 1 • 1 • 1 

• 1 • • 
a) 
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• • • • • • • • • • • • • • • 1 • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • • 1 • • • • • • • 1 • • • • • • • • • • • 1 • • • • • • • • • • • • • • 1 1 • 1 1 • • • • • • • • }) • • • • • • 1 • • • • • • • • • • • • • • • • • • • • 1 1 1 1 

• • • • • • • 1 • • • • • • • • • • • • • • 
(b) 
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• • • • • • • • • • • • 

-. 

• 1-
• • 

~ ~ 

Y-2H 

• • •• • • • • • • • • •• • • • • •• • • • ••• • • • • • • • • • • • • • • ••• • • • • • •• • • • • • ••• • •• • • •• • •• • • • • • • • • •• 

• • • •• • • ~ • • • •• • • • • • • • • • • • • • • • • • • • • • •• • • • • • 
-z :L 

Y-IH 
y' 

• • • • • • • • • • • • • •• • • • • • • •• • • • • • • • • • • • • • • . . ,. • • • • • • • • • • • ••• • • •• • • • • • • • • • • • • • •• • • • ••• • • • ••• • ...... ••• • • • ••• • • • • • • • • • • •• • • • • • • • • • • • • • • • •• • • • •• • • •• • • •• • • • • ... • • • • • • • • • 

• • • • • • • • • • • • • • • • • • •• • • • • • • • • • •1•. • • • •• •• • • . .. • • • • • • • • • • • •• • ••• • • • • • • • • • • •• • • ••• • • • • • ••• • •• • • • • • • • • • • • • • ••• . • •• 
Y-OH 

• • 

Figure V.6. :L'algorithme de la ligne de partage des eaux 
a -Ensemble discret de points à valeurs binaires (R=l9). 

b-Les trois modes détectés par U'E 
c - Déroulement de l'algorithme 

• • 

• • 

-

. 
• •• 
• • • 
• • • • • • • • • • • • • • • 

• • • • • • • • • • • •• • • • •• 
~-~ • • • • • • • • • •• • 

L~~~ • • • • • • • • • • • • • ·~ • • • • • • 
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V.4. ALGORITHME DE CLASSIFICATION 

L'ensemble des observations à analyser peut être partitionné en Q classes Cq, chacune d'elles 

étant définie à partir des modes morphologiques D q, q = 1, 2, ... , Q détectés par l'algorithme de la 

ligne de partage des eaux (cf. figure V.6). 

L'objectif de la classification est d'affecter chacune des observations de l'échantillon à la 

"meilleure" classe possible. La technique que nous présentons a montré son efficacité [BOT -91]. 

Elle consiste à utiliser les observations situées à l'intérieur des domaines modaux D q comme 

prototypes des classes Cq correspondantes pour réaliser ensuite la classification des observations 

situées à l'extérieur à ces domaines (cf. figure V.?). 

(a) (b) (c) 

Figure V.7 :Définition des domaines modaux permettant la classification des observations. 

a - Ensemble des observations à classer. 

b - Ensemble discret M constitué des domaines modaux 

c - Noyaux définis par les domaines modaux 

Une des méthodes de classification les plus utilisées pour classer des données à l'aide de 

prototypes est la méthode des k plus proches voisins [COV - 67]. Néanmoins, le temps de calcul 

nécessaire à la recherche des k plus proches voisins a conduit au développement d'un ensemble 

d'algorithmes qui permettent soit de diminuer le nombre de prototypes nécessaires à la 
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classification [CHA- 74] [ULL- 74] [YUN - 76], soit de supprimer les évaluations de distances 

inutiles [FUK- 75b] [NIE- 88]. 

Covert & Hart [COV- 67] ont montré que l'utilisation de la méthode limitée à la recherche du 

plus proche voisin assure un taux d'erreur de classification ne pouvant pas excéder deux fois le 

taux d'erreur défini par la règle de Bayes. De plus, lors de l'utilisation de la méthode de 

classification par les k plus proches voisins, le choix de la valeur de k est souvent arbitraire 

[DUB - 90]. C'est pourquoi nous avons adopté la méthode du plus proche voisin, la 

généralisation aux k plus proches voisins étant bien évidemment immédiate. 

La technique de classification basée sur l'utilisation des prototypes des classes que nous 

présentons dans ce paragraphe a pour but d'affecter toute observation non encore classée à la 

classe dont le prototype est le plus . proche. On considère l'observation concernée par chaque 

nouvelle affectation comme un nouveau prototype de la classe à laquelle elle est assignée, et on 

itère la procédure jusqu'à ce que toutes les observations soient affectées. 

Cette technique de classification peut être décomposée en deux phases successives. La 

première étape consiste a affecté toutes les observations situées à l'intérieur de chaque mode 

morphologique D q à la classe Cq associée à ce domaine. Les NPq prototypes ainsi défmis 

constituent le noyau Nq de la classe Cq. 

La deuxième étape de la procédure de classification consiste à assigner chacune des 

observations situées à l'extérieur des modes morphologiques. Cependant, au lieu de prendre 

chacune des observations restant à classer dans un ordre aléatoire, on peut chercher celle qu'il est 

préférable de classer en priorité. ll s'agit à chaque nouvelle affectation, de déterminer 

l'observation la plus proche des prototypes des différent modes, de la classer dans la classe à 

laquelle appartient ce prototype, puis à la considérer comme un nouveau prototype, et ce, jusqu'à 

épuisement des observations restant à classer. 

Notons que la distance d'une observation à un noyau Nq est définie par la distance euclidienne 

minimale entre cette observation et les différents prototypes du noyau Nq. 
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NP 

dq(H)=-~i~d(H,Hr), q=l,2,···,Q 
t=l 

où Hr désigne lei-ème prototype du noyau Nq. 

La règle de décision à appliquer aux observations restant à classer est alors composée de deux 

assertions : 

• Décider Cs Si d5 (H) > dq(H), Vq = 1, 2, ···, Q q if:: s 

•NP =NP +1 s s 

V.S. EXEMPLE D'APPLICATION: CLASSIFICATION. 

Pour l'exemple de la figure V.6.b, la recherche des modes morphologiques par la technique 

LPE a abouti aux résultats présentés sur figure V.6. Notons que les formes géométriques des 

différents domaines modaux obtenus reflètent correctement les formes des classes constituant 

l'échantillon analysé. 

Nous avons effectué la classification des observations à partir des domaines modaux grâce à 

l'algorithme de classification décrit précédemment L'analyse des matrices de confusion ainsi que 

les taux d'erreur (cf. Table 5.1) obtenus après classification montrent l'intérêt de la technique 

morphologique par rapport à la technique ISODATAB dans ce cas de figure. En effet, cette 

technique ne prend pas en compte la forme géométrique des classes. Les observations situées aux 

extrémités de la classe 1 en forme de croissants ont tendance à être assignées à la classe 

sphérique gaussienne centrale. Par contre, comme l'approche morphologique prend en 

considération ces différentes formes, l'assignation est plus correcte (cf. figure V.8). En plus, 

comme le montre la matrice de confusion, la ligne de séparation qui a été crée par la LPE entre la 

classe gaussienne et la classe en forme de croissant a permis d'avoir un taux d'erreur de 

classification meilleur que celui obtenu par ISODATAB. En effet, avec la LPE on trouve que 

115 observations de ces deux classes ont été mal classées, alors qu'avec ISODATAB on trouve 

120 observations mal classées. 

Extraction des modes par la technique de la ligne de partage des eaux 
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Figure V.8 :Résultat de la classification des observations. 
a- Résultats de la classification par la méthode morphologique. 

b- Résultats de la classification par la méthode Isodatab. 
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[T 
0 ,:.] Matrice de confusion 585 

0 500 

Taux erreur 6% 

Table TS.J :Matrice de confusion. 

V.6. CONCLUSION 

Dans ce chapitre, nous avons montré comment la technique de la ligne de partage des eaux 

peut être utilisée en analyse de données bidimensionnelles. Cette technique, basée sur les notions 

de continuité et d'homotopie, utilise un ensemble d'outils de topologie relativement complexes. 

En utilisant un exemple non trivial, où les groupements ont des formes particulièrement 

complexes, nous avons montré que la forme des domaines modaux obtenus reflète bien la forme 

géométrique des classes de l'échantillon. 

Nous avons utilisé une technique de classification qui permet d'assigner chacune des 

observations au noyau le plus proche en réactualisant les noyaux à chaque affectation. 

L'utilisation de cette technique de classification sur un seul exemple a permis de donner des 

résultats de classification encourageants. 

Pour compléter l'évaluation de cette technique, nous allons présenter, dans le prochain 

chapitre, un certain nombre d'exemples qui vont permettre de comparer les résultats obtenus pour 

différentes méthodes de classification et pour des échantillons d'observations ayant des structures 

différentes. 

Extraction des modes par la technique de la ligne de partage des eaux 
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CHAPITRE VI 

RESULTATS EXPERIMENTAUX 

VI.l. INTRODUCTION 

Au cours des chapitres précédents nous avons développé un certains nombre d'outils qui 

permettent à un opérateur d'analyser des données afin de les classer en groupements homogènes 

d'observations. Nous disposons de trois techniques de classification. La première, la procédure 

ISODATA, est directement applicable dans l'espace multidimensionnel. Elle nécessite la sélection 

d'un certain nombre de paramètres parfois difficiles à ajuster. La seconde, baptisée ISODATAB, 

est dérivée de la procédure ISODAT A. Elle est applicable à des données projetées sur un plan et 

donc observables par l'opérateur qui peut choisir de manière interactive les paramètres à ajuster. 

Ces deux techniques ne tiennent pas compte de la forme géométrique des classes. C'est la raison 

pour laquelle nous avons développé une approche morphologique basée sur la recherche des 

modes appelée la technique de la ligne de partage des eaux. Nous allons analyser l'efficacité de ces 

trois techniques sur des données simulées dans des situations différentes, avec des chevauchements 

plus ou moins prononcés entre des classes de formes différentes. Les simulations, qui sont 

effectuées dans une optique totalement non supervisée, ont pour but de faciliter l'analyse des 

résultats obtenus, le nombre de classes à mettre en évidence ainsi que leurs caractéristiques 

statistiques étant connus à priori. Les résultats obtenus vont nous permettre d'énoncer un certain 

nombre de règles qui permettront à l'opérateur de choisir la méthode la plus adaptée à son 

problème suivant la nature des données qu'il doit analyser . 

Résultats expérimentaux 
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Vl.2. EXEMPLE A . 

Cet exemple est composé de deux classes normales non sphérique sans chevauchement 

important. Il est constitué d'observation à quatre dimensions issues de deux classes normales dont 

les paramètres statistiques ainsi que le nombre d'observations par classe sont précisés dans la table 

T6.1. 

La figure VI.l présente les observations réduites par un réseau multicouche constitué de trois 

couches. La couche d'entrée est composée de quatre neurones, la couche cachée comporte deux 

neurones non linéaires, la couche de sortie est constituée de quatre neurones non linéaires. 

La figure VI.2 présente, d'une part l'appartenance des observations réduites aux différentes 

classes générées (cf figure VI.2.a), et d'autre part les observations classées par la technique 

ISODATAB (cf figure VI.2.b). 

La table T6.2 indique les différents taux d'erreur obtenus par l'utilisation de la procédure 

ISODATAB. De plus, cette table présente les différentes matrices de confusion ainsi que les 

paramètres statistiques des groupements obtenus par chacune des deux techniques. Les résultats 

obtenus par ISODATA multidimensionnelle sont identiques à ceux obtenus par ISODATAB. A 

partir de ces résultats, on peut conclure que, si les observations réduites sont constituées de 

classes sphériques ne présentant pas un chevauchement important, alors l'opérateur pourra 

directement appliquer la méthode ISODATAB sur les données projetées en "cliquant" sur les 

différents centres des classes apparaissant sur l'écran du calculateur. 

Résultats expérimentaux 
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Nombre d'observations Vecteur moyenne 

900 [~] 
900 [~] 

Table T6.1 : Paramètres statistiques de l'exemple A . 

~·. . 

. . 

Matrice de covariance 

1 0 0 0 

0 1 0 0 

0 0 1 0 

0 0 0 1 

1 0 0 0 

0 1 0 0 

0 0 1 0 

0 0 0 1 

0.30 . . 
.. 

0.25 

0.1S 

0.13 . . . ... 
0.15 0.22 0.29 0.35 M2 O • .CS 0.$ 0.6S 0.75 011 

I 

Figure VI.l: Visualisation des sorties de la couches cachée 

Résultats expérimentaux 



y 

y 

-Page 134-

O.G5 

0.~ 

C.53 
1 

c.~ 

~.Q 

C.ôf 

~.31: 

0.25 

0~ 

<1.13 

0.35 C.Q 0..$ O..t2 o.ss 0.15 0.81 

G.11 

OJiS 

0.59 

0.,53 

0.41 

O.Q 

0.3) 

0.13 

0.29 o.35 o.e ~.~ 0..55 o.li2 o.œ o.75 o.El 
x 

(b) 

Figure V/.2 : Résultats de la classification de l'exemple A. 
a -Appartenance des observations. 

b- Résultats de la classification des observations par la technique ISODATAB. 
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Données J?,énérées Résultats (JSODATA/3 et !SODA TA) 
Vecteur Matrice de Vecteur Afatrice de covariance 

Moyenne covariance Moyenne 
Population 1 

m 
[1000] [' 99] 

[ 1 00 0.00 ~.~ 0 01] 
0 1 0 0 2. 97 O. 00 L 03 O. 01 -{)_ 02 
0 0 1 0 2.96 -{)_ 06 O. 01 O. 9 O. 02 
0 0 0 1 3.01 0.01 -{).02 0.02 1.03 

Population 2 

m 
[1000] ['00] 

[0.93 0.01 0.10 0.02] 
0 1 0 0 8.03 0.01 0.91 0.04 0.00 
0 0 1 0 8.05 0.10 0.04 LlO 0.01 
0 0 0 1 7.98 0.02 o. 00 0.01 o. 98 

Matrice de 
[:00 :oo] confusion 

Taux d'erreur 0% 

Table 6.2: Valeurs des paramètres statistiques de la distribution et paramètres statistiques des classes obtenues 

par les techniques JSODATAB et !SODA TA. 

VI.3. EXEMPLE B. 

Cet exemple est, composé de deux classes normales non sphériques avec chevauchement 

important. Nous avons cherché à rapprocher les 2 classes de l'exemple A afin d'augmenter leur 

chevauchement pour définir les limites de la méthode ISODATAB. Les paramètres des données 

générées à cet effet sont précisés dans la table T6.3. 

La figure VI.3 présente les observations réduites par un réseau multicouche constitué de trois 

couches. La couche d'entrée est composée de quatre neurones, la couche cachée comporte deux 

neurones non linéaires, la couche de sortie est constituée de quatre neurones non linéaires. 

Nous avons, pour cet exemple, déterminé les différents modes morphologiques en utilisant la 

ligne de partage des eaux. La figure VI.4.a présente rensemble discret ainsi que les domaines 

modaux déterminés par la méthode LPE. Le pas de discrétisation retenu est situé au milieu de la 

plus grande plage de stabilité du nombre de modes détectés. Nous avons ensuite effectué la 

classification des observations par la méthode décrite dans le chapitre précédent. 

La figure VI.5 présente, d'une part l'appartenance des observations réduites aux différentes 

classes mises en évidence (cf figure VI.5.a), et d'autre part les observations classées par la 

technique ISODATAB (cf figure VI.5.b) et par la technique morphologique (cf figure VI.5.c). 

Résultats expérimentaux 
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Dans la table T6.4 figurent également les caractéristiques des groupements obtenus par 

l'ensemble des trois techniques ISODATAB, ISODATA, et la LPE. Cette table contient aussi les 

matrices de confusion ainsi que les différents taux d'erreur relatifs à chacune de ces trois 

techniques. 

On peut remarquer que l'approche ISODAT A multidimensionnelle donne les meilleurs résultats. 

On peut donc conclure que dans le cas où les classes sont gaussiennes et présentent un 

chevauchement important, la visualisation bidimensionnelle devient un support qui permet à 

l'opérateur de connaître les paramètres dont ISODATA multidimensionnelle a besoin, même si les 

classes présentent un chevauchement important ll peut en effet connaître le nombre de classes par 

simple examen visuel des données réduites ainsi que les coordonnées initiales des différents centres 

des classes grâce à l'option "coordonnées" du menu principal. Une fois connus ces paramètres, on 

peut utiliser la procédure ISODATA multidimensionnelle. 

Nombre d'observations Vecteur moyenne Matrice de covariance 

Population 1 

[~] [~ 
0 0 

~] 900 
1 0 

0 1 

0 0 

Population 2 [''] [~ 
0 0 

~] 900 5.5 1 0 

5.5 0 1 

5.5 0 0 

Table T6.3 :Paramètres statistiques de l'exemple B 

Résultats expérimentaux 
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Figure VJ.3 : Visualisation des sorties des neurones de la couche cachée 
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(b) 
Figure V1.4: Détermination des domaines modaux par la méthode de la LPE 

a- Ensemble discret (R=24) 
b - Les deux domaines modaux. 
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(c) 
Figure VI.5 : Résultats de la classification de l'exemple B . 

(a) -Appartenance des observations. 

2 

(b)- Résultats de la classification des observations par la technique JSODATAB. 
(c) -Résultats de la classification des observations par la technique morphologique (LPE) 
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Données ;;énérées Résultats d'JSODATAB 
Vecteur Matrice de Vecteur Matrice de covariance 

Moyenne covariance Afoyenne 

[~J r~ 
0 0 

~J [ 302 J [L% 
0.07 -0.01 0 08] 1 0 2.99 0.06 1.09 0.07 0.04 

Population 1 0 1 2.98 --0.01 0.08 0.95 0.08 
0 0 3.04 0.08 0.04 0.08 1.09 

[''j [~ 
0 0 

;] ['"j ['" 0.01 0.10 

002 J 5.5 1 0 5.53 0.01 0.91 0.05 0.00 
Population 2 

5.5 0 1 5.55 0.10 0.05 1.10 0.02 

5.5 0 0 5.48 0.02 0.00 0.02 0.99 

Taux d'erreur 
théorique 0,5% 

Matrices de 
[ :86 14 J confusion 

894 

Taux d'erreur 1% 

Résultats morphologi_g_ues Résultats d'ISO DATA 

Vecteur Matrice de covariance Vecteur Matrice de covariance 

Moyenne Moyenne 

['"] [ 1.02 o.M ~oo o.œ] ['~ l [ 0 W 0.00 -o.œ QOI] 
3.00 0.04 1.12 0.01 0.09 2.97 o. 00 1. 03 o. 01 -0.01 

Population 1 2.95 -0. 07 o. 01 o. 87 o. 03 2.96 -0.07 0.01 0.90 0.02 
3.01 0.08 0.09 0.03 1.18 3.02 0.01 -0.01 0.02 1.04 

[5.52] [0.91 0.02 o.~ oœ] [''1] [on o.oo 0.01 001] 
5.53 0.02 o. 92 0.03 0.01 5.53 o. 00 o. 92 o. 05 -0.05 

Population 2 5.59 o. 05 o. 03 1.01 o. 03 5.55 0.09 0.05 1.10 0.02 
5.47 0.05 0.01 0.03 1.01 5.48 0.01 0.00 0.02 0.98 

Matrices de [892 8] 
21 879 

[896 4 J 
5 895 

confusion 

Taux d'erreur 1,61% 0,5% 

Table T6.4 : Valeurs des paramètres statistiques de la distribution et paramètres statistiques des classes 

obtenues par les techniques ISO DATA, JSODATAB et LPE pour l'exemple B. 
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VI.4. EXEMPLE C. 

Cet exemple est constitué de trois classes non sphériques et non normales. L'ensemble de 

données considéré dans cet exemple est constitué d'une classe sphérique et de deux classes en 

formes de croissants en dimension 3. 

La population sphérique est constituée de 600 observations normales dont les paramètres 

statistiques sont définis par : 

M=[-1~ ] f
l.03 0 

I= o 1.13 

0 0 

La deuxième et la troisième populations sont composées de 800 observations chacune. Les 

attributs x17 x2 , x3 sont décrits par les équations: 

x 1 = A1cosecosp+B 1 

x 2 = A2sinecosp + 8 2 

x 3 = A3sinp + 8 3 

où e et p sont des variables aléatoires normales de moyennes rn et rn 1 et de variances 

respectivement s, S}, et où B1, B2, B3 sont des variables normales de moyennes Jl1, ~. ~ et de 

variance a 17 a 2 , a3 Les valeurs de ces paramètres sont détaillées dans la tables T6.5. 

e p Bl B2 B3 Al A2 

Population 1 m=O m1=0 l1t =0 J..l2 = -JO Jl3= 0 A1=JO A2=JO 

s= 8 sl= 40 cr1 =2 0"2= 2 ()3 = 2 

Population 2 m=O m1=180 J..lt=O ~= -35 Jl.J=20 A1=10 A2=JO 

s= 8 sl= 40 (ji =2 <r= 2 2 (}"3= 2 

Tableau T6.5 ;_Paramètres statistiques des populations 2 et 3 de l'exemple C 

Résultats expérimentaux 
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La figure VI.6 présente les observations réduites par un réseau multicouche constitué de trois 

couches. Les couches d'entrée et de sortie sont constituées de trois neurones, la couche cachée est 

composée de deux neurones. 

La figure VI.7 présente l'ensemble discret (cf figure VI.7.a) ainsi que les domaines modaux 

obtenus par la LPE (cf figure VI.7.b). Notons que les formes géométriques des différents 

domaines modaux reflètent correctement les formes des classes constituant l'échantillon analysé. 

Après détermination des domaines modaux par la technique LPE, nous avons effectué la 

classification des observations de l'échantillon. Nous avons calculé le taux d'erreur de 

classification. 

La figure VI.8 présente, d'une part l'appartenance des obseiVations réduites aux différentes 

classes générées (cf figure VI.8.a), d'autre part les obseiVations classées par ISODATAB (cf 

figure VI.8.b) et par la technique morphologique (cf figure VI.8.c). Ces résultats montrent bien 

l'intérêt de l'approche morphologique dans ce cas de figure. En effet, les techniques ISODAT AB 

et ISODATA ne prennent pas en compte la forme géométrique des classes. Les obseiVations 

situées aux extrémités des classes en forme de croissants ont tendance à être assignées à la classe 

sphérique gaussienne. Par contre, l'approche morphologique permet d'obtenir des modes qui 

reflètent correctement la forme des classes, ce qui conduit à des meilleurs résultats. 

Les résultats relatifs aux différentes classification obtenues sont fournis dans la table T6.6 par 

l'intermédiaire des matrices de confusion et des différents taux d'erreur. 

L'analyste peut donc choisir la méthode morphologique dans le cas où les classes s'éloignent de 

la forme gaussienne. 

Résultats expérimentaux 
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Figure V/.6: Visualisation des sorties des neurones de la couche cachée pour J'exemple C 
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1± . 

• 

(b) 
Figure VI. 7: Détermination des domaines modaux par la méthode LPE pour J'exemple C 

(a)- Ensemble discret (R=39) 
(b )-Les deux domaines modaux. 
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(c) 
Figure V/.8: Résultat de la classification pour l'exemple C. 

(a) Appartenance des observations 
(b)Résu/tats de la classification des observations par la technique ISODATAB 

(c) Résultats de la classification des observations par la technique morphologique (LPE) 
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Résultats Résultats Résultats 
d'ISODATAB d'ISODATA Morphologiques 

Matrice de [674126 0] [ 755 0 45] [ 798 0 2 ] 
confusion 3 792 5 0 800 0 5 795 0 

0 l 599 0 0 600 0 0 600 

Taux d'erreur 6% 2% 0.3% 

Table T5.6: Résultats de la classification de l'échantillon de l'exemple C 

VI.5. EXEMPLE D. 

Cet exemple est plus complexe que les précédents nécessitant l'utilisation simultanée de 

plusieurs techniques de classification. L'ensemble des données multidimensionnelles est ICI 

constitué de deux classes sphériques et de deux classes en forme de croissant. Le but de cet 

exemple est de montrer comment on peut faire coopérer les deux méthodes ISODATAB et LPE 

pour le même exemple. 

La première population sphérique est constituée de 500 observations normales dont les 

paramètres statistiques sont définis par : 

La seconde population sphérique est constituée de 300 observations normales dont les 

paramètres statistiques sont définis par : 

M = r :~.:~ J L=r:O.oo 
49.88 

0 

1.01 

0 

La troisième et la quatrième populations sont composées de 700 observations chacune. Les 

attributs x1, x2 , x3 sont décrits par les équations: 

x1 = A1cosecosp+B1 

x 2 = A 2 sinecosp + 8 2 

x3 = A3sinp+B3 

Résultats expérimentaux 
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où e et p sont des variables aléatoires normales de moyennes rn, rn 1 et de variances respectivement 

s, s1 , B 1> B2, B3 sont des variables normales de moyennes llP 112 , J.13 et de variances crP cr2 , a
3

. 

Les valeurs de ces paramètres sont détaillées dans la table TS. 7. 

Les résultats de la réduction de dimension présentés dans la figure VI. 9 montrent qu'il existe 

deux regroupements d'observations assez éloignés. Dans ce cas l'opérateur peut utiliser la 

méthode ISODAT AB pour classer les deux regroupements d'observation (cf figure VI.ll ). Une 

fois satisfait, il effectue un Zoom sur les deux classes pour voir s'il n'existe pas de sous classes 

cachées, cela grâce à l'option Zoom qui permet de faire un agrandissement des données projetées. 

Le premier regroupement d'observations ne contient qu'une seule classe C1 • Cependant, le 

deuxième regroupement C2 contient plusieurs classes (cf figure VI.12). Les données appartenant 

à la classe C2 vont être reprojetées sur le plan. En supprimant de l'échantillon de départ toutes les 

observations appartenant à la classe C2 qui a été bien identifiée, il reste un ensemble d'observations 

qui vont nous servir pour une autre phase d'apprentissage. La phase d'apprentissage est alors 

renouvelée en utilisant toutes les observations de la classe C2 • Ensuite, elles sont présentées une à 

une au réseau afin d'obtenir les nouvelles sorties de la couche cachée du réseau (cf figure VI.13). 

On obtient le résultat de la figure VI.13. On remarque que les nouvelles classes qui viennent 

d'apparaître ont la forme de croissant. Dans ce cas, il est conseillé d'utiliser la méthode LPE pour 

extraire les différents modes. 

La table T6.8 montre le taux d'erreur runst que la matrice de ·confusion obtenus par la 

coopération de deux techniques. 

Résultats expérimentaux 
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e p El B2 B3 Al 

m=O mrO Ill =O Jl2 = -JO 113= 0 Al= JO 

s= 8 sl= 40 0"1=2 a= 2 2 ()3= 2 

m=O m 1= 180 Ill =O 112 = -35 113=20 A1=JO 

s= 8 sl= 40 0"1=2 G= 2 2 ()3= 2 

Tableau T6. 7: Paramètres statistiques des population 3 et 4 de l'exemple D. 
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Figure VI.9: Visualisation des sorties des neurones de la couche cachée pour l'exemple D 
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Résultats expérimentaux 

A3 

A 3=JO 

A3=JO 
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Figure VI. JO: Appartenance des observations pour l'exemple D. 
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Figure Vl.ll: Résultats de la classification des observations par la technique JSODATAB pour l'exemple D. 
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Figure Vl.J2: Zoom sur la classe ~ pour l'exemple D. 
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Figure Vl.J3: Visualisation des sorties des neurones de la couche cachée pour l'exemple D. 

Résultats expérimentaux 
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Figure VI.l4 : Détermination des domaines modaux par la méthode LPE pour l'exemple D 
a- Ensemble discret (R=31) 

b - Les deux domaines modaux. 
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Figure VJ.J4: (suite) Résultats de la classification de l'exemple D 

c- Résultats de la classification des observations par la technique morphologique (LPE) 

Taux d'erreur 0,5% 

[T 
0 8 

~] Matrice de confusion 695 1 

0 500 

0 0 

Table T6.8: Résultats de la classification en utilisant les deux procédures 

JSODATAB et LPE pour l'exemple D. 

Résultats expérimentaux 
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VI. 7. CONCLUSION 

Dans ce chapitre, nous avons présenté des résultats obtenus par les méthodes ISO DA T AB, 

ISODAT A et par l'approche morphologique. Une comparaison de ces résultats a permis de 

montrer l'intérêt de chacune de ces méthodes. La méthode morphologique est essentiellement 

intéressante dans le cas où les classes sont non sphériques. Enfin, dans le cas d'un échantillon 

composé de plusieurs classes de structures différentes, la coopération de ces différentes techniques 

peut donner des résultats intéressants. 

Quelque soit l'ensemble de données sounuses à l'analyste, l'opérateur garde la maîtrise du 

procédé de classification, optant pour l'une des trois méthodes de classification proposées selon 

l'allure des données visualisées et précisant la phase d'initialisation des méthodes ISODAT AB et 

ISODATA en fonction de sa perception visuelle des données. 

L'analyse des taux d'erreurs obtenus par les techniques de classification, nous conduisent à 

proposer un guide qui permet de sélectionner la méthode la plus adaptée à chaque situation (cf 

figure VI.15). 

type de données 

moyen 

ISODATAB ISODATA AI1Te Mocphologlque tPE 

Figure V/.15: Utilisation des méthodes de classification 

Des menus permettent ainsi à l'opérateur de sélectionner la procédure la plus efficace en 

fonction de l'allure des données visualisées à l'écran. 

Résultats expérimentaux 
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CONCLUSION GENERALE 

Dans ce mémoire, nous avons proposé une méthodologie qui permet à un opérateur de 

maîtriser le procédé de classification en visualisant les données grâce à un réseau de neurones 

multicouche. Ce support visuel est alors utilisé pour classer les observations selon différentes 

procédures plus ou moins interactives. 

Le réseau de neurones est constitué de trois couches : une couche d'entrée dont le nombre 

de neurones est égal à la dimension des observations multidimensionnelles, une couche cachée 

composée de deux neurones et une couche de sortie dont le nombre de neurones est égal à 

celui de la couche d'entrée. Les fonctions de transition des neurones de la couche cachée et de 

la couche de sortie sont non linéaires. L'algorithme de rétropropagation permet d'effectuer 

l'apprentissage. Une fois l'apprentissage terminé, les valeurs des sorties des neurones de la 

couche cachée peuvent être exploitées pour réaliser une visualisation en deux dimensions. 

Nous avons comparé les capacités de réduction de la dimension des données par ce type de 

réseau à celles de l'analyse en composantes principales. Nous avons montré que lorsque les 

relations entre les composantes des observations de départ sont non linéaires, l'introduction de 

non linéarités au niveau de la couche de sortie permet de préserver la structure des données. 

Pour certains exemples, les résultats obtenus par les réseaux de neurones non linéaires sont 

mêmes meilleurs que ceux obtenus par l'analyse en composantes principales. 

Les résultats encourageants obtenus par un réseau de neurones à une seule couche cachée 

nous poussent à réduire la dimension des données par utilisation d'un réseau de "neurones 

composé de trois couches cachées. Un tel réseau serait constitué d'une couche cachée, appelée 

couche de codage, d'une couche cachée dont le nombre de neurones serait inférieur à la 

dimension de l'espace des observations, et enfin une dernière couche cachée qui permettrait le 

décodage. Ce type de réseau préserverait mieux les relations non linéaires entre les différents 

attributs. Bien que le temps d'apprentissage soit assez lent, cette voie de recherche semble 

prometteuse car les premiers obtenus sont très encourageants. 

( 'onclusion générale 
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de la densité locale sous-jacente à la distribution des observations, estimée en chaque point 

d'échantillonnage, ne pourrait que favoriser l'adaptation de la ligne de partage des eaux 

multiniveaux à l'analyse des données. 

Ce travail, ainsi que ses prolongements en cours d'évolution, montre comment cette 

approche de classification interactive à base de réseaux neuronaux et de morphologie 

mathématique peut constituer une nouvelle approche aux problèmes de la classification 

automatique interactive. 

( ·onc/usion générale 
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